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基于 ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ 组合模型的股票价格预测

摘要
针对股票价格非平稳、非线性和高

复杂等特性引发的预测难度大的问题，
建立一种基于变分模态分解（Ｖａｒｉａｔｉｏｎａｌ
Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＶＭＤ）⁃Ｃｉｒｃｌｅ 混沌映
射的麻雀搜索算法（Ｃｉｒｃｌｅ Ｓｐａｒｒｏｗ Ｓｅａｒｃｈ
Ａｌｇｏｒｉｔｈｍ， ＣＳＳＡ ）⁃长 短 期 记 忆 （ Ｌｏｎｇ
Ｓｈｏｒｔ⁃Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ） 神经网络的
组合模型———ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ．首先，利
用 ＶＭＤ 将原始股票收盘价数据分解为
若干本征模态函数（ Ｉｎｔｒｉｎｓｉｃ Ｍｏｄｅ Ｆｕｎｃ⁃
ｔｉｏｎ，ＩＭＦ）分量．然后，采用 Ｃｉｒｃｌｅ 混沌映
射的 ＳＳＡ 算法对 ＬＳＴＭ 神经网络的隐含
层神经元、迭代次数、学习率进行优化，
将最优参数拟合至 ＬＳＴＭ 网络中．最后，
对每个 ＩＭＦ 分量建模预测，将各分量预
测结果叠加得到最终结果．实验结果表
明，与其他模型相比，本文模型在多支股
票数据集上的均方根误差（ＲＭＳＥ）、平均
绝对误差（ＭＡＥ）及平均绝对百分比误差
（ＭＡＰＥ）均达到最小，预测股票收盘价
格误差在 ０ 附近波动，稳定性更优、拟合
更佳、精确度更高．
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０　 引言

　 　 股票预测是指通过分析股票市场的历史数据预测未来股票价格

的变化趋势［１］ ．在处理大规模、高复杂度的股票数据时，传统的统计预

测方法难以获得理想的效果．随着信息技术的发展，深度学习凭借更

专业的特征学习在股价预测过程中凸显其泛化性与准确性．
作为深度学习中典型的时序预测网络，长短期记忆（Ｌｏｎｇ Ｓｈｏｒｔ⁃

Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ） 神经网络在股票价格领域较为表现出色，例如：
Ｓｕｎ 等［２］ 利用 ＬＳＴＭ 网络提取数据中的时间特征，对上证指数

（０００００１）进行了预测分析，预测效果优于传统的统计预测法；杨青

等［３］利用深层 ＬＳＴＭ 网络对 ３０ 只股票指数不同期限进行了预测研

究，实验结果表明 ＬＳＴＭ 网络的泛化能力较为稳定．在利用 ＬＳＴＭ 网络

预测股票的基础上，学者们提出了数据分解思想，典型分解有经验模

态分 解 （ Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＥＭＤ ）、 动 态 模 态 分 解

（Ｄｙｎａｍｉｃ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＤＭＤ） 和变分模态分解 （ Ｖａｒｉａｔｉｏｎａｌ
Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＶＭＤ）．谢游宇等［４］ 构建的 ＥＭＤ 与 ＬＳＴＭ 网络组

合模型提高了预测精度，但容易发生模态混叠；史建楠等［５］ 利用

ＤＭＤ⁃ＬＳＴＭ 混合模型对鞍钢股份进行了收盘价预测，虽能提取一定

量模态信息，但所分解的模态过多，易混淆主辅模态；苏焕银等［６］ 构

建了 ＶＭＤ⁃ＬＳＴＭ 混合模型用于时变序列预测，证明了较 ＥＭＤ、ＤＭＤ
和单一 ＬＳＴＭ 网络，ＶＭＤ⁃ＬＳＴＭ 能更好地拟合时变数据．此外，为提高

预测精度， Ｚｈａｎｇ 等［７］ 由麻雀搜索算法 （ Ｓｐａｒｒｏｗ Ｓｅａｒｃｈ Ａｌｇｏｒｉｔｈｍ，
ＳＳＡ）确定了 ＬＳＴＭ 模型参数，相比经验论定义参数，ＳＳＡ⁃ＬＳＴＭ 模型

具有更高的预测精度，然而该算法存在初始化随机性的特点，在后期

迭代过程中易陷入局部最优．
为了进一步提高预测精度、增强模型稳定性，针对复杂度高与非

线性强的股票数据，本文提出一种融合 ＶＭＤ、Ｃｉｒｃｌｅ 混沌映射的麻雀

搜索算法（Ｃｉｒｃｌｅ Ｓｐａｒｒｏｗ Ｓｅａｒｃｈ Ａｌｇｏｒｉｔｈｍ，ＣＳＳＡ）与 ＬＳＴＭ 网络的股

票价格预测模型———ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ．首先，利用 ＶＭＤ 对原始股票

收盘价序列进行变分模态分解，为将分解损耗约束到最低，使用约束

条件确定分解模态数，得到 ｋ 个表征局部特征的本征模态函数分量

（Ｉｎｔｒｉｎｓｉｃ Ｍｏｄｅ Ｆｕｎｃｔｉｏｎ，ＩＭＦ），在确保分解损耗为最低时剔除部分噪

声分量，以此泛化非线性股票数据、降低数据复杂度．随后，利用 Ｃｉｒｃｌｅ
混沌映射初始化 ＳＳＡ 算法，使得 ＳＳＡ 初始化麻雀分布均匀，避免迭代



　 　 　 　过程中陷入局部最优，并由该算法对 ＬＳＴＭ 的隐含

层神经元、迭代次数、学习率参数寻优，以提高组合

模型的鲁棒性．最后，将最优参数拟合到 ＬＳＴＭ 网络，
对各 ＩＭＦ 建模并预测股票收盘价，叠加各 ＩＭＦ 与其

余输入量预测结果得出最终预测值．

１　 算法原理

１􀆰 １　 ＶＭＤ 分解算法

变分模态分解（ＶＭＤ）是一种新型的时频分析

方法，能把多分量信号一次分解为若干个单分量调

幅调频信号，规避了迭代过程中的节点效应与虚假

分量现象．ＶＭＤ 方法利用构建并求解约束变分问题，
将原始信号分解为特定数量的 ＩＭＦ 分量，能有效处

理非线性、非平稳信号．具体步骤如下：
１） 由希尔伯特变换求解出各模态的解析信号

且构建频谱，得到每个模态函数在 ｔ 时刻的解析

信号：

ｓｋ（ ｔ） ＝ δ（ ｔ） ＋ ｊ
πｔ

æ

è
ç

ö

ø
÷ ｕｋ（ ｔ） ． （１）

式中： ｕｋ（ ｔ） 为第 ｋ 个本征模态函数分量．
２） 对各模态解析信号估算的中心频率进行修

正，将模态的频谱移到对应的基带．
３） 由解调信号的平方范数估算带宽，约束条件

为带宽相加最小，其约束条件如下：

ｍｉｎ
｛ｕｋ｝｛ωｋ｝

∑
ｋ

μｔ δ（ ｔ） ＋ ｊ
πｔ

æ

è
ç

ö

ø
÷ ｕｋ（ ｔ）

é

ë
êê

ù

û
úú ｅ － ｊωｋｔ

２

２
{ } ，

ｓ．ｔ．　 ∑
ｋ
ｕｋ（ ｔ） ＝ ｙ（ ｔ） ．

ì

î

í

ï
ï

ïï

（２）

式中： ωｋ 为第 ｋ 个模态分量的中心频率［８］；δ（ ｔ） 为

单位脉冲函数；ｙ（ ｔ） 为初始信号．为将约束变分问题

转换为非约束变分问题， 本文引入二次惩罚因子

μ［９］ 及拉格朗日乘子 λ，此处设 λ初值为 ０，〈，〉 为点

积，其表达式如下：
Ｌ ｛ｕｋ（ ｔ）｝，｛ωｋ｝，λ( ) ＝

μ∑
Ｋ

μｔ [ ( δ（ ｔ） ＋ ｊ
πｔ

ｕｋ（ ｔ） ] ｅ － ｊωｋｔ
２

２
＋

ｙ（ ｔ） － ∑
ｋ
ｕｋ（ ｔ）

２

２
＋ 〈λ（ ｔ），ｙ（ ｔ） － ∑

ｋ
ｕｋ（ ｔ）〉 ．

（３）

１􀆰 ２　 基于 Ｃｉｒｃｌｅ 混沌映射的麻雀搜索算法

１􀆰 ２􀆰 １　 麻雀搜索算法

麻雀搜索算法（ＳＳＡ）主要模拟麻雀种群的捕食

与反觅食的过程［１０］ ．该过程由发现者、加入者和预警

者共同参与．发现者在种群中起到搜索和觅食作用，

需要较高的适应度，搜索范围广．加入者主要追随发

现者，适应度相对较低．预警者在察觉到种群中的捕

食者时，对种群发出警告信息，发现者立即将种群迁

徙到安全区域．于是，麻雀种群的矩阵表示为

Ｘ ＝

ｘ１１ ｘ１２ … ｘ１ｄ

ｘ２１ ｘ２２ … ｘ２ｄ

︙ ︙ ︙
ｘｎ１ ｘｎ２ … ｘｎｄ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

． （４）

式中：ｎ 为麻雀种群的数量；ｄ 为待优化问题变量的

维度．
ＳＳＡ 种群的适应度函数表示如下：

Ｆｘ ＝

ｆ ｘ１１ ｘ１２ … ｘ１ｄ[ ]( )

ｆ ｘ２１ ｘ２２ … ｘ２ｄ[ ]( )

︙
ｆ ｘｎ１ ｘｎ２ … ｘｎｄ[ ]( )

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

． （５）

式中：ｆ 为每只麻雀的适应度．
发现者的具体位置更新为

Ｘｌ ＋１
ｚ，ｊ ＝

Ｘｌ
ｚ，ｊ × ｅｘｐ

－ ｚ
α × ｉｍａｘ

æ

è
ç

ö

ø
÷ ，　 Ｒ２ ＜ Ｔｓ；

Ｘｌ
ｚ，ｊ ＋ Ｑ × Ｌ， Ｒ２ ≥ Ｔｓ ．

ì

î

í

ïï

ïï

（６）

式中： ｌ ＝ １为算法的迭代次数初值；Ｘｚ，ｊ表示第 ｚ只麻

雀在第 ｊ 维；Ｌ 为单位行向量；α 为［０，１］ 间的随机

数；ｉｍａｘ 为最终的迭代次数；Ｑ 为标准正态分布随机

数；Ｒ２ 为警告值且 Ｒ２ ∈ ［０，１］；Ｔｓ 为安全值且

Ｔｓ ∈［０􀆰 ５，１］ ．当 Ｒ２ ＜ Ｔｓ 时，表示在该时刻种群范围

内没有危险，发现者继续搜索，使种群有较高适应

度；当 Ｒ２ ≥ Ｔｓ 时，表示预警者察觉到危险信息，释放

警告信号，种群向安全区靠近［１１］ ．于是，加入者追随

发现者觅食过程表示为

Ｘｌ＋１
ｚ，ｊ ＝

Ｑ × ｅｘｐ
Ｘｌ

ｗｏｒｓｔ － Ｘｌ
ｚ，ｊ

ｚ２
æ

è
ç

ö

ø
÷ ，　 ｉ ＞ ｎ

２
；

Ｘｌ＋１
ｑ ＋｜ Ｘｌ

ｚ，ｊ － Ｘｌ＋１
ｑ ｜ × ＤＴ（ＤＤＴ） －１ × Ｌ，　 其他．

ì

î

í

ï
ï

ïï

（７）
式中： Ｘｗｏｒｓｔ为当下时刻种群最差位置；Ｘｑ为当下时

刻发现者的最佳位置；Ｄ 为 １ × ｄ 阶矩阵，其元素为

± １ 的随机值．通常，种群中有 １０％ ～ ２０％的麻雀作

为预警者提供警告信息，其位置更新情况为

Ｘｌ ＋１
ｚ，ｊ ＝

Ｘｌ
ｚ，ｊ ＋ Ｋ ×

｜ Ｘｌ
ｚ，ｊ － Ｘｌ

ｗｏｒｓｔ ｜
（ｇｚ － ｇｗ） ＋ ε

æ

è
ç

ö

ø
÷ ，　 ｇｚ ＝ ｇｂ；

Ｘｌ
ｂｅｓｔ ＋ β ×｜ Ｘｌ

ｚ，ｊ － Ｘｌ
ｂｅｓｔ ｜ ， ｇｚ ≠ ｇｂ ．

ì

î

í

ï
ï

ïï

（８）
式中： ｇｚ 为当前时刻麻雀的适应度；ｇｂ 为全局最优位

３３３
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置的适应度；ｇｗ 为全局最差位置适应度；Ｘｂｅｓｔ 为当前

时刻的全局最优位置；β 是方差为１、均值为０的正态

分布随机数，β 为控制步长的参数；Ｋ 为［ － １，１］ 间

的随机数；ε为接近０的常数．当 ｇｚ ≠ ｇｂ 时，表示麻雀

正处于种群边缘位置容易遭遇危险；当 ｇｚ ＝ ｇｂ 时，表

示位于种群中心区域的麻雀收到危险信息，应向其

他麻雀靠近以避免被捕食．
１􀆰 ２􀆰 ２　 基于 Ｃｉｒｃｌｅ 混沌映射的麻雀搜索算法

ＳＳＡ 可随机生成初始化种群，存在种群分布不

均现象，致使中后期循环迭代种群多元性快速下降，
陷入局部最优解难以跳出的问题．本文在初始化种

群时采用 Ｃｉｒｃｌｅ 混沌映射改进种群分布情况，提升

种群个体的多样化． ｘｉ′ 为第 ｉ′个麻雀的位置，设 ｘ１ 第

一个麻雀的位置为随机初始化值，表达式如下：

ｘｉ′＋１ ＝ ｍｏｄ ｘｉ′ ＋ ０􀆰 ２ － １
４π

ｓｉｎ（２πｘｉ′），１
é

ë
êê

ù

û
úú ． （９）

原始 ＳＳＡ 随机初始化映射与 Ｃｉｒｃｌｅ 混沌映射对

比如图 １ 所示．可以看出，Ｃｉｒｃｌｅ 相对原始 ＳＳＡ 随机

映射种群分布更均匀，提高了个体的随机性．

图 １　 两种种群初始化对比

Ｆｉｇ􀆰 １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｗｏ ｐｏｐｕｌａｔｉｏｎ ｉｎｉｔｉａｌｉｚａｔｉｏｎｓ

１􀆰 ３　 ＬＳＴＭ 网络

ＬＳＴＭ 是一种改进的循环神经网络，采用 ＬＳＴＭ
能有效传送和表达较长时间序列中的信息且不会造

成较长时间前的有效信息被遗忘．ＬＳＴＭ 网络的单元

模块结构如图 ２ 所示．可以看出，ＬＳＴＭ 网络采用记

忆细胞记录传递信息．ＬＳＴＭ 通过 ３ 个控制门来处理

时滞任务，并利用 ｓｉｇｍｏｉｄ 函数与 ｔａｎｈ 函数来更新单

元状态．３ 个门分别为遗忘门、输入门、输出门．遗忘

门选择上一个阶段的信息多少能留存到现阶段单元

状态，输入门选择现阶段输入信息多少能保存在现

阶段单元状态，输出门选择现阶段单元状态有多少

当作 ＬＳＴＭ 的输出值．
ＬＳＴＭ 单元状态计算公式为

图 ２　 ＬＳＴＭ 结构

Ｆｉｇ􀆰 ２　 ＬＳＴＭ ｓｔｒｕｃｔｕｒｅ

ｉｍ ＝ σ（Ｗｉ［ｈｍ－１，ｘｍ］ ＋ ｂｉ）， （１０）
Ｃ′ｍ ＝ ｔａｎｈ（Ｗｃ［ｈｍ－１，ｘｍ］ ＋ ｂｃ）， （１１）
Ｐｍ ＝ σ（Ｗｐ［ｈｍ－１，ｘｍ］ ＋ ｂｐ）， （１２）
Ｏｍ ＝ σ（Ｗｏ［ｈｍ－１，ｘｍ］ ＋ ｂｏ）， （１３）
Ｃｍ ＝ ｐｍ☉Ｃｍ－１ ＋ ｉｍ☉Ｃ′ｍ， （１４）
ｈｍ ＝ Ｏｍ☉ｔａｎｈ（Ｃｍ） ． （１５）

式中：“☉”为向量之间的点乘；σ 为 ｓｉｇｍｏｉｄ 函数，其
决定哪些信息将被更新； ｉｍ，Ｐｍ 和 Ｏｍ 分别为在第 ｍ
个单元的输入、遗忘、输出门控；ｘｍ 为第 ｍ 个单元的

输入；ｈｍ－１ 为第 ｍ － １ 个单元的输出；Ｃｍ 为当前时刻

的单元状态；ｂｉ，ｂｃ，ｂｐ 和 ｂｏ 分别为 ｉｍ，Ｃ′ｍ，Ｐｍ，Ｏｍ 的

偏置项；Ｗｉ，Ｗｃ，Ｗｐ 和Ｗｏ 分别为 ｉｍ，Ｃ′ｍ，Ｐｍ，Ｏｍ 的权

重项；Ｃ′ｍ 为候选细胞信息，函数 ｔａｎｈ 用于创建新的

Ｃ′ｍ，定义为

ｔａｎｈ（ｘ） ＝ ｅｘ － ｅ －ｘ

ｅｘ ＋ ｅ －ｘ ． （１６）

２　 ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ 组合模型

本文提出的组合模型流程如图 ３ 所示，具体步

骤表述如下：
１） 组合模型共有 ５ 个输入量，分别为开盘价、

最高价、最低价、成交量、收盘价．一个输出量为收盘

价．本文利用 ＶＭＤ 仅对输入量收盘价数据进行变分

模态分解得到第 ｋ 个 ＩＭＦ 分量．
２） 在 ＳＳＡ 算法参数寻优前，利用 Ｃｉｒｃｌｅ 混沌映

射初始化种群分布，并划分发现者、跟随者和预警

者，设置迭代次数和参数上下边界．
３） 为使 ＬＳＴＭ 网络结构和股票收盘价数据集最

优匹配，由 ＳＳＡ 算法在 ＬＳＴＭ 网络训练前对 ＬＳＴＭ
网络的隐含层神经元个数、迭代次数、学习率寻优．

４） 数据集由收盘价、开盘价、最高价、最低价、

４３３
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成交量 ５ 个维度构成．若设置 ＬＳＴＭ 网络步长为 ｎ，
则使用一个 ｎ 行 ５ 列的矩阵数据对第 ｎ＋１ 天的股票

收盘价进行预测的计算量较大．于是，在每个分量建

模后，应对数据集降维重构．

图 ３　 ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ 组合模型流程
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５） 将最优参数输入至 ＬＳＴＭ 模型，通过划分训

练集测试集进行数据归一化．因 ＶＭＤ 仅分解了输入

量中收盘价数据，利用 ＶＭＤ 分解后第 ｋ 个收盘价数

据的 ＩＭＦ 分量与其余输入量共同预测收盘价，将 ｋ
个 ＶＭＤ 分解后的收盘价分量与其余输入量共同预

测结果叠加得到最终某交易日的收盘价（如设网络

步长 ｎ 为 ５，将前 ５ 个交易日的开盘价、最高价、最低

价、成交量与 ＶＭＤ 分解后收盘价的第 １ 个 ＩＭＦ 分量

作为 ＣＳＳＡ⁃ＬＳＴＭ 模型输入，进行第 ６ 个交易日的收

盘价预测，结果记为 Ａ１，继续将第 ２ 个 ＩＭＦ 分量进行

第 ６ 个交易日的收盘价预测，结果记为 Ａ２，直至得到

Ａｋ，则第 ６ 日的最终预测结果为 Ａ１ ＋ … ＋ Ａｋ）， 最后

对各交易日收盘价预测数据进行反归一化，输出预

测曲线．

３　 实验结果与对比分析

３􀆰 １　 数据来源

本文研究的原始数据集为 Ｔｕｓｈａｒｅ 财经共享数

据集（ｈｔｔｐ： ／ ／ ｔｕｓｈａｒｅ．ｏｒｇ ／ ），选取上证指数（０００００１）

为主要实验股，选取 ２０１３⁃０２⁃２２ 至 ２０２３⁃０２⁃１３ 近 １０
年的开盘价、收盘价、最高价、最低价、交易量为原始

数据，共获取 ２ ４２５ 个上证指数交易日历史数据（不
含空数据），将 ＶＭＤ 变分模态分解后的数据集作为

样本数据集，选取样本数据集的前 ７０％，即 ２０１３⁃０２⁃
２２ 至 ２０２０⁃０２⁃１３ 约 １ ６９７ 个交易日的数据作为训练

样本集，样本数据集后 ３０％，即 ２０２０⁃０２⁃１４ 至 ２０２３⁃
０２⁃１３ 约 ７２８ 个交易日的数据作为测试样本集．本文

实 验 环 境 为 Ｗｉｎｄｏｗｓ １１、 内 存 １６ ＧＢ 和

Ｍａｔｌａｂ Ｒ２０２０ｂ．

３􀆰 ２　 ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ 组合模型股票价格预测

方法

３􀆰 ２􀆰 １　 ＶＭＤ 变分模态分解

在 ＶＭＤ 分解前，需确定所分解的 ＩＭＦ 本征模态

函数的数目，即确定 ｋ 值．当 ｋ 值过大时，邻近模态分

量的中心频率较为贴近，会模糊掉部分信号，转换成

一部分不需要的噪声分量，影响最终结果．当 ｋ 值过

小时，获得的 ＩＭＦ 分量数目少于信号中有效成分数

目，由于分解不完整，造成初始信号中某些关键信息

被滤除．考虑到在分解过程中会生成无规律且变化

幅度较大的残差，需要去除残差．由于去除的残差量

会造成部分分解损失，本文针对预测精度与分解损

失问题，定义分解损失约束条件并由 ＣＳＳＡ 优化算

５３３
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法确定 ｋ（２ ≤ ｋ ≤２０） 值．设不考虑残差的序列为对

应的本征模态函数分量之和：

ｙ（ ｔ） ＝ ∑
２０

ｋ ＝ ２
ｕｋ（ ｔ） ． （１７）

当考虑分解残差量 Ｒ（ ｔ） 时，则残差的序列为

ｙ′（ ｔ） ＝ ∑
２０

ｋ ＝ ２
ｕｋ（ ｔ） ＋ Ｒ（ ｔ） ． （１８）

于是，分解损失定义如下：

ｍｉｎ
１
􀭵Ｔ
∑

􀭵Ｔ

ｔ ＝ １
｜ ｙ（ ｔ） － ｙ′（ ｔ） ｜é

ë
ê
ê

ù

û
ú
ú
＝ ｍｉｎ

１
􀭵Ｔ
∑

􀭵Ｔ

ｔ ＝ １
Ｒ（ ｔ）é

ë
ê
ê

ù

û
ú
ú ．

（１９）
式中：􀭵Ｔ 为序列的采样点数．可以看出，分解损失由

Ｒ（ ｔ）的平均值决定．为使分解损失达到最小值，此处

将分解损失约束条件作为 ＣＳＳＡ 优化算法的目标函

数，迭代次数设为 ２０，寻优 ｋ 值．
图 ４ 通过约束条件确定 ｋ 值，确保残差分量携

带最少的有效信息并将其去除．实验得出，当 ｋ ＝ ５ 时

且迭代至第 １７ 次时，对上证指数（０００００１）股票收盘

价的分解损失接近 １􀆰 ６５ 且达到最低，确定 ｋ＝ ５ 为本

实验的 ＩＭＦ 分量数目．

图 ４　 寻优 ｋ 值进化收敛
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在 ＶＭＤ 算法中，输入序列为上证指数（０００００１）
股票收盘价．其中：惩罚因子 μ＝ ２ ５００；噪声容忍度为

τ＝ ０，表示允许有误差；中心频率初始值为 １，表示中

心频率均匀初始化；收敛精度为 １０－６ ．分解后的 ５ 个

ＩＭＦ 分量如图 ５ 所示，本文将去除空数据后共计

２ ４２５ 个上证指数（０００００１）交易日历史收盘价数据

分解为 ５ 个 ＩＭＦ 分量，图中截取第 １～第 １ ０００ 个交

易日收盘价数据分解后的 ＩＭＦ 分量．其中：第 １ 行为

原始序列信号；第 ２ ～第 ６ 行分别为 ＶＭＤ 分解的由

低频到高频的 ＩＭＦ１ ～ ＩＭＦ５ 分量．可以看出，将上证

指数（０００００１）收盘价数据分解成 ５ 个 ＩＭＦ 分量，得
到 ５ 个相对平稳的股票价格子序列．其中：ＩＭＦ１ 为频

率最低的 ＩＭＦ 分量，表示信号的走势或平均值；其他

各分量表示原信号在各频段的波动变化，体现了信

号的局部特征及其深层次信息． ＩＭＦ５ 体现了局部信

号波动率的发展趋势，是最高频率分量．每个 ＩＭＦ 分

量既保留了原始股票价格信号的特征又避免了模态

的混叠效应．

图 ５　 上证指数历史收盘价 ＶＭＤ 分解

Ｆｉｇ􀆰 ５　 Ｅｘｐｌｏｄｅｄ ｖｉｅｗ ｏｆ ＶＭＤ ｏｆ ｔｈｅ ｈｉｓｔｏｒｉｃａｌ ｃｌｏｓｉｎｇ
ｐｒｉｃｅｓ ｏｆ ｔｈｅ Ｓｈａｎｇｈａｉ Ｃｏｍｐｏｓｉｔｅ Ｉｎｄｅｘ

３􀆰 ２􀆰 ２　 ＣＳＳＡ⁃ＬＳＴＭ 组合模型算法

本文将分解后的 ５ 个 ＩＭＦ 分量作为样本数据集

输入 ＣＳＳＡ⁃ＬＳＴＭ 组合模型．为提高模型表达能力，
使用激活函数加入非线性因素，该组合模型由输入

层、ＬＳＴＭ 层、ＲｅＬＵ 激活层、输出层构成．为减少经验

主观因素对组合模型的影响，使用 ＣＳＳＡ 算法对隐

含层神经元数、迭代次数、学习率 ３ 个参数进行寻

优．设置 ＬＳＴＭ 网络步长为 ５，即以 ５ 个交易日的收

盘价、开盘价、最高价、最低价、交易量预测第 ６ 天的

上证指数（０００００１）收盘价，设置上下边界．
通常，隐含层神经元过少会导致模型欠拟合，过

多会导致模型过拟合．当隐含层神经元个数小于 ３０
时预测结果欠拟合，而通过下边界从 １ 开始依次乘

自然数并代入模型，发现乘到 １１ 时的预测结果过拟

合，因此确认上边界为 ３００．据观察多次改变隐含层

神经元个数对预测结果的分析，隐含层神经元范围
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在［３０，３００］间的效果较佳．
在对时间序列进行预测时，并非迭代次数越大，

预测精度就越高．随着迭代次数增加，ＬＳＴＭ 网络中

权重更新次数增加，预测结果会出现过拟合．据文献

［１２］可知，最大迭代次数在［０，４００］间较优．为降低

模型时间复杂度，本文通过对比迭代次数为 １，１０，
２０，…，１００ 的预测结果拟合情况，确定下边界为 ３０．
从 ４００ 依次减 １０ 代入模型观察并预测结果拟合情

况，最终确认迭代次数范围为［３０，３００］．
学习率过大学习速度快，但 ｌｏｓｓ 容易出现梯度

爆炸；学习率过小则收敛速度慢．现有研究常将学习

率设为 ０􀆰 １、０􀆰 ０１、０􀆰 ００１ 和 ０􀆰 ０００１ 观察迭代损失情

况．本文中将学习率为 ０􀆰 １ 时，损失值易震荡，学习

率为 ０􀆰 ０００１ 时，收敛速度过慢，因此将学习率设为

［０􀆰 ００１，０􀆰 ０１］．
ＣＳＳＡ 算法对以上 ３ 个超参数寻优结果如表 １

所示．其中，最大迭代次数为 ２０，适应度函数选用均

方根误差．考虑到 ＳＳＡ 算法中预警者比例需占麻雀

总数的 １０％ ～ ２０％可确保发现者向安全区移动，本
文将预警者的比例设为最大比例 ０􀆰 ２．发现者在种群

中起到搜索和觅食作用，需较高的种群数，因此将发

现者的比例设为 ０􀆰 ７，跟随者的比例为 ０􀆰 １，ＣＳＳＡ 算

法同理．此外，模型训练过程优化器选用 Ａｄａｍ 算法．

表 １　 ＣＳＳＡ 寻优 ＬＳＴＭ 网络超参数值

Ｔａｂｌｅ １　 Ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｖａｌｕｅｓ ｏｆ ＬＳＴＭ ｎｅｔｗｏｒｋ
ｂｙ ＣＳＳＡ ｏｐｔｉｍｉｚａｔｉｏｎ

最优隐含层神经元数 最优迭代 ／ 次 最优学习率

２６０ ２５８ ０􀆰 ００９ ８

在迭代过程中，ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ 组合模型在第

２ 次收敛，均方根误差 （ Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ，
ＲＭＳＥ）为 ０􀆰 ０５１ ２７，而经对比 ＶＭＤ⁃ＳＳＡ⁃ＬＳＴＭ 模型

在第 ４ 次收敛，ＲＭＳＥ 误差为 ０􀆰 ０５６ ５３，本文 ＶＭＤ⁃
ＣＳＳＡ⁃ＬＳＴＭ 组合模型较 ＶＭＤ⁃ＳＳＡ⁃ＬＳＴＭ 模型收敛

速度更快，ＲＭＳＥ 降低约 ０􀆰 ００５ ３．
接下来，将得到的最优超参数拟合至 ＬＳＴＭ 网

络，对每个分量进行建模．为验证本文对于股票价格

预测构建的 ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ 组合模型的可靠性和

预测精度，对上证指数（０００００１）历史收盘价数据将

ＶＭＤ 变分模态分解后的数据集作为样本数据集，选
取该集合的前 ７０％，即 ２０１３⁃０２⁃２２ 至 ２０２０⁃０２⁃１３ 约

１ ６９７ 个交易日数据作为训练样本集，选取该集合的

后 ３０％，即 ２０２０⁃０２⁃１４ 至 ２０２３⁃０２⁃１３ 约 ７２８ 个交易

日数据作为测试样本集．本实验选取 ＬＳＴＭ、ＶＭＤ⁃
ＬＳＴＭ、ＶＭＤ⁃ＳＳＡ⁃ＬＳＴＭ 与本文组合模型对样本数据

集进行预测对比，据文献［１３］，将 ＬＳＴＭ、ＶＭＤ⁃ＬＳＴＭ
模型隐含层的神经元个数设为 １００，学习率设为

０􀆰 ００１，最优迭代次数设为 １０，ＶＭＤ⁃ＳＳＡ⁃ＬＳＴＭ 则通

过 ＳＳＡ 算法进行寻优获得隐含层的神经元个数为

２７２，学习率为 ０􀆰 ００９ １，最优迭代次数为 ２７５，再与本

文模型做误差对比和预测结果对比．４ 种模型真实值

与预测值的差值对比如图 ６ 所示．可以看出，在对测

试集共 ７２８ 条上证指数（０００００１）股票价格数据进行

预测时，单一的 ＬＳＴＭ 网络对复杂非线性的上证指

数（０００００１）价格预测误差波动在［⁃３００，２００］之间，
本文模型的预测误差在 ０ 附近上下波动，误差较小，
稳定性优越．

图 ６　 上证指数收盘价 ４ 种模型误差对比

Ｆｉｇ􀆰 ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｒｒｏｒｓ ａｔ ｔｈｅ ｃｌｏｓｉｎｇ ｐｒｉｃｅｓ ｏｆ ｔｈｅ
Ｓｈａｎｇｈａｉ Ｃｏｍｐｏｓｉｔｅ Ｉｎｄｅｘ ｐｒｅｄｉｃｔｅｄ ｂｙ ４ ｍｏｄｅｌｓ

图 ７ 显示了上证指数（０００００１）股票收盘价预测

结果．可以看出，上证指数（０００００１）股票收盘价在

２０２０⁃０２⁃１４ 至 ２０２３⁃０２⁃１３ 约 ７２８ 个交易日内整体涨

跌幅度波动较大，前期价格整体呈上涨阶段，收益趋

势总体走强，本文提出的组合模型在整个过程表现

最优，ＶＭＤ⁃ＳＳＡ⁃ＬＳＴＭ 表现次之．单一的 ＬＳＴＭ 网络

与目标曲线拟合总体最差，特别是当股票价格涨跌

幅波动较大时，本文模型能更为精准地贴合实际股

票收盘价格，当股票收盘价涨到最高点时，ＶＭＤ⁃
ＣＳＳＡ⁃ＬＳＴＭ 组合模型曲线值最为接近目标预测值．
在前期上涨阶段买入可获较大回报率，在测试集第

４５０ 个交易日左右及时卖出，可有效避免严重的经

７３３
学报，２０２４，１６（３）：３３２⁃３４０
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济损失．

图 ７　 上证指数收盘价 ４ 种模型预测结果对比

Ｆｉｇ􀆰 ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｃｌｏｓｉｎｇ ｐｒｉｃｅｓ ｏｆ ｔｈｅ Ｓｈａｎｇｈａｉ
Ｃｏｍｐｏｓｉｔｅ Ｉｎｄｅｘ ｐｒｅｄｉｃｔｅｄ ｂｙ ４ ｍｏｄｅｌｓ

为提高 ３ 个模型预测精确度与可信度，采用

ＲＭＳＥ、平均绝对误差（Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ，ＭＡＥ）、
平均绝对百分比误差 （ Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｐｅｒｃｅｎｔａｇｅ
Ｅｒｒｏｒ，ＭＡＰＥ）３ 种评价指标对模型进行性能指标评

价，训练集性能指标如表 ２ 所示，测试集性能指标如

表 ３ 所示．由表 ２ 可以看出：本文模型表现最优，该方

法较单一的 ＬＳＴＭ 网络 ＲＭＳＥ 降低了 １２６􀆰 ５８３ ５，ＭＡＥ
降低了 ８５􀆰 ４２，ＭＡＰＥ 降低了 ３􀆰 ００７ ４ 个百分点；较
ＶＭＤ⁃ＬＳＴＭ 预测方法 ＲＭＳＥ 降低了 １０８􀆰 ０４１ ６，ＭＡＥ
降低了 ６５􀆰 ４００ １，ＭＡＰＥ 降低了 ２􀆰 ３９９ ９ 个百分点；
较 ＶＭＤ⁃ＳＳＡ⁃ＬＳＴＭ 模型 ＲＭＳＥ 降低了 ６８􀆰 ８６６，ＭＡＥ
降低了 ３８􀆰 １８６ ８，ＭＡＰＥ 降低了 １􀆰 ４４０ ９ 个百分点．
由表 ３ 可以看出，在测试集中本文模型同训练集表

现最优．由此，在上证指数上的实验表明，在复杂的

股票价格预测中本文模型更具优势，可以有效提高

股票价格预测精度．

表 ２　 ４ 种模型的训练集预测性能指标

Ｔａｂｌｅ ２　 Ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｉｎｄｉｃａｔｏｒｓ

ｏｆ ｔｈｅ ４ ｍｏｄｅｌｓ ｏｎ ｔｒａｉｎｉｎｇ ｓｅｔ

模型 ＲＭＳＥ ＭＡＥ ＭＡＰＥ ／ ％

ＬＳＴＭ １３７􀆰 ３３４ ２ ９２􀆰 ６３７ ２ ３􀆰 ２６５ ２

ＶＭＤ⁃ＬＳＴＭ １１８􀆰 ７９２ ３ ７２􀆰 ６１７ ３ ２􀆰 ６５７ ７

ＶＭＤ⁃ＳＳＡ⁃ＬＳＴＭ ７９􀆰 ６１６ ７ ４５􀆰 ４０４ ８ １􀆰 ６９８ ７

ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ １０􀆰 ７５０ ７ ７􀆰 ２１７ ２ ０􀆰 ２５７ ８

表 ３　 ４ 种模型的测试集性能指标

Ｔａｂｌｅ ３　 Ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｉｎｄｉｃａｔｏｒｓ
ｏｆ ｔｈｅ ４ ｍｏｄｅｌｓ ｏｎ ｔｅｓｔ ｓｅｔ

模型 ＲＭＳＥ ＭＡＥ ＭＡＰＥ ／ ％
ＬＳＴＭ ９５􀆰 ３３８ ２ ８０􀆰 ３０５ ６ ２􀆰 ４８８ １
ＶＭＤ⁃ＬＳＴＭ ６４􀆰 ６１７ ８ ５３􀆰 ６３９ ２ １􀆰 ６２４ ４
ＶＭＤ⁃ＳＳＡ⁃ＬＳＴＭ ３６􀆰 ８７６ ２ ２８􀆰 ９４５ １ ０􀆰 ８７４ １
ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ ６􀆰 ４５４ ９ ４􀆰 ９１７ ７ ０􀆰 １４７ ３

３􀆰 ２􀆰 ３　 模型复杂度对比分析

本文模型复杂度主要由 ＬＳＴＭ 网络的时间复杂

度和空间复杂度决定．其中，ＬＳＴＭ 网络的时间复杂

度［１４］计算公式如下：
Ｏ（Ｗｔｉｍｅ） ＝ Ｏ（４ＭＨ２ ＋ ４ＭＮＨ） ． （２０）

式中： Ｍ 为输入序列的长度；Ｎ 为输入特征的维度；Ｈ
为隐含层神经元数；Ｗｔｉｍｅ 为 ＬＳＴＭ 网络记忆单元计算

量；４ＭＨ２ 为输入门、遗忘门、输出门和候选记忆单元

的计算量；４ＭＮＨ为输入门、输出门和记忆单元的计算

量．在降维重构后，存在Ｍ ＝ １和Ｎ ＝ ２ ４２５． ＶＭＤ 算法

仅分解收盘价序列，在 ＶＭＤ 算法将收盘价序列分解

为 ５ 个分量后，将其维度由重构后的Ｍ 值 １ 变为 ５，因
此，其时间复杂度仅改变公式中的 Ｍ 值．由 ３􀆰 ２􀆰 ２ 节

可知，在 ＬＳＴＭ 与 ＶＭＤ⁃ＬＳＴＭ 模型中，Ｈ 值为 １００．ＳＳＡ
或 ＣＳＳＡ 算法在模型中起到参数寻优作用，其仅改变

公式中的隐含层神经元个数 Ｈ 值．因此，在 ＶＭＤ⁃ＳＳＡ⁃
ＬＳＴＭ 与 ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ 模型中，Ｈ 值为 ＳＳＡ 或

ＣＳＳＡ 算法寻优后获得，分别为 ２７２ 和 ２６０．
空间复杂度可描述算法所占内存空间，本文将

其视为模型参数数量．因模型过万量级的参数量，本
文计算空间复杂度时将 ＶＭＤ、ＳＳＡ 和 ＣＳＳＡ 自带个

位数量级的参数忽略不计，ＬＳＴＭ 网络的空间复杂度

计算公式如下：
Ｏ（Ｗｓｐａｃｅ） ＝ Ｏ（４ＨＮ ＋ ４Ｈ２ ＋ ４Ｈ） ． （２１）
由表 ４ 可以看出，本文模型时间复杂度和空间

复杂度均低于 ＶＭＤ⁃ＳＳＡ⁃ＬＳＴＭ 模型，高于 ＬＳＴＭ 和

ＶＭＤ⁃ＬＳＴＭ 模型．由于 ＬＳＴＭ 网络本身的高复杂性和

本文模型更高的预测精度，其时间复杂度和空间复

杂度在可接受范围内．

表 ４　 ４ 种模型的复杂度对比

Ｔａｂｌｅ ４　 Ｃｏｍｐｌｅｘｉｔｙ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ４ ｍｏｄｅｌｓ
模型 Ｈ Ｍ Ｎ Ｏ（Ｗｔｉｍｅ） Ｏ（Ｗｓｐａｃｅ）
ＬＳＴＭ １００ １ ２ ４２５ Ｏ１０􀆰 １０×１０５） Ｏ（１０􀆰 １０４×１０５）

ＶＭＤ⁃ＬＳＴＭ １００ ５ ２ ４２５ Ｏ（５０􀆰 ５０×１０５） Ｏ（１０􀆰 １０４×１０５）
ＶＭＤ⁃ＳＳＡ⁃ＬＳＴＭ ２７２ ５ ２ ４２５ Ｏ（１４６􀆰 ７１×１０５） Ｏ（２９􀆰 ３５４×１０５）
ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ ２６０ ５ ２ ４２５ Ｏ（１３９􀆰 ６２×１０５） Ｏ（２７􀆰 ９３４×１０５）

８３３
黄后菊，等．基于 ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ 组合模型的股票价格预测．

ＨＵＡＮＧ Ｈｏｕｊｕ，ｅｔ ａｌ．Ｓｔｏｃｋ ｐｒｉｃｅ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ ｃｏｍｂｉｎａｔｉｏｎ ｍｏｄｅｌ．



３􀆰 ２􀆰 ４　 模型有效性验证

为验证本模型的有效性和鲁棒性，本文另选取

比亚迪（００２５９４）、工商银行 （ ＩＤＣＢＹ）和贵州茅台

（６００５１９）３ 只个股进行验证．实验环境、数据来源与

模型同上证指数，选取 ２０１３⁃０２⁃２２ 至 ２０２３⁃０２⁃１３ 近

１０ 年的开盘价、收盘价、最高价、最低价、交易量为

原始数据，划分前 ７０％为训练集，后 ３０％为验证集．
当 ｋ＝ ５ 时，由于工商银行 （ ＩＤＣＢＹ）为美股，与另外

２ 只个股略有差别，其分解损失约 ０􀆰 ００７ 美元．比亚

迪 （ ００２５９４ ） 分 解 损 失 约 ０􀆰 １５３ 元， 贵 州 茅 台

（６００５１９）分解损失约 １􀆰 ０９２ 元．由于美股节假日开

盘情况与中国略微差别，因此工商银行 （ ＩＤＣＢＹ）验
证集为 ７５５ 个交易日数据．图 ８ 显示了这 ３ 只个股收

盘价预测结果，红色曲线为本文模型，黑色曲线为实

际目标数据，蓝色曲线为 ＶＭＤ⁃ＳＳＡ⁃ＬＳＴＭ 模型．可以

看出，本文模型最为靠近真实目标曲线，ＶＭＤ⁃ＳＳＡ⁃
ＬＳＴＭ 模型稍次之，ＶＭＤ⁃ＬＳＴＭ 模型和 ＬＳＴＭ 网络虽

与实际目标数据走势大致相同，但与实际目标数据

拟合较差．本文模型较其他 ３ 个模型更为平稳，能反

映股票的整体收盘价走势，且能在估计细微变化时

取得较好的预测效果．

４　 结语

为提高股票价格预测的稳定性和精确度，本文

融合了 ＶＭＤ 算法，引入 Ｃｉｒｃｌｅ 混沌映射的 ＳＳＡ 算法

和 ＬＳＴＭ 网络模型，提出一种组合模型———ＶＭＤ⁃
ＣＳＳＡ⁃ＬＳＴＭ．经过对上证指数（０００００１）收盘价预测

的分析，得出如下结论：
１） ＶＭＤ 算法将股票价格时间序列分解成多个

平稳的 ＩＭＦ 分量，降低了数据复杂度，减少了部分测

试误差噪声干扰，提高了预测精度．
２） 在 ＳＳＡ 算法引入 Ｃｉｒｃｌｅ 混沌映射初始化种

群分布，提高了迭代收敛速度并降低了迭代误差．选
择 ＣＳＳＡ 算法进行 ＬＳＴＭ 网络隐含层参数优化，提高

了预测的稳定性和鲁棒性．
由于股票收盘价格预测在一定程度上受投资者

主观因素影响，本文模型还有改进的空间．下一步拟

将投资者情绪引入到本文模型以取得更好的预测结

果．此外，本文模型侧重于预测精度的提高，其时间

复杂度和空间复杂度难以兼顾到最低．因此，对本文

模型时间复杂度和空间复杂度的优化还有待深入

研究．

图 ８　 ３ 只个股收盘价 ４ 种模型预测结果对比

Ｆｉｇ􀆰 ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌｏｓｉｎｇ ｐｒｉｃｅｓ ｏｆ ３ ｓｔｏｃｋｓ ｐｒｅｄｉｃｔｅｄ ｂｙ ｔｈｅ ４ ｍｏｄｅｌｓ

参考文献
Ｒｅｆｅｒｅｎｃｅｓ

［ １ ］　 杨智勇，叶玉玺，周瑜．基于 ＢｉＬＳＴＭ⁃ＳＡ⁃ＴＣＮ 时间序列
模型在股票预测中的应用［ Ｊ］．南京信息工程大学学
报（自然科学版），２０２３，１５（６）：６４３⁃６５１
ＹＡＮＧ Ｚｈｉｙｏｎｇ，ＹＥ Ｙｕｘｉ，ＺＨＯＵ Ｙｕ．Ａｐｐｌｉｃａｔｉｏｎ ｏｆ ＢｉＬ⁃
ＳＴＭ⁃ＳＡ⁃ＴＣＮ ｔｉｍｅ ｓｅｒｉｅｓ ｍｏｄｅｌ ｉｎ ｓｔｏｃｋ ｐｒｉｃｅ ｐｒｅｄｉｃｔｉｏｎ
［Ｊ］．Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ
＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２３，１５（６）：
６４３⁃６５１

［ ２ ］　 Ｓｕｎ Ｙ， Ｓｕｎ Ｑ Ｓ， Ｚｈｕ Ｓ． Ｐｒｅｄｉｃｔｉｏｎ ｏｆ Ｓｈａｎｇｈａｉ ｓｔｏｃｋ
ｉｎｄｅｘ ｂａｓｅｄ ｏｎ ｉｎｖｅｓｔｏｒ ｓｅｎｔｉｍｅｎｔ ａｎｄ ＣＮＮ⁃ＬＳＴＭ ｍｏｄｅｌ
［Ｊ］． Ｊｏｕｒｎａｌ ｏｆ Ｓｙｓｔｅｍｓ Ｓｃｉｅｎｃｅ ａｎｄ Ｉｎｆｏｒｍａｔｉｏｎ，２０２２，
１０（６）：６２０⁃６３２

［ ３ ］　 杨青，王晨蔚．基于深度学习 ＬＳＴＭ 神经网络的全球股
票指数预测研究［Ｊ］．统计研究，２０１９，３６（３）：６５⁃７７
ＹＡＮＧ Ｑｉｎｇ， ＷＡＮＧ Ｃｈｅｎｗｅｉ． Ａ ｓｔｕｄｙ ｏｎ ｆｏｒｅｃａｓｔ ｏｆ
ｇｌｏｂａｌ ｓｔｏｃｋ ｉｎｄｉｃｅｓ ｂａｓｅｄ ｏｎ ｄｅｅｐ ＬＳＴＭ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ
［Ｊ］．Ｓｔａｔｉｓｔｉｃａｌ Ｒｅｓｅａｒｃｈ，２０１９，３６（３）：６５⁃７７

［ ４ ］ 　 谢游宇，王万雄．基于 ＥＭＤ 和 ＳＳＡ 的股票预测模型
［Ｊ］．计算机工程与应用，２０２３，５９（１８）：２８５⁃２９２
ＸＩＥ Ｙｏｕｙｕ，ＷＡＮＧ Ｗａｎｘｉｏｎｇ． Ｓｔｏｃｋ ｆｏｒｅｃａｓｔｉｎｇ ｍｏｄｅｌ

９３３
学报，２０２４，１６（３）：３３２⁃３４０

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ，２０２４，１６（３）：３３２⁃３４０



ｂａｓｅｄ ｏｎ ＥＭＤ ａｎｄ ＳＳＡ［ Ｊ］．Ｃｏｍｐｕｔｅｒ Ｅｎｇｉｎｅｅｒｉｎｇ ａｎｄ
Ａｐｐｌｉｃａｔｉｏｎｓ，２０２３，５９（１８）：２８５⁃２９２

［ ５ ］　 史建楠，邹俊忠，张见，等．基于 ＤＭＤ⁃ＬＳＴＭ 模型的股
票价格时间序列预测研究 ［ Ｊ］．计算机应用研究，
２０２０，３７（３）：６６２⁃６６６
ＳＨＩ Ｊｉａｎｎａｎ， ＺＯＵ Ｊｕｎｚｈｏｎｇ， ＺＨＡＮＧ Ｊｉａｎ， ｅｔ ａｌ．
Ｒｅｓｅａｒｃｈ ｏｆ ｓｔｏｃｋ ｐｒｉｃｅ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ＤＭＤ⁃ＬＳＴＭ
ｍｏｄｅｌ［ Ｊ］．Ａｐｐｌｉｃａｔｉｏｎ Ｒｅｓｅａｒｃｈ ｏｆ Ｃｏｍｐｕｔｅｒｓ，２０２０，３７
（３）：６６２⁃６６６

［ ６ ］　 苏焕银，彭舒婷，曾琼芳，等．基于 ＶＭＤ⁃ＬＳＴＭ 混合模
型的城际高速铁路时变客流预测［ Ｊ］．铁道科学与工
程学报，２０２３，２０（４）：１２００⁃１２１０
ＳＵ Ｈｕａｎｙｉｎ， ＰＥＮＧ Ｓｈｕｔｉｎｇ， ＺＥＮＧ Ｑｉｏｎｇｆａｎｇ， ｅｔ ａｌ．
Ｆｏｒｅｃａｓｔ ｏｆ ｔｉｍｅ⁃ｄｅｐｅｎｄｅｎｔ ｐａｓｓｅｎｇｅｒ ｆｌｏｗ ｏｆ ｉｎｔｅｒｃｉｔｙ
ｈｉｇｈ⁃ｓｐｅｅｄ ｒａｉｌｗａｙ ｂａｓｅｄ ｏｎ ＶＭＤ⁃ＬＳＴＭ ｍｉｘｅｄ ｍｏｄｅｌ
［Ｊ］．Ｊｏｕｒｎａｌ ｏｆ Ｒａｉｌｗａｙ Ｓｃｉｅｎｃｅ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇ，２０２３，
２０（４）：１２００⁃１２１０

［ ７ ］　 Ｚｈａｎｇ Ｙ Ｙ，Ｈｅ Ｄ，Ｗｕ Ｑ Ｙ．Ｆｏｒｅｃａｓｔｉｎｇ ｏｆ ＰＭ２􀆰 ５ ｃｏｎ⁃
ｃｅｎｔｒａｔｉｏｎ ｔｉｍｅ ｓｅｒｉｅｓ ｂａｓｅｄ ｏｎ ＳＳＡ⁃ＬＳＴＭ ｍｏｄｅｌ［Ｃ］ ／ ／
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｓｔａｔｉｓｔｉｃｓ，Ｄａｔａ Ｓｃｉｅｎｃｅ，ａｎｄ
Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ （ＣＳＤＳＣＩ ２０２２）．ＳＰＩＥ，２０２３，
１２５１０：３７３⁃３８０

［ ８ ］　 姜超，李国富．改进 ＶＭＤ⁃ＬＳＴＭ 法在刀具磨损状态识
别中的应用 ［ Ｊ］． 机械科学与技术， ２０２２， ４１ （ ２）：
２４６⁃２５２
ＪＩＡＮＧ Ｃｈａｏ，ＬＩ Ｇｕｏｆｕ．Ａｐｐｌｉｃａｔｉｏｎ ｏｆ ｍｏｄｉｆｉｅｄ ＶＭＤ ａｎｄ
ＬＳＴＭ ｉｎ ｔｏｏｌ ｗｅａｒ ｓｔａｔｅ ｒｅｃｏｇｎｉｔｉｏｎ ｍｏｄｅｌ ［ Ｊ ］．
Ｍｅｃｈａｎｉｃａｌ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ ｆｏｒ Ａｅｒｏｓｐａｃｅ Ｅｎｇｉ⁃
ｎｅｅｒｉｎｇ，２０２２，４１（２）：２４６⁃２５２

［ ９ ］　 张晨阳，张亚，李培英，等．基于变分模态分解的侵彻
过载信号特征提取 ［ Ｊ］．探测与控制学报，２０２１，４３
（３）：１６⁃２１
ＺＨＡＮＧ Ｃｈｅｎｙａｎｇ，ＺＨＡＮＧ Ｙａ，ＬＩ Ｐｅｉｙｉｎｇ，ｅｔ ａｌ．Ｆｅａｔｕｒｅ

ｅｘｔｒａｃｔｉｏｎ ｏｆ ｐｅｎｅｔｒａｔｉｏｎ ｏｖｅｒｌｏａｄ ｓｉｇｎａｌ ｂａｓｅｄ ｏｎ ｖａｒｉａ⁃
ｔｉｏｎａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ［ Ｊ］． Ｊｏｕｒｎａｌ ｏｆ Ｄｅｔｅｃｔｉｏｎ ＆
Ｃｏｎｔｒｏｌ，２０２１，４３（３）：１６⁃２１

［１０］　 左亚辉，谢源，邹定江，等．基于混沌麻雀搜索算法的
ＰＭＳＭ 直接转矩控制［ Ｊ］．组合机床与自动化加工技
术，２０２３（２）：１７４⁃１７７
ＺＵＯ Ｙａｈｕｉ， ＸＩＥ Ｙｕａｎ， ＺＯＵ Ｄｉｎｇｊｉａｎｇ， ｅｔ ａｌ． ＰＭＳＭ
ｄｉｒｅｃｔ ｔｏｒｑｕｅ ｃｏｎｔｒｏｌ ｂａｓｅｄ ｏｎ ｃｈａｏｔｉｃ ｓｐａｒｒｏｗ ｓｅａｒｃｈ ａｌ⁃
ｇｏｒｉｔｈｍ［ Ｊ］．Ｍｏｄｕｌａｒ Ｍａｃｈｉｎｅ Ｔｏｏｌ ＆ Ａｕｔｏｍａｔｉｃ Ｍａｎｕ⁃
ｆａｃｔｕｒｉｎｇ Ｔｅｃｈｎｉｑｕｅ，２０２３（２）：１７４⁃１７７

［１１］　 柴岩，孙笑笑，任生．融合多向学习的混沌麻雀搜索算
法［Ｊ］．计算机工程与应用，２０２３，５９（６）：８１⁃９１
ＣＨＡＩ Ｙａｎ，ＳＵＮ Ｘｉａｏｘｉａｏ，ＲＥＮ Ｓｈｅｎｇ． Ｃｈａｏｔｉｃ ｓｐａｒｒｏｗ
ｓｅａｒｃｈ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ｄｉｒｅｃｔｉｏｎａｌ ｌｅａｒｎｉｎｇ［Ｊ］．
Ｃｏｍｐｕｔｅｒ Ｅｎｇｉｎｅｅｒｉｎｇ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ，２０２３，５９ （ ６）：
８１⁃９１

［１２］　 刘明，宁静．基于 ＳＳＡ⁃ＬＳＴＭ 的重大突发疫情演化预测
方法［Ｊ］．信息与管理研究，２０２２，７（６）：１６⁃２９
ＬＩＵ Ｍｉｎｇ，ＮＩＮＧ Ｊｉｎｇ． Ｅｖｏｌｕｔｉｏｎａｒｙ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄ ｏｆ
ｍａｊｏｒ ｅｐｉｄｅｍｉｃ ｏｕｔｂｒｅａｋ ｂａｓｅｄ ｏｎ ＳＳＡ⁃ＬＳＴＭ ［ Ｊ ］．
Ｊｏｕｒｎａｌ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ ａｎｄ Ｍａｎａｇｅｍｅｎｔ， ２０２２， ７ （ ６）：
１６⁃２９

［１３］　 李秀昊，刘怀西，张智勇，等．基于 ＶＭＤ⁃ＬＳＴＭ 的超短
期风向多步预测［ Ｊ］．南方能源建设，２０２３，１０（１）：
２９⁃３８
ＬＩ Ｘｉｕｈａｏ， ＬＩＵ Ｈｕａｉｘｉ， ＺＨＡＮＧ Ｚｈｉｙｏｎｇ， ｅｔ ａｌ． Ｖｅｒｙ
ｓｈｏｒｔ⁃ｔｅｒｍ ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ ｍｕｌｔｉｓｔｅｐ ｆｏｒｅｃａｓｔ ｂａｓｅｄ ｏｎ
ＶＭＤ⁃ＬＳＴＭ［Ｊ］．Ｓｏｕｔｈｅｒｎ Ｅｎｅｒｇｙ Ｃｏｎｓｔｒｕｃｔｉｏｎ，２０２３，１０
（１）：２９⁃３８

［１４］　 Ｌｉｎ Ｍ Ｌ，Ｃｈｅｎ Ｃ Ｘ．Ｓｈｏｒｔ⁃ｔｅｒｍ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｓｔｏｃｋ ｍａｒｋｅｔ
ｐｒｉｃｅ ｂａｓｅｄ ｏｎ ＧＡ ｏｐｔｉｍｉｚａｔｉｏｎ ＬＳＴＭ ｎｅｕｒｏｎｓ ［ Ｃ］ ／ ／
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１８ ２ｎｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｄｅｅｐ Ｌｅａｒｎｉｎｇ Ｔｅｃｈｎｏｌｏｇｉｅｓ，２０１８：６６⁃７０

Ｓｔｏｃｋ ｐｒｉｃｅ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ ｃｏｍｂｉｎａｔｉｏｎ ｍｏｄｅｌ

ＨＵＡＮＧ Ｈｏｕｊｕ１ 　 ＬＩ Ｂｏ１

１ Ｓｃｈｏｏｌ ｏｆ Ｅｌｅｃｔｒｏｎｉｃｓ ＆ Ｉｎｆｏｒｍａｔｉｏｎ Ｅｎｇｉｎｅｅｒｉｎｇ，Ｌｉａｏｎｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ，Ｊｉｎｚｈｏｕ １２１００１，Ｃｈｉｎａ

Ａｂｓｔｒａｃｔ　 Ｔｏ ａｄｄｒｅｓｓ ｔｈｅ ｐｒｏｂｌｅｍｓ ｏｆ ｓｔｏｃｋ ｐｒｉｃｅ ｐｒｅｄｉｃｔｉｏｎ ｄｕｅ ｔｏ ｉｔｓ ｎｏｎ⁃ｓｔａｔｉｃ，ｈｉｇｈｌｙ ｃｏｍｐｌｅｘ ａｎｄ ｒａｎｄｏｍ ｆｌｕｃ⁃
ｔｕａｔｉｏｎｓ，ａ ｃｏｍｂｉｎａｔｉｏｎ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ Ｖａｒｉａｔｉｏｎａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ （ＶＭＤ）⁃Ｃｉｒｃｌｅ Ｓｐａｒｒｏｗ Ｓｅａｒｃｈ Ａｌｇｏｒｉｔｈｍ
（ＣＳＳＡ）⁃Ｌｏｎｇ Ｓｈｏｒｔ⁃Ｔｅｒｍ Ｍｅｍｏｒｙ （ＬＳＴＭ） ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｉｓ ｅｓｔａｂｌｉｓｈｅｄ．Ｔｈｅ ｏｒｉｇｉｎａｌ ｓｔｏｃｋ ｃｌｏｓｉｎｇ ｄａｔａ ｉｓ ｄｅｃｏｍ⁃
ｐｏｓｅｄ ｉｎｔｏ ｓｅｖｅｒａｌ Ｉｎｔｒｉｎｓｉｃ Ｍｏｄｅ Ｆｕｎｃｔｉｏｎ （ＩＭＦ） ｃｏｍｐｏｎｅｎｔｓ ｂｙ ＶＭＤ，ａｎｄ ｔｈｅｎ ｔｈｅ ＣＳＳＡ ｉｓ ｕｓｅｄ ｔｏ ｏｐｔｉｍｉｚｅ ｔｈｅ
ｐａｒａｍｅｔｅｒｓ ｏｆ ｈｉｄｄｅｎ ｌａｙｅｒ ｎｅｕｒｏｎｓ，ｉｔｅｒａｔｉｏｎ ｎｕｍｂｅｒ ａｎｄ ｌｅａｒｎｉｎｇ ｒａｔｅ ｏｆ ＬＳＴＭ，ａｎｄ ｔｈｅ ｏｐｔｉｍａｌ ｐａｒａｍｅｔｅｒｓ ａｒｅ ｆｉｔ⁃
ｔｅｄ ｉｎｔｏ ｔｈｅ ＬＳＴＭ，ｗｈｅｒｅ ｅａｃｈ ＩＭＦ ｃｏｍｐｏｎｅｎｔ ｉｓ ｍｏｄｅｌｅｄ ａｎｄ ｐｒｅｄｉｃｔｅｄ，ａｎｄ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＩＭＦ ｃｏｍｐｏ⁃
ｎｅｎｔ ａｒｅ ｓｕｐｅｒｉｍｐｏｓｅｄ ｔｏ ｏｂｔａｉｎ ｔｈｅ ｆｉｎａｌ ｒｅｓｕｌｔ．Ｅｘｐｅｒｉｍｅｎｔｓ ｓｈｏｗ ｔｈａｔ ｔｈｅ ＲＭＳＥ，ＭＡＥ ａｎｄ ＭＡＰＥ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ
ｍｏｄｅｌ ａｒｅ ｍｉｎｉｍｉｚｅｄ ｏｎ ｍｕｌｔｉｐｌｅ ｓｔｏｃｋ ｄａｔａｓｅｔｓ，ｔｈｅ ｅｒｒｏｒ ｏｆ ｔｈｅ ｐｒｅｄｉｃｔｉｅｄ ｃｌｏｓｉｎｇ ｐｒｉｃｅｓ ｏｆ ｉｎｄｉｖｉｄｕａｌ ｓｔｏｃｋｓ ｆｌｕｃｔｕ⁃
ａｔｅｓ ａｒｏｕｎｄ ０，ｗｈｉｃｈ ｉｓ ｍｏｒｅ ｓｔａｂｌｅ ｗｉｔｈ ｂｅｔｔｅｒ ｆｉｔｔｉｎｇ ａｎｄ ｈｉｇｈｅｒ ａｃｃｕｒａｃｙ．
Ｋｅｙ ｗｏｒｄｓ　 ｓｔｏｃｋ ｐｒｉｃｅ ｆｏｒｅｃａｓｔｉｎｇ；ｖａｒｉａｔｉｏｎａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ （ＶＭＤ）；ｓｐａｒｒｏｗ ｓｅａｒｃｈ ａｌｇｏｒｉｔｈｍ （ＳＳＡ）；
Ｃｉｒｃｌｅ ｃｈａｏｓ ｍａｐｐｉｎｇ；ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ （ＬＳＴＭ）

０４３
黄后菊，等．基于 ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ 组合模型的股票价格预测．

ＨＵＡＮＧ Ｈｏｕｊｕ，ｅｔ ａｌ．Ｓｔｏｃｋ ｐｒｉｃｅ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ＶＭＤ⁃ＣＳＳＡ⁃ＬＳＴＭ ｃｏｍｂｉｎａｔｉｏｎ ｍｏｄｅｌ．


