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基于 Ｒ⁃ＯＳＥＬＭ 的海洋环境数据在线预测

摘要
为及时辨识海洋环境的变化趋势和

降低长期累积的海洋环境数据对预测模
型的影响，提出一种基于循环在线顺序
极限学习机（Ｒｅｃｕｒｒｅｎｔ Ｏｎｌｉｎｅ Ｓｅｑｕｅｎｔｉａｌ
Ｅｘｔｒｅｍｅ Ｌｅａｒｎｉｎｇ Ｍａｃｈｉｎｅ Ｒ⁃ＯＳＥＬＭ） 的
海洋环境数据在线预测模型．采用完全
在线的方法初始化海洋环境数据训练
集，通过在线顺序极限学习机算法对已
有的海洋环境数据进行逐块输入，利用
极限学习机的自动编码技术与一种归一
化方法对输入权重循环处理，实现预测
模型的在线更新，最后完成对海洋环境
数据的在线预测．使用该模型对溶解氧、
叶绿素 ａ、浊度、蓝绿藻进行预测，结果表
明 Ｒ⁃ＯＳＥＬＭ 模型的预测精度高于对比
模型，确定其具备海洋环境数据在线预
测能力，可为海洋水域水体富营养化与
海洋环境污染预警提供参考．
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０　 引言

　 　 随着人类活动的加剧，海洋海域的自然生态环境遭到了严重的

破坏［１］ ．随着信息技术的发展，海洋环境数据的获取已经成为可能．通
过数据分析［２］的手段，来对海洋环境数据实施监控是可行的．为保护

海洋生态系统，对海洋环境污染提供预警，许多学者利用神经网络模

型预测海洋环境数据．在海洋水质预测方面，现有的预测模型在训练

方式上使用批量学习算法［３⁃５］，即每当收到新数据时，批量学习过去

的数据和新的数据来重新训练模型．在海洋环境工程应用中，当监测

站采集到的海洋环境训练样本发生变化或者有新的海洋环境训练样

本加入时必须对全部海洋环境训练样本重新进行训练，这将浪费额

外的计算资源．在离线预测中，数据被输入到一个固定的公式或训练

好的模型中，忽略对模型的更新，从而导致其学习效率低下，难以满

足模型在线预测的要求．所以，将在线预测方法应用于海洋环境数据

预测具有重要意义．
近年来，已提出许多在线预测模型和方法，如滑动时间窗方法、

在线顺序极限学习机等．滑动时间窗方法是将数据以等量样本选择的

方式进行在线预测，但预测模型本身没有随时间序列在线更新和动

态学习的能力，导致预测精度不优秀．海洋环境数据在线预测是逐个

或逐块学习已有的海洋环境数据，并对未来的海洋环境数据进行预

测，从而对海洋环境实现污染监测和动态维护．在海洋环境预报中，海
洋环境数据的生成是连续的，为提高学习效率，模型更新是不可避免

的．但在新数据不断到来的情况下，频繁地更新模型计算成本高昂．在
线顺序极限学习机（Ｏｎｌｉｎｅ Ｓｅｑｕｅｎｔｉａｌ Ｅｘｔｒｅｍｅ Ｌｅａｒｎｉｎｇ Ｍａｃｈｉｎｅ，ＯＳ⁃
ＥＬＭ） ［６⁃８］会在新数据到达时以较低的成本自动更新（然后可以丢弃

新数据）模型方程，通过使用递归最小二乘法随机初始化输入权重和

更新输出权重，使网络能够逐个或逐块学习数据．同时，通过应用递归

最小二乘法的遗忘因子，ＯＳ⁃ＥＬＭ 可以快速适应新的输入模式，基于

后续数据和随机选择隐藏节点参数更新权重使该方法快速准确．但是

ＯＳ⁃ＥＬＭ 是针对单层前馈神经网络的，并且其输入权重无法调整，而
循环神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＲＮＮ） ［９⁃１１］ 则具有记忆过去

事件的能力．ＲＮＮ 在连续序列数据建模方面不仅考虑当前的输入，而
且还使用它以前学到的东西．但是 ＲＮＮ 在学习过程中存在训练集长

度过大导致的梯度消失或爆炸问题．因此，需要探索能够面对长期累



　 　 　 　积的海洋环境数据保证预测精度的在线预测方法．
面对长期累积的海洋环境数据，现有的在线预

测模型自身没有随时间序列在线更新和动态学习的

能力，导致模型预测精度下降．在 ＯＳ⁃ＥＬＭ 的基础上，
以“调整输入权重反馈更新”为原则，本文提出了基

于循环在线顺序极限学习机（Ｒｅｃｕｒｒｅｎｔ Ｏｎｌｉｎｅ Ｓｅ⁃
ｑｕｅｎｔｉａｌ Ｅｘｔｒｅｍｅ Ｌｅａｒｎｉｎｇ Ｍａｃｈｉｎｅ，Ｒ⁃ＯＳＥＬＭ） 的海

洋环境在线预测模型．以海洋环境时间序列为例进

行建模和在线预测实验验证，结果表明，Ｒ⁃ＯＳＥＬＭ
与其他在线预测模型相比对海洋环境数据在线预测

精度较好，可以满足海洋大数据观测监测服务平台

对海洋环境数据在线预测的更高需求．

１　 Ｒ⁃ＯＳＥＬＭ 模型

１ １　 模型结构

Ｒ⁃ＯＳＥＬＭ 是一种改进的 ＯＳ⁃ＥＬＭ，它将两种新

的方法应用于传统的 ＯＳ⁃ＥＬＭ：具有归一化的自动编

码技术和 ＲＮＮ 结构的反馈更新输入权重，如图 １ 所

示．Ｒ⁃ＯＳＥＬＭ 模型的构造：在 ＲＮＮ 框架中，其 ｎ 维输

入层通过输入权重 Ｗ 连接到 Ｌ 维隐藏层，隐藏层通

过输出权重 β 连接到 ｍ 维输出层，隐藏层通过隐藏

权重 Ｖ 也连接到自身．

图 １　 Ｒ⁃ＯＳＥＬＭ 模型框架

Ｆｉｇ １　 Ｔｈｅ ｐｒｏｐｏｓｅｄ Ｒ⁃ＯＳＥＬＭ ｍｏｄｅｌ ｆｒａｍｅ

Ｒ⁃ＯＳＥＬＭ 模型还定义了两个辅助 ＥＬＭ⁃ＡＥ（Ｅｘ⁃
ｔｒｅｍｅ Ｌｅａｒｎｉｎｇ Ｍａｃｈｉｎｅ⁃Ａｕｔｏ Ｅｎｃｏｄｅｒ）网络，两个辅

助 ＥＬＭ⁃ＡＥ 网络的工作原理是通过调整隐藏层的节

点数，将输入特征压缩，一个用于更新输入权重称为

输入权重下极限学习机自动编码器，另一个用于更

新隐藏权重称为隐藏权重下极限学习机自动编码器

（图 ２）．在输入权重下极限学习机自动编码器中，其
输入层通过输入权重连接到隐藏层，隐藏层通过输

出权重连接到输出层．输入权重下极限学习机自动

编码器的输入层维数和输出层维数与 Ｒ⁃ＯＳＥＬＭ 的

输入层维数相同，输入权重下极限学习机自动编码

器的隐藏层维数与 Ｒ⁃ＯＳＥＬＭ 的隐藏层维数相同．隐
藏权重下极限学习机自动编码器的结构同理，它的

输入层、输出层和隐藏层的维数与 Ｒ⁃ＯＳＥＬＭ 的隐藏

层维数相同．

图 ２　 极限学习机自动编码器

Ｆｉｇ ２　 Ｅｘｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅ ａｕｔｏｅｎｃｏｄｅｒ

每当新的海洋环境数据输入时，采用递归最小

二乘法随机初始化输入权重与隐藏权重下极限学习

机自动编码器．极限学习机的自动编码技术（ＥＬＭ⁃
ＡＥ） ［１２］调整隐藏节点数将输入特征压缩，然后通过

应用递归最小二乘法的遗忘因子，使其可以快速适

应新的输入模式．在 ＯＳ⁃ＥＬＭ 的非线性激活层的之前

加入一个归一层，通过减去特征的平均值，再除以特

征的方差，简单地归一化输入特征．连接隐藏层的隐

藏权重也会在新输入到达时更新，使用与更新输入

权重相同的技术，这样可使模型持续更新输入与输

出权重．将这种在线学习方法用于学习 ＲＮＮ，最后可

得模型的预测输出．应用极限学习机的自动编码器

和归一化方法来调整输入权重的 Ｒ⁃ＯＳＥＬＭ 模型，使
预测模型随时间序列的更新能够动态调整，有利于

提高海洋环境数据预测精度． Ｒ⁃ＯＥＳＥＬＭ 的结构特

点决定了其训练方式的特殊性．

１ ２　 模型算法

Ｒ⁃ＯＳＥＬＭ 模型组成包括两个阶段：初始化阶段

和在线顺序学习阶段．
１ ２ １　 初始化阶段

对 Ｒ⁃ＯＳＥＬＭ 使用一种全在线初始化方法，不需

要初始数据集．公式如下：

５０１
学报（自然科学版），２０２３，１５（１）：１０４⁃１１０
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利用式（１）设定其初始输出权重 β ０ 和初始辅助

矩阵 Ｐ０ ．其隐藏层输出的初始值 Ｈ０ 是随机生成的，
输入权重下极限学习机自动编码器的输入权重 Ｗｉ

和隐藏权重下极限学习机自动编码器的输入权重

Ｗｈ 也随机赋值．用式（１） 对它们的输出权重 β ｉ
０，β ｈ

０ 和

相应的辅助矩阵 Ｐ ｉ
０，Ｐｈ

０ 初始化．
当有一个新的海洋环境训练样本为 Ｎｋ＋１ 的输入

数据块到达时，其中 ｋ ＋ １表示第 ｋ ＋ １个海洋环境训

练样本输入数据块，ｋ 从 ０ 开始递增时，进行下面的

学习过程．为了数学上的简单性，将海洋环境数据训

练样本 Ｎｋ＋１ 的大小设置为 １．
１ ２ ２　 在线顺序学习阶段

１）更新输入权重．首先使用输入权重下极限学

习机自动编码器更新 Ｒ⁃ＯＳＥＬＭ 的输入权重．输入权

重下极限学习机自动编码器将第 ｋ ＋ １ 个输入样本

ｘ（ｋ ＋ １） 传送到隐藏层．输入权重下极限学习机自动

编码器隐藏层的输出矩阵 Ｈｉ
ｋ＋１ 计算公式如下：

Ｈｉ
ｋ＋１ ＝ ｇ（ｎｏｒｍ（Ｗｉ

ｋ＋１ｘ（ｋ ＋ １）））， （２）

ｎｏｒｍ（ｘ） ＝ ｘ － μ ｉ

σ ｉ２ ＋ ε
， （３）

μ ｉ ＝ １
Ｌ∑

Ｌ

ｊ ＝ １
ｘ ｊ， （４）

σ ｉ ＝ １
Ｌ∑

Ｌ

ｊ ＝ １
（ｘ ｊ － μ ｉ） ２， （５）

式（５）中， ｘ ｊ 表示训练样本，具有 Ｌ 个隐藏节点的输

出．在非线性激活层的前面加入 ｎｏｒｍ 函数作为归一

化层，然后使用递归最小二乘法计算输入权重下极

限学习机自动编码器的输出权重 β ｉ
ｋ＋１：

β ｉ
ｋ＋１ ＝ β ｉ

ｋ ＋ Ｐ ｉ
ｋ＋１Ｈｉ

ｋ＋１
Ｔ（ｘ（ｋ ＋ １） － Ｈｉ

ｋ＋１β ｉ
ｋ）， （６）

Ｐｉ
ｋ＋１ ＝

１
λ
Ｐｉ

ｋ － Ｐｉ
ｋＨｉ

ｋ＋１
Ｔ（λ２ ＋ λＨｉ

ｋ＋１Ｐｉ
ｋＨｉ

ｋ＋１
Ｔ） －１Ｈｉ

ｋ＋１Ｐｉ
ｋ，

（７）
式（７）中 λ 为常数遗忘因子．用 Ｔｋ＋１ 代替 ｘ（ｋ ＋ １） 执

行无监督自动编码［１３］，公式如下：
β ｋ＋１ ＝ β ｋ ＋ Ｐｋ＋１ＨＴ

ｋ＋１（Ｔｋ＋１ － Ｈｋ＋１β ｋ） ． （８）
将 β ｉ

ｋ＋１ 的转置作为 Ｒ⁃ＯＳＥＬＭ 模型的输入权

重 Ｗｋ＋１：
Ｗｋ＋１ ＝ β ｉ

ｋ＋１
Ｔ ． （９）

２）更新隐藏权重．同样，使用隐藏权重下极限学

习机自动编码器更新 Ｒ⁃ＯＳＥＬＭ 的隐藏权重．隐藏权

重下极限学习机自动编码器将 Ｒ⁃ＯＳＥＬＭ 的第 ｋ 个

隐藏层输出 Ｈｋ 输送到隐藏层，隐藏权重下极限学习

机自动编码器隐藏层的输出矩阵 Ｈｈ
ｋ＋１ 计算公式

如下：
Ｈｈ

ｋ＋１ ＝ ｇ（ｎｏｒｍ（Ｗｈ
ｋ＋１Ｈｋ）） ． （１０）

执行无监督自动编码［１３］，使用递归最小二乘法

计算隐藏权重下极限学习机自动编码器的输出权

重 β ｈ
ｋ＋１：

β ｈ
ｋ＋１ ＝ β ｈ

ｋ ＋ Ｐｈ
ｋ＋１Ｈｈ

ｋ＋１
Ｔ（Ｈｋ － Ｈｈ

ｋ＋１β ｈ
ｋ）， （１１）

Ｐｈ
ｋ＋１ ＝

１
λ
Ｐｈ

ｋ－Ｐｈ
ｋＨｈ

ｋ＋１
Ｔ（λ２＋λＨｈ

ｋ＋１Ｐｈ
ｋＨｈ

ｋ＋１
Ｔ） －１Ｈｈ

ｋ＋１Ｐｈ
ｋ，

（１２）
把 β ｈ

ｋ＋１ 的转置当作 Ｒ⁃ＯＳＥＬＭ 的隐藏权重 Ｖｋ＋１：
Ｖｋ＋１ ＝ β ｈ

ｋ＋１
Ｔ ． （１３）

３）前馈传播．用第 ｋ ＋ １个输入样本 ｘ（ｋ ＋ １） 来

计算 Ｒ⁃ＯＳＥＬＭ 的隐藏层输出矩阵 Ｈｋ＋１，公式如下：
Ｈｋ＋１ ＝ ｇ（ｎｏｒｍ（Ｗｋ＋１ｘ（ｋ ＋ １） ＋ Ｖｋ＋１Ｈｋ）） ． （１４）

４）更新输出权重．利用式（８）和式（１５）更新 Ｒ⁃
ＯＳＥＬＭ 的输出权重 β ｋ＋１：
Ｐｋ＋１ ＝ Ｐｋ － ＰｋＨＴ

ｋ＋１（Ｉ ＋ Ｈｋ＋１ＰｋＨＴ
ｋ＋１）

－１Ｈｋ＋１Ｐｋ ． （１５）
本文提出的 Ｒ⁃ＯＳＥＬＭ 不限于单个隐藏层，而是

可以有 ｍ 个隐藏层，此时 Ｒ⁃ＯＳＥＬＭ 有 ｍ 个输入权

重下极限学习机自动编码器、ｍ 个隐藏权重下极限

学习机自动编码器．在此更深层次的结构中，可以学

习更复杂的海洋环境数据特征．

１ ３　 算法流程（见下页）

２　 仿真实验与性能评估

２ １　 实验数据集

本文使用中国北部海湾海域某定点浮标的实测

数据验证 Ｒ⁃ＯＳＥＬＭ 模型性能．数据样本选择中国某

海域的海洋环境数据，样本选择周期为 ５ ｍｉｎ，涵盖

气象参数和水质参数两种类型．在线监控的样本特

征属性由溶解氧、叶绿素 ａ、浊度和蓝绿藻组成．选取

４ 种因素各 ８ ０００ 个海洋环境数据实验样本．监测的

海洋生态环境原始数据变化曲线如图 ３ 所示．

２ ２　 在线预测模型性能分析

为使模型在在线训练阶段效果更佳，将模型输

入维数设置为 １００．在模型参数选择上，将遗忘因子

λ＝ ０ ９１５，隐节点数设置为 ２１，采用 ｓｉｇｍｏｉｄ 作为激

活函数．本文选用标准均方根误差（ＮＲＭＳＥ）、平均绝

对百分比误差（ＭＡＰＥ）和决定系数（Ｒ２）作为模型预

测性能的度量标准．
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Ｒ⁃ＯＳＥＬＭ 算法流程

步骤 １（初始化阶段）：
１）设置隐藏节点数目 Ｌ，随机生成隐藏层输出的初始值 Ｈ０，输入权重下极限学习机自动编码器的输入权重 Ｗｉ，隐藏权重下极限学习机自动

编码器的输入权重 Ｗｈ 和隐藏层偏置 σｉ（ ｉ ＝ １，２，…，Ｌ） ．
２） 使 β ｉ

０ ＝ β ｈ
０ ＝ ０，Ｐｉ

０ ＝ Ｐｈ
０ ＝ （Ｉ ／ Ｃ） －１ ．

步骤 ２（在线顺序学习阶段）：
Ｆｏｒ ｋ ＝ １，２，…

　 　 ① 获得第（ｋ ＋ １） 个海洋环境数据训练样本块{ （ｘｉ，ｔｉ） }
∑
ｋ＋１

ｊ ＝ ０
Ｎｊ

ｉ ＝ ∑
ｋ

ｊ ＝ ０
Ｎｊ( ) ＋１

，其中 Ｎ ｊ 表示第 ｊ 个海洋环境数据训练样本块的数目；

　 　 ② 由式（２） 计算 Ｈｉ
ｋ＋１，由式（７） 和式（８） 计算 Ｐｉ

ｋ＋１ 和 β ｉ
ｋ＋１；

　 　 ③ 由式（１０） 计算 Ｈｈ
ｋ＋１，由式（１２） 和式（１１） 计算 Ｐｈ

ｋ＋１ 和 β ｈ
ｋ＋１；

　 　 ④ 把 β ｉ
ｋ＋１ 和 β ｈ

ｋ＋１ 转置分别得出 Ｗｋ＋１ 和 Ｖｋ＋１；
　 　 ⑤ 将 Ｗｋ＋１ 和 Ｖｋ＋１ 代入式（１４） 计算出 Ｈｋ＋１；
　 　 ⑥ 由式（８） 和式（１５） 更新 Ｒ⁃ＯＳＥＬＭ 的输出权重 β ｋ＋１ ．
重复步骤 ２ 直到没有新数据到达．
Ｅｎｄ

图 ３　 原始海洋环境数据变化曲线

Ｆｉｇ ３　 Ｃｈａｎｇｅ ｃｕｒｖｅｓ ｏｆ ｏｒｉｇｉｎａｌ ｍａｒｉｎｅ ｅｎｖｉｒｏｎｍｅｎｔ ｐａｒａｍｅｔｅｒｓ

　 　 ＮＲＭＳＥ ＝
∑
Ｎ

ｔ ＝ １
（ｙｒ（ ｔ） － ｙｐ（ ｔ）） ２

Ｎσ ２ ， （１６）

ＭＡＰＥ ＝ １
Ｎ∑

Ｎ

ｔ ＝ １

ｙｒ（ ｔ） － ｙｐ（ ｔ）
ｙｐ（ ｔ）

× １００％， （１７）

Ｒ２ ＝ １ －
∑
Ｎ

ｔ ＝ １
（ｙｒ（ ｔ） － ｙｐ（ ｔ）） ２

∑
Ｎ

ｔ ＝ １
（ｙｒ（ ｔ） － ｙｒ（ ｔ）） ２

， （１８）

式中， Ｎ为海洋数据集的长度，ｙｒ（ ｔ） 为 ｔ时刻的实际

数据，ｙｒ（ ｔ） 为实际数据的平均值，ｙｐ（ ｔ） 为模型在 ｔ
时刻的预测数据，σ ２ 为预测值的方差

ＯＳ⁃ＥＬＭ 仅使用 ＥＬＭ⁃ＡＥ 更新输入权重，虽可获

得更好的隐藏层特征，但 ＯＳ⁃ＥＬＭ 的性能会下降．本
实验首先验证 Ｒ⁃ＯＳＥＬＭ 在不加入归一化层前，
ＥＬＭ⁃ＡＥ 对 ＯＳ⁃ＥＬＭ 的影响，将 ＯＳ⁃ＥＬＭ 与 ＯＳ⁃ＥＬＭ⁃
ＡＥ 的隐藏节点数分别设置为 ５、 １５、 ２０、 ２５， 以

ＮＲＭＳＥ 为度量标准．实验结果表明，ＯＳ⁃ＥＬＭ 在仅使

７０１
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用 ＥＬＭ⁃ＡＥ 后，随着隐藏节点数量的增加，模型的性

能变得更差，如图 ４ 所示．所以，需要对 ＯＳ⁃ＥＬＭ⁃ＡＥ
再使用一种归一化方法提升模型的性能．

图 ４　 ＯＳ⁃ＥＬＭ 与 ＯＳ⁃ＥＬＭ⁃ＡＥ 的 ＮＲＭＳＥ 对比

Ｆｉｇ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＮＲＭＳＥ ｂｅｔｗｅｅｎ
ＯＳ⁃ＥＬＭ ａｎｄ ＯＳ⁃ＥＬＭ⁃ＡＥ

海洋环境数据的预测和实际对比如图 ５ 所示，
可知 ４ 种海洋环境因素的预测曲线基本能拟合实际

数据的变化情况，能够准确地反映出未来海洋环境

的变化趋势，验证了 Ｒ⁃ＯＳＥＬＭ 在海洋环境数据在线

预测任务中的可行性．
４ 种海洋环境数据预测结果如表 １ 所示．其中：

ＮＲＭＳＥ 的值均小于 ０ １；ＭＡＰＥ 的值均小于 １０％，尤
其是溶解氧与浊度的 ＭＡＰＥ 值小于 １％；Ｒ２ 均大于

０ ９９．结果表明 Ｒ⁃ＯＳＥＬＭ 模型拟合效果优秀．

表 １　 Ｒ⁃ＯＳＥＬＭ 模型的海洋环境数据预测结果

Ｔａｂｌｅ １　 Ｍａｒｉｎｅ ｅｎｖｉｒｏｎｍｅｎｔ ｄａｔａ ｐｒｅｄｉｃｔｅｄ
ｂｙ Ｒ⁃ＯＳＥＬＭ ｍｏｄｅｌ

海洋环境因素 ＮＲＭＳＥ ／ （ｍｇ ／ Ｌ） ＭＡＰＥ ／ ％ Ｒ２

溶解氧 ０ ０６９ ５４２ ０ ９１１ ７８３ ０ ９９５ ２００

叶绿素 ａ ０ ０８１ ７６８ ４ ５４３ １９７ ０ ９９３ ４００

浊度 ０ ０６３ ３５７ ０ ９１０ １７２ ０ ９９６ ０００

蓝绿藻 ０ ０８９ ８４７ ４ ３７３ ２０４ ０ ９９２ ０００

２ ３　 与对比模型的性能比较

挑选处理在线预测任务的 ３ 种传统模型：ＯＳ⁃
ＥＬＭ、在线 ＬＳＴＭ［１４］ 和在线 ＳＶＲ［１５］ 为对比模型，对溶

解氧、叶绿素 ａ、浊度和蓝绿藻 ４ 种海洋环境数据进行

在线预测实验，验证 Ｒ⁃ＯＳＥＬＭ 在海洋环境数据在线

预测任务中的可行性．为保证实验的可对比性，对比模

型的输入层尺寸和输出层尺寸与 Ｒ⁃ＯＳＥＬＭ 相同．
图 ６ 给出了 Ｒ⁃ＯＳＥＬＭ 与其他 ３ 种模型对溶解

氧、叶绿素 ａ、浊度和蓝绿藻数据的 ＮＲＭＳＥ 对比，可以

看出 Ｒ⁃ＯＳＥＬＭ 明显优于其他 ３ 种对比模型，其

ＮＲＭＳＥ 值均在 ０ １ 以下．由图 ６ 可知，在线 ＬＳＴＭ 与

在线 ＳＶＲ 预测能力明显不如 Ｒ⁃ＯＳＥＬＭ 和 ＯＳ⁃ＥＬＭ，
这可能是由于 ＯＳ⁃ＥＬＭ 拥有对模型在线更新的能力，
而前 ２ 种在线方法只是在于对样本输入的处理上．Ｒ⁃
ＯＳＥＬＭ 在加入提出的归一化方法对输入权重不断更

新后，效果优于 ＯＳ⁃ＥＬＭ，能使其性能进一步提高．

图 ５　 Ｒ⁃ＯＳＥＬＭ 模型预测数据与实际数据对比

Ｆｉｇ ５　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ａｃｔｕａｌ ｄａｔａ ａｎｄ ｐｒｅｄｉｃｔｅｄ ｄａｔａ ｆｒｏｍ Ｒ⁃ＯＳＥＬＭ ｍｏｄｅｌ
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图 ６　 Ｒ⁃ＯＳＥＬＭ 模型与三个传统模型的 ＮＲＭＳＥ 对比

Ｆｉｇ ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＮＲＭＳＥ ｂｅｔｗｅｅｎ Ｒ⁃ＯＳＥＬＭ
ｍｏｄｅｌ ａｎｄ ｔｈｒｅｅ ｔｒａｄｉｔｉｏｎａｌ ｍｏｄｅｌｓ

　 　 总体来说，Ｒ⁃ＯＳＥＬＭ 在海洋环境数据在线预测

任务中表现稳定，能有效实现对海洋环境数据的在

线预测，提升预测的准确性．

３　 结语

本文提出一种 Ｒ⁃ＯＳＥＬＭ 的海洋环境数据在线

预测模型，对长期累积的海洋环境数据，随海洋环境

时间序列在线更新，动态调整在线预测模型提升预

测精度．该模型使用 ＥＬＭ⁃ＡＥ 用于提取更好的输入

特征，之后使用归一化处理并对隐藏权重进行循环

输入，使其能够很好地训练循环神经网络．实验结果

表明 Ｒ⁃ＯＳＥＬＭ 应用于海洋环境数据在线预测任务，
预测精度有显著提升．Ｒ⁃ＯＳＥＬＭ 的特殊结构不仅在

初始学习阶段能够快速学习输入模式，而且比其他

在线预测方法更能快速适应输入模式的变化，可以

高效完成海洋环境数据在线预测任务，满足对海洋

水质环境在线预测的需求．
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