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基于虚警可控梯度提升树的海面小目标检测

摘要
高维特征检测是提升海面小目标探

测性能的一种有效途径，其主要难点在
于高维空间分类器设计．本文提出一种
基于 虚 警 可 控 梯 度 提 升 树 （ Ｇｒａｄｉｅｎｔ
Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ，ＧＢＤＴ） 的特征检
测方法．首先，从一维长时观测向量中，
提取时域、频域、时频域等多个特征，构
建高维特征向量，从而将检测问题转换
为二分类问题．其次，通过仿真含目标回
波，解决两类训练样本非均衡的问题．然
后，引入 ＧＢＤＴ 算法，将高维特征向量凝
聚为一维概率预测值，并以预测值作为
检测统计量，解决二分类器难以控制虚
警的问题．最后，采用 ＩＰＩＸ 实测数据验
证，结果表明：本文所提的检测器充分利
用了高维特征的全部信息，性能平均提
升 １３％以上．
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０　 引言

　 　 海面小目标（浮冰、小船、蛙人、飞机残骸等）已成为海洋雷达探

测的主要对象［１⁃３］，海面小目标探测在海上救援、海洋防卫、海上突击

等方面具有重要意义．通常，海面小目标的回波较弱，往往被淹没在强

海杂波背景下．由于小目标的信杂比（Ｓｉｇｎａｌ⁃ｔｏ⁃Ｃｌｕｔｔｅｒ Ｒａｔｉｏ，ＳＣＲ）低，
传统的检测器会出现检测概率低、虚警点多等问题．

在雷达信号处理中，长时累积技术是提升小目标 ＳＣＲ 的有效途

径．在秒级长时观测下，海杂波具有复杂的空时变特性［４⁃５］ ．同时，小目

标的功率不再保持恒定，具有起伏特性．从海杂波幅度非线性建模出

发，Ｈｕ 等［６］提出了基于 Ｈｕｒｓｔ 指数的检测器，利用海杂波和目标回波

在多尺度分形特性上的差异性，实现了单特征检测．通过对时域数据

进行经验模态分解、重构和去噪等预处理，张林等［７］ 提出了基于变换

域分形特性的检测器．从多特征联合角度出发，Ｓｈｕｉ 等［８］ 提出了基于

三特征的检测器，联合一个时域幅度特征和两个频域多普勒几何特

征，在三维特征空间中，该检测器采用快速凸包学习算法，获得虚警

可控的判决区域．而 Ｓｈｉ 等［９］ 提出了基于时频三特征的检测器，充分

挖掘了目标和海杂波在时频域的精细化几何特征，包括频谱的波动

性和分散性．考虑不同特征对不同数据的敏感性，联合使用更多互补

特征成为进一步提高检测性能的有效途径．
在高维特征空间中，目标检测的主要难点是设计虚警可控的分

类器．目前，主要有两条途径可以实现高维分类器设计．第一条途径是

特征压缩，将高维分类器简化为低维分类器．通过沿着一类最大方差

方向投影到低维空间中，Ｇｕ［１０］ 提出了基于主成分分析 （ Ｐｒｉｎｃｉｐｌｅ
Ｃｏｍｐｏｎｅｎｔ Ａｎａｌｙｓｉｓ，ＰＣＡ）的三特征检测器．基于两类最大距离的压

缩，Ｓｈｕｉ 等［１１］ 提出了基于 Ｂ 氏距离的特征压缩检测器．但是，特征压

缩势必会带来部分性能损失．第二条途径是设计高维分类器．郭子薰

等［１２］提出了改进的 ＫＮＮ 算法，实现高维判决区域划分．通过调节参

数实现虚警控制，Ｚｈｏｕ 等［１３］提出了基于决策树的特征检测器．这些检

测器保证了高维信息量，但高维分类器需要遍历搜索参数以满足给

定虚警率，导致计算量大且控制不准确．因此，亟需设计虚警可控且计

算复杂度低的高维分类器．
为了满足实际雷达快速检测的需求，本文引入梯度提升树

（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ，ＧＢＤＴ） ［１４⁃１５］算法，快速获得高维域虚



　 　 　 　警可控的二分类器．ＧＢＤＴ 分类器集成了多个弱分类

器，具有显著的泛化性能以及更高的分类准确度．首
先，将从时域、频域、时频域提取的多维特征作为

ＧＢＤＴ 分类器的输入，获得属于一类的概率预测值．
然后，将之作为检测统计量，获得虚警可控的判决门

限．最后，基于实测数据的实验结果表明：所提出的

检测器能快速获得判决门限，实现海面小目标检测

性能提升的目标．

１　 高维特征域二分类目标检测

１ １　 二元假设检验

假设雷达接收到某个距离单元的 Ｎ 个连续脉

冲，构成观测向量 ｚ ＝ ［ ｚ（１），ｚ（２），…，ｚ（Ｎ）］ Ｔ ．若观

测向量只包含杂波，则称 Ｈ０ 假设；若观测向量由目

标回波和杂波组成，则称 Ｈ１ 假设．因此，传统的雷达

目标检测问题归结为二元假设检验：
Ｈ０：ｚ ＝ ｃ，ｚｋ ＝ ｃｋ，ｋ ＝ １，２，…，Ｋ；
Ｈ１：ｚ ＝ ｓ ＋ ｃ，ｚｋ ＝ ｃｋ，ｋ ＝ １，２，…，Ｋ．{ （１）

其中： ｚ 和 ｚｋ 分别表示待检测距离单元（Ｃｅｌｌ Ｕｎｄｅｒ
Ｔｅｓｔ，ＣＵＴ）以及周围 Ｋ 个参考距离单元的回波向量，
为 ＣＵＴ 提供杂波信息； ｃ 表示海杂波；ｓ 表示目标回

波；ｃｋ 表示第 ｋ 个距离单元为海杂波．
事实上，检测的本质就是判断观测向量属于哪

种假设．通常，传统的检测方法基于单个域特性设计

统计量，存在小目标检测概率低、虚警点高的问题．
基于多特征联合的检测方法主要是利用海杂波和含

目标回波在多个域的差异性，并将这些差异性转变

为特征，实现高维特征域目标检测．

１ ２　 高维特征检测问题

为了充分利用观测向量的信息，本文从时域、频
域、时频域 ３ 个域提取 ７ 个特征，分别记为 δ１，δ２，
…，δ７，如表 １ 所示．在时域，提取 Ｈｕｒｓｔ 指数［６］ 和相

对平均幅度［８］，分别反映幅度的几何粗糙度和能量

特性．在频域，提取相对多普勒峰高［８］ 和相对向量

熵［８］，分别反映海杂波和含目标回波在频谱宽度、聚
集度方面的差异性．在时频域，提取脊能量［９］、连通

区域数目［９］和最大连通区域尺寸［９］，进一步精细化

动态频谱的几何特性．此外，表 １ 给出了 ２ 种假设在

不同特征下相对取值的大小，这与海杂波和含目标

回波的差异性有关．
考虑到不同特征的取值范围不同，对每个特征

作归一化预处理，保证所有特征投影到相同的尺度

上． 对于第 ｉ 个特征，假设获得 Ｈ０ 假设下 Ｑ 个样本，

表 １　 ７ 个特征描述

Ｔａｂｌｅ １　 Ｐｒｏｐｅｒｔｉｅｓ ｏｆ ｓｅｖｅｎ ｆｅａｔｕｒｅｓ

符号 描述特性 Ｈ０ 假设 Ｈ１ 假设

δ１ 幅度粗糙度 小 大

δ２ 时域能量比 小 大

δ３ 频谱几何特性 小 大

δ４ 频谱信息度 大 小

δ５ 时频域能量比 小 大

δ６ 能量聚集度 大 小

δ７ 能量分散度 小 大

归一化定义为

δｉ ＝
δｉ － μｉ

１
Ｑ － １∑

Ｑ

ｑ ＝ １
（δｉ（ｑ Ｈ０） － μｉ） ２

，

μｉ ＝
１
Ｑ∑

Ｑ

ｑ ＝ １
δｉ（ｑ Ｈ０），ｉ ＝ １，２，…，７， （２）

其中， μｉ 表示第 ｉ 个特征的均值．
下面，构建高维特征空间．为了保证信息的充分

运用，将每个特征作为一个维度，构建七维特征空

间．此时，观测向量转换为归一化特征向量为
δ（ ｚ） ＝ ［δ１，δ２，…，δ７］ Ｔ ． （３）
在高维特征空间中，式（１）中的目标检测问题转

化为二分类检测问题，即：
Ｈ０：δ（ｚ ＝ ｃ） ＝ ［δ１，δ２，…，δ７］ Ｔ；

Ｈ１：δ（ｚ ＝ ｓ ＋ ｃ） ＝ ［δ１，δ２，…，δ７］ Ｔ ．{ （４）

第一类为 Ｈ０ 假设，观测向量只含杂波；第二类

为 Ｈ１ 假设，观测向量含有目标回波．因此，高维特征

域中分类问题的核心在于设计一个具有虚警可控的

二分类器．

２　 基于虚警可控 ＧＢＤＴ 的检测器

２ １　 检测器结构

基于虚警可控 ＧＢＤＴ （ Ｆａｌｓｅ⁃Ａｌａｒｍ⁃Ｃｏｎｔｒｏｌｌａｂｌｅ
ＧＢＤＴ，ＦＡＣ⁃ＧＢＤＴ）检测器的流程如图 １ 所示．整个

检测结构包括在线检测分支和离线训练分支两部

分．在检测分支，首先，ＣＵＴ 的观测向量通过时域、频
域、时频域提取多个特征，并归一化预处理，去除不

同尺度的影响；其次，构建高维特征向量，作为 ＧＢＤＴ
分类器的输入；然后，将 ＧＢＤＴ 分类器输出的概率预

测值，作为统计量；最后，统计量和门限进行比较，获
得最终的判决结果．

在训练分支，两类均衡训练样本用于训练学习，
获得 ＧＢＤＴ 模型的最优参数和给定虚警率下的判决

门限．通常，由于小目标的空间稀疏性以及军事保密

２４３
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性，海杂波数据可大量获得但含目标回波数据极其

稀少．为了提升二分类器的分类准确度，两类的训练

样本数目应当均衡．因此，在 Ｈ１ 假设下，观测回波建

模［１０，１２］为

ｚ（ｎ ｜ Ｈ１） ＝ ｃ（ｎ） ＋ ρ（ｎ）１０ＲＳＣ ／ ２０ ×

ｅｘｐ ｊ (４πλ ｖ０ ＋ ａ
ｎＴｒ

Ｎ
æ

è
ç

ö

ø
÷ ｎＴｒ ＋ ϕ０

æ

è
ç

ö

ø
÷ )，ｎ ＝ １，２，…，Ｎ，

（５）
其中： ｃ是实测海杂波，来自Ｈ０ 假设下的训练数据；ρ
是均值为 １ 的相关序列，描述目标起伏特性；ＲＳＣ 为

信杂比（ＳＣＲ） 的值；λ 是雷达波长；Ｔｒ 是雷达的脉冲

重复周期； ｜ ａ ｜ ≤２是目标的加速度；ϕ０ ∈［ － π，π］
是初始相位； ｜ ｖ０ ｜ ≤ ５ 是目标的初始速度．

在实际工作中，海洋雷达更关注的是在线检测

时间．由于 ＧＢＤＴ 模型参数可离线训练获得，因而不

影响雷达实时检测．此外，当探测环境发生变化时，
可启动离线训练分支．通过收集当前海杂波数据，重
新学习模型的最优参数．ＦＡＣ⁃ＧＢＤＴ 检测器具有的这

种动态更新模式，可以实现对海洋环境的恒虚警

特性．

图 １　 ＦＡＣ⁃ＧＢＤＴ 检测器的流程

Ｆｉｇ １　 Ｆｌｏｗｃｈａｒｔ ｏｆ ＦＡＣ⁃ＧＢＤＴ ｄｅｔｅｃｔｏｒ

２ ２　 虚警可控的 ＧＢＤＴ 分类器

在高维特征空间中，Ｋ 近邻、决策树、支持向量

机等机器学习方法都可以实现二分类．但是，上述分

类器自身无法控制虚警率，只能通过建立某个参数

和虚警率的关系，进行全局搜索获得给定虚警率下

的参数值［１２⁃１３］ ．这类方法明显计算量大，且参数精度

设置对虚警精准度有较大的影响．因此，本文引入

ＧＢＤＴ 算法，无需搜索参数且能精准控制虚警率．
图 ２ 给出了 ＧＢＤＴ 模型的结构［１４⁃１５］，以 Ｃａｒｔ 回

归树作为基本的弱分类器，通过多个弱分类器级联，
获得鲁棒性更高的分类结果．ＧＢＤＴ 算法核心是一种

贪婪最优策略，通过不断减小训练过程产生的残差

来达到准确分类．在训练弱分类器的过程中，准则是

最小化损失函数．这里，定义损失函数为

Ｌ（ｙ，ｆ（ｘ）） ＝ ｙｌｏｇ（１ ＋ ｅ －ｆ（ｘ）） ＋
　 　 （１ － ｙ）（ ｆ（ｘ） ＋ ｌｏｇ（１ ＋ ｅ －ｆ（ｘ））， （６）

其中， ｙ ∈ ｛０，１｝ 表示 ｘ 的真实标签值，ｆ（ｘ） 是 ｙ 的

预测值．
在 ＧＢＤＴ 分类器训练时，假设 Ｈ０ 假设下有 Ｑ 个

向量样本，标签为 ０；Ｈ１ 假设下有 Ｑ 个向量样本，标
签为 １．因此，在 ７Ｄ 特征空间中，输入训练集 Ω 为

Ω ＝ ｛（ｘ１，ｙ１），（ｘ２，ｙ２），…，（ｘ２Ｑ，ｙ２Ｑ）｝，
　 　 ｘｑ ∈ Ｒ７，ｙｑ ∈ ｛０，１｝ ． （７）
下面，给出 ＧＢＤＴ 算法的具体步骤．
步骤 １．初始化．根据训练集 Ω，初始预测值为

ｆ０（ｘ） ＝ ｌｏｇ
∑
２Ｑ

ｑ ＝ １
ｙｑ

∑
２Ｑ

ｑ ＝ １
（１ － ｙｑ）

æ

è

ç
ç
ç

ö

ø

÷
÷
÷
，ｘ ∈ Ω． （８）

步骤 ２．生成第 ｍ 棵 Ｃａｒｔ 回归树．首先，对于第 ｑ
个样本，计算损失函数的负梯度，即残差值

ｇｍ，ｑ ＝ －
∂Ｌ（ｙｑ，ｆｍ－１（ｘｑ））

∂ｆｍ－１（ｘｑ）
é

ë
ê
ê

ù

û
ú
ú
＝ ｙｑ － １

１ ＋ ｅ －ｆｍ－１（ｘｑ）
．

（９）
然后，通过拟合残差值 ｇｍ，ｑ，得到第 ｍ 棵树的叶

子节点区域为 Ｒｍ，ｊ，ｊ ＝ １，２，…，Ｊｍ，其中，Ｊｍ 是第ｍ棵

树叶子节点的个数．通过最小化损失函数，计算第 ｊ
个叶子节点的最佳拟合值 ｃｍ，ｊ：

３４３
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图 ２　 ＧＢＤＴ 模型结构

Ｆｉｇ ２　 ＧＢＤＴ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

ｃｍ，ｊ ＝
∑

ｘｑ∈Ｒｍ，ｊ

ｇｍ，ｑ

∑
ｘｑ∈Ｒｍ，ｊ

（ｙｑ － ｇｍ，ｑ）（１ － ｙｑ ＋ ｇｍ，ｑ）
． （１０）

最后，更新预测值为

ｆｍ（ｘ） ＝ ｆｍ－１（ｘ） ＋ ν∑
Ｊｍ

ｊ ＝ １
ｃｍ，ｊＩ（ｘ ∈ Ｒｍ，ｊ）， （１１）

其中， ν ∈ ［０，１］ 是学习率，用于控制过拟合度．
步骤 ３．更新迭代．重复步骤 ２，最终生成 Ｍ 棵

Ｃａｒｔ 回归树．第 Ｍ 棵树的输出，即最终的预测值为

ｆＭ（ｘ） ＝ ｆ０（ｘ） ＋ ν∑
Ｍ

ｍ ＝ １
∑
Ｊｍ

ｊ ＝ １
ｃｍ，ｊＩ（ｘ ∈ Ｒｍ，ｊ） ． （１２）

至此，可以获得 ＧＢＤＴ 的最优模型参数．
为了获得虚警可控的二分类器，将输入 ｘ 预测

为正样本的概率

Ｐ（Ｙ ＝ １ ｜ ｘ） ＝ １
１ ＋ ｅ －ｆＭ（ｘ） （１３）

作为统计量 ξ．借助蒙特卡罗实验方法［８⁃１３］，将 Ｈ０ 假

设下 Ｑ 个样本带入具有最优模型参数的 ＧＢＤＴ 分类

器中，按照式（１３） 计算获得Ｑ个统计量，记为 ξ １，ξ ２，
…，ξＱ ．并且，这些统计量按照值从大到小进行排序．
那么，在给定虚警率 Ｐ ｆａ 下，判决门限为

γ ＝ ξ ［Ｑ×Ｐｆａ］， （１４）
其中，［］表示取整数．

图 ３ 演示了虚警可控门限的获取过程，设置

Ｐ ｆａ ＝ １０－３，则 １１ ２３１ 个海杂波样本中存在 １１ 个虚警

点．但是，传统分类器输出以 γ ＝ ０ ５ 为分界线（即黑

色线），存在 ３９ 个虚警点，虚警率为 ０ ００３．这就意味

着门限 γ＝ ０ ５ 无法保证分类器获得设定的虚警率．
因此，调整门限位置至红色直线位置，精确保证虚警

点个数为 １１ 个．因此，通过调整判决门限，达到设定

的虚警率，即虚警可控，实现检测器的恒虚警特性．

图 ３　 虚警可控判决门限的演示

Ｆｉｇ ３　 Ｄｅｍｏｎｓｔｒａｔｉｏｎ ｏｆ ｆａｌｓｅ⁃ａｌａｒｍ⁃ｃｏｎｔｒｏｌｌａｂｌｅ
ｄｅｃｉｓｉｏｎ ｔｈｒｅｓｈｏｌｄ

３　 实验结果与性能分析

实测数据来自 １９９３ 年采集的 ＩＰＩＸ 雷达目标数

据 库 （ ｈｔｔｐ： ∥ ｓｏｍａ． ｍｃｍａｓｔｅｒ． ｃａ ∥ ｉｐｉｘ． ｐｈｐ．
２０１２ １０ １１），该数据库是目前公认的小目标测试数

据库．实验采用 １０ 组数据，每组数据包含 １４ 个距离

单元、２１７个脉冲数．雷达工作频率为 ９ ３ ＧＨｚ，工作在

驻留模式，脉冲重复频率 ｆｒ ＝ １ ０００ Ｈｚ，距离分辨率

３０ ｍ．测试目标为被金属丝包裹的小球，直径为 １ ｍ，
可视为漂浮低速运动小目标．每组数据涉及多种海

洋环境且 ＳＣＲ 起伏较大，具体参照文献［８⁃１０］．

３ １　 ＧＢＤＴ 分类器性能分析

在高维特征空间中，ＧＢＤＴ 分类器的性能影响

着后续的检测结果．因此，有必要对分类器性能进行

分析．图 ４ 演示了二维特征空间中 ＧＢＤＴ 分类器的区

域划分过程．对比第 １ 棵 Ｃａｒｔ 回归树和第 １５ 棵 Ｃａｒｔ
回归树的结果，判决区域明显具有较好的划分．随着

Ｃａｒｔ 回归树的增加，判决区域不断地在优化和更新，

４４３
刘安邦，等．基于虚警可控梯度提升树的海面小目标检测．

ＬＩＵ Ａｎｂａｎｇ，ｅｔ ａｌ．Ｓｅａ⁃ｓｕｒｆａｃｅ ｓｍａｌｌ ｔａｒｇｅｔ ｄｅｔｅｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｆａｌｓｅ⁃ａｌａｒｍ⁃ｃｏｎｔｒｏｌｌａｂｌｅ ｇｒａｄｉｅｎｔ ｂｏｏｓｔｉｎｇ ｄｅｃｉｓｉｏｎ ｔｒｅｅ．



验证了集成多个弱分类器的性能优势．此外，总的判

决区域为非线性边界，适用于非线性的两类样本分

类情况．
图 ５ 讨论了 Ｃａｒｔ 回归树数目 Ｍ 和回归树的最

大深度 Ｄ 对检测概率的影响．在图 ５ａ 中，随着 Ｍ 的

增大，检测概率上升，这体现了弱检测器集成的优

势．但是，这种性能优势在Ｍ＞１２ 以后，检测概率趋于

稳定．在图 ５ｂ 中，当回归树的深度 Ｄ＜５ 时，检测性能

波动性大．因此，综合考虑计算量和性能，设置参数

Ｍ＝ １５，Ｄ＝ ７．

３ ２　 检测性能对比

实验中，设定 Ｐ ｆａ ＝ １０－３，脉冲累积数 Ｎ ＝ ５１２（即
观测时间 ０ ５１２ ｓ）．由于 １０ 组数据都含有目标，因而

对每组不同极化下数据进行独立检测．在训练分支

中，从纯杂波单元和按式（５）产生的含目标回波中，
获取两类均衡训练样本，构建训练集 Ω．在检测分支

中，从目标单元中提取特征向量，计算检测概率．图 ６
中给出了 ４ 种检测器在 １０ 组数据下的检测结果，横
轴表示数据名称．可以发现，检测概率最低的是基于

Ｈｕｒｓｔ 指数的检测器［６］，ＨＨ、ＨＶ、ＶＨ、ＶＶ 极化下平

均检测概率分别为 ０ ２４８、０ ３５１、０ ３５１、０ ２９０．这意

味着该检测器无法探测到小目标，主要原因在于只

利用了幅度信息，且观测时间未达到几秒以上．基于

三特征的检测器［８］ 联合了时域和频域的特性，４ 种

极化下的平均检测概率分别为 ０ ５３４、０ ６２２、０ ６１９、
０ ５１８，性能得到大幅度提升．对于基于时频三特征

的检测器［９］，４ 种极化下的平均检测概率分别为

０ ６９８、０ ６９９、０ ６９８、０ ６１４． 相对于三特征的检测

器［８］性能平均提升 １８％，特别是后 ５ 组数据，性能提

升明显．对于提出的 ＦＡＣ⁃ＧＢＤＴ 检测器，４ 种极化下

的平均检测概率为 ０ ７７４、０ ７７７、０ ７８９、０ ７３３，相对

于时频三特征的检测器［９］性能提升 １３％．此外，可以

明显看到，ＦＡＣ⁃ＧＢＤＴ 检测器的检测概率在不同数

据、不同极化下都具有最佳的性能．这主要源于检测

器采用了 ７ 个特征，充分利用了多个域的信息，而且

具有较好的稳健性能．
下面，讨论观测时间对检测性能的影响．表 ２ 列

出了 Ｎ＝ ５１２ 和 Ｎ＝ １ ０２４ 两种情况下的平均检测概

率，对应观测时间为 ０ ５１２ ｓ 和 １ ０２４ ｓ．从表 ２ 中，得
到以下 ３ 个结论：

图 ４　 ＧＢＤＴ 二分类区域划分过程

Ｆｉｇ ４　 Ｄｉｖｉｓｉｏｎ ｐｒｏｃｅｓｓ ｏｆ ｄｉｃｈｏｔｏｍｙ ｒｅｇｉｏｎ ｉｎ ＧＢＤＴ

图 ５　 Ｃａｒｔ 回归树参数对检测性能的影响

Ｆｉｇ ５　 Ｐａｒａｍｅｔｅｒ ｉｎｆｌｕｅｎｃｅ ｏｆ Ｃａｒｔ ｒｅｇｒｅｓｓｉｏｎ ｔｒｅｅ ｏｎ ｄｅｔｅｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ
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图 ６　 ４ 种检测器的性能对比（Ｎ＝ ５１２，Ｐｆａ ＝ １０－３）

Ｆｉｇ ６　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｆｏｕｒ ｄｅｔｅｃｔｏｒｓ

　 　 １）所有检测器在更长的观测时间下，检测性能

均有所提升．这验证了长时累积是提升小目标的检

测性能的有效途径．
２）ＦＡＣ⁃ＧＢＤＴ 检测器具有最优的检测结果，这

是因为联合了时域、频域以及时频域的 ７ 维特征，能
够充分利用海杂波和含目标回波在多域的差异性．

表 ２　 不同观测时间下 ４ 种检测器性能对比

Ｔａｂｌｅ ２　 Ｐｅｒｆｏｒｍａｎｃｅｓ ｏｆ ｆｏｕｒ ｄｅｔｅｃｔｏｒｓ ｕｎｄｅｒ
ｄｉｆｆｅｒｅｎｔ ｏｂｓｅｒｖａｔｉｏｎ ｔｉｍｅ

检测器 观测时间 ／ ｓ ＨＨ ＨＶ ＶＨ ＶＶ

Ｈｕｒｓｔ 指数检测器［６］
０ ５１２ ０ ２４８ ０ ３５１ ０ ３５１ ０ ２９０

１ ０２４ ０ ３２４ ０ ４６９ ０ ４６９ ０ ３９６

三特征检测器［８］
０ ５１２ ０ ５３４ ０ ６２２ ０ ６１９ ０ ５１８

１ ０２４ ０ ５８８ ０ ６７４ ０ ６６７ ０ ５４２

时频三特征检测器［９］
０ ５１２ ０ ６９８ ０ ６９９ ０ ６９８ ０ ６１４

１ ０２４ ０ ７５７ ０ ７７１ ０ ７５６ ０ ７０２

ＦＡＣ⁃ＧＢＤＴ 检测器
０ ５１２ ０ ７７４ ０ ７７７ ０ ７８９ ０ ７３３

１ ０２４ ０ ８４３ ０ ８５８ ０ ８５０ ０ ８１７

３）当观测时间增加 １ 倍后，ＦＡＣ⁃ＧＢＤＴ 检测器

没有其他 ３ 个检测器性能提升多．这是因为后 ５ 组数

据的检测存在“天花板效应”．在观测时间为 ０ ５１２ ｓ
时，ＦＡＣ⁃ＧＢＤＴ 检测器的检测概率已经接近于 １，因
此性能提升空间有限．

４　 结论

本文提出一种高维特征域 ＦＡＣ⁃ＧＢＤＴ 检测器，
能充分利用时域、频域、时频域多个域的特征信息．
通过将 ＧＢＤＴ 分类器的一类概率值作为统计量，能
快速获得判决门限，解决了高维分类器虚警率难以

控制的问题．后续可进一步优化分类器模型参数，满
足海洋雷达在复杂海洋环境下稳健且快速探测的

需要．
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