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无锚框的轻量级遥感图像目标检测算法

摘要
现有遥感图像目标检测算法存在参

数量大、检测速度慢和难以部署于移动
设备的问题，为此，本文提出了一种无锚
框的轻量级遥感图像目标检测算法．首
先设计了 ＤＷＳ⁃Ｓａｎｄｇｌａｓｓ 轻量化模块以
降低模型体积，并改进模型激活函数，以
确保检测精度．然后引入无参数注意力
模块 ＳｉｍＡＭ，使网络能够专注于更重要
的特征信息．最后对无锚框算法的冗余
通道进行剪枝操作以减少模型参数量，
并通过微调回升精度．在 ＨＲＳＣ２０１６ 数据
集上的实验结果表明，与当前主流的无
锚框检测算法相比，该算法在检测精度
相当的情况下检测速度更快、模型体积
更小，更适合在移动设备部署．
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０　 引言

　 　 航天遥感技术的飞速发展使高质量的遥感图像逐步增多．因此，
遥感图像目标检测技术已成为计算机视觉领域的重要研究方向．传统

目标检测方法通常可分为 ３ 步：１）通过区域选择器以遍历的方式选

出候选区域；２）利用 ＨＯＧ［１］、Ｈａａｒ［２］ 等特征提取器进行特征提取；
３）使用 ＡｄａＢｏｏｓｔ［３］、支持向量机［４］ 等分类器对提取到的特征进行分

类．但该类方法通过穷举候选框来得到感兴趣区域，不仅时间复杂度

高，而且会产生大量窗口冗余．此外，手工设计的特征提取器泛化能力

不足以应对遥感图像中的复杂场景和多类目标检测任务．
得益于硬件和算力的发展，基于深度学习的遥感图像目标检测

算法逐渐代替传统方法成为了主流．与传统方法相比，基于深度学习

的方法因其出色的特征表达和学习能力促进了遥感图像目标检测的

发展．目前，基于深度学习的遥感图像目标检测已经在各个领域有广

泛的应用［５］，为土地监测［６］、资源调查［７］、海洋测绘［８］ 等领域提供了

新的解决方案．然而，传统的基于深度学习的遥感图像目标检测方法

往往追求精度的提升，一般不考虑模型的复杂性和算法的计算速度．
但在实际遥感应用场景中不仅要考虑检测的准确性，还要考虑工程

应用中的运行效率和部署难度．随着卷积神经网络在可移动设备上的

应用需求不断增加，轻量级网络结构的设计得到了极大的发展［９］ ．
ＳｑｕｅｅｚｅＮｅｔ［１０］ 的提出开辟了轻量化卷积神经网络的发展道路．

ＳｑｕｅｅｚｅＮｅｔ 通过使用 １×１ 卷积减少参数量来缩小特征图，此外，它减

少了 ３×３ 卷积的输入通道数量，以进一步降低参数量．同时，为了保证

输出的准确性，在网络的后期使用池化操作，使卷积层具有更大的特

征图．而更大的特征图可以容纳更多的信息，从而可以提高分类的准

确性．尽管 ＳｑｕｅｅｚｅＮｅｔ 在网络参数量上具有优势，但该网络的模型计

算量相对较高，在速度方面和其他轻量级卷积神经网络模型相比

较慢．
ＭｏｂｉｌｅＮｅｔｖ１［１１］使用深度可分离卷积大大减少了参数量和计算

量，并在此基础上使用两个超参数以进一步减少模型体积．在 Ｍｏｂｉｌｅ⁃
Ｎｅｔｖ１ 整体网络中，大部分的参数和计算量都被 １×１ 卷积所占据，所
以，该方法的速度取决于 １×１ 卷积．这也为后来的 ＭｏｂｉｌｅＮｅｔｖ２［１２］提供

了一个改进方向，即着重减少网络中 １×１ 卷积的比例．
为了进一步降低模型的计算复杂度，许多学者都进行了研究．Ｍｏ⁃



　 　 　 　ｂｉｌｅＮｅｔｖ３［１３］ 将 ＳＥＮｅｔ［１４］ 注 意 力 机 制 引 入

ＭｏｂｉｌｅＮｅｔｖ２ 中，并重新设计了尾部．华为诺亚提出了

ＧｈｏｓｔＮｅｔ［１５］，此网络通过恒等映射和线性变换的方

式减少了模型的参数量．Ｌｉ 等［１６］ 提出 ｋｅｒｎｅｌ⁃ｗｉｓｅ 的

剪枝方法，通过移除特定卷积核，在对网络性能影响

较小的前提下使模型尺寸得到相当大的压缩．在卷

积核剪枝的基础上，Ｌｉｕ 等［１７］ 对剪枝方法进行了进

一步 细 化， 提 出 了 基 于 卷 积 核 通 道 即 所 谓 的

ｃｈａｎｎｅｌ⁃ｗｉｓｅ 的通道剪枝算法，通过联合 ＢＮ 层 γ 参

数训练的方法，进一步压缩模型体积，减少网络参数

量．但是这些方法都需要启发式调整参数量．
基于以上分析，本文提出了一种无锚框的轻量

级遥感图像目标检测算法． 此算法基于无锚的

ＹＯＬＯｘ 模型，减少了需要启发式调整的设计参数量．
在此基础上设计了 ＤＷＳ⁃Ｓａｎｄｇｌａｓｓ 轻量化模块以降

低模型体积，并通过改进模型激活函数以提高检测

精度．同时引入无参数注意力模块 ＳｉｍＡＭ，使网络能

够专注于更重要的特征信息．最后，对模型中的冗余

通道进行剪枝操作以减少模型参数量．

１　 本文所提方法

针对现有模型运行速度慢、体积大，难以在移动

端部署的问题，本文提出一种基于无锚框的轻量级

遥感图像目标检测算法，网络结构如图 １ 所示．该算

法以 无 锚 框 检 测 模 型 ＹＯＬＯｘ 为 基 础 框 架． 在
Ｂａｃｋｂｏｎｅ 中，通过卷积和所提出的轻量化模块 ＤＷＳ⁃

Ｓａｎｄｇｌａｓｓ 提取遥感图像目标的浅层纹理特征和深层

语义特征，并将 ３ 组不同尺度的特征图（Ｃ３ ～ Ｃ５）输
入到特征融合模块 ＦＰＮ 中．ＳｉｍＡＭ 注意力机制的引

入使网络能够在保持模型参数量和复杂度的情况下

专注于主干网络提取的重要特征信息．最后对模型

中冗余通道进行剪枝操作进一步压缩模型体积，并
通过微调回升模型精度．

１ １　 ＤＷＳ⁃Ｓａｎｄｇｌａｓｓ 模块设计

逆残差模块中的逆残差学习和线性瓶颈层的设

计使其取得了良好的效果，但这样的设计存在一些

问题，逆残差模块中采用的先升维后降维的结构容

易削弱梯度的跨层传播能力，造成特征从高维空间

压缩到低维空间时信息的丢失．为此，ＭｏｂｉｌｅＮｅＸｔ 中
提出了一种新的沙漏瓶颈模块 Ｓａｎｄｇｌａｓｓ，它运用了

两次深度卷积这样的轻量级单元来编码更多的空间

信息，可以将更多的信息从底层传递到顶层．另外，
还设计了一个更宽的网络结构缓解梯度混淆的问

题．具体实现方法是采用沙漏形的网络结构，从通道

维度上执行先降采样后升采样的操作，沙漏瓶颈模

块结构如图 ２ 所示．
Ｓａｎｄｇｌａｓｓ 模块的运算复杂度 ＳＧ 和参数量 ＳＰ 的

计算公式分别如式（１） 和式（２） 所示：

ＳＧ ＝ Ｈ × Ｗ × （Ｃ ｉｎ × ３ × ３ ＋ Ｃ ｉｎ ×
Ｃ ｉｎ

Ｔ
×
Ｃ ｉｎ

Ｔ
×

　 　 Ｃｏｕｔ ＋ Ｃｏｕｔ × ３ × ３）， （１）

图 １　 算法网络结构
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图 ２　 沙漏瓶颈模块结构

Ｆｉｇ ２　 Ｓａｎｄｇｌａｓｓ ｂｏｔｔｌｅｎｅｃｋ ｍｏｄｕｌｅ ｓｔｒｕｃｔｕｒｅ

　 　 ＳＰ ＝ Ｃ ｉｎ × ３ × ３ ＋ Ｃ ｉｎ ×
Ｃ ｉｎ

Ｔ
＋
Ｃ ｉｎ

Ｔ
×

　 　 Ｃｏｕｔ ＋ Ｃｏｕｔ × ３ × ３． （２）
式（１）和式（２）中的 Ｈ 和 Ｗ 分别表示输入特征图和

输出特征图的高和宽，Ｔ 表示 Ｓａｎｄｇｌａｓｓ 模块的缩放

系数，Ｃ ｉｎ和 Ｃｏｕｔ分别表示输入特征图和输出特征图

的通道数．
轻量级骨干网络 ＭｏｂｉｌｅＮｅＸｔ 虽然可以减少网络

中的计算量和参数数量，但其特征提取能力不足．本
文在 Ｓａｎｄｇｌａｓｓ 的基础上提出 ＤＷＳ⁃Ｓａｎｄｇｌａｓｓ 模块，
如图 ３ 所示．

图 ３　 ＤＷＳ⁃Ｓａｎｄｇｌａｓｓ 模块

Ｆｉｇ ３　 ＤＷＳ⁃Ｓａｎｄｇｌａｓｓ ｍｏｄｕｌｅ

首先，利用第 １ 个步长为 ２ 的 ３×３ 深度可分离

卷积实现下采样操作，然后，为了减少特征提取过程

中的信息丢失，将 ２ 个逐点卷积的步长设置为 １．为
了提高网络的泛化性与准确性，此模块用 Ｍｉｓｈ 激活

函数替换 ＲｅＬＵ 激活函数，Ｍｉｓｈ 激活函数对负值容

许度高的特点容易使神经网络中包含更好的信息．
另外，为了增强残差单元中梯度跨层传播的能力，在

ＤＷＳ⁃Ｓａｎｄｇｌａｓｓ 模块中额外构建了跨层交互路径．

１ ２　 改进的激活函数

基线模型中使用的激活函数是 ＳｉＬＵ， 它是

Ｓｉｇｍｏｉｄ 函数的改进版本，具有无上界、下界、平滑和

非单调的特点．非单调激活函数可以与其他激活函

数区分开来．其作用可以表示为

ｙ（ｘ） ＝ ｘ
１ ＋ ｅ －ｘ ． （３）

ＥＬｉＳＨ 激活函数采用了交叉算子的思想，能够

更好地改善信息流，避免梯度消失的问题．在正数部

分，它与 ＳｉＬＵ 激活函数具有相同的性质，而在负数

部分，它可以看作是 Ｓｉｇｍｏｉｄ 函数与 ＥＬＵ 函数的乘

积．其作用可以表示为

ｙ（ｘ） ＝

ｘ
１ ＋ ｅ －ｘ，　 ｘ ≥ ０；

ｅｘ － １
１ ＋ ｅ －ｘ， ｘ ＜ ０．

ì

î

í

ï
ïï

ï
ï

（４）

ＥＬｉＳＨ 分片混合激活函数结合了 ＳｉＬＵ、ＥＬＵ 和

Ｓｉｇｍｏｉｄ 函数，它可以同时继承 ３ 个激活函数的基

因，对深度神经网络有更好的分类效果．因此，在本

文算法中，使用 ＥＬｉＳＨ 激活函数替换 ＳｉＬＵ 激活函

数，以实现更好的检测效果．

１ ３　 无参注意力模块

近年来，注意力机制受到了广泛的关注，越来越

多的研究者将注意力机制引入到网络中以提高检测

结果的准确性，传统的注意力机制分为通道注意力

机制和空间注意力机制．但是，通道注意机制是针对

不同的通道而区分的，空间注意机制是针对不同的

位置而区分的，而人脑中的两种注意往往是协同工

作的．基于上述内容，Ｙａｎｇ 等［１８］ 提出一种无参数的

三维注意机制 ＳｉｍＡＭ，并设计了一种能量函数来计

算权重以评估每个神经元的重要性．此外，大多数算

子是根据定义的能量函数的解来选择的，因此原始

网络的结构不会被改变． ＳｉｍＡＭ 注意力机制如图 ４
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所示．

图 ４　 ＳｉｍＡＭ 注意力机制

Ｆｉｇ ４　 ＳｉｍＡＭ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

不同于常见的通道注意力和空间注意力机制，
ＳｉｍＡＭ 的核心思想是为每个通道和空间位置上的每

个像素生成对应的权重，从而可以同时完成通道和

空间之间关联信息的学习．因此，在算法中引入了三

维注意力机制，对网络模型的神经元进行建模，并为

最具区分力的神经元分配更高的权重，以进一步提

高细粒度图像分类的性能［１９］ ．ＳｉｍＡＭ 通过定义线性

可分性的能量函数对每个网络中的每个神经元进行

评估．其中，目标神经元的能量函数如下所示：

ｅ∗ｔ ＝ ４（ σ^２ ＋ λ）
（ ｔ － μ^） ２ ＋ ２σ^２ ＋ ２λ

． （５）

式中， ｔ为目标神经元，λ为超参数，μ和 σ２ 分别是除

ｔ 以外所有神经元的平均值和方差．基于单个通道中

所有像素遵循相同的分布的假设，可以计算该通道

内所有神经元的平均值和方差，避免重复计算每个

位置的平均值和方差，降低计算成本．平均值和方差

计算公式分别如式（６） 和式（７） 所示：

μ^ ＝ １
Ｍ∑

Ｍ

ｉ ＝ １
ｘｉ， （６）

σ^２ ＝ １
Ｍ∑

Ｍ

ｉ ＝ １
（ｘｉ － μ^） ２ ． （７）

式中， Ｍ 表示整体神经元数量，ｘｉ 表示第 ｉ 个神经元

的参数．
ｅ∗ｔ 能量越低，神经元与整体区域神经元的区分

度就越高，神经元的重要程度也越高．因此，神经元

的重要性可以通过 １ ／ ｅ∗ｔ 得到． ＳｉｍＡＭ 模块最终优

化为

Ｘ ＝ ｓｉｇｍｏｉｄ １
Ｅ

æ

è
ç

ö

ø
÷ ☉Ｘ． （８）

式中，Ｘ 为输入特征，☉为哈达玛积运算，Ｅ 为每个

通道上的能量函数，ｓｉｇｍｏｉｄ 函数用于限制 Ｅ 中可能

出现的过大值，而输出结果 Ｘ 表示增强后的特征．
在图像特征识别中，通道和空间位置特征非常

重要．为了有效和全面地评估信道和空间位置特征

的重要性，本文将无参数注意力模块 ＳｉｍＡＭ 引入到

ＹＯＬＯｘ 中．在不添加模型参数的情况下，它通过能量

函数评估主干提取的特征．换句话说，ＳｉｍＡＭ 注意力

模块可以找到非常重要的神经元．改进后的模型可

以发现重要特征，抑制无关特征的干扰，提高模型的

目标定位能力和网络的特征表达能力．

１ ４　 结构化剪枝

为获得能部署在移动设备上的小体积模型，可
以在训练过程中删减网络模型中的重复参数和连

接，这个过程为剪枝操作，是压缩模型的主要方法之

一．剪枝可以分为结构化剪枝和非结构化剪枝两种．
与非结构化剪枝相比，结构化剪枝最明显的特点是

它产生的稀疏矩阵是有规则的，剪枝后网络加速所

需的运算量更少［２０］ ．因此，本文采用结构化剪枝策略

裁剪网络中的不重要通道．
在卷积神经网络中，ＢＮ 层可以抑制内部协变量

偏移，基于 ＢＮ 层的缩放因子对网络进行剪枝的优

点在于其可以在不引入其他卷积层和参数量的前提

下提升剪枝效率．ＢＮ 层具有提升训练速度和网络泛

化能力的作用，ＢＮ 层进行的变换为

Ｚ^ ＝
ｚｉｎ － μＢ

σ２
Ｂ ＋ ε

，

ｚｏｕｔ ＝ γＺ

(

＋ β．

ì

î

í

ï
ï

ï
ï

（９）

训练过程中可学习的缩放因子用 γ 来表示，而
平移参数用 β 表示．选择 ＢＮ 层的缩放因子 γ 作为指

标有两个原因：一是结构化剪枝可以减少参数量和

浮点运算量，二是通道级剪枝方案具有一定的灵活

性，可以适用于大多数卷积神经网络．式（９）中：Ｂ 批

次所输入数据的标准差为 σΒ，均值为 μΒ；为防止出

现分母为 ０ 的情况，在其中加入极小值参数 ε；而 ＢＮ
层的输入与输出分别用 ｚｉｎ和 ｚｏｕｔ表示．一般来说，γ 较

大的通道被认为对网络更重要，应避免被裁剪． ＢＮ
层输出的激活值大多数不接近 ０ 并且呈正态分布，
这对稀疏化训练不利．因此，为约束通道重要性量化

指标 γ 的值，引入了 Ｌ１ 正则约束，改进后的损失函

数为

Ｌ ＝ Ｌｂａｓｅｌｉｎｅ ＋ λ∑
γ∈Γ

ｇ（γ） ． （１０）

式中：基础模型的损失函数为 Ｌｂａｓｅｌｉｎｅ；λ 是用于平衡

损失项的惩罚因子；Ｌ１ 正则约束项为∑
γ∈Γ

ｇ（γ），其中

ｇ（γ） ＝｜ γ ｜ ．
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在训练过程中，首先采用稀疏训练对网络进行

预训练，然后根据 ＢＮ 层缩放因子 γ 的绝对值开发

了一种裁剪通道的算法．最后，设定一个较小的学习

率来微调裁剪后的网络．经稀疏化训练后，ＢＮ 层的

缩放因子 γ 通常接近零．因此可以通过适当的剪枝

比例来删除不重要的通道．剪枝过程如图 ５ 所示．

图 ５　 剪枝过程示意

Ｆｉｇ ５　 Ｓｃｈｅｍａｔｉｃ ｏｆ ｐｒｕｎｉｎｇ ｐｒｏｃｅｓｓ

２　 实验结果与分析

２ １　 实验环境及评价指标

实验环境： 操作系统 ＣｅｎｔＯＳ７， 显卡 ＮＶＩＤＩＡ
Ｔｅｓｌａ Ｖ１００Ｓ⁃ＰＣＩＥ⁃３２ ＧＢ，处理器 Ｉｎｔｅｌ （ Ｒ） Ｘｅｏｎ
（Ｒ） Ｇｏｌｄ ６２２６Ｒ ＣＰＵ ＠ ２ ９０ ＧＨｚ．

评价指标：本文中评价检测模型精度的指标为

ＡＰ，用以衡量遥感图像目标的检测效果；使用 Ｐａｒａｍ
来测量模型体积的大小；采用 ＦＰＳ 衡量检测器的检

测速度．实验使用所提出方法的标准模型进行训练，
此过程分为冻结训练和解冻训练．其中，冻结训练中

学习率设为 ０ ００１，迭代次数设置为 ５０．
在冻结训练过程中，基本模型主干部分的网络层

被冻结．在解冻训练期间将学习率设置为 ０ ０００ １，迭
代次数设置为 １５０，批量大小设置为 ８，在此过程中，
取消了对模型参数的限制，能够使网络朝着更适合

遥感图像目标检测应用场景的方向学习．在稀疏训

练中，基准模型的权重参数被设置为初始权重，惩罚

系数为 ０ ００１、批量大小为 ８、学习率为 ０ ０００ １．根据

比例系数的分布，使用 ６０％的剪枝率来避免严重的

精度损失．为了提高实验数据的稳定性和可信度，平
衡随机性带来的影响，本文在 ５ 次实验结果中取平

均值．

２ ２　 实验数据集

本实验采用的 ＨＲＳＣ２０１６ 数据集由西北工业大

学于 ２０１６ 年发布，是光学遥感船只图像数据集，它
包括近岸船只和海上船只，数据集中所有图像来自

６ 个著名港口．该数据集中的图像尺寸范围在 ３００×
３００～１ ５００×９００ 之间，一共有 １ ０６１ 幅图像，其中，用
于训练、验证和测试的图像分别为 ４３６ 幅、１８１ 幅和

４４４ 幅．使用训练集和验证集进行训练，使用测试集

进行测试．

２ ３　 消融实验

为了促使模型关注重要特征，抑制无关特征的干

扰，提高模型的目标定位能力和网络的特征表达能

力，本文在特征融合部分引入了注意力机制指导模型

训练．并且，验证了多种注意力模块对模型整体性能的

影响．实验结果如表 １ 所示．其中：ＣＢＡＭ 的添加使模

型精度达到最好，但同时也带来了较多的额外参数

量；ＳｉｍＡＭ 模块精度仅略微低于 ＣＢＡＭ，同时 ＳｉｍＡＭ
通过能量函数评估特征的方式也使得该模块不会带

来过多参数量．因此，最终选取 ＳｉｍＡＭ 引导模型训练．

表 １　 不同注意力模块性能对比

Ｔａｂｌｅ １　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ
ｄｉｆｆｅｒｅｎｔ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅｓ

基准模型 ＳＥ ＣＢＡＭ ＥＣＡ ＳｉｍＡＭ Ｐａｒａｍ ／ ＭＢ ＡＰ ／ ％

 ４５ ２１ ８７ ０９

  ４８ ３７ ８７ ３６

  ４９ ７５ ８８ ４２

  ４６ ８３ ８７ ６５

  ４５ ４８ ８８ ３４

为了探究不同激活函数对模型精度的影响，本
文选取 ＲｅＬＵ、ＳｉＬＵ 和 ＥＬｉＳＨ 进行实验，结果如表 ２
所示．实验结果表明，ＥＬｉＳＨ 可以有效平衡线性和非

线性特征的融合，提供更好的梯度传播和模型泛化

能力，同时具备高效计算和稳定性．
为了验证各个模块对最终实验结果的影响，实

验中以 Ｐａｒａｍ、ＡＰ 和 ＦＰＳ 作为评价标准，通过消融

实验评估不同模块对整体模型性能的影响．消融实

６１２
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验结果如表 ３ 所示．

表 ２　 不同激活函数性能对比

Ｔａｂｌｅ ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ
ｄｉｆｆｅｒｅｎｔ ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎｓ

基准模型 ＲｅＬＵ ＳｉＬＵ ＥＬｉＳＨ ＡＰ ／ ％

  ８６ １３

  ８７ ０９

  ８７ ６７

表 ３　 消融实验

Ｔａｂｌｅ ３　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ

基准模型 ＤＷＳ⁃Ｓａｎｄｇｌａｓｓ ＳｉｍＡＭ ＥＬｉＳＨ Ｐａｒａｍ ／ ＭＢ ＡＰ ／ ％

 ４５ ２１ ８７ ０９

  ４３ ３７ ８６ ５６

   ４３ ６４ ８７ ４３

    ４４ ３２ ８８ ０４

通过在基准模型中添加 ＤＷＳ⁃Ｓａｎｄｇｌａｓｓ 模块，模
型体积和检测精度都实现了小幅下降，检测速度得

到了提升．接着加入 ＳｉｍＡＭ 注意力模块，检测精度得

到提高，但模型的参数量增加了 ０ ２７ ＭＢ．改进激活

函数后，实现了 ８８ ０４％的最佳检测精度．综上，相较

于基准模型，改进后的算法具有更低的参数量和更

高的检测精度．
最后，通过模型剪枝对最终模型进行压缩．在模

型剪枝过程中，剪枝率是一个重要的超参数，它决定

了保留在模型中的参数比例，较高的剪枝率可以显著

减小模型大小和提高推理速度，但可能会导致性能下

降．因此，为了探究剪枝率对模型性能的影响，本文测

试了剪枝率为 ５０％、６０％、７０％、８０％情况下的模型参

数和精度．修剪和微调的检测结果如表 ４ 所示．实验数

据表明，随着修剪比例的增加，虽然参数数量会显著

减少，但 ｍＡＰ 也会降低．同时，在微调后，精度也会在

一定程度上回升．综合比较和分析，本文最终将剪枝率

设定为 ６０％．经过剪枝处理后，模型的体积显著减少，
且由于微调策略，检测精度仅略微下降．

表 ４　 剪枝和微调对模型性能的影响

Ｔａｂｌｅ ４　 Ｉｍｐａｃｔ ｏｆ ｐｒｕｎｉｎｇ ａｎｄ ｆｉｎｅ⁃ｔｕｎｉｎｇ ｏｎ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ

剪枝率 ／ ％ Ｐａｒａｍ ／ ＭＢ
ＡＰ ／ ％

微调前 微调后

５０ ３６ ２１ ８２ ７７ ８７ ４３

６０ ２７ ５９ ７８ ２１ ８６ ９４

７０ １４ ３７ ６６ ７５ ８０ ３１

８０ ９ ８０ ６２ １２ ７４ ３６

２ ４　 对比实验

为了满足不同场景的需求，通过调整网络的深

度和宽度，导出了两个不同规模的模型，即本文方

法⁃Ｌ 和本文方法⁃Ｓ．为了对两种方法进行充分评估，
验证其对遥感图像目标的检测能力，将两种方法与

当前主流无锚框检测算法进行了对比实验分析，对
比算法主要包括 ＣｏｒｎｅｒＮｅｔ、 ＣｅｎｔｅｒＮｅｔ、 ＶａｒｉｆｏｃａｌＮｅｔ
等方法，实验结果如表 ５ 所示．结果表明，与其他遥

感图像目标检测算法相比，本文方法在模型体积和

检测速度方面均具有显著优势，满足了遥感图像目

标准确度和实时检测的要求．

表 ５　 不同遥感目标检测算法在 ＨＲＳＣ２０１６
数据集上的性能比较

Ｔａｂｌｅ ５　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｄｉｆｆｅｒｅｎｔ ｒｅｍｏｔｅ
ｓｅｎｓｉｎｇ ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ ｏｎ ＨＲＳＣ２０１６ ｄａｔａｓｅｔ

算法 主干网络 ＡＰ ／ ％ Ｐａｒａｍ ／
ＭＢ

ＦＰＳ ／
（ ｆｒａｍｅ·ｓ－１）

ＣｏｒｎｅｒＮｅｔ［２１］ Ｈｏｕｒｇｌａｓｓ⁃１０４ ６０ ７１ １５０ ９５ １ ９

ＣｅｎｔｅｒＮｅｔ［２２］ ＲｅｓＮｅｔ⁃１８ ７５ ２５ １６ ３８ ４６ ６

ＹＯＬＯＸ⁃Ｌ［２３］ ＣＳＰＤａｒｋＮｅｔ ８７ ０９ ４５ ２１ ２７ ８

ＶａｒｉｆｏｃａｌＮｅｔ［２４］ ＲｅｓＮｅｔ⁃５０ ８５ ０４ ３２ ６７ ２０ ８

ＢＢＡＶｅｃｔｏｒｓ［２５］ ＲｅｓＮｅｔ⁃５０ ８６ １９ ５３ ４３ １５ ８

ＳＡＳＭ［２６］ ＲｅｓＮｅｔ⁃５０ ８０ ４０ ３３ ７６ ２０ ０

ＦＣＯＳ［２７］ ＲｅｓＮｅｔ⁃５０ ７８ ０６ ４１ ０８ ２５ ７

本文方法⁃Ｌ ＣＳＰＤａｒｋＮｅｔ ８６ ９４ ２７ ５９ ３５ ４

本文方法⁃Ｓ ＣＳＰＤａｒｋＮｅｔ ８２ ７４ １５ ２４ ４８ ５

为进一步说明本文所提算法的有效性，将对比

方法中 Ｐａｒａｍ 和 ＦＰＳ 的值进行了直观展示，如图 ６
所示．可以直观看出，本文方法⁃Ｓ 实现了更低的模型

参数量及更快的检测速度．其中：ＣｏｒｎｅｒＮｅｔ 使用的主

干网络为 Ｈｏｕｒｇｌａｓｓ⁃１０４，其参数量过大，严重影响了

网络的检测速度；ＣｅｎｔｅｒＮｅｔ 虽然在 ＣｏｒｎｅｒＮｅｔ 中添加

了中心点预测，大大降低了错误检测的概率．然而，
其主干网络使用 ＲｅｓｔＮｅｔ⁃１８，特征提取能力不强，检
测效果也不理想；ＶａｒｉｆｏｃａｌＮｅｔ、ＢＢＡＶｅｃｔｏｒｓ、ＳＡＳＭ 和

ＦＣＯＳ ４ 种方法均使用 ＲｅｓＮｅｔ⁃５０ 作为主干网络，取
得了不错的检测效果， 但没有达到最优效果；
ＹＯＬＯｘ⁃Ｌ 虽然取得了最优的检测精度，但检测速度

不高，模型体积也高达 ４５ ２１ ＭＢ；本文方法⁃Ｌ 的平

均精度与 ＹＯＬＯｘ⁃Ｌ 相当，其在检测速度上也具有明

显的优势，模型体积压缩了 ３９％；本文方法⁃Ｓ 的检测

精度虽然只有 ８２ ７４％，但基本可以实现遥感场景下

目标的准确检测．且其模型体积达到最小体积，便于

移动端部署，检测速度最佳，更适合实际应用．
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图 ６　 对比算法直观展示结果

Ｆｉｇ ６　 Ｖｉｓｕａｌ ｄｉｓｐｌａｙ ｏｆ ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ

在 ＨＲＳＣ２０１６ 数据集上的部分检测可视化结果

如图 ７ 所示，可以看出本文所提算法可以精准检测

到遥感目标．

图 ７　 ＨＲＳＣ２０１６ 数据集检测结果

Ｆｉｇ ７　 Ｒｅｓｕｌｔｓ ｏｆ ｄｅｔｅｃｔｉｏｎ ｏｎ ＨＲＳＣ２０１６ ｄａｔａｓｅｔ

综上所述，本文所提算法在模型参数量和检测

速度方面都实现了最优结果，虽然检测精度没有达

到最佳值，但并不影响最终检测效果．

３　 结论

为了保证模型的检测速度与检测精度，本文引

入无锚框的检测算法，并在主干网络中引入轻量化

模块 ＤＷＳ⁃Ｓａｎｄｇｌａｓｓ 降低模型的体积，改进激活函数

实现更好检测精度．在此基础上，为了获得体积更小

的检测模型，使用剪枝策略裁剪模型中的冗余通道．
并添加无参数注意力模块 ＳｉｍＡＭ，在不带来过多计

算量和参数量的前提下评估主干提取的特征，提高

网络的特征表达能力．最后，通过模型剪枝缩减模型

体积，并通过微调回升精度．在 ＨＲＳＣ２０１６ 数据集上

的实验结果表明，本文所提算法在确保检测精度的

前提下具有检测速度快、模型体积小的特点，更适合

部署于移动设备．
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