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基于多代理模仿学习的普适边缘计算资源分配

摘要
普适边缘计算允许对等设备之间建

立独立通信连接，能帮助用户以较低的
时延处理海量的计算任务．然而，分散的
设备中不能实时获取到网络的全局系统
状态，无法保证设备资源利用的公平性．
针对该问题，提出了一种基于生成对抗
网 络 （ Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋ，
ＧＡＮ）的普适边缘计算资源分配方案．首
先基于最小化时延与能耗建立多目标优
化问题，然后根据随机博弈理论将优化
问题转化为最大奖励问题，接着提出一
种基于多代理模仿学习的计算卸载算
法，该算法将多代理生成对抗模仿学习
（ ＧＡＩＬ ） 和 马 尔 可 夫 策 略 （ Ｍａｒｋｏｖ
Ｄｅｃｉｓｉｏｎ Ｐｒｏｃｅｓｓ，ＭＤＰ）相结合以逼近专
家性能，实现了算法的在线执行，最后结
合 非 支 配 排 序 遗 传 算 法 Ⅱ （ Ｎｏｎ⁃
ｄｏｍｉｎａｔｅｄ Ｓｏｒｔｉｎｇ Ｇｅｎｅｔｉｃ Ａｌｇｏｒｉｔｈｍ Ⅱ，
ＮＳＧＡ⁃Ⅱ）对时延和能耗进行了联合优
化．仿真结果表明，所提出的解决方案与
其他边缘计算资源分配方案相比，时延
缩短了 ３０．８％，能耗降低了 ３４．３％．
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０　 引言

　 　 边缘计算作为一种新兴的大数据处理技术，通过利用网络边缘

的计算和存储资源扩展了传统的云计算架构，可以将海量本地任务

调度到边缘设备进行本地处理，而无需远程传输到云中心处理［１⁃２］ ．随
着科学技术的发展，终端设备已经进化出强大的感知、计算和存储能

力［３⁃４］，这为实现普适边缘计算打下了坚实的基础．普适边缘计算是一

种新兴的边缘计算技术，只需要利用边缘设备来进行任务存储和处

理，没有集中管理［４］ ．传统的边缘计算是云计算的补充，其计算和存储

资源由边缘服务器提供，调度决策在后端进行，而普适边缘计算允许

数据存储、处理和调度决策都在网络边缘执行．因此，与传统的边缘计

算相比，普适边缘计算更适用于完全分散的网络环境，同时，也需要

设计出适用于完全分散的网络环境的新算法．
普适边缘计算与传统边缘计算相比所带来的优势可以概括为 ４

个方面：１）普适边缘计算对部署和维护专用云后端是免费的基础设

施［５］；２）数据可以在用户附近处理，不需要与云通信，大大减少了传

输时延［５］；３）对等设备之间的通信独立连接，无需互联网连接［６］；
４）不需要集中管理，设备可以自由决定如何与其他设备进行协作［６］ ．

普适边缘计算对用户来说具有诸多优点，但是同样也面临一些

挑战．文献［６］提出普适边缘计算允许设备在网络边缘进行决策，而无

需集中管理，因此，对等设备之间的通信独立连接使设备难以获取整

个网络状态，设备很难根据部分观察结果选择合适的其他设备来进

行任务卸载．该方案存在普适边缘计算缺乏合理的任务分配策略的问

题．为解决缺乏合理的任务分配策略的问题，文献［７］指出在多设备环

境中，现有的研究总是发展博弈论模型来计算纳什均衡，每个设备都

会根据系统状态的全局状态信息与其他设备进行讨价还价，希望最

大化其自身的效用．但是在普适边缘计算网络中，该方案设备无法获

取全局状态信息，缺乏合适的方法保证设备在完全分散的环境中的

公平性．为此，文献［８］提出在完全分散的环境下，普适边缘计算适用

于设计基于强化学习的方法，通过与环境的交互可以获得良好的策

略．但是该方案在现有无模型学习方法下不适合在线调度，且在具有

多个代理的部分观察环境中收敛速度很慢．因此，有必要设计一种可

在线调度、分散执行、收敛速度快且能对时延和能耗联合优化的多目

标优化强化学习算法．　 　 　 　



　 　 有鉴于此，本文提出一种基于多代理模仿学习

的普适边缘计算计算卸载方案．在该方案中，设备可

以根据环境来自由决定将任务卸载到其他设备上进

行处理还是在本地进行处理．模仿学习是一种机器

学习方法，它允许学习代理模仿专家策略，可以有效

地解决任务卸载问题，但由于时间复杂度高，无法在

线进行．因此，本文设计了一个训练过程，通过实现

对专家策略的模仿来学习代理策略．此外，多代理模

仿学习允许多个代理模仿相应专家的行为，并能达

到次优纳什均衡．本文提出一种基于生成对抗网络

（Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋ，ＧＡＮ）的普适边缘计

算资源分配方案，该方案通过马尔可夫决策（Ｍａｒｋｏｖ
Ｄｅｃｉｓｉｏｎ Ｐｒｏｃｅｓｓ，ＭＤＰ）模型进行离线集中式网络环

境的搭建以及专家策略的训练，然后通过 ＧＡＮ 网络

进行在线分布式网络环境下代理策略的生成及训

练，最后通过非支配排序遗传算法Ⅱ（Ｎｏｎ⁃ｄｏｍｉｎａｔｅｄ
Ｓｏｒｔｉｎｇ Ｇｅｎｅｔｉｃ Ａｌｇｏｒｉｔｈｍ Ⅱ，ＮＳＧＡ⁃Ⅱ）对任务调度

过程中的时延与能耗进行联合优化，并证明了所提

出的分散计算卸载算法方案能达到次优纳什均衡，
实现了算法的在线执行．该方案有效地解决了分布

式网络环境下设备之间资源利用的公平性问题，同
时使任务调度过程中的时延与能耗达到均衡最优状

态，实验结果证明时延与能耗的联合优化结果优于

其他解决方案．
本文的主要贡献如下：
１）基于边缘设备的通信和计算能力，建立了普

适边缘计算环境下的任务调度多目标优化问题．通
过指定博弈元素，建立了该优化问题与随机博弈之

间的关系，将该优化问题转化为奖励最大化问题．
２）提出了一种基于多代理模仿学习的计算卸载

算法，该算法允许多个学习代理模仿相应专家的行

为，将多代理生成对抗模仿学习（ＧＡＩＬ）与普适边缘

计算相结合来解决奖励最大化问题．
３）采用基于马尔可夫策略（ＭＤＰ）的专家策略

形成算法，在对系统状态进行完全观察的基础上找

到专家的最优策略．对于代理策略，提出了一种新的

基于部分观察的神经网络模型，它结合生成对抗网

络（ＧＡＮ）和 ＭＤＰ 来逼近专家性能，可以在线执行．
４）在多代理模仿学习后，结合 ＮＳＧＡ⁃Ⅱ多目标

优化算法，对时延和能耗进行了联合优化．
５）仿真结果证明，与其他有代表性的算法相比，

该算法所提出解决方案与其他边缘计算资源分配方

案相比，时延缩短了 ３０ ８％，能耗降低了 ３４ ３％，具

有显著的优势．
本文的整体结构如下：第 １ 节，阐述了本文相关

工作；第 ２ 节，提出了普适边缘计算模型并阐述了所

研究的问题；第 ３ 节，提出了所设计的一种基于多代

理模仿学习的计算卸载算法；第 ４ 节，进行了性能评

估；第 ５ 节，结束语．

１　 相关工作

本节阐述了关于普适边缘计算和模仿学习的相

关研究工作．

１ １　 普适边缘计算

近年来，对普适边缘计算的研究主要集中在如

何通过设计合理的资源管理策略来提高资源利用效

率和满足用户需求．为解决频谱资源不足和通信过

载的问题，Ｎｉｎｇ 等［９］提出一种分布式的非合作博弈，
以最小化医疗物联网（ＩｏＭＴ）中的系统成本，系统成

本得到优化．为解决移动边缘计算（ＭＥＣ）系统中复

杂的资源分配过程可能会对资源分配策略产生影

响，Ｘｕ 等［１０］ 提出一种基于 ＭＥＣ 网络的区块链系

统，将区块链用户的计算密集型任务卸载到 ＭＥＣ 服

务器，将系统中的计算任务卸载问题表述为大规模

混合整数非线性规划（ＭＩＮＬＰ）问题，但是没有对分

布式网络环境下的设备公平性做研究．为解决无服

务器计算无法在分散网络环境中提供良好性能的问

题，Ｃｉｃｃｏｎｅｔｔｉ 等［１１］提出一个分布式框架来将无状态

任务有效分派给网络内执行程序，从而最大限度地

减少响应时间，同时表现出短期和长期公平性，并在

可用时利用来自虚拟化网络基础设施的信息来填补

这一空白，时延指标得以优化．为解决研究通信瓶颈

和响应缓慢节点的问题，Ｃｈｅｎ 等［１２］提出通过分布式

边缘节点本地处理数据的多代理系统中学习模型参

数的问题，优化了算法收敛速度．上述这些算法通过

考虑不同边缘设备之间的公平性来研究资源分配问

题，但它们忽略了边缘设备在分散环境中最大化自

身效用的意图．
此外，一些研究通过最小化任务执行时延和能

耗来提高系统性能．为解决联合时间分配和计算任

务容量的问题，Ｂｕｄｈｉｒａｊａ 等［１３］ 提出将基于 ＮＯＭＡ
（非正交多址技术）的 ＭＥＣ 网络的总能耗与时间、计
算能力和 ＵＡＶ 轨迹一起最小化，但优化目标过多，
使得时延和能耗的优化效果不够明显．为解决设备

在高速移动情况下具有延迟敏感的问题，Ｔａｎｇ 等［１４］

提出一个新的数学模型，将面向应用的缓存应用于

４８
刘建华，等．基于多代理模仿学习的普适边缘计算资源分配．

ＬＩＵ Ｊｉａｎｈｕａ，ｅｔ ａｌ．Ｒｅｓｏｕｒｃｅ ａｌｌｏｃａｔｉｏｎ ｆｏｒ ｐｅｒｖａｓｉｖｅ ｅｄｇｅ ｃｏｍｐｕｔｉｎｇ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ａｇｅｎｔ ｉｍｉｔａｔｉｏｎ ｌｅａｒｎｉｎｇ．



ＶＥＣ，并进一步提出一种新策略，在施加一个长期的

能耗约束条件下，以优化车载边缘计算（ＶＥＣ）在无

限时隙范围内的应用程序平均响应时间，但只考虑

了时延优化，未考虑能耗问题．为解决用户无法根据

他们的本地观察做出适当的调度决策，且无法保证

不同边缘设备之间的公平性的问题，Ｗａｎｇ 等［１５］ 提

出一种分布式计算卸载算法在普适边缘计算网络

中，以最小化平均任务完成时间为目标的算法，但也

同样只考虑了时延优化，未考虑能耗问题．为解决减

少移动边缘计算环境中 ＩｏＴ 场景的能耗和任务处理

时间，Ａｎｊｏｓ 等［１６］提出一种动态成本模型，以最大程

度地减少移动边缘计算环境中 ＩｏＴ 场景的能耗和任

务处理时间，但未考虑分布式网络环境下的设备情

况．上述解决方案要么依赖于集中管理服务器，依赖

于对系统状态的全面了解，不能以完全分散的方式

执行，要么只优化了时延和能耗的其中一个指标．

１ ２　 模仿学习

通常，专家策略可以在网络中达到最佳性能．然
而，它们不能直接应用，因为根据当前网络条件很难

获得复杂性或相关系统参数［１５］ ．Ｋｏｈｊｉｍａ 等［１７］ 提出

一种新的马尔可夫决策过程（ＭＤＰ）框架，描述了环

境、学习者和外部系统的相互作用，但是未将其应用

于解决实际问题． Ｎｉｎｇ［１８］ 提出一种可简化 ＭＤＰ，其
精确解可以通过求解更简单的 ＭＤＰ 来获得，指定了

可约随机博弈中纯策略马尔可夫完美均衡存在的充

分条件，并推导出参与者均衡值的封闭形式表达式，
但是未考虑在线策略问题．Ｌｉ 等［１９］ 提出建立多个代

理之间的拓扑结构，并制定了图形马尔可夫博弈，假
设每个代理都受到其他代理的刺激以根据特定的转

移概率改变状态分配，研究和建模代理如何相互作

用以及考虑代理之间的拓扑结构时系统的具体演变

过程，但只对理论部分进行了研究．
模仿学习是一种强化学习方法，使学习代理能

够模仿专家的行为以获得良好的性能．Ｗａｎｇ 等［１５］通

过模仿相应专家的行为来设计代理策略，该方案集

成了卷积神经网络、生成对抗网络和基于梯度的策

略，可以以分散的方式进行训练和执行，并保证纳什

均衡，但是未考虑设备的能耗问题．Ｇａｏ 等［２０］ 提出一

种多代理深度确定性策略梯度（ＭＡＤＤＰＧ）算法，具
有集中训练、去中心化执行的特点，将模仿学习应用

于降低多信道多二级用户 ＳＵ 感知协同带来的同步

和通信开销，但是未分析该算法应用于边缘计算的

时间和能耗成本．Ｙｕ 等［２１］提出一种新的深度模仿学

习（ＤＩＬ）驱动的 ＭＥＣ 网络边缘云计算卸载框架，该
框架的主要目标是通过最佳行为克隆在时变网络环

境中最大程度地降低卸载成本，但未考虑时延和能

耗的问题．Ｐｕ 等［２２］提出一种称为注意力增强强化学

习（ＡＥＲＬ）的新方法，以解决多代理协作的复杂交

互、有限的通信范围和时变通信拓扑等问题，但是未

考虑时延和能耗等指标的优化．Ｗａｎｇ 等［２３］提出一种

强大的统计工具 ｃｏｐｕｌａ 来捕获随机变量之间的依赖

关系，来显式模拟多代理系统中的相关性和协调性，
但对统计工具的依赖性较大，不适用于一般场景．
Ｓｏｎｇ 等［２４］提出一个用于一般马尔可夫博弈的多代

理模仿学习的新框架，介绍了一种实用的多代理行

为者⁃批评家算法，他们声称具有良好的经验性能，
但未涉及对时延和能耗等指标的优化．由于模仿学

习的高效性和快速收敛性，本文将多代理模仿学习

与完全分散的网络环境相结合，以联合优化平均任

务完成时延和能耗．然而，由于完全分散的环境和复

杂的网络环境给多代理模仿学习的应用带来了巨大

的挑战，因此，它不能直接应用于所考虑的任务调度

问题．因此，本文提出基于多代理模仿学习的资源分

配方案，将马尔可夫策略、生成对抗模仿学习和多目

标优化算法相结合，来解决上述问题．

１ ３　 多目标优化算法

多目标优化算法是使多个需要优化的目标在给

定约束条件下同时尽可能最佳，多目标优化的解通

常是一组均衡解［２５⁃２８］ ．为解决提高距离矢量跳技术

的估计精度，Ｗａｎｇ 等［２９］ 提出一种基于 ＮＳＧＡ⁃Ⅱ的

多目标 ＤＶ⁃Ｈｏｐ 定位算法．为解决油藏作业问题和基

准问题的联合优化，Ｌｉｕ 等［３０］ 基于 ＮＳＧＡ⁃Ⅱ算法提

出一种新的双目标算法，称为狮子骄傲算法（ＬＰＡ），
重点研究双目标优化问题，然后通过基准问题和油

藏操作问题测试其在双目标优化中的性能． Ｖｅｒｍａ
等［２８］提出使用 ＮＳＧＡ⁃Ⅱ算法解决选定多类组合优

化问题，对多类组合优化问题做了详细的阐述，但未

将其应用于实际问题．
本文提出一种基于生成对抗网络（ＧＡＮ）的普适

边缘计算资源分配方案，该方案通过 ＭＤＰ 模型进行

离线集中式网络环境的搭建以及专家策略的更新，
然后通过 ＧＡＮ 网络进行在线分布式网络环境下代

理策略的生成及更新，最后通过 ＮＳＧＡ⁃Ⅱ算法对任

务调度过程中的时延与能耗进行联合优化，并证明

了所提出的分散计算卸载算法方案能达到次优纳什

均衡，实现了算法的在线执行．该方案与其他方案进
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行对比，具有更低的时间延迟与能量损耗．

２　 系统模型与问题表述

本节提出了所设计的系统模型，然后描述了通

信和计算模型，并给出了问题表述．

２ １　 系统概述

如图 １ 所示，考虑一个由多个用户设备组成的

无线网络，表示为： Ｎｔｏｔａｌ ＝ ｛１，２，…，ｉ，…，Ｎ｝ ．在时隙

ｔ 内， 设备生成一组任务， 表示为：Ａｔ
ｉ ＝ ｛ａｉ，１，…，

ａｉ，Ｋ（ ｉ，ｔ）｝，Ｋ（ ｉ，ｔ） 是设备 ｉ在时隙 ｔ内可以生成的任务

总数，每个设备的任务生成过程可以建模为泊松过

程．ｓｉ，ｋ 表示任务 ａｉ，ｋ 的大小，ｃｉ，ｋ 表示计算任务 ｓｉ，ｋ 所
需的每秒ＣＰＵ周期．对于任务 ａｉ，ｋ，设备 ｉ能够把它卸

载到设备 ｊ 或者在本地处理．

图 １　 系统模型

Ｆｉｇ １　 Ｓｙｓｔｅｍ ｍｏｄｅｌ

在考虑的系统中没有集中式管理，每个设备都

在本地维护一个状态列表．当设备首次加入网络时，
列表仅包含有关其自身传输、处理队列、当前速度、
位置和移动方向的状态．在每个时隙开始时，设备将

其状态列表中的所有记录播送给相邻设备的记录．
然后，设备根据接收到的记录更新其本地状态列表．

图 ２　 状态列表更新

Ｆｉｇ ２　 Ｓｔａｔｕｓ ｌｉｓｔ ｕｐｄａｔｅ

例如图 ２，网络中有 ４ 个相对静态节点，每个节

点在本地维护一个状态列表．在最开始时，每个节点

只知道自己的状态．随着时间的推移，节点可以学习

记录在当前时隙中的直接连接的节点的状态，同时

学习记录在以前时隙中的间接连接的节点的状态．
例如：当时隙为 ｔ ＝ １ 时，节点 Ａ 仅记录此时自身的

状态；当时隙为 ｔ ＝ ２ 时，由于节点 Ｃ 与节点 Ａ 直接

相连，故节点 Ａ 在 ｔ ＝ ２ 时能够接收节点 Ｃ 在前一时

隙的状态记录；当时隙为 ｔ ＝ ３ 时，节点 Ａ 从时隙 ２
中更新的节点 Ｃ 的记录中学习接收节点 Ｂ 和节点 Ｄ
的更新状态．图 ２ 的详细状态列表更新如表 １ 所示．

表 １　 不同时隙的状态列表更新

Ｔａｂｌｅ １　 Ｓｔａｔｕｓ ｌｉｓｔ ｕｐｄａｔｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｔｉｍｅ ｓｌｏｔｓ

设备
状态

ｔ ＝ １ ｔ ＝ ２ ｔ ＝ ３

Ａ Ｓ１
Ａ Ｓ２

ＡＳ１
Ｃ Ｓ３

ＡＳ２
ＣＳ１

ＢＳ１
Ｄ

Ｂ Ｓ１
Ｂ Ｓ２

ＢＳ１
Ｃ Ｓ３

ＢＳ２
ＣＳ１

ＡＳ１
Ｄ

Ｃ Ｓ１
Ｃ Ｓ２

ＣＳ１
ＡＳ１

ＢＳ１
Ｄ Ｓ３

ＣＳ２
ＡＳ２

ＢＳ２
Ｄ

Ｄ Ｓ１
Ｄ Ｓ２

ＤＳ１
Ｃ Ｓ３

ＤＳ２
ＣＳ１

ＡＳ１
Ｂ

２ ２　 通信和计算模型

通信设备之间采用正交频分多址（ＯＦＤＭＡ）技

术进行通信，可使得每个设备的副载波与其他设备

正交．因此，共有 （Ｎ － １） × （Ｎ － １） 个副载波用于Ｎ
个设备间的通信，每个设备都能维护（Ｎ － １） 个本地

传输队列，用于将任务传输到其他设备．当设备 ｉ 和 ｊ
邻近时，任务 ａｉ，ｋ 的传输时延通过下式计算：

Ｔｄ（ ｉ，ｋ，ｊ） ＝
ｓｉ，ｋ
ｒｉ，ｋ

， （１）

其中， ｓｉ，ｋ 为任务 ａｉ，ｋ 的任务大小，ｒｉ，ｋ 为从设备 ｉ到设

备 ｊ的传输速率，ｋ为任务 ａｉ，ｋ 的第 ｋ个任务， Ｔｄ（ ｉ，ｋ，
ｊ） 为任务 ａｉ，ｋ 的第 ｋ 个任务从设备 ｉ 传输到设备 ｊ 的
传输时延，这里下标 ｄ 表示时延．

传输过程的传输能耗是传输功率和传输时间的

乘积，如下所示：
ｅｔｒａｎｉ，ｋ，ｊ ＝ ｐｔｒａｎ

ｉ，ｋ，ｊＴｄ（ ｉ，ｋ，ｊ）， （２）
其中， ｐｔｒａｎ

ｉ，ｋ，ｊ 为任务卸载时的传输功率．
任务按照先入先出（ＦＩＦＯ） 顺序进行传输． 然

后，任务 ａｉ，ｋ 在传输队列中从设备 ｉ传到设备 ｊ的等待

时延根据以下 Ｍ ／ Ｇ ／ １ 排队论系统计算：

Ｔｗ（ ｉ，ｋ，ｊ） ＝
（αｔ

ｉ，ｊｄｉ，ｊ ＋ αｔ
ｉ，ｊσ２）

２（１ － αｔ
ｉ，ｊｄｉ，ｊ）

， （３）

其中， αｔ
ｉ，ｊ 为任务从设备 ｉ 到设备 ｊ 的任务传输强度，

ｄｉ，ｊ 为任务从设备 ｉ到设备 ｊ的平均传输时延，σ２ 为传

输时延的方差．
对于任务卸载，从设备 ｉ的任务可以卸载到相隔

几个跳的其他设备．也就是说，来自设备 ｉ 的任务可
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以通过多个中继节点传输到目标设备进行处理．因
此，当通过多个中继节点在设备 ｉ 和 ｊ 之间建立连接

路径时，任务 ａｉ，ｋ 从设备 ｉ到设备 ｊ总传输延迟通过下

式计算：

Ｔｔ（ ｉ，ｋ，ｊ） ＝ ∑
ｌ∈Ｎ／ ｛ ｊ｝

［Ｔｄ（ ｉ，ｋ，ｌ） ＋ Ｔｗ（ ｉ，ｋ，ｌ）］βｉ，ｋ，ｌ，

（４）
其中， βｉ，ｋ，ｌ 为一个二进制数，表示设备 ｌ是否为帮助任

务 ａｉ，ｋ 从设备 ｉ传到设备 ｊ的中继节点．本文中，考虑节

点 ｉ 传输任务给自身的时延为 ０，即 Ｔｄ（ｉ，ｋ，ｉ） ＝ ０．
任务 ａｉ，ｋ 到达设备 ｊ后，首先，它要在处理队列中

等待，然后，根据 ＦＩＦＯ 顺序提供服务．在处理队列中

的等待延迟 Ｔｑ（ ｉ，ｋ，ｊ） 可类似于式（１） 获得．设备 ｊ处
理任务 ａｉ，ｋ 的处理延迟如下式计算：

Ｔｐ（ ｉ，ｋ，ｊ） ＝
ｃｉ，ｋ
ｂ ｊ

， （５）

其中， ｃｉ，ｋ 为计算任务 ａｉ，ｋ 所需要的ＣＰＵ周期，ｂ ｊ 为设

备 ｊ 的计算能力，即每秒的 ＣＰＵ 周期．本文考虑计算

结果的传输时延是可以忽略的， 因为它的大小足

够小．
边缘节点处的计算能耗是能耗系数和计算时间

的乘积，如下所示：
ｅｎｏｄｅｉ，ｋ，ｊ ＝ ｅｉ，ｋ，ｊＴｐ（ ｉ，ｋ，ｊ）， （６）

其中， ｅｉ，ｋ，ｊ 为任务传输过程中的能耗系数．

２ ３　 问题表述

在时隙 ｔ内，当设备 ｉ有任务要计算时，它可以将

任务卸载到其他设备，或者在本地处理． 对于任务

ａｉ，ｋ，平均任务执行时延可以通过下式计算：

Ｔ（ ｉ，ｋ） ＝ ∑
ｊ∈Ｎ

ｆｉ，ｋ，ｊ（Ｔｔ（ ｉ，ｋ，ｊ） ＋ Ｔｑ（ ｉ，ｋ，ｊ） ＋

　 　 Ｔｐ（ ｉ，ｋ，ｊ）） ， （７）
其中， ｆｉ，ｋ，ｊ 为一个二进制值，表示分配任务 ａｉ，ｋ 到设

备 ｊ的标志，且∑
Ｎ

ｊ ＝ １
ｆｉ，ｋ，ｊ ＝ １．然后，设备 ｉ的平均任务完

成时间如下：

Ｔ（ ｉ） ＝ ｌｉｍ
Ｔｔｏｔａｌ→∞

１
Ｔｔｏｔａｌ

∑
Ｔｔｏｔａｌ

ｔ ＝ １
Ｋ（ ｉ，ｔ）∑

Ｋ（ ｉ，ｔ）

ｋ ＝ １
Ｔ（ ｉ，ｋ）， （８）

其中， Ｔｔｏｔａｌ 为算法运行的总时隙，Ｋ（ ｉ，ｔ） 为设备 ｉ 在
时隙 ｔ 内的总任务大小．

任务卸载的能量消耗，即传输能量消耗与计算

能量消耗之和，故任务卸载的能量能耗如下：

Ｅ ＝ ∑
ｉ∈Ｎ

∑
ｊ∈Ｎ，ｊ≠ｉ

（ｅｔｒａｎｉ，ｋ，ｊ ＋ ｅｎｏｄｅｉ，ｋ，ｊ） ＝

∑
ｉ∈Ｎ

∑
ｊ∈Ｎ，ｊ≠ｉ

（ｐｔｒａｎ
ｉ，ｋ，ｊＴｄ（ ｉ，ｋ，ｊ） ＋ ｅｉ，ｋ，ｊＴｐ（ ｉ，ｋ，ｊ）） ． （９）

每个设备的目的是最小化其平均任务完成时间

和能量消耗，因此，本文将任务卸载过程描述为一个

包含两个目标函数的多目标优化问题．该问题将等

式（８）中的平均任务完成时间 Ｔ 和等式（９）中的能

耗 Ｅ 降至均衡最低，即：
Ｐ１：　 ｍｉｎ

ｊ，βｉ，ｋ，ｌ
｛Ｔ，Ｅ｝，　 ｊ，ｌ ∈ Ｎ，

ｓ．ｔ．　 ∑
Ｎ

ｊ ＝ １
ｆｉ，ｋ，ｊξｔｉ，ｊ ＝ １，　 ｃｉ，ｋ ≤ ｃｍａｘ，

Ｔｄ（ ｉ，ｋ，ｊ） ＋ Ｔｑ（ ｉ，ｋ，ｊ） ＋ Ｔｐ（ ｉ，ｋ，ｊ） ≤ Ｔｍａｘ，
ｅｔｒａｎｉ，ｋ，ｊ ＋ ｅｎｏｄｅｉ，ｋ，ｊ ≤ Ｅｍａｘ， （１０）

其中， ｃｍａｘ 为最大的每秒 ＣＰＵ 周期， Ｔｍａｘ 为任务 ａｉ，ｋ

的最大容忍时间，Ｅｍａｘ 为任务 ａｉ，ｋ 的最大容忍能耗．

３　 一种基于多代理模仿学习的计算卸载算
法方案

　 　 本节介绍了设计的基于多代理模仿学习的计算

卸载算法 （ ＧＡＮ Ｃｏｍｐｕｔａｔｉｏｎ Ｏｆｆｌｏａｄｉｎｇ Ａｌｇｏｒｉｔｈｍ，
ＧＡＮ⁃ＲＡＯ）．首先提供了算法概述，然后对算法进行

了详细描述．

３ １　 算法概述

为了解决上一节所提出的问题，设计的基于多

代理模仿学习的计算卸载算法可分为以下步骤：
１）随机博弈与最优化问题转化：由于问题 Ｐ１ 不

能在这样一个分散的环境中直接求解，因此优先进

行随机博弈与最优化问题的转化．首先建立公式化

的优化问题和随机博弈之间的关系；然后，通过定义

与本文考虑的场景相关的状态、观察、动作和转换可

能性来指定博弈元素，再通过累计奖励、纳什均衡及

其条件和拉格朗日对偶将 Ｐ１ 问题转化为如下所示

的优化问题：

Ｐ２：　 ｍａｘ
λ

ｍｉｎ
π

Ｌｔ ＋１ ＝∑
Ｎ

ｉ ＝ １
∑

ｔ

τ ＝ １
λτ

ｉ（ｑｉ（ ｓτ，ｍτ
ｉ ） － ｖｉ（ ｓτ）），

（１１）
其中， λ为拉格朗日乘数因子，ｓ为设备在 ｔ时隙的状

态，ｍ 为设备在 ｔ 时隙所采取的相应动作，ｑｉ（ ｓτ，ｍτ
ｉ ）

为设备在状态 ｓτ 和动作 ｍτ
ｉ 时的动作⁃价值函数，

ｖｉ（ ｓτ） 为设备在状态 ｓτ 时的价值函数．随机博弈与最

优化问题的详细转化过程在文献［１４］做了详细阐

述，本文的 Ｐ１ 到 Ｐ２ 的问题转换不再多做赘述．因
此，现在只需要解决问题 Ｐ２ 就可以解决奖励最大化

问题．然后，Ｐ１ 中的延迟最小化问题可以被转化为

Ｐ２ 中的奖励最大化问题．奖励最大化问题可以进一

步转化为拉格朗日对偶问题，就可以在分散环境下
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进行求解．
２）专家策略获取：在模仿学习中，专家策略是影

响代理策略最终性能的重要因素．因此，本文应该设

计一个有效的算法来推导专家演示．本文认为专家

可以观察到完整的系统状态，并且可以通过梯度下

降法以离线的方式来解决对偶问题．因此，可以在设

备之间实现纳什均衡，并且可以通过收集设备的观

察⁃动作对来形成专家演示．

图 ３　 设计的算法结构

Ｆｉｇ ３　 Ｔｈｅ ｐｒｏｐｏｓｅｄ ａｌｇｏｒｉｔｈｍ ｓｔｒｕｃｔｕｒｅ

３）代理策略获取：在所考虑的普适边缘计算网

络中，每个设备只能局部观察．为了接近基于全局系

统状态的专家策略的性能，本文通过结合 ＧＡＮ 和

ＭＤＰ 设计了一个新的神经网络模型，该模型可以在

线进行，以最小化相应专家和代理的观察动作分布

之间的差距．
４）任务调度：通过代理策略，每个设备都可以在

任务 ａｉ，ｋ 上获取其本地任务相应的动作 ｍｉ，ｋ，即在哪

个设备上计算任务 ａｉ，ｋ ．然后，任务 ａｉ，ｋ 可以从设备 ｉ
传输到 ｋ． 对于传输，可以建立通过多个中继节点的

直接或间接路径．
５）联合优化：在得到多代理模仿策略后，任务按

照模仿策略进行调度，本文通过 ＮＳＧＡ⁃Ⅱ算法将平

均任务完成时延和能耗进行联合优化．
本文设计的算法结构如图 ３ 所示．

３ ２　 基于 ＭＤＰ 的专家策略训练

要设计基于多代理模仿学习的计算卸载算法，
首先要设计性能良好的专家策略，才能保证后续在

线训练的模仿策略具有良好性能．离线 ＭＤＰ 训练需

要获取全局系统状态的完整观察，才能保证专家策

略的良好性能．因此，本文认为网络中有 Ｎ 个专家相

互作用，那么就可以获得全局系统状态的完整观察，
因为离线获取的具有良好性能的传统集中式调度专

家策略可以用于演示学习代理可以模仿的情况，然
后将已知全局系统状态下训练的离线训练数据供未

知全局系统状态下模仿策略的在线训练，以保证模

仿策略逼近于专家策略，并具有良好性能．因此，只
需要解决问题 Ｐ２，并形成包括状态⁃动作对的演示，
供学习代理模仿．然后，学习代理可以有一些任务调

度的经验．对于单个专家来说，其优化问题转化为

如下：

Ｐ３：　 ｍａｘ
λ

ｍｉｎ
π

Ｌｔ ＋１ ＝ ∑
ｔ

τ ＝ ０
λτ

ｉ（ｑｉ（ ｓτ，ｍτ
ｉ ） － （ ｓτ）） ．

（１２）
本文采用梯度下降法解决问题 Ｐ３．
专家策略训练过程如下：
１）ＭＤＰ 建立专家网络系统：设定网络设备个

数、位置及设备间的连接状态，定义初始策略和初始

价值．
２）状态⁃动作对批量收集：在时隙 ｔ 中，设备 ｔ 根

据初始专家策略在状态 ｓｔ 生成相应的任务调度动作

ｍｔ
ｉ，ｋ，根据所选动作将任务调度到目标设备 ｊ，同时根

据实际传输和计算延迟计算其奖励．对于每个设备

每个任务，将其系统状态、动作及奖励记录在一个列

表中，即可得到一批量的状态 ⁃ 动作对（ ｓｔｉ，ｍｔ
ｉ） ．

３） 价值网络和策略网络训练：利用梯度下降法

进行训练，即：
ｗ ｉ ＝ ｗ ｉ － η·ÑｗＪ（Ｗ；ｘｉ，ｙｉ）， （１３）

８８
刘建华，等．基于多代理模仿学习的普适边缘计算资源分配．

ＬＩＵ Ｊｉａｎｈｕａ，ｅｔ ａｌ．Ｒｅｓｏｕｒｃｅ ａｌｌｏｃａｔｉｏｎ ｆｏｒ ｐｅｒｖａｓｉｖｅ ｅｄｇｅ ｃｏｍｐｕｔｉｎｇ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ａｇｅｎｔ ｉｍｉｔａｔｉｏｎ ｌｅａｒｎｉｎｇ．



其中， ｗ ｉ 为权值，η 为学习速率，ｘｉ 为一条训练样本

的特征值，ｙｉ 表示一条训练样本的标签值，Ñ为梯度，
Ｊ 为目标函数．

４）状态⁃动作对到观察⁃动作对的映射：完全分

散的环境下，设备无法得到系统完全观察状态，本文

通过局部观察和完全观察之间的关系，建立了根据

局部观察到完全观察的映射关系，即状态⁃动作对

（ ｓｔｉ，ｍｔ
ｉ） 到观察⁃动作对 （ｏｔ

ｉ，ｍｔ
ｉ） 的映射．

基于 ＭＤＰ 的专家策略训练的算法结构如图 ４
所示．

图 ４　 基于 ＭＤＰ 的专家策略训练的算法结构

Ｆｉｇ ４　 Ａｌｇｏｒｉｔｈｍ ｓｔｒｕｃｔｕｒｅ ｏｆ ｅｘｐｅｒｔ ｓｔｒａｔｅｇｙ
ｔｒａｉｎｉｎｇ ｂａｓｅｄ ｏｎ ＭＤＰ

３ ３　 基于 ＧＡＮ 的代理策略训练

３ ２ 节介绍了基于集中式网络环境的专家策略获

取，即所有专家都可以获取整个系统的状态．然而，由
于设备在分散的网络环境中无法获取整个系统的状

态，专家策略无法在分散的环境中在线应用．因此，利
用多代理模仿学习，设备（即代理）可以模仿 ３．２ 中得

出的专家策略，并根据其局部观察做出决策．
采用生成对抗网络（ＧＡＮ）来对专家策略进行模

仿．在 ＧＡＮ 中，主要有两个部分，即生成器和鉴别器．
生成器 Ｇ 生成数据，其分布类似于真实数据分布 Ｚ，
而鉴别器 Ｄ 鉴别样本是来自真实数据分布 Ｚ 还是来

自生成器 Ｇ 生成的样本．结合本文的专家策略模仿，
生成器 Ｇ 是通过模仿专家的状态⁃动作分布来生成

状态⁃动作分布的代理，鉴别器 Ｄ 用于判断动作是由

专家还是代理生成的．因此，ＧＡＮ 的目标如下：

ｍｉｎＧ ｍａｘＤＶ（Ｇ，Ｄ） ＝ Ｅｘ［ｌｏｇ Ｄ（ｘ）］ ＋
　 　 ＥＺ［ｌｏｇ（１ － Ｄ（Ｇ（Ｚ）））］， （１４）

其中， ＥＺ［ｌｏｇ（１ － Ｄ（Ｇ（Ｚ））） 为真实数据的预测奖

励，Ｅｘ［ｌｏｇ Ｄ（ｘ）］ 为模仿数据的预测奖励．根据ＧＡＮ
对专家策略的模仿，将其目标转换为模仿学习的优

化目标如下：
πｉ ＝ ａｒｇ ｍｉｎ

θｉ
ｍａｘ
ωｉ

［Ｅπθｉ
［ｌｏｇ（Ｄωｉ

（ｏｔ
ｉ，ｍｔ

ｉ））］］ ＋

　 　 ＥπＥｉ
［ｌｏｇ（１ － Ｄωｉ

（ｏｔ
ｉ，ｍｔ

ｉ））］ － ηｉＨ（πθｉ），

（１５）
其中， ＥπＥｉ

［ｌｏｇ（１ － Ｄωｉ
（ｏｔ

ｉ，ｍｔ
ｉ））］ 为专家 ｉ 的预测奖

励，Ｅπθｉ
［ｌｏｇ（Ｄωｉ

（ｏｔ
ｉ，ｍｔ

ｉ））］ 为代理 ｉ 的预测奖励，ηｉ

为控制参数，Ｈ（πθｉ） 为策略 πθｉ 的 γ 折扣因果熵，ωｉ

为鉴别器 Ｄ 的优化参数，θｉ 为模仿策略 πｉ 的优化

参数．
代理策略训练过程如下：
１）观察⁃动作对的收集：由专家策略第 ４ 步的映

射关系，得到一批次的观察⁃动作对（ｏｔ
ｉ，ｍｔ

ｉ）．
２）鉴别器训练：判断生成器 Ｇ 生成的数据和真

实数据之间的差异，通过最小化生成器 Ｇ 生成的数

据和真实专家数据之间的差异可以保证代理模仿数

据逼近于专家数据．将鉴别器训练后输出的 ｌｏｇ（Ｄｗｉ

（ｏｔ
ｉ，ｍｔ

ｉ））作为预测的价值．
３）价值网络训练：鉴别器训练完成后输出模仿

的数据，通过式（１６）最小化模仿数据价值与真实专

家数据的价值，即：

Ｌ（ｖｉ） ＝ Ｅ（∑
ｔ

τ ＝ ０
∑
Ｋ（ ｉ，τ）

ｋ ＝ １
ｌｏｇ（Ｄｗｉ

（ｏｔ
ｉ，ｍｔ

ｉ） － ｖｔｉ（ｏｔ
ｉ，ｍｔ

ｉ））） ．

（１６）
４）策略网络训练：策略网络是输出任务调度结

果，使用梯度下降法式（１３）进行训练．
基于 ＧＡＮ 的代理策略训练的算法结构如图 ５

所示．

３ ４　 基于 ＮＳＧＡ⁃Ⅱ算法的联合优化

将任务按照多代理模仿策略进行调度过程中的

时延和能耗作为 ＮＳＧＡ⁃Ⅱ算法的输入，能够通过选

择、交叉、变异和快速非支配排序等操作快速得到联

合优化结果．ＮＳＧＡ⁃Ⅱ算法联合优化过程如下：
１）随机产生规模为 Ｎ 的初始种群，非支配排序

后通过遗传算法的选择、交叉、变异 ３ 个基本操作得

到第一代子代种群．
２）从第二代开始，将父代种群与子代种群合并，

进行快速非支配排序，同时对每个非支配层中的个

９８
学报，２０２４，１６（１）：８３⁃９６

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ，２０２４，１６（１）：８３⁃９６



图 ５　 基于 ＧＡＮ 的代理策略训练的算法结构

Ｆｉｇ ５　 Ａｌｇｏｒｉｔｈｍ ｓｔｒｕｃｔｕｒｅ ｏｆ ａｇｅｎｔ ｓｔｒａｔｅｇｙ
ｔｒａｉｎｉｎｇ ｂａｓｅｄ ｏｎ ＧＡＮ

体进行拥挤度计算，根据非支配关系以及个体的拥

挤度选取合适的个体组成新的父代种群．
３）通过遗传算法的基本操作产生新的子代种

群：依此类推，直到满足算法的约束条件，即算法迭

代次数 ｎｉｔ小于最大迭代次数 ｎｍａｘ，ｉｔ ．
ＮＳＧＡ⁃Ⅱ的算法结构如图 ６ 所示．

图 ６　 ＮＳＧＡ⁃Ⅱ算法结构

Ｆｉｇ ６　 ＮＳＧＡ⁃Ⅱ ａｌｇｏｒｉｔｈｍ ｓｔｒｕｃｔｕｒｅ

３ ５　 计算卸载算法方案 ＧＡＮ⁃ＲＡＯ 分析

本小节将对所提出的分散计算卸载算法方案

ＧＡＮ⁃ＲＡＯ 进行分析，通过随机博弈理论与纳什均衡

的存在来证明多个学习代理所取得的任务调度结果

可以达到纳什均衡，保证分散设备资源利用的公平

性，同时叙述设备资源利用的公平性与时延和能耗

之间的关系．
首先，给出纳什均衡定义［７］如下：在所考虑的系

统中， 当 分 散 的 多 个 设 备 满 足 ｖπ∗ｉ ，π∗－ｉ
（ ｓｔ） ≥

ｖπ∗ｉ ，π∗－ｊ
（ ｓｔ） 时，马尔可夫决策 π∗ 为 π∗ ＝ 〈π∗

１ ，π∗
２ ，

…，π∗
Ｎ 〉，随机博弈即可达到纳什均衡，其中，π∗

ｉ 为

设备 ｉ马尔可夫策略，π∗
－ｉ 为设备 ｉ之外其他设备的马

尔可夫策略，ｖπ∗ｉ ，π∗－ｉ
（ ｓｔ） 为设备 ｉ在马尔可夫策略π∗

ｉ

下的状态值，ｖπ∗ｉ ，π∗－ｊ
（ ｓｔ） 为设备 ｊ在马尔可夫策略π∗

ｉ

下的状态值，且 ｖπ∗ｉ ，π∗－ｉ
（ ｓｔ） 通过下式计算：

ｖπ∗ｉ ，π∗－ｉ
（ ｓｔ） ＝ Ｅ［∑

∞

τ ＝ ０
γτｒ（ ｓｔ ＋τ，ｍｔ ＋τ

ｉ ） ｜ ｓｔ ＝ ｓ０］， （１７）

其中， γ 为折扣因子，且 γ ∈ （０，１） ．
接着，给出次优纳什均衡定义［１５］ 如下：在所考

虑的系统中，存在变量 ε 保证马尔可夫决策 π∗ ＝
〈π∗

１ ，π∗
２ ，…，π∗

Ｎ 〉 满足 ｖπ∗ｉ ，π∗－ｉ
（ ｓｔ） ≥ ｖπｉ，π∗－ｉ

（ ｓｔ） － ε，
随机博弈即可达到次优纳什均衡，其中，ｖπｉ，π∗－ｉ

（ ｓｔ） 为

设备 ｉ在模仿策略πｉ 下的状态值．当 ε ＝ ０时，每个纳

什均衡都可以看作是一个特殊的次优纳什均衡．
然后，给出 γ 折扣因果熵定义［１８］ 如下：在所提

出的分散计算卸载算法方案ＧＡＮ⁃ＲＡＯ中，模仿策略

πｉ 的 γ 折扣因果熵 Ｈ（πθｉ） 如下：

Ｈ（πθｉ） ＝ Ｅｏｔｉ，ｍｔｉｋ ～ πｉ
［ － ∑

∞

ｔ ＝ ０
γｔ ｌｏｇ∏

Ｋ（ ｉ，ｔ）

ｋ ＝ １
π（ｍｔ

ｉｋ ｜ ｏｔ
ｉ）］，

（１８）
其中， γ 为折扣因子，且 γ ∈ （０，１） ．

最后，给出所提出的分散计算卸载算法方案

ＧＡＮ⁃ＲＡＯ 能达到次优纳什均衡的证明． ＧＡＮ⁃ＲＡＯ
的目的是：首先恢复每个设备的奖励功能，即专家策

略和模仿策略，该奖励功能通过分别向专家和代理

分配较高和较低的奖励来恢复专家策略；然后，代理

尝试利用恢复的奖励函数通过梯度策略最大化其累

积奖励，保证代理的预测奖励尽可能接近专家的预

测奖励，即式（１５）中 ＥπＥｉ
［ｌｏｇ（１ － ＤωＥｉ

（ｏｔ
ｉ，ｍｔ

ｉ））］ ≥
Ｅπθｉ

［ｌｏｇ（Ｄωｉ
（ｏｔ

ｉ，ｍｔ
ｉ））］，再考虑专家策略的 γ折扣因

果熵Ｈ（πｉ） 和模仿策略的γ折扣因果熵Ｈ（πＥ
ｉ ） 之间

的关系； 最后得出变量 ε 的满足条件， 即当 ε ＝
ｍａｘ｛ηｉ ｜ Ｈ（πＥ

ｉ ） － Ｈ（πｉ） ｜ ｝ 时，其中，ｉ ＝ ｛１，２，…，
Ｎ｝， 所提出的分散计算卸载算法方案 ＧＡＮ⁃ＲＡＯ 可

以达到不同设备之间的次优纳什均衡，因此，可以保

０９
刘建华，等．基于多代理模仿学习的普适边缘计算资源分配．

ＬＩＵ Ｊｉａｎｈｕａ，ｅｔ ａｌ．Ｒｅｓｏｕｒｃｅ ａｌｌｏｃａｔｉｏｎ ｆｏｒ ｐｅｒｖａｓｉｖｅ ｅｄｇｅ ｃｏｍｐｕｔｉｎｇ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ａｇｅｎｔ ｉｍｉｔａｔｉｏｎ ｌｅａｒｎｉｎｇ．



证分散设备资源利用的公平性．

表 ２　 仿真参数

Ｔａｂｌｅ ２　 Ｓｉｍｕｌａｔｉｏｎ ｐａｒａｍｅｔｅｒｓ

参数 取值 参数 取值

用户数量 ／ 个 ［１０，５０］ 传输功率 ／ ｄＢｍ １０

通信距离 ／ ｍ ［６０，１００］ 能耗系数 １×１０－１１

单个任务数据量大小 ／ ｋＢ ［２ ０００，１０ ０００］ 任务传输强度 １

传输带宽 ／ ＭＨｚ １０ 噪声功率 ／ ｄＢｍ －１７２

设备提供的 ＣＰＵ 周期 ／ （１０９ Ｈｚ） ［８，１２］ 单个任务所需要的 ＣＰＵ 周期 ／ （１０９ Ｈｚ） ［０ ２，１］

由于每个设备的目的是最小化其平均任务完成

时延和能耗，但由于缺乏中心化的管理，各设备仅能

获取局部信息，因此各设备都应基于其当前的信息

独立地学习其自身策略．各设备为实现其最大效用，
即最小化其平均任务完成时延和能耗，那么所有设

备间需要达成纳什均衡，即需要满足设备利用的公

平性，也就是说，设备利用的公平性是分布式环境下

各设备最小化其平均任务完成时延和能耗的必要条

件．因此，在保证分散设备资源利用公平性的同时，
ＧＡＮ⁃ＲＡＯ 方案再采用 ＮＳＧＡ⁃Ⅱ算法对时延和能耗

进行联合优化，使时延和能耗达到均衡最优．

４　 性能评估

本节介绍性能评估，包括基础环境设置、评估指

标和实验结果．

４ １　 基础环境设置

本文在 Ｍａｔｌａｂ２０２１ａ 仿真环境下进行，设置用户

数量 １０～５０ 个，无线通信有效距离 ６０ ～ １００ ｍ，单个

任务数据量大小 ２ ０００～１０ ０００ ｋＢ，提供给每个用户

的 ＣＰＵ 周期（８～１２） ×１０９ Ｈｚ，传输速率由香农公式

确定．本文仿真参数如表 ２ 所示．为进行方案性能对

比分析，将提出的 ＧＡＮ⁃ＲＡＯ 与 Ｅｘｐｅｒｔ⁃ＲＡＯ、Ｑ⁃ｌｅａｒｎ⁃
ｉｎｇ⁃ＲＡＯ 和 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 进行了对比分析，Ｅｘｐｅｒｔ⁃
ＲＡＯ、 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 和 ＧＡＮ⁃ＲＡＯ
分别为专家策略、Ｑ⁃ｌｅａｒｎｉｎｇ 模仿策略、ｏｐｔ⁃ＤＱＮ 模

仿策略和 ＧＡＮ 模仿策略与 ＮＳＧＡ⁃Ⅱ多目标优化算

法结合后的计算卸载算法．

４ ２　 评估指标

为了验证所提出的 ＧＡＮ⁃ＲＡＯ 方案的有效性，
将本文 ＧＡＮ⁃ＲＡＯ 方案与现有的其他资源分配方案

作对比来进行评估，评估指标包括收敛时间、平均任

务完成时延和能耗．为了客观展示不同方案的性能

效果，本文从 ＣＰＵ 周期、任务大小和用户数量 ３ 方

面进行评估及对比．

１）ＣＰＵ 周期：ＣＰＵ 周期在（８～１２）×１０９ Ｈｚ，将提

出的 ＧＡＮ⁃ＲＡＯ 方案与 Ｅｘｐｅｒｔ⁃ＲＡＯ 方案、Ｑ⁃ｌｅａｒｎｉｎｇ⁃
ＲＡＯ 方案和 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 方案进行平均任务完成

时延和能耗两个指标的对比．
２）任务大小：单个任务数据量大小 ２ ０００ ～

１０ ０００ ｋＢ，将提出的 ＧＡＮ⁃ＲＡＯ 方案与 Ｅｘｐｅｒｔ⁃ＲＡＯ
方案、Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ 方案和 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 方案进

行平均任务完成时延和能耗两个指标的对比．
３）用户数量：用户数量 １０ ～ ５０ 个，将提出的

ＧＡＮ⁃ＲＡＯ 方案与 Ｅｘｐｅｒｔ⁃ＲＡＯ 方案、Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ
方案和 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 方案进行收敛时间、平均任务

完成时延和能耗 ３ 个指标的对比．

４ ３　 实验结果

ＧＡＮ 模仿策略、Ｑ⁃ｌｅａｒｎｉｎｇ 模仿策略和 ｏｐｔ⁃ＤＱＮ
模仿策略都通过对系统状态有完整观察的专家策略

进行模仿，达到不同设备之间的纳什均衡，保证不同

设备之间的公平性，再结合 ＮＳＧＡ⁃Ⅱ多目标优化算

法联合优化时延和能耗．在保证不同设备间公平性

的同时，还能将时延和能耗达到联合最优状态．
４ ３ １　 收敛时间的影响

图 ７ 展示了 ３ 种算法方案在不同用户数量下的

收敛时间对比．可以看出，当普适边缘计算网络环境

中的用户数量较少时， Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ 方案、 ｏｐｔ⁃
ＤＱＮ⁃ＲＡＯ 方案与 ＧＡＮ⁃ＲＡＯ 方案的收敛时间差异

很小．当普适边缘计算网络环境中用户数量更多时，
所提出的 ＧＡＮ⁃ＲＡＯ 方案的优势变得突出，其收敛

时间总是低于 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ 方案和 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ
方案．这是因为 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ 方案在用户数量增

加时，系统状态变得复杂，训练学习时会消耗较长的

时间；ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 方案是集中式的，它基于整个系

统状态训练学习模型，同时输出每个时隙中所有任

务的操作，因此其状态和动作空间非常大，模型训练

会消耗相对较长的时间，特别是当用户数量增加时，
消耗的时间会更长；而在 ＧＡＮ⁃ＲＡＯ 方案中，虽然每

个设备无法观察到完整的瞬时网络状态，但学习代
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理可以通过在分散环境中训练自身的策略来模仿专

家策略，通过最小化观察动作对的分布来输出预测

的奖励，使得收敛时间具有明显优势．

图 ７　 不同用户数量下的收敛时间对比

Ｆｉｇ ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｏｎｖｅｒｇｅｎｃｅ ｔｉｍｅ ｕｎｄｅｒ
ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒ ｏｆ ｕｓｅｒｓ

４ ３ ２　 ＣＰＵ 周期的影响

图 ８ 和图 ９ 分别展示了 ４ 种方案基于不同 ＣＰＵ
周期下的平均任务完成时延和能耗．这里的 ＣＰＵ 周

期是指一个设备可以提供的最大 ＣＰＵ 周期．由图 ８
可以明显看出，ＧＡＮ⁃ＲＡＯ 方案的平均任务完成时延

远 低 于 Ｅｘｐｅｒｔ⁃ＲＡＯ、 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ 和 ｏｐｔ⁃ＤＱＮ⁃
ＲＡＯ．例如：当 ＣＰＵ 周期为 １０ × １０９ Ｈｚ 时， Ｅｘｐｅｒｔ⁃
ＲＡＯ、 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 和 ＧＡＮ⁃ＲＡＯ
方案的平均任务完成时延分别为 ０ ３２、０ ２１、０ １６
和 ０ ０８ ｓ；当 ＣＰＵ 周期为 １２ × １０９ Ｈｚ 时， Ｅｘｐｅｒｔ⁃
ＲＡＯ、 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 和 ＧＡＮ⁃ＲＡＯ
方案的平均任务完成时延分别为 ０ ２３、０ １０、０ ０７
和 ０ ０３ ｓ．因为随着 ＣＰＵ 周期的增大，每个设备的计

算能力也不断变强，因此，设备处理每个任务的计算

时延减少，故平均任务完成时间减少．由图 ９ 可以明

显看出， ＧＡＮ⁃ＲＡＯ 方案的总能耗远低于 Ｅｘｐｅｒｔ⁃
ＲＡＯ、Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ 和 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ．当 ＣＰＵ 周期

为 ９ × １０９ Ｈｚ 时，Ｅｘｐｅｒｔ⁃ＲＡＯ、Ｑ⁃ｌｅａｒｎｉｎｇ⁃ ＲＡＯ、ｏｐｔ⁃
ＤＱＮ⁃ＲＡＯ 和 ＧＡＮ⁃ＲＡＯ 方案的总能耗分别为 ３０、
１８、１１ 和 ７ ６ Ｊ；当 ＣＰＵ 周期为 １１×１０９ Ｈｚ 时，Ｅｘｐｅｒｔ⁃
ＲＡＯ、 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 和 ＧＡＮ⁃ＲＡＯ
方案的总能耗分别为 ３８、２９、１６ 和 １０ Ｊ．因为随着

ＣＰＵ 周期的增大，每个设备的计算能力不断变强，单
位时间内处理的任务数量更多，故总能耗呈现增长

趋势．

图 ８　 ＣＰＵ 周期对时延优化的影响

Ｆｉｇ ８　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ＣＰＵ ｃｙｃｌｅ ｏｎ ｄｅｌａｙ ｏｐｔｉｍｉｚａｔｉｏｎ

随着 ＣＰＵ 周期的增加，每个设备的计算能力不

断变强，Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 和 ＧＡＮ⁃ＲＡＯ
的平均任务完成时间呈现下降趋势，能耗呈现增长

趋势．与 ＧＡＮ⁃ＲＡＯ 方案相比，Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、 ｏｐｔ⁃
ＤＱＮ⁃ＲＡＯ 和 ＧＡＮ⁃ＲＡＯ 将分布式问题转化为类似

于 Ｅｘｐｅｒｔ⁃ＲＡＯ 的集中式问题进行计算卸载，但 Ｑ⁃
ｌｅａｒｎｉｎｇ⁃ＲＡＯ 对复杂系统状态任务处理的性能较

差，会消耗更长的时间和更多的能耗；ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ
的状态和动作空间非常大，训练同样会消耗更长的

时间和更多的能耗，而 ＧＡＮ⁃ＲＡＯ 通过在分散环境

中训练自身的策略来模仿专家策略，对专家策略的

模仿可以接近具有可接受效益差距的专家策略，故
其总时延和总能耗总是低于 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ 和 ｏｐｔ⁃
ＤＱＮ⁃ＲＡＯ．

图 ９　 ＣＰＵ 周期对能耗优化的影响

Ｆｉｇ ９　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ＣＰＵ ｃｙｃｌｅ ｏｎ ｅｎｅｒｇｙ
ｃｏｎｓｕｍｐｔｉｏｎ ｏｐｔｉｍｉｚａｔｉｏｎ
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４ ３ ３　 任务大小的影响

图 １０ 和图 １１ 分别展示了 ４ 种算法方案基于不

同任务大小下的平均任务完成时延和能耗．这里的

任务大小是指网络中生成的任务的最大大小．由图

１０ 可以明显看出，随着任务大小的增大，４ 种方案的

平均任务完成时间都变长．例如：当任务大小为６ ０００
ｋＢ 时， Ｅｘｐｅｒｔ⁃ＲＡＯ、 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ
和 ＧＡＮ⁃ＲＡＯ 方案的平均任务完成时延分别为

１ １９２、０ ５３０、０ ４１５ 和 ０ ３３６ ｓ；当任务大小为 ８ ０００
ｋＢ 时， Ｅｘｐｅｒｔ⁃ＲＡＯ、 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ
和 ＧＡＮ⁃ＲＡＯ 方案的平均任务完成时延分别为

１ ８１８、０ ７０１、０ ６１９ 和 ０ ４８８ ｓ．因为当任务大小增

大时，设备间的传输时延将会变长，导致总时延变

长．由图 １１ 可以明显看出，随着任务大小的增大，４
种方案的总能耗都增大．例如：当任务大小为 ８ ０００
ｋＢ 时， Ｅｘｐｅｒｔ⁃ＲＡＯ、 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ
和 ＧＡＮ⁃ＲＡＯ 方案的总能耗分别为 ２ ２８６、８５１、６２７
和 ５０２ Ｊ；当任务大小为 １０ ０００ ｋＢ 时，Ｅｘｐｅｒｔ⁃ＲＡＯ、
Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 和 ＧＡＮ⁃ＲＡＯ 方案的

总能耗分别为 ３ ４２９、１ ３６８、１ ２２０ 和 ８８５ Ｊ．因为当任

务大小增大时，每个设备处理的任务增多，导致消耗

的能耗增大．

图 １０　 任务大小对时延优化的影响

Ｆｉｇ １０　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｔａｓｋ ｓｉｚｅ ｏｎ ｄｅｌａｙ ｏｐｔｉｍｉｚａｔｉｏｎ

当任 务 大 小 增 大 时， Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ 和 ｏｐｔ⁃
ＤＱＮ⁃ＲＡＯ 方案的性能会变差，这是因为在完全分散

的网络环境中， Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 和

ＧＡＮ⁃ＲＡＯ 方案将分布式问题转化为类似于 Ｅｘｐｅｒｔ⁃
ＲＡＯ 方案的集中式问 题 进 行 计 算 卸 载， 但 Ｑ⁃
ｌｅａｒｎｉｎｇ⁃ＲＡＯ 方案对复杂系统状态任务处理的性能

较差，会消耗更长的时间和更多的能耗；ｏｐｔ⁃ＤＱＮ⁃

图 １１　 任务大小对能耗优化的影响

Ｆｉｇ １１　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｔａｓｋ ｓｉｚｅ ｏｎ ｅｎｅｒｇｙ
ｃｏｎｓｕｍｐｔｉｏｎ ｏｐｔｉｍｉｚａｔｉｏｎ

ＲＡＯ 方案的状态和动作空间非常大，训练同样会消

耗更长的时间和更多的能耗． 但是，本文设计的

ＧＡＮ⁃ＲＡＯ 方案通过在分散环境中训练自身的策略

来模仿专家策略，对专家策略的模仿可以接近具有

可接受效益差距的专家策略，适用于完全分散的网

络环境，故其总时延和总能耗总是低于 Ｑ⁃ｌｅａｒｎｉｎｇ⁃
ＲＡＯ 和 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 方案．
４ ３ ４　 用户数量的影响

图 １２ 和图 １３ 分别展示了不同用户数量下的平

均任务完成时延和能耗．由图 １２ 可以明显看出，
ＧＡＮ⁃ＲＡＯ 方案的平均任务完成时延低于 Ｅｘｐｅｒｔ⁃
ＲＡＯ、Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ 和 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ．例如：当用户

数量为 ３０ 时，Ｅｘｐｅｒｔ⁃ＲＡＯ、Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、ｏｐｔ⁃ＤＱＮ⁃
ＲＡＯ 和 ＧＡＮ⁃ＲＡＯ 方案的平均任务完成时延分别为

６ ５７５、３ ２２７、２ ２４２ 和 １ ５４０ ｓ．由图 １３ 可以明显看

出，ＧＡＮ⁃ＲＡＯ 方案的总能耗低于 Ｅｘｐｅｒｔ⁃ＲＡＯ、 Ｑ⁃
ｌｅａｒｎｉｎｇ⁃ＲＡＯ 和 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ．例如，当用户数量为

５０ 时， Ｅｘｐｅｒｔ⁃ＲＡＯ、 Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、 ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ
和 ＧＡＮ⁃ＲＡＯ 方案的总能耗分别为 ３９ ５５４、１５ ７５０、
１３ ５５４ 和 ７ ２０７ Ｊ．

Ｅｘｐｅｒｔ⁃ＲＡＯ 方案试图通过在基于整个系统状态

的不同设备之间达到纳什均衡来解决优化问题，而
Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 和 ＧＡＮ⁃ＲＡＯ 方案将

分布式问题转化为类似于 Ｅｘｐｅｒｔ⁃ＲＡＯ 方案的集中

式问题．因为 Ｑ⁃ｌｅａｒｎｉｎｇ、ｏｐｔ⁃ＤＱＮ 和 ＧＡＮ 利用其训

练及策略，试图达到对专家策略的模仿，再用 ＮＳＧＡ⁃
Ⅱ算法进行联合优化后，Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ、ｏｐｔ⁃ＤＱＮ⁃
ＲＡＯ 和 ＧＡＮ⁃ＲＡＯ 方案有着明显低于 Ｅｘｐｅｒｔ⁃ＲＡＯ
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方案的平均任务完成时延．Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ 方案在复

杂的系统状态下，其训练会消耗更多的时延与能耗；
ｏｐｔ⁃ＤＱＮ⁃ＲＡＯ 方案的状态及动作空间非常大，同样

会消耗更多的时延与能耗．但 ＧＡＮ 对专家策略的模

仿可以接近具有可接受效益差距的专家策略，具有

更好的效果，同时结合 ＮＳＧＡ⁃Ⅱ算法进行联合优化，
因此，ＧＡＮ⁃ＲＡＯ 方案的平均任务完成时延和总能耗

总是低于 Ｅｘｐｅｒｔ⁃ＲＡＯ、Ｑ⁃ｌｅａｒｎｉｎｇ⁃ＲＡＯ 和 ｏｐｔ⁃ＤＱＮ⁃
ＲＡＯ 方案．

图 １２　 用户数量对时延优化的影响

Ｆｉｇ １２　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｎｕｍｂｅｒ ｏｆ ｕｓｅｒｓ ｏｎ ｄｅｌａｙ ｏｐｔｉｍｉｚａｔｉｏｎ

图 １３　 用户数量对能耗优化的影响

Ｆｉｇ １３　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｎｕｍｂｅｒ ｏｆ ｕｓｅｒｓ ｏｎ
ｅｎｅｒｇｙ ｃｏｎｓｕｍｐｔｉｏｎ ｏｐｔｉｍｉｚａｔｉｏｎ

５　 结束语

为解决普适边缘计算中资源利用的公平性问

题，提出了一种基于生成对抗网络（ＧＡＮ）的分布式

计算卸载联合优化算法的资源分配方案，该方案在

保证分散设备资源利用公平性的同时，实现了普适

边缘计算网络中时延和能耗的联合优化．首先建立

了分布式网络的系统模型，然后提出了设备在局部

观察下的任务调度问题，基于马尔可夫决策（ＭＤＰ）
建立完全观察下的网络状态，再采用 ＧＡＮ 来进行多

代理模仿学习，并结合 ＮＳＧＡ⁃Ⅱ算法联合优化平均

任务完成时延和能耗．最后，仿真结果表明，所设计

的基于生成对抗网络（ＧＡＮ）的分布式计算卸载联合

优化算法的资源分配 ＧＡＮ⁃ＲＡＯ 方案在收敛时间、
ＣＰＵ 周期、任务大小和用户数量方面都具有明显的

优势，与其他边缘计算资源分配方案相比，时延缩短

了 ３０ ８％，能耗降低了 ３４ ３％．
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６９
刘建华，等．基于多代理模仿学习的普适边缘计算资源分配．

ＬＩＵ Ｊｉａｎｈｕａ，ｅｔ ａｌ．Ｒｅｓｏｕｒｃｅ ａｌｌｏｃａｔｉｏｎ ｆｏｒ ｐｅｒｖａｓｉｖｅ ｅｄｇｅ ｃｏｍｐｕｔｉｎｇ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ａｇｅｎｔ ｉｍｉｔａｔｉｏｎ ｌｅａｒｎｉｎｇ．


