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基于集成深度学习模型的空气质量指数预测

摘要
大气污染严重危害居民的出行安全

和身体健康，空气质量指数（ＡＱＩ） 是一
种用于测量空气质量状况的综合指标，
对 ＡＱＩ 的预测可以提醒公众空气质量信
息，使人们做出更明智的出行决策．通过
提前预测空气质量的变化，政府和环保
部门可以采取应急措施以减轻空气污
染．本文提出基于卷积神经网络和门控
循环单元的集成深度学习模型 （ ＣＮＮ⁃
ＧＲＵ）对 ＡＱＩ 进行预测．其中，卷积神经
网络（ＣＮＮ）提取污染气体浓度和 ＡＱＩ 的
时空特征并完成特征映射，门控循环单
元（ＧＲＵ） 建模时序关系并高效完成计
算．选取 ２０１４—２０２２ 年北京市和广州市
的 ６ 种主要污染气体（ＰＭ２ ５、ＰＭ１０、ＳＯ２、
ＣＯ、ＮＯ２、Ｏ３）日平均质量浓度和 ＡＱＩ 进
行实例研究，使用 ＣＮＮ⁃ＧＲＵ 模型对 ＡＱＩ
进行预测，与多元宇宙优化的广义回归
神经网络模型（ＭＶＯ⁃ＧＲＮＮ）、遗传算法
优化的 ＢＰ 神经网络模型 （ ＧＡ⁃ＢＰ） 对
ＡＱＩ 的预测进行对比分析．实验结果表
明，本文提出的 ＣＮＮ⁃ＧＲＵ 模型对 ＡＱＩ 的
预测误差最小．
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０　 引言

　 　 大气污染对国家可持续发展和居民健康带来不利影响．大气污染

物浓度增加会显著提升呼吸系统疾病、心血管疾病和肺癌等的发病

率和死亡率［１］，威胁人们的出行安全和身体健康．除此之外，大气污染

物抑制农作物生长，阻碍铁路交通发展，危害巨大．《环境空气质量指

数（ＡＱＩ）技术规定（试行）》（ＨＪ ６３３—２０１２）将空气质量指数共分为 ６
级，对应优、良、轻度污染、中度污染、重度污染和严重污染 ６ 种空气质

量，每种空气质量状况对健康影响不同，分别具有相应的建议和措施

以保护公众健康．一般来说，较低的 ＡＱＩ 值表示较好的空气质量，较高

的 ＡＱＩ 值表示较差的空气质量．对 ＡＱＩ 进行预测可以帮助人们提前了

解大气污染情况，采取相应的健康防护措施．同时，对 ＡＱＩ 进行预测可

以提前警示大气污染的发生，有助于政府相关管理部门有针对性地

制定应急措施和环保措施，例如交通管制、限制工业排放、停工停产

等．对 ＡＱＩ 的预测还可以用于评估和监控大气污染治理措施的效果，
并指导进一步的环境管理和决策制定．

目前，许多学者利用传统的统计方法［２］和机器学习算法［３］对 ＡＱＩ
进行预测．焦东方等［４］ 利用多元回归分析法建立了 ＡＱＩ 与 ＰＭ２ ５、
ＰＭ１０、ＳＯ２、Ｏ３ 质量浓度的回归模型，对青岛市每日空气质量指数进行

预测．Ｓｈｉｓｈｅｇａｒａｎ 等［５］ 构建了差分整合移动平均自回归模型（Ａｕｔｏｒｅ⁃
ｇｒｅｓｓｉｖｅ Ｉｎｔｅｇｒａｔｅｄ Ｍｏｖｉｎｇ Ａｖｅｒａｇｅ， ＡＲＩＭＡ ）、 主 成 分 回 归 模 型

（ Ｐｒｉｎｃｉｐｌｅ Ｃｏｍｐｏｎｅｎｔ Ｒｅｇｒｅｓｓｉｏｎ， ＰＣＲ ）、 ＡＲＩＭＡ⁃ＰＣＲ 组 合 模 型、
ＡＲＩＭＡ 和基因表达编程（ＧＥＰ）的组合模型对每日空气质量指数进行

预测，并使用平均绝对百分比误差（ＭＡＰＥ）、均方根误差（ＲＭＳＥ）和

归一化均方误差（ＮＭＳＥ）等指标来评估和比较模型预测效果．Ｐｈｒｕｋ⁃
ｓａｈｉｒａｎ［６］提出一种将机器学习算法和地理加权预测因子方法（ＧＷＰ）
结合的集成预测方法，包括 ＲＦ⁃ＧＷＰ 方法、ＸＧ⁃ＧＷＰ 方法、ＮＮ⁃ＧＷＰ
方法，分别对城市空气质量指数进行预测．但是传统的统计方法无法

准确捕捉空气质量中复杂的非线性关系和时序模式，易受异常值和

噪声的影响，传统机器学习算法无法自动学习时序特征表示，对特征

工程存在依赖性．
卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，ＣＮＮ）可以有效克

服上述缺陷．ＣＮＮ 作为深度学习的代表性神经网络模型，可以很好地

完成非线性拟合［７］并自动提取特征．孙启森等［８］采用引入注意力机制



　 　 　 　的卷积神经网络模型对金融时间序列数据进行预

测．袁培森等［９］ 利用神经网络技术对菊花的原始图

像进行逐层特征学习，从而实现对该类农产品花型

和品种的高效识别．Ｓｈｕｊａａｔ 等［１０］构建了基于 ＣＮＮ 的

ｐｃＰｒｏｍｏｔｅｒ⁃ＣＮＮ 工具对 ＤＮＡ 结构中的启动子进行

分类和预测．虽然 ＣＮＮ 具有自动提取特征和权值共

享的优势［１１］，但是其训练过程通常需要较大的计算

资源和时间，而门控循环单元（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，
ＧＲＵ）作为循环神经网络模型（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔ⁃
ｗｏｒｋｓ，ＲＮＮ）的变体［１２］，只使用两个门控开关，具有

模型的简单性和计算的高效性． 因此，本文构建

ＣＮＮ⁃ＧＲＵ 集成深度学习模型，在处理城市空气质量

时间序列数据时可以同时进行特征提取和序列建

模，避免了梯度消失和梯度爆炸问题，在小模型参数

下有更好的表现能力，对 ＡＱＩ 的预测效果更好．

１　 基本原理

１ １　 卷积神经网络

ＣＮＮ 是在视觉系统结构的启示下开发的一种具

有深度结构和卷积运算的前馈神经网络，是深度学

习的代表算法之一，擅长非线性数据的特征提取，广
泛应用于时序预测［１３］、图像分类［１４］、故障诊断［１５］等

方面．ＣＮＮ 包括输入层、卷积层、池化层、Ｆｌａｔｔｅｎ 层、
全连接层和输出层．

输入层是 ＣＮＮ 的起始层，负责接收、预处理原

始输入数据和网络配置．输入数据可以是图片数据、
文本数据、表格数据、传感器数据或语音信号数据，
输入层接收数据后对其进行预处理，如图像归一化、
对语音进行傅里叶变换等．同时，输入层设置输入数

据的尺寸、通道数和类型等配置参数，为卷积层提供

合适的输入数据．
卷积层是 ＣＮＮ 的核心层，主要负责特征提取，

具有局部连接、参数共享和尺度不变性的特性．卷积

层通过卷积核对每个通道的矩阵依次运算来提取输

入数据中有用的特征表示，为池化层提供更丰富抽

象的输入数据．卷积层采用局部连接方式，可以捕捉

输入数据的局部特征．卷积层中的卷积核在输入数

据上共享参数，极大地减少 ＣＮＮ 的参数量，提高了

ＣＮＮ 的计算效率．卷积操作［１６］的数学表示为

ｈｎ ＝ ｆ ∑
ｉ∈Ｍ

ｗｎ
ｉ ｘｎ－１

ｉ ＋ ｂｎ( ) ， （１）

式中： ｈｎ为第 ｎ层输出；Ｍ为输入特征矢量；ｗｎ
ｉ 为第 ｎ

层卷积核；ｘｎ－１
ｉ 为第 ｎ 层输入；ｂｎ为第 ｎ 层偏置参数．

池化层是 ＣＮＮ 中的常用层，负责尺寸缩减、特

征保留和特征降维，具有平移不变性．池化层对输入

特征映射进行下采样，减小特征映射的尺寸，有利于

降低 ＣＮＮ 计算复杂度，防止过拟合．池化层对局部区

域特征进行聚合，通过最大值池化或平均值池化保

留输入特征映射中的主要特征信息，降低了特征映

射的维度．
Ｆｌａｔｔｅｎ 层在 ＣＮＮ 中位于池化层和全连接层之

间，主要用于将池化层输出的多维数据转换为 １ 维

向量，以便输入到全连接层进行分类或回归等任务．
全连接层主要负责特征融合、参数学习和非线

性关系学习，层中使用激活函数引入非线性关系，增
加 ＣＮＮ 的表达能力．全连接层包含的可训练的权重

和偏置参数在训练过程进行优化，使 ＣＮＮ 具有最优

的特征表示．全连接层将高级特征表示转换为最终

的分类或回归结果并传入到输出层，输出层负责产

生 ＣＮＮ 的最终预测结果．

１ ２　 门控循环单元

ＧＲＵ 是循环神经网络的变体，用于处理序列数

据．ＧＲＵ［１７］具有门控机制，由更新门和重置门两个门

类组成，可以有效地解决传统 ＲＮＮ 中的长期依赖和

梯度爆炸问题．ＧＲＵ 相比 ＲＮＮ 的另一个代表变体长

短期记忆递归神经网络（ＬＳＴＭ） ［１８］ 结构更简便，计
算速度和更新速度更快，其结构原理如图 １ 所示．

图 １　 ＧＲＵ 结构原理

Ｆｉｇ １　 Ｓｃｈｅｍａｔｉｃ ｏｆ ＧＲＵ ｓｔｒｕｃｔｕｒｅ

更新门控制当前时间步的输入是否更新到隐藏

状态，让模型自动决定当前时间步的输入对于更新

隐藏状态的重要性，从而可以选择性地更新或保留

之前的隐藏状态．重置门控制之前隐藏状态和当前

输入之间的信息传递，让模型自动决定是否将之前

隐藏状态中的信息重置，从而可以选择性地遗忘或

保留之前的信息．ＧＲＵ 通过引入更新门和重置门，可
以灵活地控制对输入和隐藏状态的信息更新和遗
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忘，从而更好地捕捉长期依赖关系． 其数学模型

如下：
ｚｔ ＝ σ（Ｗｘｚ·ｘｔ ＋ Ｗｈｚ·ｈｔ －１）， （２）
ｒｔ ＝ σ（Ｗｘｒ·ｘｔ ＋ Ｗｈｒ·ｈｔ －１）， （３）
ｇｔ ＝ ｔａｎｈ［Ｗｘｈ·ｘｔ ＋ ｒｔ∗（Ｗｈｈ·ｈｔ －１）］， （４）
ｈｔ ＝ ｚｔ∗ｈｔ －１ ＋ （１ － ｚｔ）∗ｇｔ， （５）

式中： ｚ 为更新门，ｒ 为重置门，ｇ 为重置信息，ｈ 为隐

藏层，Ｗ为权重，ｘ为输入信息，ｔ为时刻，∗表示线性

变换．

１ ３　 ＣＮＮ⁃ＧＲＵ 模型预测流程

ＣＮＮ⁃ＧＲＵ 集成深度学习模型对 ＡＱＩ 的预测流

程包括空气质量数据的输入、ＣＮＮ 网络的特征提取、
ＧＲＵ 网络的时序计算和 ＡＱＩ 预测值的输出，预测流

程如图 ２ 所示．

图 ２　 ＣＮＮ⁃ＧＲＵ 集成模型预测流程

Ｆｉｇ ２　 Ｐｒｏｃｅｓｓｅｓ ｏｆ ＡＱＩ ｐｒｅｄｉｃｔｉｏｎ ｂｙ ＣＮＮ⁃ＧＲＵ ｉｎｔｅｇｒａｔｅｄ ｍｏｄｅｌ

ＣＮＮ⁃ＧＲＵ 集成深度学习模型对 ＡＱＩ 的预测步

骤如下：
１）空气质量数据的输入

输入数据为城市每日的 ＰＭ２ ５、ＰＭ１０、ＳＯ２、ＮＯ２、
ＣＯ、Ｏ３ 质量浓度值和 ＡＱＩ 值．由于收集的数据中存

在缺失和各指标量纲不同的问题，本文使用插值函

数处理缺失值，并对变量进行归一化处理．然后，对
数据集划分训练集和测试集后进入 ＣＮＮ 网络．

２）ＣＮＮ 网络的特征提取

在 ＡＱＩ 预测中，ＣＮＮ 通过卷积操作和非线性激

活函数，学习输入数据不同层次的抽象特征表示，从
城市空气质量时间序列数据中提取有用的空间模式

和局部特征．ＡＱＩ 数据具有空间分布特征，ＣＮＮ 可以

有效地捕捉空间上的相关性．通过使用卷积层和池

化层，ＣＮＮ 可以识别局部的模式和结构，并对其进行

下采样，从而减少参数数量并保留重要的空间信息．
城市空气质量数据的空间维度通过池化层后降低，
减少了模型的复杂度和计算量，有利于处理大规模

空气质量数据并减轻过拟合风险．ＣＮＮ 通过共享权

重的方式，将学到的特征在整个数据集传递，在不同

时间步上共享相同的特征提取器，使得模型能够学

习到数据的通用特征，并更好地泛化到新的样本上．
３）ＧＲＵ 网络的时序计算

ＧＲＵ 通过记忆单元和更新门控制信息的传递

和遗忘，使得网络能够有效地处理时间上的相关性．
在 ＡＱＩ 预测任务中，ＧＲＵ 网络可以利用过去时间步

的信息来预测未来时间步的 ＡＱＩ 值，并且能够自适

应地学习序列中的模式和趋势．
４）ＡＱＩ 预测值的输出

在 ＣＮＮ⁃ＧＲＵ 模型预测 ＡＱＩ 的过程中，输出层

将前面层级中提取到的特征映射到最终的预测结

果，得到最终的 ＡＱＩ 预测值．

２　 模型设计

２ １　 实验环境

本文的实验环境为 Ｗｉｎｄｏｗｓ１０ ６４ 位操作系统，
使用 Ａｎａｃｏｎｄａ 的 Ｊｕｐｙｔｅｒ Ｎｏｔｅｂｏｏｋ 进行编程，Ｐｙｔｈｏｎ
解释器版本为 ３ ９ １２，使用 ＴｅｎｓｏｒＦｌｏｗ 和 Ｋｅｒａｓ 搭

建神经网络模型，编程语言为 Ｐｙｔｈｏｎ，同时使用

ＭＡＴＬＡＢ 构建对照模型．

８５
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２ ２　 参数设置

ＣＮＮ⁃ＧＲＵ 模型由输入层、ＣＮＮ 网络、ＧＲＵ 网络

和输出层组成．输入层设置输入数据的数据类型为

３２ 位浮点数、数据尺寸为 ６×６．采用移动窗口进行平

滑训练和预测．ＣＮＮ 网络设置两层卷积、两层池化、
一个 Ｆｌａｔｔｅｎ 层和一个全连接层，参数设置如表 １ 所

示．第一卷积层中的卷积核尺寸为 ２×２，通道数为 １，
包含 ３２ 个卷积核，使用 ＲｅＬＵ 激活函数．第二卷积层

中的卷积核尺寸为 ２×２，通道为 １，包含 ６４ 个卷积

核，同样使用 ＲｅＬＵ 激活函数．两层池化均采用最大

池化函数进行池化操作．位于池化层和全连接层之

间的 Ｆｌａｔｔｅｎ 层将多维输入数据展平为 １ 维向量．然
后连 接 隐 层 节 点 为 ５１２ 的 全 连 接 层， 并 设 置

Ｄｒｏｐｏｕｔ，防止模型过拟合．ＣＮＮ 网络中损失函数采用

交叉熵，优化器采用 Ａｄａｍ 优化算法．

表 １　 ＣＮＮ 模型参数

Ｔａｂｌｅ １　 ＣＮＮ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ

网络层类型 尺寸 设置

卷积层 １ 卷积核：２×２ 激活函数：ＲｅＬＵ

池化层 １ 池化核：２×２ 池化方式：最大池化

卷积层 ２ 卷积核：２×２ 激活函数：ＲｅＬＵ

池化层 ２ 池化核：２×２ 池化方式：最大池化

本文使用 Ｋｅｒａｓ 神经网络框架创建 ＧＲＵ 网络，
使用序贯 Ｓｅｑｕｅｎｔｉａｌ 模型对象依次添加 ３ 个 ＧＲＵ 层

和一个全连接层．其中 ＧＲＵ 层分别为：一个带有 ６４
个单元、采用 ＲｅＬＵ 激活函数以及设置 ｒｅｔｕｒｎ ＿ ｓｅ⁃
ｑｕｅｎｃｅｓ＝Ｔｒｕｅ 的 ＧＲＵ 层，一个带有 ３２ 个单元、采用

ＲｅＬＵ 激活函数以及设置 ｒｅｔｕｒｎ＿ｓｅｑｕｅｎｃｅｓ ＝ Ｔｒｕｅ 的

ＧＲＵ 层，一个带有 ３２ 个单元、采用 ＲｅＬＵ 激活函数

以及设置 ｒｅｔｕｒｎ ＿ｓｅｑｕｅｎｃｅｓ ＝ Ｆａｌｓｅ 的 ＧＲＵ 层．设定

ｒｅｔｕｒｎ＿ｓｅｑｕｅｎｃｅｓ 参数为 Ｔｕｒｅ，表示将该层结果作为

下一层的输入．全连接层将 ＧＲＵ 单元的输出映射成

一个单一的输出值，即经过模型计算的 ＡＱＩ 值．损失

函数使用均方误差（Ｍｅａｎ Ｓｑｕａｒｅｄ Ｅｒｒｏｒ，ＭＳＥ），优化

器选用 Ａｄａｍ，通过 ｍｏｄｅｌ．ｃｏｍｐｉｌｅ（）函数的调用，将
损失函数和优化器配置到模型中，使得模型在训练

过程中能够使用这些设置进行参数的更新和优化．
调用 ｓｕｍｍａｒｙ（）函数输出 ＧＲＵ 模型各层的参数状

况，Ｐａｒａｍ 数值如表 ２ 所示．模型设置权重变量和偏

置变量，将多维向量转化为 １ 维，输出最终 ＡＱＩ 预测

结果．

表 ２　 ＧＲＵ 参数

Ｔａｂｌｅ ２　 ＧＲＵ ｐａｒａｍｅｔｅｒｓ

图层（类型） 输出形状 参数 ／ 个

ｇｒｕ＿１ （ＧＲＵ） （Ｎｏｎｅ，１，６４） １１０ ７８４

ｇｒｕ＿２ （ＧＲＵ） （Ｎｏｎｅ，１，３２） ９ ３１２

ｇｒｕ＿３ （ＧＲＵ） （Ｎｏｎｅ，３２） ６ ２４０

ｄｅｎｓｅ＿１ （Ｄｅｎｓｅ） （Ｎｏｎｅ，１） ３３

２ ３　 评价指标

本文采用平均绝对误差（ＭＡＥ）、均方根误差

（ＲＭＳＥ）、平均绝对百分比误差（ＭＡＰＥ）作为各模型

预测 ＡＱＩ 效果的评价指标，表达式如下：

ｅＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
｜ ｙ^ｉ － ｙｉ ｜ ， （６）

ｅＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ ｙ^ｉ － ｙｉ） ２ ， （７）

ｅＭＡＰＥ ＝ １００％
ｎ ∑

ｎ

ｉ ＝ １

ｙ^ｉ － ｙｉ

ｙｉ

， （８）

式中， ｙｉ 为 ＡＱＩ 真实值，ｙ^ｉ 为 ＡＱＩ 预测值，ｎ 为样本

个数．

２ ４　 超参数调优

当使用深度学习模型完成分类或回归任务时，
存在一些超参数，它们控制模型的行为和性能且需

要手动设置．超参数调优是通过尝试不同的超参数

值来获取最佳超参数配置，优化模型的性能．本文对

学习率、Ｅｐｏｃｈ 大小、ｂａｔｃｈ＿ｓｉｚｅ、ｄｒｏｐｏｕｔ 率和步长进

行超参数训练寻优，使用 ＭＡＥ、ＲＭＳＥ、ＭＡＰＥ ３ 个指

标进行模型预测性能评估，从中选择 ＣＮＮ⁃ＧＲＵ 集成

深度学习模型预测 ＡＱＩ 最佳的超参数配置．
１）学习率

学习率（Ｌｅａｒｎｉｎｇ Ｒａｔｅ）用于控制深度学习模型

在训练过程中更新参数的幅度．Ｌｅａｒｎｉｎｇ Ｒａｔｅ 的大小

对于 ＣＮＮ⁃ＧＲＵ 模型的训练过程和性能起着重要的

作用．Ｌｅａｒｎｉｎｇ Ｒａｔｅ 过大会导致模型在参数空间中跳

过最优解，Ｌｅａｒｎｉｎｇ Ｒａｔｅ 过小会导致模型收敛速度

慢，模型训练的时间成本高．本文分别对 ０ １、０ ０１、
０ ００１ 和 ０ ０００ １ 的学习率进行测试，ＣＮＮ⁃ＧＲＵ 模

型在不同学习率下损失函数的曲线如图 ３ 所示．
图 ３ 中橙色曲线代表训练集损失函数，蓝色代

表测试集损失函数．如图 ３ 所示，当 Ｌｅａｒｎｉｎｇ Ｒａｔｅ 为

０ １ 和 ０ ０１ 时，损失函数曲线均先快速下降后趋于

不变，这说明学习率设置不合理．当 Ｌｅａｒｎｉｎｇ Ｒａｔｅ 为

０ ０００ １ 时，训练集和测试集的损失函数曲线准确拟

合．当 Ｌｅａｒｎｉｎｇ Ｒａｔｅ 为 ０ ００１ 时，训练集和测试集的

９５
学报，２０２４，１６（１）：５６⁃６５
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图 ３　 不同学习率下损失函数曲线

Ｆｉｇ ３　 Ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｃｕｒｖｅｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｌｅａｒｎｉｎｇ ｒａｔｅｓ

损失函数曲线高度拟合，说明 ０ ００１ 的学习率最优．
分别使用 ０ １、０ ０１、０ ００１、０ ０００ １ 的学习率进行

ＣＮＮ⁃ＧＲＵ 模型训练，经过 ３ 次实验，对评价指标求

均值得到表 ３，验证了学习率为 ０ ００１ 时，ＣＮＮ⁃ＧＲＵ
集成模型预测 ＡＱＩ 值误差最小，因此确定学习率

为 ０ ００１．

表 ３　 不同学习率下各评价指标情况

Ｔａｂｌｅ ３　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘｅｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｌｅａｒｎｉｎｇ ｒａｔｅｓ

学习率 ＭＡＥ ＲＭＳＥ ＭＡＰＥ ／ ％ 训练时长 ／ ｓ

０ １ ０ ０６７ ９ ０ １４０ ３ ３７ ５８ ５４ ７６

０ ０１ ０ ０４８ ６ ０ ０７６ ８ ２４ ７２ ５４ ２８

０ ００１ ０ ０４８ １ ０ ０７１ ５ ２３ ９５ ５１ ３９

０ ０００ １ ０ ０４９ ０ ０ ０８０ ２ ２４ ８４ ５５ ６４

２）Ｅｐｏｃｈ
Ｅｐｏｃｈ 是在训练神经网络时，将整个数据集通

过神经网络一次的迭代次数． Ｅｐｏｃｈ 过小会导致

ＣＮＮ⁃ＧＲＵ 模型欠拟合，无法充分学习污染气体数据

集特征，Ｅｐｏｃｈ 过大会导致 ＣＮＮ⁃ＧＲＵ 模型过拟合，
对测试集泛化性能低．本文分别对 ５０、１００、１５０、２００、
２５０、３００ 的 Ｅｐｏｃｈ 进行测试，ＣＮＮ⁃ＧＲＵ 模型在不同

Ｅｐｏｃｈ 下损失函数的曲线如图 ４ 所示．

图 ４ 中蓝色曲线代表训练集损失函数，橙色代

表测试集损失函数．如图 ４ 所示，当 Ｅｐｏｃｈ 为 ５０、
１００、１５０、２５０、３００ 时，测试集损失函数曲线均先下

降，然后缓慢上升，出现过拟合现象，当 Ｅｐｏｃｈ 为 ２００
时，测试集损失函数曲线稳定下降，下降趋势与训练

集损失函数曲线相似，说明 Ｅｐｏｃｈ 选择 ２００ 最优．分
别使用 ３０、 ５０、 １００、 １５０、 ２５０、 ３００ 的 Ｅｐｏｃｈ 进行

ＣＮＮ⁃ＧＲＵ 模型训练，经过 ３ 次实验，对评价指标求

均值得到表 ４，验证了 Ｅｐｏｃｈ 为 ２００ 时，ＣＮＮ⁃ＧＲＵ 集

成模型预测 ＡＱＩ 的误差最小， 因此确定 Ｅｐｏｃｈ
为 ２００．

表 ４　 不同 Ｅｐｏｃｈ 下各评价指标情况

Ｔａｂｌｅ ４　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘｅｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ Ｅｐｏｃｈｓ

Ｅｐｏｃｈ ＭＡＥ ＲＭＳＥ ＭＡＰＥ ／ ％ 训练时长 ／ ｓ

３０ ０ ０５１ ３ ０ ０８１ ４ ２６ ６５ ４６ ７７

５０ ０ ０４９ １ ０ ０８７ ０ ２４ ２１ ５３ ２３

１００ ０ ０４９ ０ ０ ０７７ ９ ２５ ００ ７６ ４６

１５０ ０ ０４７ ７ ０ ０７６ ４ ２４ ２４ ７７ ７１

２００ ０ ０４７ ０ ０ ０７４ ６ ２３ ５８ ９３ ９６

２５０ ０ ０４８ ３ ０ ０７４ ９ ２５ ３１ １１０ ５４

３００ ０ ０４７ ８ ０ ０７６ ３ ２３ ７１ １２４ ４８

０６
路凯丽，等．基于集成深度学习模型的空气质量指数预测．

ＬＵ Ｋａｉｌｉ，ｅｔ ａｌ．Ａｉｒ ｑｕａｌｉｔｙ ｉｎｄｅｘ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｉｎｔｅｇｒａｔｅｄ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｏｄｅｌ．



图 ４　 不同 Ｅｐｏｃｈ 下损失函数曲线

Ｆｉｇ ４　 Ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｃｕｒｖｅｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ Ｅｐｏｃｈｓ

３）Ｂａｔｃｈ＿ｓｉｚｅ
Ｂａｔｃｈ＿ｓｉｚｅ 是 ＣＮＮ⁃ＧＲＵ 集成模型在训练过程中

一次处理的样本数量．分别使用 １６、３２、６４ 的 Ｂａｔｃｈ＿
ｓｉｚｅ 进行 ＣＮＮ⁃ＧＲＵ 模型训练，经过 ３ 次实验，对评

价指标求均值得到表 ５，验证了 Ｂａｔｃｈ＿ｓｉｚｅ 为 ３２ 时，
ＣＮＮ⁃ＧＲＵ 集成模型预测 ＡＱＩ 值误差最小，因此确定

Ｂａｔｃｈ＿ｓｉｚｅ 为 ３２．

表 ５　 不同 Ｂａｔｃｈ＿ｓｉｚｅ 下各评价指标情况

Ｔａｂｌｅ ５　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘｅｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ Ｂａｔｃｈ＿ｓｉｚｅｓ

Ｂａｔｃｈ＿ｓｉｚｅ ＭＡＥ ＲＭＳＥ ＭＡＰＥ ／ ％

１６ ０ ０４８ １ ０ ０７４ ９ ２４ ６２

３２ ０ ０４７ ７ ０ ０７６ ０ ２４ １２

６４ ０ ０４８ ９ ０ ０７６ ６ ２４ ９２

４）Ｄｒｏｐｏｕｔ
Ｄｒｏｐｏｕｔ 是一种常用于深度学习模型中的正则

化技术，通过引入随机性来防止模型过度依赖某些

特定神经元，提高模型的泛化能力．在 ＣＮＮ⁃ＧＲＵ 集

成模型中，Ｄｒｏｐｏｕｔ 应用方式包括：在 ＣＮＮ 层后面应

用 Ｄｒｏｐｏｕｔ、在 ＧＲＵ 层前面应用 Ｄｒｏｐｏｕｔ、在全连接层

后面应用 Ｄｒｏｐｏｕｔ．分别使用 ０ ７、０ ５、０ ３、０ ２ 的

Ｄｒｏｐｏｕｔ 率进行测试，结果表明，在 ＧＲＵ 层前面应用

０ ２ 的 Ｄｒｏｐｏｕｔ，以及在 ＣＮＮ 层后面应用 ０ ３ 的

Ｄｒｏｐｏｕｔ 率情况下，模型预测 ＡＱＩ 的 ＭＡＥ 为 ０ ０４６ ５，
ＲＭＳＥ 为 ０ ０７４ ５，ＭＡＰＥ 为 ０ ２３２ ２，相比其他超参

数配置，此超参数配置最优．

５）步长

在深度学习任务中，步长（ Ｓｅｑｕｅｎｃｅ Ｌｅｎｇｔｈ）是

指在进行卷积、池化等操作时，在输入数据上移动的

时间步数量．步长决定输出的尺寸，过大的步长会导

致信息丢失，过小的步长会增大计算量和过拟合风

险，因此平衡步长的大小十分重要．本文分别对 １、６、
１２ 的步长进行 ３ 组测试，求均值得到表 ６．实验证明，
当步长为 ６ 时，ＣＮＮ⁃ＧＲＵ 集成模型对 ＡＱＩ 的预测误

差最小，因此确定步长为 ６．

表 ６　 不同步长下各评价指标情况

Ｔａｂｌｅ ６　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘｅｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｓｔｅｐｓ

步长 ＭＡＥ ＲＭＳＥ ＭＡＰＥ ／ ％

１ ０ ０８６ ４ ０ １０８ ９ ３０ ０６

６ ０ ０４７ １ ０ ０７３ ７ ２３ ７６

１２ ０ ０８７ ２ ０ １０８ ４ ２９ ８７

３　 基于 ＣＮＮ⁃ＧＲＵ 模型的 ＡＱＩ 预测

３ １　 数据收集

北京作为中国的北方城市，属于温带大陆性气

候区，以其四季分明、夏季炎热而冬季寒冷的气候特

征而闻名．广州位于中国南方，属于亚热带季风气候

区，夏季炎热潮湿而冬季相对温暖湿润．通过对两个

城市的空气质量进行分析和比较，探究 ＣＮＮ⁃ＧＲＵ 模

型在不同气候特征下对空气质量指数的预测效果，
为改善和管理城市空气质量提供科学依据．

１６
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本文采用 ２０１４ 年 １ 月 １ 日到 ２０２２ 年 １２ 月 ３１
日北京和广州的 ６ 种污染气体的日平均质量浓度数

据、平均湿度、平均温度、每日空气质量指数进行实

例分析，包含 ＰＭ２ ５ （ μｇ ／ ｍ３ ）、 ＰＭ１０ （ μｇ ／ ｍ３ ）、 ＳＯ２

（μｇ ／ ｍ３）、ＮＯ２（μｇ ／ ｍ３）、ＣＯ（ｍｇ ／ ｍ３）、Ｏ３（μｇ ／ ｍ３）、
平均湿度（％）、平均温度（℃）和 ＡＱＩ 值，数据来源

于空 气 质 量 在 线 检 测 分 析 平 台 （ ｈｔｔｐｓ： ／ ／ ｗｗｗ．
ａｑｉｓｔｕｄｙ．ｃｎ ／ ） ．除去缺失值和极端值，２０２２ 年北京和

广州的 ＡＱＩ 数据序列情况如图 ５ 所示．

图 ５　 ２０２２ 年北京、广州的 ＡＱＩ 数据序列

Ｆｉｇ ５　 ＡＱＩ ｄａｔａ ｓｅｒｉｅｓ ｏｆ Ｂｅｉｊｉｎｇ ａｎｄ Ｇｕａｎｇｚｈｏｕ ｉｎ ２０２２

３ ２　 数据预处理

２０１４—２０２２ 年北京 ＰＭ２ ５、ＰＭ１０、ＳＯ２、ＮＯ２、ＣＯ、
Ｏ３、ＡＱＩ 分别存在 ２７、６７、１、１、１、１８、６ 条缺失值，广
州 Ｏ３ 存 在 １２ 条 缺 失 值． 本 文 采 用 插 值 函 数

ｉｎｔｅｒｐｏｌａｔｅ（）来填补数据集中的缺失值，取数据框中

缺失值的上一条数值和下一条数值的平均值代替原

缺失值．
将数据集以 ７ ∶３的比例划分训练集和测试集，即

将前 ７０％的污染气体质量浓度和 ＡＱＩ 数据作为训练

集，剩下 ３０％的污染气体质量浓度和 ＡＱＩ 数据作为

测试集．同时，设置特定步长的移动窗口进行平滑移

动训练和预测．
为了降低由于量纲不同导致的预测误差，本文

采用离差标准化对污染气体质量浓度和 ＡＱＩ 数据进

行标准化处理，将数据映射到［０，１］之间，公式如下：

Ｘ′ ＝
（Ｘ － Ｘｍｉｎ）

（Ｘｍａｘ － Ｘｍｉｎ）
， （９）

式中， Ｘ′ 为归一化后数据，Ｘ 为原数据，Ｘｍｉｎ 为数据

最小值，Ｘｍａｘ 为数据最大值．

３ ３　 特征组合选择与模型对比

为研究特征组合对 ＡＱＩ 预测效果的影响，并验

证 ＣＮＮ⁃ＧＲＵ 模型是否为 ＡＱＩ 预测的最优集成模

型，本文分别在两组特征组合下使用多元宇宙优化

的广义回归神经网络模型（ＭＶＯ⁃ＧＲＮＮ）、遗传算法

优化的 ＢＰ 神经网络模型（ＧＡ⁃ＢＰ）和 ＣＮＮ⁃ＧＲＵ 模

型对 ２０１４—２０２２ 年北京、广州的 ＡＱＩ 进行预测，使
用 ＭＡＥ、ＲＭＳＥ、ＭＡＰＥ ３ 种指标评价预测效果．第一

组特征包括 ＰＭ２ ５、ＰＭ１０、ＳＯ２、ＣＯ、ＮＯ２ 和 Ｏ３，其预测

结果如表 ７ 所示．第二组特征包括 ＰＭ１０、ＳＯ２、ＣＯ、
Ｏ３、平均湿度和平均温度，其预测结果如表 ８ 所示．

表 ７　 第一组特征下 ＡＱＩ 预测结果

Ｔａｂｌｅ ７　 ＡＱＩ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｔｈｅ
ｆｉｒｓｔ ｇｒｏｕｐ ｏｆ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ

城市 模型 ＭＡＥ ＲＭＳＥ ＭＡＰＥ ／ ％

ＭＶＯ⁃ＧＲＮＮ １５ ７０１ ２ ２６ ５５９ ６ ４８ ６６

北京 ＧＡ⁃ＢＰ １３ ９４６ ８ ２９ ０５０ ２ ４６ ０３

ＣＮＮ⁃ＧＲＵ ０ ０４８ １ ０ ０７１ ５ ２３ ９５

ＭＶＯ⁃ＧＲＮＮ ８ ２５４ ３ ９ ６６１ ３ ５９ ８７

广州 ＧＡ⁃ＢＰ ３ ０７８ ４ ４ ２８９ ５ ３６ ６８

ＣＮＮ⁃ＧＲＵ ０ ０８４ ５ ０ １０７ ３ ２９ ３０

实验结果表明，对于第一组特征组合（ ＰＭ２ ５、
ＰＭ１０、ＳＯ２、ＣＯ、ＮＯ２ 和 Ｏ３），３ 种模型在 ＡＱＩ 预测方

面表现出不同的效果，ＣＮＮ⁃ＧＲＵ 模型表现最好，显
示出较低的误差值，说明该模型在预测 ＡＱＩ 时具有

较高的准确性．与第一组特征组合相比，第二组特征

组合（ＰＭ１０、ＳＯ２、ＣＯ、Ｏ３、平均湿度和平均温度）的预

测性能下降．第二组特征下 ＣＮＮ⁃ＧＲＵ 模型比 ＭＶＯ⁃

２６
路凯丽，等．基于集成深度学习模型的空气质量指数预测．

ＬＵ Ｋａｉｌｉ，ｅｔ ａｌ．Ａｉｒ ｑｕａｌｉｔｙ ｉｎｄｅｘ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｉｎｔｅｇｒａｔｅｄ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｏｄｅｌ．



表 ８　 第二组特征下 ＡＱＩ 预测结果

Ｔａｂｌｅ ８　 ＡＱＩ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｔｈｅ ｓｅｃｏｎｄ
ｇｒｏｕｐ ｏｆ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ

城市 模型 ＭＡＥ ＲＭＳＥ ＭＡＰＥ ／ ％

ＭＶＯ⁃ＧＲＮＮ ４７ ６２９ ９ ５３ ７８９ ７ １５０ ３７

北京 ＧＡ⁃ＢＰ １９ ０８０ ７ ３７ ６５７ １ ５７ ９８

ＣＮＮ⁃ＧＲＵ ０ ０６４ ０ ０ ０９１ ９ ３３ ２９

ＭＶＯ⁃ＧＲＮＮ ２０ ３０２ ４ ２４ ７０２ ０ ５１ ２４

广州 ＧＡ⁃ＢＰ ７ ９６７ １ １２ ０９８ ６ ４３ ８１

ＣＮＮ⁃ＧＲＵ ０ １２１ ８ ０ １４５ ７ ４２ ６８

ＧＲＮＮ 模型、ＧＡ⁃ＢＰ 模型表现更好，但相比第一组特

征组合显示出相对较高的误差值．
综上所述，在 ＰＭ２ ５、ＰＭ１０、ＳＯ２、ＣＯ、ＮＯ２ 和 Ｏ３

的特征组合下 ＣＮＮ⁃ＧＲＵ 集成深度学习模型预测

ＡＱＩ 的误差值最低，更能实现对城市空气质量指数

的精准预测．

３ ４　 ＡＱＩ 分季节预测情况

为验证 ＣＮＮ⁃ＧＲＵ 模型在分季节和小容量下的

预测效果，对 ２０１４—２０２２ 年北京、广州的 ＡＱＩ 和相

关污染物数据以春（３—５ 月）夏（６—８ 月）秋（９—１１

月）冬（１２ 月—次年 ２ 月）的划分准则［１９］ 进行季节

划分，结果分别如图 ６ 和图 ７ 所示．
使用 ＣＮＮ⁃ＧＲＵ 模型对北京的 ＡＱＩ 预测时，春

季、夏季、秋季、冬季预测的 ＭＡＥ 分别为 ０ ０５７ ８、
０ ０５７ ８、０ ０５３ ０、０ ０５１ ３，ＲＭＳＥ 分别为 ０ １０４ ３、
０ １０４ ３、０ ０７０ ９、０ １０１ ２，ＭＡＰＥ 分别为 ０ ２４６ ７、
０ ２４６ ７、０ ２４５ １、０ ２３３ ２．相比之下，使用 ＧＡ⁃ＢＰ 模

型和 ＭＶＯ⁃ＧＲＮＮ 模型对相同数据进行分季节预测

的结果则有所不同．ＭＶＯ⁃ＧＲＮＮ 模型在不同季节下

的预测误差值变化较大，不稳定．以 ＭＡＥ 为例，春
季、夏季、秋季、冬季预测的 ＭＡＥ 分别为 １７ ６３２ ９、
８ ８０９ ５、１６ ６９０ ７、２０ ４５３ ４．而 ＧＡ⁃ＢＰ 模型的预测

误差变化更为明显，春季、夏季、秋季、冬季预测的

ＭＡＥ 分别为 １８ ５１５ ０、１ ９７６ ７、９ ５９２ １、１１ ５０６ ０．这
表明 ＧＡ⁃ＢＰ 模型和 ＭＶＯ⁃ＧＲＮＮ 模型在不同季节下

对 ＡＱＩ 的预测不如 ＣＮＮ⁃ＧＲＵ 模型稳定．从图 ７ 可

见，对于广州的 ＡＱＩ 分季节预测， ＧＡ⁃ＢＰ 模型和

ＭＶＯ⁃ＧＲＮＮ 模型同样表现出不稳定，例如，ＧＡ⁃ＢＰ
模型冬季预测的 ＲＭＳＥ 比秋季增高 ８ ６４０ ５，ＭＶＯ⁃
ＧＲＮＮ 模型冬季预测的 ＲＭＳＥ 比夏季增高 ６ ５９６ ５．

图 ６　 各模型对北京的 ＡＱＩ 分季节预测效果对比

Ｆｉｇ ６　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｍｏｄｅｌｓ ｆｏｒ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｓｅａｓｏｎａｌ ＡＱＩ ｉｎ Ｂｅｉｊｉｎｇ

图 ７　 各模型对广州的 ＡＱＩ 分季节预测效果对比

Ｆｉｇ ７　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｍｏｄｅｌｓ ｆｏｒ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｓｅａｓｏｎａｌ ＡＱＩ ｉｎ Ｇｕａｎｇｚｈｏｕ

３６
学报，２０２４，１６（１）：５６⁃６５
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相比于这两种模型，ＣＮＮ⁃ＧＲＵ 模型对 ＡＱＩ 预测的误

差值最低，各季节预测误差值的差均小于 ０ ２，表现

出较高的稳定性和精确性．

４　 结论

针对城市空气质量时间序列具有非线性和复杂

性的特点，本文构建了 ＣＮＮ⁃ＧＲＵ 集成深度学习模

型，以 ２０１４—２０２２ 年北京和广州的空气质量数据进

行实例研究，同时构建多元宇宙优化的广义回归神

经网络模型（ＭＶＯ⁃ＧＲＮＮ）、遗传算法优化的 ＢＰ 神

经网络模型（ＧＡ⁃ＢＰ）对 ＡＱＩ 进行对比预测．在进行

整体预测后，本文使用以上 ３ 种模型分别对北京和

广州的春季、夏季、秋季、冬季进行预测．通过实验得

到以下 ４ 点结论：
１）在研究特征组合对 ＡＱＩ 预测效果的影响中，

第一组特征组合在 ＡＱＩ 预测中表现出更好的效果，
尤其是在 ＣＮＮ⁃ＧＲＵ 模型下，具有更低的误差值．这
表明 ＰＭ２ ５、ＰＭ１０、ＳＯ２、ＣＯ、ＮＯ２ 和 Ｏ３ 这组特征对

ＡＱＩ 的预测起到了关键作用．
２）在整体预测情况下，与 ＭＶＯ⁃ＧＲＮＮ 模型、

ＧＡ⁃ＢＰ 模型对比，本文提出的 ＣＮＮ⁃ＧＲＵ 集成深度

学习模型对 ＡＱＩ 的预测更精确，验证了 ＣＮＮ 在处理

高维数据和特征提取方面的有效性，以及 ＧＲＵ 在计

算方面的高效性．
３）在分季节预测情况下，与 ＭＶＯ⁃ＧＲＮＮ 模型、

ＧＡ⁃ＢＰ 模型对比，ＣＮＮ⁃ＧＲＵ 集成深度学习模型对

ＡＱＩ 的预测更稳定，误差变化最小，不会因为季节变

化而出现较大的误差波动，验证了 ＣＮＮ⁃ＧＲＵ 模型具

有较好的泛化能力和稳定性．
４）对比整体预测情况和分季节预测情况，ＣＮＮ⁃

ＧＲＵ 集成深度学习模型在整体预测情况下更精确，
验证了 ＣＮＮ⁃ＧＲＵ 集成深度学习模型更适合对空气

质量指数进行整体预测，可以避免考虑各季节复杂

的特征变化．
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