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数据驱动的粮食产能组合预测模型

摘要
针对长短期记忆网络（ ＬＳＴＭ）在粮

食产能预测上存在超参数众多、长时序
列信息丢失以及难以区分主次特征的问
题，提出一种数据驱动的粮食产能组合
预测模型．在超参数部分，通过引入动态
权重 和 拉 普 拉 斯 变 异 的 秃 鹰 算 法
（ＷＬＢＥＳ）对 ＬＳＴＭ 进行超参数寻优，避
免了手动调参的过程．在预测部分，利用
岭回归（ＲＲ）对预测结果进行残差修正，
弥补 ＬＳＴＭ 数据丢失的缺陷；同时加入
注意力机制，以权重大小区分主次特征，
提升粮食产能相关性较大特征的重要
性．研究结果表明，ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 组
合模型与 ＬＳＴＭ 模型和 ＷＬＢＥＳ⁃ＬＳＴＭ 模
型相比，均方根误差（ＲＭＳＥ）分别下降了
７５％、１９％，相较于其他优化 ＬＳＴＭ 的组
合模型，ＲＭＳＥ 大幅下降，该组合模型在
粮食产能预测上具有更高的预测精度．
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０　 引言

　 　 联合国粮农组织发布的《２０２２ 全球粮食危机报告》指出：在 ２０２１
年有 ５３ 个国家或地区约 １ ９３ 亿人经历了粮食危机．在百年未有之大

变局下，准确预测粮食产能有利于保障粮食安全，对国民经济、国家

规划以及安全稳定有重要意义．
目前，关于粮食产能的预测大多采用统计模型［１］、灰色理论［２］、

回归模型［３］等．Ｖｅｒｍａ 等［４］采用基于天气参数的统计模型预测甘蔗产

量，通过加权天气指数降低预测误差；Ｂｏｕｒａｓ 等［５］ 开发了将遥感干旱

指数与气候和天气变量相结合的早期机器学习预测模型，提高了预

测性能；王秀［６］通过粮食产量的主要因子，建立灰色 ＧＭ（１，Ｎ）预测

模型，更好地拟合了粮食产量的发展趋势；戎陆庆等［７］ 使用 ＢＰ 神经

网络对广西省粮食产量进行预测，证明了 ＢＰ 神经网络的预测可行性．
这些算法对长时间数据具有一定的依赖性，使其预测能力受到限制．
长短期记忆神经网络（Ｌｏｎｇ Ｓｈｏｒｔ⁃Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）克服了上述缺

点［８］ ．郭佳丽等［９］采用改进的 ＬＳＴＭ 对流量进行预测；戴秉佑等［１０］ 建

立了多维高速公路路标温度的 ＬＳＴＭ 预测模型．单一模型面临超参数

众多以及迟滞等问题，直接影响模型的预测性能，所以众多学者提出

了组合预测模型［１１⁃１５］ ．高超等［１６］ 采用黑猩猩算法寻找 ＬＳＴＭ 的最优

参数，提高短期负荷的预测精度；许美贤等［１７］ 利用粒子群算法优化

ＢＰ 神经网络和支持向量机，有效地提升了抗乳腺癌药物性质的预测

性能；韩莹等［１８］融合了 ＬＳＴＭ 与宽度学习系统使模型在运算效率未

降低的情况下提升了预测性能；黄琦兰等［１９］ 通过差分进化算法优化

最小二乘支持向量机的主要参数，建立了粮食产量的预测模型．
上述预测方法未考虑到不同特征对预测结果有不同程度的影

响，难以区分主次特征，也未考虑到 ＬＳＴＭ 网络层数的影响以及会造

成信息丢失的情况．因此，本文在 ＬＳＴＭ 中加入注意力机制（Ｓｏｆｔ Ａｔｔｅｎ⁃
ｔｉｏｎ Ｍｅｃｈａｎｉｓｍ，ＳＡＭ），来提升粮食产能相关性较大特征的重要性，运
用改进后的秃鹰算法（Ｄｙｎａｍｉｃ Ｗｅｉｇｈｔｓ ａｎｄ Ｌａｐｌａｃｉａｎ ｖａｒｉａｔｉｏｎ ｏｆ Ｂａｌｄ
Ｅａｇｌｅ Ｓｅａｒｃｈ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉｔｈｍ，ＷＬＢＥＳ）优化 ＬＳＴＭ 的超参数，对
粮食产能进行预测，然后通过岭回归（Ｒｉｄｇｅ Ｒｅｇｒｅｓｓｉｏｎ，ＲＲ）对预测结

果进行残差修正，弥补 ＬＳＴＭ 本身信息丢失的情况．研究结果表明，与
其他模型相比，ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 组合模型均方根误差（ＲＭＳＥ）、平均

绝对误差（ＭＡＥ）以及平均绝对百分比误差（ＭＡＰＥ）均为最优，说明



　 　 　 　其具有更高的预测精度，有效地解决了粮食产能预

测上难以区分主次特征和 ＬＳＴＭ 本身的问题．

１　 基础框架

１ １　 秃鹰优化算法（ＢＥＳ）
秃鹰优化算法是 Ａｌｓａｔｔａｒ 等［２０］ 通过观察秃鹰的

捕食过程提出的一种模拟秃鹰狩猎的群智能优化算

法，算法分为 ３ 个阶段：
１） 选择阶段

秃鹰在选定的搜索空间内通过猎物的数量来确

定搜索的位置，以全局最优位置、种群平均位置以及

个体位置作为先验信息．该阶段的数学描述为

Ｐ ｉ，ｎｅｗ ＝ Ｐｂｅｓｔ ＋ αｒ（Ｐｍｅａｎ － Ｐ ｉ） ． （１）
式中： α 是控制位置变化的参数，取值范围是［１ ５，
２］；ｒ是（０，１） 的随机数；Ｐｂｅｓｔ 是到目前为止全局最优

的位置；Ｐｍｅａｎ 是种群内所有个体的平均位置；Ｐ ｉ 是第

ｉ 只秃鹰目前所在的位置．
２） 搜索阶段

秃鹰会在选定的搜索区域内加快搜索进程，以
螺旋的方式朝不同的方向移动来搜索猎物，同时为

了寻找最佳的俯冲捕捉位置，螺旋飞行的数学模型

通过极坐标方程的方式进行位置更新．该阶段的数

学描述为

Ｐ ｉ，ｎｅｗ ＝ Ｐ ｉ ＋ ｙ（ ｉ） × （Ｐ ｉ － Ｐ ｉ ＋１） ＋ ｘ（ ｉ） ×
　 　 （Ｐ ｉ － Ｐｍｅａｎ） ， （２）

ｘ（ ｉ） ＝ ｘｒ（ ｉ）
ｍａｘ（ ｜ ｘｒ ｜ ）

，ｙ（ ｉ） ＝ ｙｒ（ ｉ）
ｍａｘ（ ｜ ｙｒ ｜ ）

， （３）

ｘｒ（ ｉ） ＝ ｒ（ ｉ） × ｓｉｎ（θ（ ｉ）），
ｙｒ（ ｉ） ＝ ｒ（ ｉ） × ｃｏｓ（θ（ ｉ）），{ （４）

θ（ ｉ） ＝ ａ × π × ｒａｎｄ，
ｒ（ ｉ） ＝ θ（ ｉ） ＋ Ｒ × ｒａｎｄ．{ （５）

式中： ａ 是控制螺旋飞行的角度参数，取值范围是

［５，１０］；Ｒ 是控制螺旋飞行的圈数参数，取值范围是

［０ ５，２］；ｘ（ ｉ） 和 ｙ（ ｉ） 是秃鹰在极坐标下的位置；
ｒａｎｄ 是（０，１）的随机数．

３） 俯冲阶段

秃鹰会从搜索阶段的最佳位置快速俯冲向猎

物，并且所有的个体都会向全局最优的位置移动，而
在俯冲阶段同样采用极坐标方程描述秃鹰在俯冲时

的运动．该阶段的数学描述为

Ｐ ｉ，ｎｅｗ ＝ ｒａｎｄ × Ｐｂｅｓｔ ＋ ｘ１（ ｉ） × （Ｐ ｉ － ｃ１Ｐｍｅａｎ） ＋
　 　 ｙ１（ ｉ） × （Ｐ ｉ － ｃ２Ｐｂｅｓｔ）， （６）

ｘ１ ＝ ｘｒ（ ｉ）
ｍａｘ（ ｜ ｘｒ ｜ ）

，ｙ１（ ｉ） ＝ ｙｒ（ ｉ）
ｍａｘ（ ｜ ｙｒ ｜ ）

， （７）

ｘｒ（ ｉ） ＝ ｒ（ ｉ） × ｓｉｎｈ［θ（ ｉ）］，
ｙｒ（ ｉ） ＝ ｒ（ ｉ） × ｃｏｓｈ［θ（ ｉ）］，{ （８）

θ（ ｉ） ＝ ａ × π × ｒａｎｄ，ｒ（ ｉ） ＝ θ（ ｉ）， （９）
式中： ｃ１ 和 ｃ２ 分别是秃鹰向全局最优位置和中心点

的运动强度，取值范围是［１，２］．
综上所述，ＢＥＳ 在每一阶段结束均会进行适应

度值的计算，并更新全局最优，其总共进行 ３ 次适应

度函数的计算，所以相对于其他优化算法会拥有比

较好的收敛速度以及优化性能．但是该算法本身存

在全局搜索能力较差和容易陷入局部最优的问题．

１ ２　 长短期记忆网络（ＬＳＴＭ）
ＬＳＴＭ 是由 Ｈｏｃｈｒｅｉｔｅｒ［２１］ 提出的针对循环神经

网络（ＲＮＮ）难以在长序列中传递远程信息而导致的

梯度消失和梯度爆炸问题的一种变体．其核心概念

在于细胞状态以及各种‘门’控结构，主要包含遗忘

门、输入门以及输出门 ３ 个门控单元． ＬＳＴＭ 基本结

构如图 １ 所示．
细胞状态通过 ３ 个门控单元进行递归传递信

息，从而实现细胞状态信息的更新以及信息的长期

保存．遗忘门决定遗弃前一层无用的信息；输入门决

定新输入的信息中有用的会被保留；输出门将经过

遗忘门和输入门更新后的细胞状态以及隐藏状态整

合作为当前时刻的输出．细胞状态以及各门的表达

式如下：
ｆｔ ＝ σ（Ｗｆ·［ｈｔ －１，ｘｔ］ ＋ ｂｆ）， （１０）
ｉｔ ＝ σ（Ｗｉ·［ｈｔ －１，ｘｔ］ ＋ ｂｉ）， （１１）
Ｃｔ ＝ ｔａｎｈ（ＷＣ·［ｈｔ －１，ｘｔ］ ＋ ｂＣ）， （１２）
Ｃｔ ＝ ｆｔ∗Ｃｔ －１ ＋ ｉｔ∗Ｃｔ， （１３）
ｏｔ ＝ σ（Ｗｏ·［ｈｔ －１，ｘｔ］ ＋ ｂｏ）， （１４）
ｈｔ ＝ ｏｔ∗ｔａｎｈ（Ｃｔ）， （１５）

式中：∗表示哈达马积．
ＬＳＴＭ 因为细胞状态的存在，能够在其他单元传

递信息的过程中保持长时序列特征或信息不变，解
决了 ＲＮＮ 的信息传递会随时间间隔太长而不断衰

减的问题，因此，ＬＳＴＭ 更适合处理时间序列数据．但
是 ＬＳＴＭ 对较长时序的数据仍存在丢失数据的情况．

２　 ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 组合预测模型

组合预测模型的基本思路是将模型的主要影响

因素和其他影响因素分为两部分预测，由 ＷＬＢＥＳ⁃
ＬＳＴＭ 模型计算主要影响因素与粮食产能的映射关

系，通过 ＲＲ 模型预测前一个模型中受其他影响因

素影响的残差序列，将两部分的预测结果组合完成

７４
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图 １　 ＬＳＴＭ 结构

Ｆｉｇ １　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＬＳＴＭ

对粮食产能的预测．

２ １　 超参数优化部分

ＬＳＴＭ 的超参数设置对模型的性能至关重要，所
以提出一种 ＷＬＢＥＳ 算法对模型的超参数进行寻优，
从而提高模型的预测精度．ＷＬＢＥＳ 算法相较于传统

的 ＢＥＳ 算法有以下改进：１）搜索阶段加入 Ｌｅｖｙ 飞行

来提高算法的全局搜索能力；２）俯冲阶段对全局最

优位置融入拉普拉斯变异提升跳出局部最优的能

力；３）通过拉普拉斯和高斯混合动态权重平衡全局

搜索和局部搜索，加快收敛速度．
２ １ １　 Ｌｅｖｙ 飞行

Ｌｅｖｙ 飞行［２２］以法国数学家保罗·莱维命名，指
的是步长的概率分布为重尾分布的随机行走，主要

是以小步移动为主，在其中会有大跨步的移动，这就

使得随机行走时不会重复一个地方搜索，能够加大

搜索的范围．尽管它的运动方向是随机性的，但是其

运动的步长是按照幂次律分布的．搜索阶段位置式

（２）更新为

Ｐｎｅｗ，ｉ ＝ α ⊗ Ｌｅｖｙ（β） × Ｐ ｉ ＋ ｘ（ ｉ） ×
　 　 （Ｐ ｉ － Ｐｍｅａｎ） ＋ ｙ（ ｉ） × （Ｐ ｉ － Ｐ ｉ ＋１） ． （１６）

式中：α 是步长的控制量，此处设置为 ０ ０１；Ｌｅｖｙ（β）
是莱维飞行步长，其计算公式如下：

Ｌｅｖｙ（β） ～ ｕ
｜ ｖ ｜ －β， （１７）

式中： ｕ，ｖ 满足正态分布，ｕ ～ Ｎ（０，σ ２
ｕ），ｖ ～ Ｎ（０，

σ ２
ｖ） ．σ ｕ，σ ｖ 定义如下：

σ ｕ ＝
Γ（１ ＋ β）ｓｉｎ πβ
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，　 σ ｖ ＝ １， （１８）

式中：β 的取值范围是（０，２），此处取值为 １ ５．

２ １ ２　 动态权重以及拉普拉斯变异

拉普拉斯分布［２３］是一种连续的概率分布，其中

心点两边近似由两个指数分布背靠背拼在一起，所
以它又被称为双指数分布．它还能够设置任意一点

概率分布的峰值，概率密度函数公式如下：

Ｌａｐ（ｘ ｜ μ，λ） ＝ １
２λ

ｅ － ｜ ｘ－μ｜λ ， （１９）

式中：μ 是拉普拉斯的期望，并且在该点达到极大值．
高斯分布［２４］又称正态分布，它与拉普拉斯一样

都是一种连续的概率分布，并且它的图像分布与拉

普拉斯近似，都是由中心点向两边下降，不过它是一

种平滑的曲线，概率密度函数公式如下：

Ｎ（ｘ ｜ μ，σ） ＝ １
２πσ ２ ｅ

－（ｘ－μ）２

２σ２ ， （２０）

式中： μ 是高斯的期望，此点是分布的均值．
相比较高斯分布，拉普拉斯分布的随机变量出

现极端大的值的概率要远远大于正态分布，借此选

取拉普拉斯分布对全局最优位置进行变异，使之跳

出局部最优更为有效， 其式 （６） 中全局最优更新

如下：
Ｐｎｅｗ，ｂｅｓｔ ＝ Ｐｂｅｓｔ ＋ Ｐｂｅｓｔ × Ｌａｐ（０，１） ． （２１）
为了平衡前期全局搜索和后期局部搜索的能

力，将高斯和拉普拉斯混合策略作为动态权重引入

到俯冲阶段，结合式（２１），俯冲阶段位置式（６）更新

公式为

Ｐｎｅｗ，ｉ ＝ ｗ × ｒａｎｄ × （Ｐｂｅｓｔ ＋ Ｐｂｅｓｔ × Ｌａｐ（０，１）） ＋
　 　 ｘ１（ ｉ） × （Ｐ ｉ － ｃ１Ｐｍｅａｎ） ＋ ｙ１（ ｉ） ×
　 　 （Ｐ ｉ － ｃ２Ｐｂｅｓｔ）， （２２）

ｗ ＝ １ － ｔ３

ｔｍａｘ
３

æ

è
ç

ö

ø
÷ × Ｌａｐ（１，２） ＋ ｔ３

ｔｍａｘ
３
×

　 　 Ｇａｕｓｓ（１，２） ＋ １， （２３）
式中： ｔ 是当前迭代次数；ｔｍａｘ 是最大迭代数．因为拉

普拉斯随机数相对高斯随机数会有更大的随机范

围，有大概率出现极端大值，所以在迭代前期选取较

大的权重系数在空间中探索更多的未知解以及更优

解；而在迭代后期，拉普拉斯随机数权重系数变小，
高斯随机数权重系数变大，能够在最优解附近搜索

更优解，以增强秃鹰优化算法后期的局部搜索能力，
并且对后期收敛速度影响比较小．

２ ２　 预测部分

粮食产能每个特征对预测结果的影响都是不同

的，所以为了聚焦主要特征，降低次要特征的影响，
在 ＬＳＴＭ 网络中加入注意力机制．除此之外，ＬＳＴＭ

８４
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网络本身对较长时序的数据仍会存在信息丢失的情

况，利用岭回归的残差修正弥补 ＬＳＴＭ 模型的缺陷，
同时还能够抑制残差带有的共线性问题．
２ ２ １　 注意力机制（ＳＡＭ）

注意力机制广泛应用于自然语言处理、图像检

测等方面，其本质是实现信息处理资源的高效分配．
以高权重聚焦主要特征，以低权重降低次要特征的

影响，使其能够在不同的情况下区分主次特征，从而

提高预测的精度．ＳＡＭ 计算公式［２５］如下：
ａｔｔｅｎｔｉｏｎ ＝ ｓｏｆｔｍａｘ（ＱＫＴ）Ｖ， （２４）

式中： Ｑ是查询向量，Ｋ是序列数据的地址，Ｖ是Ｋ中

的数据值．
ＳＡＭ 的计算步骤［２６］如下所示：
１）根据 Ｑ 和 Ｋ 计算两者相似度

Ｓｉｊ ＝ Ｆ（Ｑｉ，ｋ ｊ） ． （２５）
式中： Ｓｉｊ 是数据 ｉ，ｊ 之间的相似度；Ｆ 是计算相似度

的方法公式，此处采用小型神经网络拟合相似度计

算并结合步骤 ２）进行归一化．
２）用 ｓｏｆｔｍａｘ 函数进行归一化

α ｉｊ ＝ ｓｏｆｔｍａｘ（Ｓｉｊ）， （２６）
式中：αｉｊ是进行归一化后的相似度；ｓｏｆｔｍａｘ（）是归一

化函数．
３）加权求和

ｗ ｉ ＝ ∑α ｉｊｖｉ， （２７）

式中： ｗ ｉ 是经过加权求和后的权值．
步骤 １） 中计算 Ｑ 和 Ｋ 的相似度所得到的数值

取值范围不一样，就需要在步骤 ２）中进行 ｓｏｆｔｍａｘ 函

数归一化，将原始计算的相似度归一化成权重和为

１ 的概率分布，通过 ｓｏｆｔｍａｘ 函数的内在机制突出所

需要的主要特征的权重，最后将所得到归一化后的

相似度与数据值进行加权求和即可得到注意力权

重．由此就可使主要特征得到高权重，将低权重分配

给次要特征．
２ ２ ２　 岭回归残差修正

岭回归［２７］实际上是一种改良的最小二乘法，它
放弃了最小二乘法的无偏估计，损失部分信息，导致

其方程的 Ｒ２ 通常会稍低于普通的最小二乘法，但其

估计的偏回归系数就会更接近真实情况，从而提高

回归模型的稳定性和可靠性，对于病态数据具有较

好的效果．而且岭回归主要用于解决多重共线性，有
助于提升对残差序列的预测精度．

一般的线性回归数学模型比较简单，在拟合上

有比较广泛的应用，在求解线性回归问题中的最优

拟合参数是由最小二乘法决定，又称为最小二乘法

回归模型．但是当它的输入矩阵不是列满秩或者一

些列之间线性相关性比较大时，就会导致误差很大．
传统的最小二乘法缺乏稳定性和可靠性，使其在实

际的应用当中受到一定的限制．
θ ＝ （ＸＴＸ） －１ＸＴＹ， （２８）

式中： Ｘ 为自变量，Ｙ 为 Ｘ 对应的因变量．
岭回归就是在式（２８） 基础上增加一个 Ｌ２ 正则

化，解决最小二乘法的缺陷，加入岭回归系数对角矩

阵，使矩阵的特征值变大，从而有效地提高稳定性，
使其更加接近真实情况．岭回归的最优拟合参数为

θ ＝ （ＸＴＸ ＋ αＩ） －１ＸＴＹ， （２９）
式中： α 为岭回归系数，Ｉ 为单位矩阵．当 α ＝ ０ 时就

是最小二乘法．
针对残差序列中具有一定的共线性，通过岭回

归对其共线性进行抑制，提升残差序列的预测精度，
从而提升整体模型的预测精度，对 ＷＬＢＥＳ⁃ＬＳＴＭ 预

测模型进行残差修正．

２ ３　 组合模型建立

组合模型能够利用不同的预测模型的优点弥补

其他模型存在的缺陷，ＬＳＴＭ 网络具有良好的处理时

间序列的能力，但是其众多超参数需手动设置，而
ＷＬＢＥＳ 算法具有较好的收敛速度以及寻优性能，用
其对 ＬＳＴＭ 进行参数优化，有效地解决手动试参的

过程．随后通过岭回归抑制 ＬＳＴＭ 网络预测的残差序

列中存在一定程度共线性问题和弥补信息丢失的情

况，实现模型之间的互补．ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 预测模

型的流程如图 ２ 所示．
基于 ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 组 合 预 测 模 型 流 程

如下：
１）ＷＬＢＥＳ 超参数寻优． 根据数据量的不同，

ＬＳＴＭ 网络中 ＬＳＴＭ 层、Ｄｅｎｓｅ 层以及神经元的个数

对模型结果具有较大的影响，所以将其作为 ＷＬＢＥＳ
算法的寻优超参数，通过不断的迭代计算出最佳超

参数．
２）ＬＳＴＭ 训练与预测．选取与粮食产能相关性较

强的特征作为输入，划分训练集与预测集；通过注意

力机制以高权重聚焦主要特征，降低次要特征的影

响；利用 ＷＬＢＥＳ 算法得到的最优超参数进行训练，
分别得到训练集的预测值与实际值的残差以及预测

集的预测值．
３）岭回归残差修正．将通过 ＬＳＴＭ 网络计算得到

的残差序列作为输入，划分训练集和预测集，然后采
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用交叉验证法评估出最优的岭回归系数，建立岭回

归预测，得到 ＬＳＴＭ 训练集残差的预测值．
４）计算组合模型预测结果．组合模型的预测结

果为 ＬＳＴＭ 预测结果与岭回归残差预测结果之和，
并将 ＲＭＳＥ、ＭＡＥ、ＭＡＰＥ 作为评价指标．

图 ２　 ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 预测模型流程

Ｆｉｇ ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ ｆｏｒｅｃａｓｔｉｎｇ ｍｏｄｅｌ

３　 研究结果与分析

３ １　 标准测试函数实验

为了验证 ＷＬＢＥＳ 的性能，选取表 １ 所示的 １０
个测试函数作为适应度函数进行测试，其中： ｆ１ ～ ｆ５
为单峰函数，用来测试算法的收敛速度和收敛的精

度；ｆ６ ～ ｆ１０为多峰函数，用来测试算法的全局搜索和

跳出局部最优的能力．为了使实验的结果具有客观

性和公正性，将种群数设置为 ３０，最大迭代次数为

１ ０００，上下界根据测试函数的区间确定．选取鲸鱼优

化算法（Ｗｈａｌｅ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉｔｈｍ，ＷＯＡ）、粒子

群优化算法（ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉｔｈｍ，
ＰＳＯ）、 正余弦优化算法 （ Ｓｉｎｅ Ｃｏｓｉｎｅ Ａｌｇｏｒｉｔｈｍ，

ＳＣＡ）、麻雀搜索算法 （ Ｓｐａｒｒｏｗ Ｓｅａｒｃｈ Ａｌｇｏｒｉｔｈｍ，
ＳＳＡ）、灰狼优化算法（Ｇｒｅｙ Ｗｏｌｆ Ｏｐｔｉｍｉｚｅｒ，ＧＷＯ）以
及 ＢＥＳ 算法与 ＷＬＢＥＳ 算法进行比较验证．所有算法

的共有参数均保持一致，其他非共有参数如表 ２
所示．

表 ３ 整理了表 １ 中的测试函数经过 ３０ 次独立

运算后与其他经典智能优化算法的结果．结果表明：
在单峰函数中，对于函数 ｆ１ ～ ｆ５，ＷＬＢＥＳ 均能够在

２００ 次以内收敛，寻到了函数最优值，平均值和标准

差均为 ０，尤其 ｆ１ 和 ｆ３，ＷＬＢＥＳ 在 １００ 次以内就能够

收敛，而 ＳＣＡ、ＧＷＯ、ＷＯＡ、ＳＳＡ、ＰＳＯ 均未能够收敛

寻到最优值，ＷＬＢＥＳ 表现更优；相对于 ＢＥＳ 算法，
ＷＬＢＥＳ 算法在收敛速度上有了明显的提升；在 ｆ５
中，ＢＥＳ 算法出现未收敛的情况，而 ＷＬＢＥＳ 仍旧寻

到了最优值，提升了 ＢＥＳ 算法的全局搜索能力．在所

有的单峰函数中，ＷＬＢＥＳ 均能够收敛，且收敛次数

最低，证明了 Ｌｅｖｙ 飞行提高全局搜索能力的有效

性，极大地提升了 ＷＬＢＥＳ 的收敛速度和收敛精度．
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表 １　 测试函数

Ｔａｂｌｅ １　 Ｔｅｓｔ ｆｕｎｃｔｉｏｎｓ

序号 函数 维度 区间 最优值

ｆ１ Ｓｐｈｅｒｅ Ｆｕｎｃｔｉｏｎ ３０ ［－１００，１００］ ０
ｆ２ Ｓｃｈｗｅｆｅｌｓ Ｐｒｏｂｌｅｍ ２ ２２ ３０ ［－１０，１０］ ０
ｆ３ Ｓｃｈｗｅｆｅｌｓ Ｐｒｏｂｌｅｍ １ ２ ３０ ［－１００，１００］ ０
ｆ４ Ｓｃｈｗｅｆｅｌｓ Ｐｒｏｂｌｅｍ ２ ２１ ３０ ［－１００，１００］ ０
ｆ５ Ｓｔｅｐ Ｆｕｎｃｔｉｏｎ ３０ ［－１００，１００］ ０

ｆ６
Ｇｅｎｅｒａｌｉｚｅｄ Ｓｃｈｗｅｆｅｌｓ

Ｐｒｏｂｌｅｍ ２ ２６ ３０ ［－５００，５００］ －１２ ５６９ ５

ｆ７ Ｅｎｅｒａｌｉｚｅｄ Ｒａｓｔｒｉｇｉｎｓ Ｆｕｎｃｔｉｏｎ ３０ ［－５ １２，５ １２］ ０
ｆ８ Ａｃｋｌｅｙｓ Ｆｕｎｃｔｉｏｎ ３０ ［－６００，６００］ ０
ｆ９ Ｇｅｎｅｒａｌｉｚｅｄ Ｇｒｉｅｗａｎｋｓ Ｆｕｎｃｔｉｏｎ ３０ ［－５０，５０］ ０
ｆ１０ Ｇｅｎｅｒａｌｉｚｅｄ Ｐｅｎａｌｉｚｅｄ Ｆｕｎｃｔｉｏｎ ２ ３０ ［－５０，５０］ ０

表 ２　 各算法参数

Ｔａｂｌｅ ２　 Ｐａｒａｍｅｔｅｒｓ ｆｏｒ ｅａｃｈ ａｌｇｏｒｉｔｈｍ

算法 参数

ＳＣＡ ａ＝ ２

ＧＷＯ ａ 线性递减 ２→０

ＷＯＡ ａ 线性递减 ２→０，ｂ＝ １

ＳＳＡ ＰＲ＝ ２０％，ＳＤ＝ １０％，ＳＴ＝ ０ ８

ＰＳＯ ｃ１ ＝ ｃ２ ＝ ２，自适应惯性权重 ｗｍａｘ ＝ ０ ８，ｗｍｉｎ ＝ ０ ４

在多峰函数中，从收敛次数来看：函数 ｆ７ 和 ｆ９，
ＷＬＢＥＳ 均能够在 ３ 次以内收敛，寻到最优值，并且

平均值和标准差均为 ０，ＳＣＡ、ＧＷＯ、ＷＯＡ、ＳＳＡ、ＰＳＯ
收敛速度与 ＷＬＢＥＳ 有较大的差距或未能收敛，ＢＥＳ
能够在 ６ 次以内收敛，但仍与 ＷＬＢＥＳ 有一定的差

距；对于函数 ｆ６，ＷＬＢＥＳ、ＢＥＳ 和 ＳＳＡ 相比其他 ３ 种

算法能够寻到更优值；对于函数 ｆ８，ＷＬＢＥＳ、ＢＥＳ、
ＷＯＡ 最优值、平均值以及标准差均相同，ＳＳＡ 最优

值相同，但是具有较大的波动性，其他算法表现较

差；对于函数 ｆ１０，ＷＬＢＥＳ 领先 ＳＣＡ、 ＧＷＯ、ＷＯＡ、
ＳＳＡ、ＰＳＯ 算法 １０ 个量级以上，相对于 ＢＥＳ 算法，寻
优结果相同，但是其波动性更小更稳定，提升了 ＢＥＳ
算法跳出局部最优的能力．在所有的多峰函数中，
ＷＬＢＥＳ 在函数 ｆ７、 ｆ９ 以及 ｆ１０ 寻优中具有极大的优

势，在 ｆ６ 和 ｆ８ 中优势较小，足以证明混合动态权重

能够平衡全局搜索和局部搜索的能力和拉普拉斯变

异的有效性，使 ＷＬＢＥＳ 能够更快地跳出局部最优．
ＷＬＢＥＳ 在 ５ 个单峰函数中均表现出其优秀的

寻优能力，证明该算法有极好的收敛速度以及收敛

精度，能够以较短的次数寻到函数最优值；而在 ５ 个

多峰函数中，其表现没有在单峰函数中突出，但是相

比其他算法有着更好的全局搜索能力和跳出局部最

优的能力，从而证明了 Ｌｅｖｙ 飞行、拉普拉斯变异以

及混合动态权重的有效性．

３ ２　 预测模型实验

３ ２ １　 输入变量与实验设置

实验测试环境基于 Ｗｉｎｄｏｗｓ １０，运行内存 ８
ＧＢ，处理器为 ｉ５⁃８３００Ｈ ＣＰＵ ＠ ２ ３０ ＧＨｚ，用 Ｐｙ⁃
ｔｈｏｎ３ ８ 以及 Ｐｙｃｈａｒｍ２０２２ ２ １ 进行仿真实验．

因为人均粮食产量能够体现出我国粮食的生产

能力，所以选取人均粮食产量（ ｋｇ ／人）作为预测目

标，将粮食总产量（万 ｔ）、总人口（万人）、农作物播

种总面积（１０３ ｈｍ２）、粮食单位面积产量（ ｋｇ ／ （１０３

ｈｍ２））、粮食作物播种面积（１０３ ｈｍ２）、受灾面积（１０３

ｈｍ２）以及成灾面积（１０３ ｈｍ２）作为其影响因素，数据

源自国家统计局 １９５０—２０２１ 年的统计年鉴，其中：
１９５０—２０１０ 年数据作为训练集，２０１１—２０２１ 年数据

作为预测集． ＭＡＰＥ、ＲＭＳＥ 以及 ＭＡＥ 作为评价指

标，公式如下：

ｅＭＡＰＥ ＝ １００％
ｎ ∑

ｎ

ｉ ＝ １

ｙ^ｉ － ｙｉ

ｙｉ

， （３０）

ｅＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ ｙ^ｉ － ｙｉ） ２ ， （３１）

ｅＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
｜ ｙ^ｉ － ｙｉ ｜ ． （３２）

因为数据集为小样本数据，所以 ＬＳＴＭ 层数和

Ｄｅｎｓｅ 层数分别设置为 １ ～ ３ 层，神经元的个数范围

为（１，２５６），利用 ＷＬＢＥＳ 进行寻优．通过多次实验取

最优值，ＬＳＴＭ 网络的迭代训练设置为 １００，批次大

小设置为 １６，学习率采取自适应下降学习率．为了测

试加入 ＳＡＭ 层 ＷＬＢＥＳ⁃ＬＳＴＭ 预测模型的预测精度，
同时验证 ＷＬＢＥＳ 对 ＬＳＴＭ 的寻优性能，选取 ＢＥＳ⁃
ＬＳＴＭ、ＷＯＡ⁃ＬＳＴＭ、ＰＳＯ⁃ＬＳＴＭ 以及 ＧＷＯ⁃ＬＳＴＭ 进

行比较．
３ ２ ２　 ＷＬＢＥＳ⁃ＬＳＴＭ 时序预测

对粮食相关数据进行处理后，通过各模型进行

寻优得到预测结果（表 ４），可以看出 ＧＷＯ⁃ＬＳＴＭ、
ＷＯＡ⁃ＬＳＴＭ 以及 ＰＳＯ⁃ＬＳＴＭ 模型对粮食产能的预测

结果皆不太理想， 而 ＷＬＢＥＳ⁃ＬＳＴＭ 预测模型的

ＲＭＳＥ、ＭＡＥ、ＭＡＰＥ 分别为 ２３ ７９８、２３ ２９３ ｋｇ ／人和

５％，其各项评价指标均为最优，但是误差还是较大，
相对于 ＢＥＳ⁃ＬＳＴＭ 模型有较大的提升，这表明在相

同的实验条件下，ＷＬＢＥＳ⁃ＬＳＴＭ 模型对整体变化趋

势反应更加灵敏，预测精度高于其他模型．
通过实验验证，结合表 ４ 和表 ５ 可看出加入 ＳＡＭ

１５
学报，２０２４，１６（１）：４６⁃５５

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ，２０２４，１６（１）：４６⁃５５



表 ３　 ＷＬＢＥＳ 与其他优化算法结果比较

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ＷＬＢＥＳ ａｎｄ ｏｔｈｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ

函数 算法 最优值 平均值 标准差 收敛数 函数 算法 最优值 平均值 标准差 收敛数

ＷＬＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ６４ ６７ ＷＬＢＥＳ －４ １８９ ８３ －３ ０４６ ６８ ８０３ ２９

ＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ９３ ８０ ＢＥＳ －４ １８９ ８３ －３ ０７４ ０６ ８８３ ８０

ＷＯＡ ２ ７４Ｅ－９６ ５ ６８Ｅ－８４ ２ ９３Ｅ－８３ ＷＯＡ －３ ００３ １１ －２ ５９７ ２２ １３５ ８２
ｆ１ ＰＳＯ ３ ９７Ｅ－０７ １ ３４Ｅ－０２ ５ ４０Ｅ－０２ ｆ６ ＰＳＯ －２ ０８３ １２ －１ ２６１ ８７ ２９５ ８９

ＳＣＡ １ ２９Ｅ－３７ ２ ３７Ｅ－２４ １ ２７Ｅ－２３ ＳＣＡ －２ ５０８ ６７ －２ ２２５ １５ １３９ ３５

ＳＳＡ ０ ００Ｅ＋００ １ １２Ｅ－１４ ５ ９２Ｅ－１４ ＳＳＡ －４１７５ ３４ －３ ０４４ ４４ ２１０ ００

ＧＷＯ ８ ８９Ｅ－１２５ ３ ７８Ｅ－１１８ ６ ８０Ｅ－１１８ ＧＷＯ －３３８０ ４６ －２８２６ １０ ３２５ ７４

ＷＬＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ １２９ ３７ ＷＬＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ２ ５３

ＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ １８９ ６３ ＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ４ ３３

ＷＯＡ ２ ６６Ｅ－５８ ８ ６３Ｅ－５３ ４ ２７Ｅ－５２ ＷＯＡ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ４６４ ０３
ｆ２ ＰＳＯ ２ ５４Ｅ－０３ １ １０Ｅ－０１ １ ５１Ｅ－０１ ｆ７ ＰＳＯ ８ ２４Ｅ－０７ １ ５７Ｅ－０１ ３ ７２Ｅ－０１

ＳＣＡ １ ９５Ｅ－２３ ３ ８０Ｅ－１９ ７ ４７Ｅ－１９ ＳＣＡ ０ ００Ｅ＋００ ７ ４０Ｅ－０１ ２ ７６Ｅ＋００

ＳＳＡ ２ ３６Ｅ－２０４ １ ４５Ｅ－０６ ４ ６５Ｅ－０６ ＳＳＡ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ３６０ ７７

ＧＷＯ １ ２９Ｅ－６８ １ １３Ｅ－６６ ３ ０４Ｅ－６６ ＧＷＯ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ １５５ ４３

ＷＬＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ６４ ５０ ＷＬＢＥＳ ４ ４４Ｅ－１６ ４ ４４Ｅ－１６ ９ ８６Ｅ－３２

ＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ９４ ９７ ＢＥＳ ４ ４４Ｅ－１６ ４ ４４Ｅ－１６ ９ ８６Ｅ－３２

ＷＯＡ １ ７９Ｅ－３８ ６ ８１Ｅ－２６ ３ ６３Ｅ－２５ ＷＯＡ ４ ４４Ｅ－１６ ４ ４４Ｅ－１６ ９ ８６Ｅ－３２
ｆ３ ＰＳＯ ８ ０４Ｅ－０６ １ ４０Ｅ－０２ ３ ０４Ｅ－０２ ｆ８ ＰＳＯ １ ６９Ｅ－０４ ８ １７Ｅ－０３ ９ ０２Ｅ－０３

ＳＣＡ １ ０３Ｅ－１６ ４ ７２Ｅ－１０ ２ １８Ｅ－０９ ＳＣＡ ４ ００Ｅ－１５ ２ ４４Ｅ－１４ ４ ８１Ｅ－１４

ＳＳＡ ０ ００Ｅ＋００ ３ ８３Ｅ－１１ ２ ００Ｅ－１０ ＳＳＡ ４ ４４Ｅ－１６ ２ ３９Ｅ－０７ ７ ５５Ｅ－０７

ＧＷＯ ９ ５３Ｅ－６３ ２ ７０Ｅ－５２ １ ４５Ｅ－５１ ＧＷＯ ４ ００Ｅ－１５ ４ ３５Ｅ－１５ １ ０７Ｅ－１５

ＷＬＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ １２９ ３０ ＷＬＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ２ ９７

ＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ １８８ ０３ ＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ５ ０７

ＷＯＡ ６ ５８Ｅ－２５ ２ ７８Ｅ－２０ １ １４Ｅ－１９ ＷＯＡ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ４９２ １
ｆ４ ＰＳＯ ７ ０６Ｅ－０３ ５ ７２Ｅ－０２ ５ ９９Ｅ－０２ ｆ９ ＰＳＯ １ ０５Ｅ－０７ ６ ７６Ｅ－０５ ２ ３４Ｅ－０４

ＳＣＡ ３ ９６Ｅ－１２ ２ ０６Ｅ－０７ ５ ６８Ｅ－０７ ＳＣＡ ０ ００Ｅ＋００ ４ ０３Ｅ－０２ １ １０Ｅ－０１

ＳＳＡ ０ ００Ｅ＋００ １ ０６Ｅ－０７ ５ ５１Ｅ－０７ ＳＳＡ ０ ００Ｅ＋００ ６ ８５Ｅ－１６ ３ １１Ｅ－１５

ＧＷＯ １ ５８Ｅ－４０ ５ ０８Ｅ－３７ １ １２Ｅ－３６ ＧＷＯ ０ ００Ｅ＋００ １ ０６Ｅ－０２ １ １２Ｅ－０２

ＷＬＢＥＳ ０ ００Ｅ＋００ ０ ００Ｅ＋００ ０ ００Ｅ＋００ １０６ ５０ ＷＬＢＥＳ １ ３５Ｅ－３２ ２ ２３Ｅ－２１ １ １９Ｅ－２０

ＢＥＳ ０ ００Ｅ＋００ ３ ５９Ｅ＋０１ ３ ６１Ｅ＋０１ ＢＥＳ １ ３５Ｅ－３２ １ ９６Ｅ－０１ ３ ３１Ｅ－０１

ＷＯＡ ８ ９６Ｅ－０６ ８ ３３Ｅ－０２ １ ０７Ｅ－０１ ＷＯＡ ６ １８Ｅ－０６ ６ ３２Ｅ－０２ ６ ３１Ｅ－０２
ｆ５ ＰＳＯ １ ９４Ｅ－０７ ２ １８Ｅ－０４ ６ ２８Ｅ－０４ ｆ１０ ＰＳＯ ２ １０Ｅ－０２ ６ ８９Ｅ－０２ ３ ６１Ｅ－０２

ＳＣＡ １ ７０Ｅ－０１ ３ ７０Ｅ－０１ １ ０６Ｅ－０１ ＳＣＡ １ ８０Ｅ－０２ １ ０９Ｅ－０１ ６ ３４Ｅ－０２

ＳＳＡ ４ ９６Ｅ－１２ ３ ３３Ｅ－０８ １ ０５Ｅ－０７ ＳＳＡ ３ ５０Ｅ－１３ ７ ８０Ｅ－１０ １ １６Ｅ－０９

ＧＷＯ ３ ４３Ｅ－０７ ８ ３７Ｅ－０３ ４ ５１Ｅ－０２ ＧＷＯ ２ ０６Ｅ－０７ ９ ７６Ｅ－０７ ４ ７４Ｅ－０７

层对不同的特征施加不同的权重后各个模型的预测

精度明显 有 所 提 升， ＷＬＢＥＳ⁃ＬＳＴＭ 预 测 模 型 的

ＲＭＳＥ、ＭＡＥ 以及 ＭＡＰＥ 分别减小了 １５ ７７６、１６ ６４６
ｋｇ ／人和 ３ ６ 个百分点，ＲＭＳＥ 和 ＭＡＥ 减到了 １０
ｋｇ ／人以内，而其他模型均在 １０ ｋｇ ／人以上．说明通过

ＳＡＭ 层对粮食产能主要特征施加高权重，能够有效

提升该预测模型的预测精度，降低了次要特征对预

测结果的影响．

表 ４　 基础 ＬＳＴＭ 模型预测结果评价值

Ｔａｂｌｅ ４　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｖａｌｕｅｓ ｆｏｒ ｂａｓｅ
ＬＳＴＭ ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

模型 ＲＭＳＥ ／ （ｋｇ ／ 人） ＭＡＥ ／ （ｋｇ ／ 人） ＭＡＰＥ

ＷＬＢＥＳ⁃ＬＳＴＭ ２３ ７９８ ２３ ２９３ ０ ０５０

ＢＥＳ⁃ＬＳＴＭ ３８ ０２１ ３７ ７７２ ０ ０８１

ＧＷＯ⁃ＬＳＴＭ ５６ ２１６ ５５ ６８６ ０ １１９

ＷＯＡ⁃ＬＳＴＭ ４４ ７８６ ４４ ２１９ ０ ０９４

ＰＳＯ⁃ＬＳＴＭ ４５ ６８５ ４５ ２３９ ０ ０９６

２５
张岳，等．数据驱动的粮食产能组合预测模型．

ＺＨＡＮＧ Ｙｕｅ，ｅｔ ａｌ．Ｄａｔａ⁃ｄｒｉｖｅｎ ｇｒａｉｎ ｐｒｏｄｕｃｔｉｖｉｔｙ ｆｏｒｅｃａｓｔｉｎｇ ｍｏｄｅｌ．



表 ５　 加入 ＳＡＭ 层预测结果评价值

Ｔａｂｌｅ ５　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｖａｌｕｅｓ ｏｆ ｐｒｅｄｉｃｔｉｏｎ
ｒｅｓｕｌｔｓ ａｆｔｅｒ ａｄｄｉｎｇ ＳＡＭ ｌａｙｅｒ

模型 ＲＭＳＥ ／ （ｋｇ ／ 人） ＭＡＥ ／ （ｋｇ ／ 人） ＭＡＰＥ

ＷＬＢＥＳ⁃ＬＳＴＭ ９ ５９４ ６ ７０４ ０ ０１４

ＢＥＳ⁃ＬＳＴＭ １３ ８１９ １１ ８４６ ０ ０２６

ＧＷＯ⁃ＬＳＴＭ １９ ７０２ １９ １１９ ０ ０４１

ＷＯＡ⁃ＬＳＴＭ ２３ ３１３ ２２ ６７１ ０ ０４８

ＰＳＯ⁃ＬＳＴＭ １５ ７５９ １２ ８８２ ０ ０２８

３ ２ ３　 组合模型预测结果分析

通过计算 ＷＬＢＥＳ⁃ＬＳＴＭ 预测模型的预测值与

岭回归残差预测的结果之和，得到 ２０１１—２０２１ 年的

粮食产能预测值．与此同时，利用支持向量回归模型

（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｒｅｇｒｅｓｓｉｏｎ，ＳＶＲ）、差分自回归移动

平均模型 （Ａｕｔｏｒｅｇｒｅｓｓｉｖｅ Ｉｎｔｅｇｒａｔｅｄ Ｍｏｖｉｎｇ Ａｖｅｒａｇｅ
Ｍｏｄｅｌ，ＡＲＩＭＡ）、ＬＳＴＭ 模型和 ＷＬＢＥＳ⁃ＬＳＴＭ 模型与

其进行对比，以上 ３ 种 ＬＳＴＭ 模型中均加入了 ＳＡＭ
层，从而得到 ５ 种预测模型的预测评价指标和平均

运行时间．

表 ６　 ５ 种预测模型结果比较

Ｔａｂｌｅ ６　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ
ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ ａｎｄ ４ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌｓ

预测模型
ＲＭＳＥ ／
（ｋｇ ／ 人）

ＭＡＥ ／
（ｋｇ ／ 人） ＭＡＰＥ 平均时间 ／

ｓ

ＳＶＲ ３２ ０７ ３１ ４７ ０ ０６７ １ ９８２

ＡＲＩＭＡ ３０ ９４ ２９ ９７ ０ ０６４ ８ ６５８

ＬＳＴＭ ２５ ９４ ２５ ３７ ０ ０５４ ７ ８２１

ＷＬＢＥＳ⁃ＬＳＴＭ ９ ５９ ６ ７０ ０ ０１４ １０ ０２７

ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ ６ ４７ ５ ７３ ０ ０１２ １０ ０８３

由表 ６ 可以看出，ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 组合模型的

各项评价指标均表现最优，从侧面反映出其拟合效

果最好，精确度最高，而单一模型 ＳＶＲ、ＡＲＩＭＡ 和

ＬＳＴＭ 与之相比有较大差距，误差较大，充分证明了

该组合模型的预测效果比单一模型和 ＷＬＢＥＳ⁃ＬＳＴＭ
模型更优． ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 组合模型的 ＲＭＳＥ 和

ＭＡＥ 相比较 ＷＬＢＥＳ⁃ＬＳＴＭ 分别降低了 １９％、１３％，
说明通过岭回归残差修正能够有效地降低误差，弥
补 ＬＳＴＭ 信息丢失的情况，提高了组合预测模型的

预测精度．同时，可以看出 ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 组合模

型的平均运行时间最长，这是因为在寻优过程中

ＬＳＴＭ 的层数不同会对运行时间造成影响，但是极大

地提升了预测精度，在粮食产能预测上，预测精度优

先级较高，所以该运行速度在可接受范围内．

图 ３　 各模型预测结果

Ｆｉｇ ３　 Ｇｒａｉｎ ｙｉｅｌｄｓ ｐｒｅｄｉｃｔｅｄ ｂｙ ｖａｒｉｏｕｓ ｍｏｄｅｌｓ

为了让实验结果对比更明显，图 ３ 展示了各模

型的整体预测结果，可以看出 ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 组

合模型预测结果整体更加接近实际值，与实际值的

折线吻合程度最好；而单一模型均在实际值的折线

下方，不在实际值的区间范围，拟合程度与之相比具

有一定的差距．由以上分析可知改进的秃鹰算法具

有很好的寻优效果，加入的注意力机制能够充分地

聚焦主要特征，而岭回归残差修正有效地弥补了

ＬＳＴＭ 模型本身的缺陷和对残差共线性的抑制．因
此，ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 组合预测模型在粮食产能预

测上具有更高的预测精度和更稳定的预测性能．

４　 结论

本文提出一种数据驱动的 ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ
组合预测模型对粮食产能进行预测．通过引入动态

权重和拉普拉斯变异提升 ＢＥＳ 算法的寻优性能；
针对预测粮食产能难以区分主次特征和 ＬＳＴＭ 本

身存在的问题，在 ＬＳＴＭ 中加入注意力机制以权重

大小区分主次特征；将改进的秃鹰算法（ＷＬＢＥＳ）
用于 ＬＳＴＭ 网络参数寻优，最后通过岭回归残差修

正进一步提升预测精度，从而实现粮食产能预测．
研究结果表明，ＷＬＢＥＳ⁃ＬＳＴＭ⁃ＲＲ 组合预测模型对

粮食产能的预测与单一模型和 ＷＬＢＥＳ⁃ＬＳＴＭ 相

比，ＲＭＳＥ、ＭＡＥ 以及 ＭＡＰＥ 最低，而且与实际值的

折线吻合程度最好．表明本文模型具有更高的预测

精度和更稳定的预测性能，并且预测误差最小．但
是在模型训练、计算的过程中，如果时间跨度较大，
在寻优的过程中选取的网络层数较多，就会导致计

算所需时间较长，因此在今后的研究需要做更深入

的探讨．

３５
学报，２０２４，１６（１）：４６⁃５５
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