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基于改进 Ｓｔａｃｋｉｎｇ 与误差修正的短期太阳辐照度预测

摘要
为提高光伏电站辐照度预测的准确

性和可靠性，提出一种基于改进 Ｓｔａｃｋｉｎｇ
集成学习与误差修正的短期辐照度预测
模型．首先使用梯度提升决策树（Ｇｒａｄｉｅｎｔ
Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ，ＧＢＤＴ） 对原始数
据集进行特征筛选，清除冗余特征，提高
预测精度和运算效率；然后建立改进
Ｓｔａｃｋｉｎｇ 辐照度预测模型，根据 Ｋ 折交叉
验证下初级层不同预测模型所表现出预
测准确度的差异性，对预测结果进行赋
权，并对 Ｓｔａｃｋｉｎｇ 第一层输入第二层的训
练集数据采用 Ｂｏｘ⁃Ｃｏｘ 变换处理，以提高
预测的正态性和同方差性；最后提取历
史 预 测 误 差 数 据， 采 用 随 机 森 林
（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ，ＲＦ）构造误差模型，进一
步提高预测精度．实验结果表明，该模型
相比传统模型和经典 Ｓｔａｃｋｉｎｇ 模型其预
测性能有了较大的提升．
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０　 引言

　 　 太阳能因其典型的波动性与间歇性［１］，造成光伏发电系统输出

功率的不稳定性，对光伏发电并网与电网的安全稳定运行构成巨大

挑战［２⁃３］，同时也阻碍了大规模光伏发电并网．在光伏功率预测的众多

影响因素中，太阳辐照度的影响是最直接、最显著的，因此准确的辐

照度预测能够提高光伏发电系统输出功率的预测精度，有着重要的

理论与应用价值［４］ ．
近年来，随着机器学习技术的兴起，国内外许多学者将以 ＳＶＲ

（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｒｅｇｒｅｓｓｉｏｎ） ［５］、神经网络和随机森林为代表的机器学

习算法用于辐照度预测问题中［６⁃８］ ．文献［９］通过对 ９ 项气象参数的不

同组合作为输入，对模型的预测精度进行分析，提出一种基于非线性

自回归神经网络的辐照度预测模型，有效提高了预测精度．文献［１０］
利用 ＥＭＤ（Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＭＤ）和 ＬＭＤ（Ｌｏｃａｌ Ｍｅａｎ
Ｄｅｃｏｍｐｏｓｉｔｉｏｎ）将原始数据分解为多个分量序列，然后对各分量分别

进行 ＬＳＳＶＭ（Ｌｅａｓｔ Ｓｑｕａｒｅ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ）预测，最后将各分

量的预测结果进行叠加得到最终预测值，相比 ＬＳＳＶＭ 单独预测，精度

有了明显提升．单一的预测模型都是对特定假设空间进行预测，所以

用单一模型来预测辐照度不可避免会存在预测误差．而集成模型相比

单一模型能够集成多个模型的不同特点，对各个模型取长补短，从而

提高预测性能，Ｓｔａｃｋｉｎｇ 模型便是目前最热门的集成模型之一．文献

［１１］通过构建一种基于同质 ＳＶＭ（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ）弱学习器

的 Ｓｔａｃｋｉｎｇ 模型，得到了比单一模型更精确的预测效果．文献［１２］提
出一种新的向量表示法来稳定模型数据维度，并根据预测精度来调

整 Ｓｔａｃｋｉｎｇ 基模型赋权，减少了输出的噪声和时间开销．目前大多研

究专注于提升预测模型的精度来提高辐照度预测效果，却忽略了模

型的预测误差中也存在非常多的有用信息，这导致现有研究难以进

一步提升短期辐照度预测的准确度．
为了解决以上问题，本文提出一种基于改进 Ｓｔａｃｋｉｎｇ 集成学习与

误差修正的短期辐照度预测模型．在数据优化层面，利用梯度提升决

策树（Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ，ＧＢＤＴ）模型计算辐照度数据集

各分量的重要度并排序，清除其中的冗余特征，提高预测精度和运算

效率．在算法创新方面，预测模型采用 Ｓｔａｃｋｉｎｇ 集成模型将 ４ 种差异

性较大的算法融合，通过异质集成得到优于个体学习器的预测精度



　 　 　 　和泛化能力．针对 Ｓｔａｃｋｉｎｇ 模型平均处理测试集预测

结果而带来的掩盖学习器优劣的问题，提出对初级

层的输出根据各模型的预测精度进行加权处理．同
时，将 Ｂｏｘ⁃Ｃｏｘ 变换嵌入 Ｓｔａｃｋｉｎｇ，此举可有效提高

数据的正态性、可加性和同方差性．在误差修正层

面，针对 Ｓｔａｃｋｉｎｇ 模型的预测误差构建了基于随机

森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ，ＲＦ）的辐照度误差预测模型，
并最终将改进 Ｓｔａｃｋｉｎｇ 模型的预测结果与辐照度误

差预测结果进行叠加以获得最终预测结果．实验结

果表明，该集成模型具有优于单一模型和传统

Ｓｔａｃｋｉｎｇ 模型的预测精度．

１　 相关理论和方法

１􀆰 １　 ＧＢＤＴ 算法

ＧＢＤＴ 是一种由多个弱学习器组成的迭代决策

树算法．该方法利用梯度增强算法来最小化损失函

数，达到逼近真实值的目的，具有灵活性高、鲁棒性

强、预测精度高等特点．
将 ＧＢＤＴ 应用到特征重要度计算中，通过对决

策树中分裂节点增益进行计算并积累求和，从而对

某个特征进行重要度评价．其中，特征 ｊ 的全局重要

性是以特征重要度平均值来度量的，其计算公式为

Ｉ^２ｊ ＝ １
Ｍ∑

Ｍ

ｍ ＝ １
Ｉ^２ｊ （Ｔｍ）， （１）

其中， ｛Ｔｍ｝Ｍ
１ 表示决策树的集合，Ｍ 是树的数量．在

单棵树中，特征 ｊ 的重要度如下：

Ｉ^２ｊ （Ｔ） ＝ ∑
Ｊ－１

ｔ ＝ １
ｉ^２ｔ（ｖｔ ＝ ｊ）， （２）

其中， Ｊ 代表叶子节点的数量，ｖｔ 代表与 ｊ 关联的特

征，ｉ^２ｔ 代表节点分裂后平方损失的减少值．

１􀆰 ２　 ＲＦ 随机森林

随机森林［１３］ 是一种基于决策树的集成式机器

学习算法，它在每一棵回归树建立随机采样样本空

间与特征空间，随机属性的引入减少了回归树模型

间的相关关系，通过结合大量回归树来提高模型泛

化能力，从而使算法具有效率高、精度高的特点．

１􀆰 ３　 Ｂｏｘ⁃Ｃｏｘ 变换

Ｂｏｘ⁃Ｃｏｘ 变换是一种基于极大似然估计的数据

变换技术，计算过程简单且无需先验信息，能够有效

提升观测的同方差性、正态性和可加性［１４］ ．
Ｂｏｘ⁃Ｃｏｘ 变换一般形式如下：

ｙ（λ） ＝
ｙλ － １

λ
，　 λ ≠ ０，

ｌｏｇ ｙ， λ ＝ ０，

ì

î

í
ïï

ïï
（３）

式中， λ 为变换参数，ｙ 为原始因变量，ｙ（λ） 为新变

量，Ｂｏｘ⁃Ｃｏｘ 逆变换为

ｙ ＝
（λｙ（λ） ＋ １）

１
λ ，　 λ ≠ ０，

ｅｘｐ（ｙ（λ））， λ ＝ ０．{ （４）

参数 λ 采用最大似然估计进行计算，构造似然

函数 Ｌ∗（λ） 如下：

Ｌ∗（λ） ＝ － ｎ
２
ｌｏｇ１０（ｅ２） ＋ （λ － １）∑

ｎ

ｉ ＝ １
ｌｏｇ１０（ｙｉ）， （５）

式中， ｎ 表示采样次数，ｅ２ 表示 ｙ（λ） 方差的极大似

然估计值，通过式（５） 求解出使得 Ｌ∗（λ） 取最大值

的最优 λ， 利用该参数进行 Ｂｏｘ⁃Ｃｏｘ 变换可以很大

程度上提升数据的正态性和数据间的相关性．

１􀆰 ４　 其他模型

１）Ｋ 最邻近算法（ＫＮＮ）原理

Ｋ 最邻近算法（ｋ⁃Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ，ＫＮＮ）作为一

种经典的机器学习算法在理论上十分完善，具有算

法简单、容易实现、训练效率高、对异常值不敏感等

特点．该算法核心思想是对不同特征值之间的距离

进行度量，通常采用欧式距离和曼哈顿距离．
２）ＸＧＢｏｏｓｔ 算法

ＸＧＢｏｏｓｔ（ｅＸｔｒｅｍｅ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ）算法是基于

ＧＢＤＴ 算法改进而来的，它通过增加正则项控制模

型计算复杂度，并利用二阶泰勒展开式并行计算特

征分裂增益以提高模型预测精度、减少计算时间．
３）支持向量回归机（ＳＶＲ）原理

支持向量机应用于回归问题形成了 ＳＶＲ，输入向

量按照既定非线性映射映射至高维特征空间进行线

性回归以获得空间内非线性回归的效果．在回归运算

时，将不敏感损失函数引入到构造中，以搜索到最优

的分类面使得训练样本和该分类面之间的综合误差

达到最小值．支持向量回归在小样本、高维、复杂数据

上进行非线性回归预测时展现出了优异的性能．
４）岭回归原理

岭回归（Ｒｉｄｇｅ Ｒｅｇｒｅｓｓｉｏｎ）是一种正则化方法，
通过舍弃最小二乘的无偏性和部分精确度，获得了

效果更好且回归系数更符合实际的回归过程．岭回

归通过对损失函数增加惩罚项以控制线性模型复杂

程度，增强了模型的稳健性．

２　 基于 Ｂｏｘ⁃Ｃｏｘ 变换的改进 Ｓｔａｃｋｉｎｇ 短期
辐照度预测方法

２􀆰 １　 Ｓｔａｃｋｉｎｇ 集成学习模型

Ｓｔａｃｋｉｎｇ 算法是一种分层集成的方法．不同于

５８６
学报（自然科学版），２０２３，１５（６）：６８４⁃６９１
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Ｂａｇｇｉｎｇ 和 Ｂｏｏｓｔｉｎｇ 算法整合同类型模型，Ｓｔａｃｋｉｎｇ
算法能够集成异质模型［１５］ ．在 Ｓｔａｃｋｉｎｇ 集成模型（图
１）的训练过程中，通常使用 Ｋ 折交叉验证法来划分

数据集和进行模型训练，以减少过拟合的风险．首先

将原始数据集以 ８ ∶２的比例划分为训练集和测试集，
接着将训练集等分地划分为 ｋ 个子集，分别选择其

中 ｋ－１ 个子集的并集作为训练集，余下的 １ 个子集作

为验证集，由此可获得 ｋ 组训练集和验证集．对每个基

模型都采用这 ｋ 组训练集和验证集进行学习器的训

练和验证，并将预测结果配合样本真实值标签构造为

新的训练集输入第二层元学习器训练，最终得到的预

测结果即为 Ｓｔａｃｋｉｎｇ 模型的最终预测结果．Ｓｔａｃｋｉｎｇ 算

法最突出的优势是集不同模型之长，能够对原始数据

进行多角度的分析，使得模型获得相比基模型更好的

预测性能．所以基学习器应选择性能优越且原理各异

的模型，元学习器则应选择泛化能力强的算法，以融

合各基学习器预测的优点，达到最优的预测效果．本文

选择 ＳＶＲ、ＸＧＢｏｏｓｔ、ＫＮＮ、岭回归作为基学习器，元学

习器则使用泛化能力较强的岭回归算法．

图 １　 Ｓｔａｃｋｉｎｇ 模型结构

Ｆｉｇ􀆰 １　 Ｓｔａｃｋｉｎｇ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

２􀆰 ２　 改进 Ｓｔａｃｋｉｎｇ
２􀆰 ２􀆰 １　 基于 ＧＢＤＴ 算法的特征筛选

利用 ＧＢＤＴ 对辐照度数据进行特征选择，对各

个特征进行重要度排序．各特征与实际辐照度之间

的相关系数如表 １ 所示．由表 １ 的相关系数数据，剔
除掉风向、气压 ２ 个相关性弱的特征，最终选择温

度、时刻、风速、湿度作为模型输入，降低计算复杂

度，提升模型训练效率．
２􀆰 ２􀆰 ２　 基模型赋权与 Ｂｏｘ⁃Ｃｏｘ 变换

Ｓｔａｃｋｉｎｇ 算法中元学习器输入向量来自基学习

器的输出，使得训练数据被各层学习器重复学习，造
成模型的严重过拟合．因而需要在模型建立前对数

据进行交叉验证划分，提升模型的泛化能力［１６］ ．如果

　 表 １　 相关系数

　 Ｔａｂｌｅ １　 Ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔｓ

　

变量 与辐照度的相关系数

辐照度 １

温度 ０􀆰 ５１２

时刻 ０􀆰 ４５５

湿度 ０􀆰 ２０９

风速 ０􀆰 １３１

风向 ０􀆰 ００６

气压 ０􀆰 ００７

训练得到的基学习器模型预测效果比较好，那么该

模型的预测结果也会更接近真实值． 但传统的

Ｓｔａｃｋｉｎｇ 模型初级层对测试集预测结果的处理方式

为直接平均处理，使得优秀模型的优越性被其他模

型掩盖．同理，效果较差的模型也会因与其他模型平

均而掩盖其预测性能的不足．因此，本文针对同一基

学习器在每折上训练得到的不同预测模型，依据其

验证集预测值和真实值之间的误差求得权值，再给

测试集对同一种基模型的不同预测结果赋权．设学

习器所训练出的模型预测误差为 ｅｉｔ（ ｉ ＝ １，…，ｋ），以
此误差在 ｅ１ｔ，ｅ２ｔ，…，ｅｋｔ精度总和中所占比例来分别

确定权值 ρ１，ρ２，…，ρｋ，然后对测试集的输出结果赋

权，可以使精度更高的预测模型发挥其优越性，增大

其对最终结果的影响，并降低精度较低的模型对最

终输出的影响．
针对数据特征与辐照度数值相关程度不高的问

题，本文对第一层输入第二层的训练集进行 Ｂｏｘ⁃Ｃｏｘ
变换处理，此举可提高训练集的正态性和可预测性，
提升各个特征与辐照度数据的内在联系，进一步减

小预测误差．经过 Ｂｏｘ⁃Ｃｏｘ 变换后的训练集输入元学

习器，训练完成后用此学习器输入经加权处理后的

测试集进行预测，得到预测结果．精度加权改进和

Ｂｏｘ⁃Ｃｏｘ 预处理流程如图 ２ 所示．
精度加权和 Ｂｏｘ⁃Ｃｏｘ 改进后的 Ｓｔａｃｋｉｎｇ 预测模

型的流程如算法 １ 所示．
２􀆰 ２􀆰 ３　 基于 ＲＦ 模型的误差修正方法

通过 ＲＦ 模型来寻找辐照度预测系统误差的变

化规律，有助于发现提高模型效果的有益规律，达到

提升预测精度的目的．
辐照度预测误差：
ｅ ＝ ｐ′ － ｐ， （６）

式中， ｅ表示辐照度预测误差，ｐ′表示辐照度预测值，
ｐ 表示辐照度真实值．

６８６
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图 ２　 精度加权改进和 Ｂｏｘ⁃Ｃｏｘ 预处理

Ｆｉｇ􀆰 ２　 Ａｃｃｕｒａｃｙ⁃ｗｅｉｇｈｔｅｄ ｉｍｐｒｏｖｅｍｅｎｔ ａｎｄ Ｂｏｘ⁃Ｃｏｘ ｐｒｅｐｒｏｃｅｓｓｉｎｇ

算法 １：基于 Ｂｏｘ⁃Ｃｏｘ 的改进 Ｓｔａｃｋｉｎｇ 模型

Ｉｎｐｕｔ：训练集　 Ｄ ＝ ｛（ｘ１，ｙ１），（ｘ２，ｙ２），…，（ｘｋ，ｙｋ）｝

１ ｆｏｒ ｔ ＝ １，２，…，Ｔ ｄｏ

２ ｆｏｒ ｉ ＝ １，２，…，ｋ ｄｏ

３ 第零层第 ｔ 个同质基学习器 ｋ 次训练学习：
｛Ｚｉｔ ＝ ｈｔ（ｘｍ，ｙｍ），ｉ ＝ １，…，ｋ，ｔ ＝ １，…，Ｔ｝ → ｛Ｚ１ｔ，Ｚ２ｔ，…，Ｚｋｔ｝

４ 第零层第 Ｔ 个异质基学习器学习训练并构成新的数据样本：
｛Ｚｉｔ ＝ ｈｔ（ｘｍ，ｙｍ），ｉ ＝ １，…，ｋ，ｔ ＝ １，…，Ｔ｝ → ｛（Ｚ１１，Ｚｋ１），…，（Ｚ１Ｔｔ，…，ＺｋＴ）｝

５ 构成新的数据据样本： Ｄｎｅｗ ＝ ｛（（Ｚ１１，…，Ｚｋ１），…，（Ｚ１Ｔ，…，ＺｋＴ），ｙｍ）｝

６ 对新数据样本作 Ｂｏｘ⁃Ｃｏｘ 变换处理后输入第一层

７ 第一层预测算法 δ 训练得到模型：Ｈ ＝ δ（（Ｚ１１，…，Ｚｋ１），…，（Ｚ１Ｔ，…，ＺｋＴ））

８ 计算第零层同质基学习器的误差：
｛［（ｙ１，ｙ２，…，ｙｋ），…，（ｙ１，ｙ２，…，ｙｋ）］ － ［（Ｚ１１，Ｚ２１，…，Ｚｋ１），…，（Ｚ１Ｔ，Ｚ２Ｔ，…，ＺｋＴ）］｝ ＝

９ ｛［（ｅ１１，ｅ２１，…，ｅｋ１），…，（ｅ１Ｔ，ｅ２Ｔ，…，ｅｋＴ）］｝

１０ 权重计算：
ρ１１ ＝ （ｅ２１ ＋ … ＋ ｅｋ１） ／ （ｅ１１ ＋ ｅ２１ ＋ … ＋ ｅｋ１）

︙
ρｋ１ ＝ （ｅ１１ ＋ … ＋ ｅｋ－１，１） ／ （ｅ１１ ＋ ｅ２１ ＋ … ＋ ｅｋ１）

︙
ρｋＴ ＝ （ｅ１Ｔ ＋ … ＋ ｅｋ－１，Ｔ） ／ （ｅ１Ｔ ＋ ｅ２Ｔ ＋ … ＋ ｅｋＴ）

１１ 对第零层测试集数据输出进行权重分配：
（ρ１１ｇ１１，ρ２１ｇ２１，…，ρｋ１ｇｋ１）

（ρ１２ｇ１２，ρ２２ｇ２２，…，ρｋ２ｇｋ２）

︙
（ρ１Ｔｇ１Ｔ，ρ２Ｔｇ２Ｔ，…，ρｋＴｇｋＴ）

１２ ｅｎｄ

１３ ｅｎｄ
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　 　 计算辐照度初步预测值 ｐ′与实际值 ｐ 误差 ｅ，将
其作为校正因子，将辐照度校正的补偿值 ｅ添加到预

测值 ｐ′ 中，获得校正后的辐照度预测值．
２􀆰 ２􀆰 ４　 改进 Ｓｔａｃｋｉｎｇ 模型总体流程

基于上述的 ＧＢＤＴ 算法、基模型赋权与 Ｂｏｘ⁃Ｃｏｘ
变换、ＲＦ 误差修正，本文搭建了短期辐照度预测模

型，如图 ３ 所示．

图 ３　 基于改进 Ｓｔａｃｋｉｎｇ 与误差修正预测模型流程

Ｆｉｇ􀆰 ３　 Ｐｒｅｄｉｃｔｉｏｎ ｐｒｏｃｅｓｓ ｂａｓｅｄ ｏｎ ｉｍｐｒｏｖｅｄ Ｓｔａｃｋｉｎｇ ｗｉｔｈ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ

具体思路如下：
１）利用 ＧＢＤＴ 算法对辐照度原始数据进行特征

筛选，去除掉相关程度较低的冗余特征后，其余数据

输入改进 Ｓｔａｃｋｉｎｇ 模型．
２ ） 采 用 ＸＧｂｏｏｓｔ、 ＳＶＲ、 岭 回 归、 ＫＮＮ 作 为

Ｓｔａｃｋｉｎｇ 的基学习器，岭回归作为元学习器．对于同

一基学习器用不同样本进行训练，基学习器训练出

的模型对验证集的预测误差为 ｅｉｔ（ ｉ ＝ １，…，ｋ），以此

误差在 ｅ１ｔ，ｅ２ｔ，…，ｅｋｔ 精度总和之中所占比值来确定

权值 ρ１，ρ２，…，ρｋ， 然后对第一层输入第二层测试集

的输出结果进行赋权．
３）对第一层输入第二层的训练集进行 Ｂｏｘ⁃Ｃｏｘ

变换来提高训练集的正态性和可预测性．
４）经过 Ｂｏｘ⁃Ｃｏｘ 变换处理的训练集输入元学习

器，训练完毕之后，用此学习器对加权过后的测试集

进行预测，得到预测结果．
５）采用上述模型进行初步预测后，将初步预测

的误差数据输入 ＲＦ 模型中训练，由此获得误差分布

模型．将初步预测结果与误差预测值进行叠加得到

最终预测结果．ＲＦ 误差修正模型可以有效弥补初步

预测模型本身存在的误差，进一步提高预测的准

确度．

３　 算例分析

３􀆰 １　 数据选取

为验证本文模型对于短期辐照度预测的有效

性，将中国北方某光伏电站作为具体研究对象．选取

２０１７ 年 ２ 月 １ 日至 ２０１８ 年 １ 月 ３１ 日的辐照度数据

作为原始数据集，共 ２ ９２０ 个样本数据．辐照度数值

采用太阳总辐射量，采样间隔为 ３ ｈ，每日采样 ８ 个

点，包括地表太阳辐照度和风速、风向、温度、湿度、
气压共 ５ 项观测指标．将数据集按 ８ ∶２划分，前 ８０％
的数据作为训练集，后 ２０％数据作为测试集，进行回

归预测．

３􀆰 ２　 模型评价指标

本文选取均方根误差（ＥＲＭＳＥ）、平均绝对误差

（ＥＭＡＥ）和决定系数（Ｒ２）作为辐照度预测模型的效

果评价指标，其中：Ｒ２ 用来检验模型的拟合度，Ｒ２ 越

大表明模型拟合程度越好；ＭＡＥ、ＲＭＳＥ 则用来检验

预测模型的精度，它们值越小说明精度越高．具体的

计算公式如下：

ＥＭＡＥ ＝ １
ｍ∑

ｍ

ｉ ＝ １
｜ ｙｉ － ｙ^ｉ ｜ ， （７）

ＥＲＭＳＥ ＝ １
Ｎ∑

ｎ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ ， （８）

８８６
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Ｒ２ ＝ １ －
∑

ｉ
（ｙｉ － ｙ^ｉ） ２

∑
ｉ
（ｙｉ － 􀭰ｙｉ） ２

． （９）

３􀆰 ３　 仿真实验及结果分析

首先，设计第一组实验，对比 Ｓｔａｃｋｉｎｇ 模型与其

各个基模型在辐照度短期预测上的性能，各模型预

测值与辐照度实际值的横向对比结果如图 ４ 所示，
各模型的绝对误差如图 ５ 所示，各模型的评价指标

值如表 ２ 所示．

图 ４　 不同模型预测结果对比

Ｆｉｇ􀆰 ４　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ Ｓｔａｃｋｉｎｇ
ｍｅｔｈｏｄ ａｎｄ ｔｒａｄｉｔｉｏｎａｌ ｍｏｄｅｌｓ

图 ５　 不同模型的预测误差对比

Ｆｉｇ􀆰 ５　 Ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ Ｓｔａｃｋｉｎｇ
ｍｅｔｈｏｄ ａｎｄ ｔｒａｄｉｔｉｏｎａｌ ｍｏｄｅｌｓ

　 　 由图 ４、５ 和表 ２ 分析可知：Ｓｔａｃｋｉｎｇ 模型相较于

其基模型中的单一模型 ＫＮＮ、ＳＶＲ 和岭回归，Ｒ２ 分

别提升 ０􀆰 １１８、 ０􀆰 ４２４ 和 ０􀆰 ５０４，与深度学习模型

ＬＳＴＭ 相比，Ｒ２ 指标提升 ０􀆰 １０１；将 ＥＭＤ 和 ＬＭＤ 分

表 ２　 不同模型的评价指标

Ｔａｂｌｅ ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ Ｓｔａｃｋｉｎｇ
ｍｅｔｈｏｄ ａｎｄ ｔｒａｄｉｔｉｏｎａｌ ｍｏｄｅｌｓ

　

预测模型 ＲＭＳＥ ／ （Ｗ·ｍ２） ＭＡＥ ／ （Ｗ·ｍ２） Ｒ２

ＫＮＮ １２２􀆰 ００８ ７４􀆰 ５４２ ０􀆰 ８５１

ＸＧＢｏｏｓｔ ９６􀆰 ０１３ ５９􀆰 ８２２ ０􀆰 ８８１

ＳＶＲ １４７􀆰 ４０７ １３０􀆰 ４０８ ０􀆰 ５４５

岭回归 １５９􀆰 ７１９ １４２􀆰 ７３３ ０􀆰 ４６５

ＬＳＴＭ １０２􀆰 ６２５ ６５􀆰 １２７ ０􀆰 ８６８

ＥＭＤ⁃ＸＧＢｏｏｓｔ ８１􀆰 ３７５ ５４􀆰 １１８ ０􀆰 ９２３

ＬＭＤ⁃ＸＧＢｏｏｓｔ ７４􀆰 ４６７ ４４􀆰 ７５７ ０􀆰 ９３４

Ｓｔａｃｋｉｎｇ ５５􀆰 １３５ ２９􀆰 ９０６ ０􀆰 ９６９

解与集成模型 ＸＧＢｏｏｓｔ 结合后，Ｒ２ 分别达到 ０􀆰 ９２３
和 ０􀆰 ９３４，与 ＸＧＢｏｏｓｔ 直接预测相比分别提升 ０􀆰 ０４２
和 ０􀆰 ０５３，但仍低于 Ｓｔａｃｋｉｎｇ 的 ０􀆰 ９６９．因此，相较于

其他传统机器学习、深度学习方法和集成学习模型

ＸＧＢｏｏｓｔ，Ｓｔａｃｋｉｎｇ 模型在太阳辐照度的短期预测上

有着更高的精度，拟合能力更强．
为了显示本文模型的优越性和各改进点的有效

性，搭建了以下 ４ 种 Ｓｔａｃｋｉｎｇ 对比模型：
１）模型 １：经典 Ｓｔａｃｋｉｎｇ 模型（Ｓｔａｃｋｉｎｇ）．
２）模型 ２：对传统 Ｓｔａｃｋｉｎｇ 模型进行 ＧＢＤＴ 特征

筛选的模型（ＧＢＤＴ⁃Ｓｔａｃｋｉｎｇ）．
３）模型 ３：对传统 Ｓｔａｃｋｉｎｇ 模型预测结果使用

ＲＦ 算法进行误差修正（Ｓｔａｃｋｉｎｇ⁃ＲＦ）．
４）模型 ４：对传统 Ｓｔａｃｋｉｎｇ 模型进行权重分配与

Ｂｏｘ⁃Ｃｏｘ 处理的模型（赋权 Ｓｔａｃｋｉｎｇ）．
由此设计了消融实验来分析各个改进点对

Ｓｔａｃｋｉｎｇ 模型预测性能的影响，并将各模型的预测结

果与辐照度实际值进行横向对比，结果如图 ６ 所示，
各消融实验模型的绝对误差如图 ７ 所示，消融实验

模型的评价指标值如表 ３ 所示．

图 ６　 对比模型与本文所提模型的预测结果

Ｆｉｇ􀆰 ６　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｐｒｏｐｏｓｅｄ
ｍｅｔｈｏｄ ａｎｄ ｃｌａｓｓｉｃ ｏｒ ｍｏｄｉｆｉｅｄ Ｓｔａｃｋｉｎｇ ｍｏｄｅｌｓ
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图 ７　 对比模型与本文所提模型预测误差

Ｆｉｇ􀆰 ７　 Ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｐｒｏｐｏｓｅｄ
ｍｅｔｈｏｄ ａｎｄ ｃｌａｓｓｉｃ ｏｒ ｍｏｄｉｆｉｅｄ Ｓｔａｃｋｉｎｇ ｍｏｄｅｌｓ

表 ３　 不同模型的评价指标

Ｔａｂｌｅ ３　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｐｒｏｐｏｓｅｄ
ｍｅｔｈｏｄ ａｎｄ ｃｌａｓｓｉｃ ｏｒ ｍｏｄｉｆｉｅｄ Ｓｔａｃｋｉｎｇ ｍｏｄｅｌｓ

预测模型 ＲＭＳＥ ／ （Ｗ·ｍ２） ＭＡＥ ／ （Ｗ·ｍ２） Ｒ２

模型 １ ５５􀆰 １３５ ２９􀆰 ９０６ ０􀆰 ９６９

模型 ２ ４５􀆰 ０５７ ２６􀆰 ７７９ ０􀆰 ９７９

模型 ３ ３７􀆰 ０９６ １８􀆰 ７４１ ０􀆰 ９８２

模型 ４ ３１􀆰 ６３６ １６􀆰 ４８１ ０􀆰 ９８７

本文模型 ２３􀆰 ２０５ １０􀆰 ３６７ ０􀆰 ９９３

由表 ３ 可知：本文模型相较于 Ｓｔａｃｋｉｎｇ、ＧＢＤＴ⁃
Ｓｔａｃｋｉｎｇ、Ｓｔａｃｋｉｎｇ⁃ＲＦ 及赋权 Ｓｔａｃｋｉｎｇ 模型，Ｒ２ 分别

提升 ０􀆰 ０２４、０􀆰 ０１４、０􀆰 ０１１ 和 ０􀆰 ００６，ＭＡＥ 分别降低

６５􀆰 ３％、６１􀆰 ３％、４４􀆰 ７％和 ３７􀆰 １％．另外还可以看出：
模型 ４ 相较于拥有相同学习器的模型 １ 预测效果提

升明显且误差波动较小；模型 ２ 和模型 ３ 也可显著

提升 Ｓｔａｃｋｉｎｇ 集成模型的预测精度，其 ＭＡＥ 分别降

低 １０􀆰 ４％和 ３７􀆰 ３％．因此，本文模型能准确预估不同

时期的辐照度变化趋势，预测准确度较 Ｓｔａｃｋｉｎｇ 模

型有较大提升．

４　 结语

本文将基于 Ｂｏｘ⁃Ｃｏｘ 变换和权值分配的改进

Ｓｔａｃｋｉｎｇ 模型应用于短期辐照度预测领域，使用 ４ 种

相互异质的算法作为学习器，充分利用各算法在数

据特征结构与特征空间上的不同视角，从而使

Ｓｔａｃｋｉｎｇ 集成模型的优越性得以充分发挥．同时，采

用 ＧＢＤＴ 算法进行特征选取和 ＲＦ 算法对误差进行

修正，达到了简化计算复杂度和提升辐照度预测精

度的目的．实验结果表明：
１）通过对数据进行特征重要度分析，筛选掉相

关度较弱的特征，达到了过滤冗余特征，构造出效率

精度更高、复杂度更低的独立预测模型的目的．
２）引入误差修正算法计算拟合 Ｓｔａｃｋｉｎｇ 集成模

型预测结果的动态误差，获得余项预测值，通过加法

模型融合预测值与余项得到最终辐照度预测值．结
果表明，通过将余项融合进预测结果能降低预测

误差．
３）通过与单一预测模型以及传统 Ｓｔａｃｋｉｎｇ 模型

相比，表明本文所提出的改进 Ｓｔａｃｋｉｎｇ 模型具有良

好的稳定性和较高的预测精度．
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