
ＤＯＩ：１０．１３８７８ ／ ｊ．ｃｎｋｉ．ｊｎｕｉｓｔ．２０２２１２０６００３

刘善峰１ 　 李哲１ 　 陈锦鹏２ 　 卢明１ 　 向玲２

基于误差修正的极端天气下风速预测

摘要
精确地预测极端天气下的风速能为

配电网防灾抗灾提供重要的指导作用．
本文提出基于时间卷积网络（ Ｔｅｍｐｏｒａｌ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ，ＴＣＮ） 与双向长短
期记 忆 网 络 （ Ｂｉ⁃ｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ⁃
Ｔｅｒｍ Ｍｅｍｏｒｙ，ＢｉＬＳＴＭ）和误差修正的组
合模型对极端天气下的风速进行预测．
首先对天气数据进行预处理，用 ＴＣＮ 提
取多特征数据的时间序列特性，将提取
信息输入到 ＢｉＬＳＴＭ 中进行风速预测．为
进一步提高预测精度，引入变分模态分
解 （ Ｖａｒｉａｔｉｏｎａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，
ＶＭＤ）对误差序列进行分解，分别对分解
后的误差子序列构建 ＢｉＬＳＴＭ 模型进行
误差预测，用误差预测值对风速预测值
进行误差修正．结合河南省某地实测天
气数据进行实验，仿真结果验证了所提
方法能有效预测风速，并在极端天气发
生时，对风速具有较高的预测精度．
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０　 引言

　 　 大风极端天气是一种突发性灾害，往往在很短时间内会对人类

的生产、生活造成较大伤害．风灾会对配电网、电力设备等构成严重威

胁．为降低风灾对人类社会带来的负面影响，需要采取必要的预测预

警措施．研发极端天气下的风速预测技术，提升风速预报的准确性和

时效性，显得尤为重要．风速的准确预测能给防灾减灾方面提供重要

的指导作用．
风速预测主要可分为机理驱动法和模型驱动法两种．机理驱动法

基于空间相关性和数值天气预报，主要是利用物理信息分析风速特

性，通过动力学的方法对风速建立动力学方程从而对风速进行求解．
此类方法解析式复杂，计算量大且缺乏对历史数据的利用．而模型驱

动法是利用概率模型、机器学习模型或深度学习模型，从历史数据中

学习并训练模型，并将已训练好的模型应用到未知数据上［１］ ．随着大

数据时代的来临，计算机算力的快速提升以及各种模型的出现，模型

驱动法在生产中的应用越来越多．
在模型驱动法中，深度学习模型表现尤为亮眼．深度学习是一种

广泛的基于数据表示的机器学习方法，拓宽了机器学习的应用领域，
延伸了人工智能的服务范围，其中许多应用已成为行业研究热点［２］ ．
郑征等［３］将深度学习应用于电力行业中的电力负荷预测，提出一种

基于多头注意力（ｍｕｌｔｉ⁃ｈｅａｄｅｄ ａｔｔｅｎｔｉｏｎ）的卷积循环神经网络深度学

习模型，该模型能有效地对电力消耗进行预测；王朋等［４］ 将小波分解

技术（Ｗａｖｅｌｅｔ Ｔｒａｎｓｆｏｒｍ，ＷＴ） 与长短期记忆网络 （ Ｌｏｎｇ Ｓｈｏｒｔ⁃Ｔｅｒｍ
Ｍｅｍｏｒｙ，ＬＳＴＭ）结合，提出基于小波长短期记忆网络的风电功率超短

期概率预测模型，结果表明，将小波分解与深度学习方法结合可以较

好地提高预测的精度；吴香华等［５］ 将深度学习应用于降水预测模型

中，提出一种基于注意力机制、卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＣＮＮ）和 ＢＰ 神经网络的 ＣＮＮ⁃Ａｔｔｅｎｔｉｏｎ⁃ＢＰ 组合模型，对降水

的预测准确率有较好效果．
众多学者利用深度学习对风速预测模型开展了大量的研究工

作，并取得了不错的预测效果．丁仁强等［６］ 提出一种 ＳＳＡ⁃ＢｉＬＳＴＭ 组

合模型风速预测方法，对历史风速进行奇异谱分析（Ｓｉｎｇｕｌａｒ Ｓｐｅｃｔｒｕｍ
Ａｎａｌｙｓｉｓ，ＳＳＡ）后利用双向长短时记忆网络（Ｂｉ⁃ｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ⁃
Ｔｅｒｍ Ｍｅｍｏｒｙ，ＢｉＬＳＴＭ）进行预测，预测结果优于 ＬＳＴＭ、ＢｉＬＳＴＭ 等单



　 　 　 　一模型；王俊等［７］ 建立了变分模态分解（Ｖａｒｉａｔｉｏｎａｌ
Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＶＭＤ）和 ＬＳＴＭ 的组合模型对风

速进行超短期预测，结果表明该模型的预测精度优

于其他多种典型风速预测模型，该模型在超短期风

速预测方面表现出较好的性能；Ｍｏｒｅｎｏ 等［８］ 建立了

结合 ＶＭＤ⁃ＳＳＡ 和 ＬＳＴＭ 的风速预测模型，获得了较

高的预测精度；向玲等［９］ 利用自适应噪声完备经验

模态分解 （ Ｃｏｍｐｌｅｔｅ Ｅｎｓｅｍｂｌｅ Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ Ｄｅ⁃
ｃｏｍｐｏｓｉｔｉｏｎ ｗｉｔｈ Ａｄａｐｔｉｖｅ Ｎｏｉｓｅ，ＣＥＥＭＤＡＮ）对风速

进行二次分解，并结合 ＬＳＴＭ 组合模型对风速进行

多步预测，结果表明该模型在多步风速预测方面表

现出较好的性能；毕贵红等［１０］ 提出一种基于双模式

分解、双通道卷积神经网络和 ＬＳＴＭ 的组合预测模

型，实验结果表明该模型可以有效地提高短期的风

速预测精度．
为了充分利用误差序列，进一步提高风速预测

准确度，一些研究者在模型预测结果的基础上对其

进行误差修正，取得了一定的改善效果．黄元生等［１１］

用经验模态分解 （ Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，
ＥＭＤ）对风速序列进行分解，利用高斯过程回归

（Ｇａｕｓｓｉａｎ Ｐｒｏｃｅｓｓ Ｒｅｇｒｅｓｓｉｏｎ，ＧＰＲ）进行风速预测，
得到原始预测值和误差序列，对误差序列进行预测，
将误差预测值校正原始预测值得到最终预测值，算
例表明该方法能提高风速的预测精度．

基于以上研究，针对极端大风天气突发性强、风
速变化大、难以准确预测的问题，本文提出一种基于

时间 卷 积 网 络 （ Ｔｅｍｐｏｒａｌ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ，
ＴＣＮ）与 ＢｉＬＳＴＭ 和误差修正的组合风速预测模型．
对于风速、温度等气象因素，利用时间卷积网络提取

其特征，再使用 ＢｉＬＳＴＭ 模型对风速进行预测．风速

预测的研究工作主要集中在提高模型预测精度上，
在 ＴＣＮ⁃ＢｉＬＳＴＭ 组合模型的基础上增加基于变分模

态分解（ＶＭＤ）的误差修正模型，能有效提高模型的

预测精度．ＴＣＮ⁃ＢｉＬＳＴＭ 模型预测误差包含着风速的

信息，但直接对模型误差进行利用预测，所得的误差

修正结果对原模型不能起到提升效果的作用．利用

ＶＭＤ 对误差序列进行分解后再建立误差修正模型，
能有效降低序列的复杂程度，充分利用到误差的序

列信息，以进一步改善风速预测精度．

１　 数据预处理

所用天气数据包括风速、温度、湿度、雨量和风

速等级 ５ 个类型，其中风速等级为非数值数据，不适

用于训练风速预测模型．选择风速、温度、湿度和雨

量作为模型输入特征，随后构建新特征并对数据进

行预处理．

１􀆰 １　 构建特征

构建新特征温度差．温度差为该时刻温度与上

一个时刻温度的差值，定义为

Δｔ ＝ ｔ１ － ｔ０， （１）
其中， ｔ１ 为该时刻温度，ｔ０ 为上一个时刻温度．

应用斯皮尔曼（Ｓｐｅａｒｍａｎ）相关系数进行相关性

程度分析． Ｓｐｅａｒｍａｎ 相关系数是度量两个变量相关

性程度的非参数指标［１２］，该系数计算时不需要考虑

序列的分布规律以及是否线性等，因此适用范围比

皮尔逊相关系数更广．变量 ｘ，ｙ 之间的 Ｓｐｅａｒｍａｎ 相

关系数计算公式如下：

ρ（ｘｙ） ＝ １ －
６∑

Ｎ

ｉ ＝ １
ｄ２
ｉ

Ｎ（Ｎ２ － １）
＝

　 　
∑
Ｎ

ｉ ＝ １
（ｘｉ － 􀭰ｘ）（ｙｉ － 􀭰ｙ）

∑
Ｎ

ｉ ＝ １
（ｘｉ － 􀭰ｘ） ２∑

Ｎ

ｉ ＝ １
（ｙｉ － 􀭰ｙ） ２

， （２）

式中： ｘｉ 和 ｙｉ 分别为变量 ｘ，ｙ进行排序后观测值 ｉ的
取值等级；􀭰ｘ和 􀭰ｙ分别表示变量 ｘ，ｙ的平均等级；Ｎ为

观察元素的个数；ｄｉ 表示两个变量中观察值 ｉ的等级
差数，由式 ｘｉ － ｙｉ 计算得到；ρ（ｘｙ） 表示变量 ｘ，ｙ的相

关性程度，其取值范围为［－１，１］．
新特征温度差与风速的 Ｓｐｅａｒｍａｎ 相关系数计

算结果为 ０􀆰 ２５９ ２，呈现出一定的相关性，可作为模

型的输入特征之一．

１􀆰 ２　 归一化处理

归一化可以提升预测模型的精度，使得到的结

果更可靠，同时利于模型收敛，提高模型的训练速

度，优化了模型效率．归一化处理后，每个数据都被

缩放到［０，１］这个区间．将风速、温度、湿度、雨量和

温度差分别采用最大最小值归一化方法进行归一

化，如式（３）所示：

ｘ′ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
， （３）

式中， ｘ 为需要进行归一化的变量，ｘ′ 表示归一化后

数据，ｘｍａｘ 和 ｘｍｉｎ 分别表示输入变量的最大值和最

小值．

２　 预测模型分析

利用 ＴＣＮ 提取气象因素的特征，再应用 ＢｉＬＳＴＭ

５７５
学报（自然科学版），２０２３，１５（５）：５７４⁃５８４

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２３，１５（５）：５７４⁃５８４



进一步建立特征与风速之间的关系，同时为了进一

步改善风速预测效果，提出一种误差修正模型．误差

修正模型使用 ＶＭＤ 对误差序列进行分解，得到若干

个子序列后对其分别构建 ＢｉＬＳＴＭ 模型预测得到误

差预测结果，误差修正模型有助于提高精度和增强

模型的泛化性能．

２􀆰 １　 时间卷积网络

时间卷积网络［１３］是一种能够有效处理时间序列

数据的网络结构，在特定条件下效果优于传统的神经

网络，如 ＣＮＮ 和 ＲＮＮ 等．时间卷积网络的基本结构可

以表示为一维全卷积网络（ＦＣＮ）和因果卷积，前者用

于保持网络输入与输出的长度相同，后者用于保证历

史数据没有泄露．ＴＣＮ 残差块的基本结构如图 １ 所示，
主要包括两个扩张因果卷积层，每层扩张因果卷积层

后采用权重归一化，将整流线性单元（ＲｅＬＵ）作为激

活函数，加入 Ｄｒｏｐｏｕｔ 层，同时使用跳跃连接．ＴＣＮ 结

构具有并行性、灵活的感受野、可变的输入长度、梯度

较为稳定和更小的内存训练等特点［１４］ ．
ＴＣＮ 中使用的卷积为扩张因果卷积，如图 ２ 所

示．其中：因果卷积较普通卷积有严格的时间约束，
满足了时间顺序上的前后依赖原则；扩张卷积引入

了扩张因子，相当于在每两个相邻卷积核之间间隔

固定步长，能够用更少的层数获得更长的感受野．因
此扩张卷积能够缓解模型太深，难以训练的问题．

扩张卷积运算 Ｆ 在时刻 ｔ 的定义为

Ｆ（ ｔ） ＝ （ｘ∗ｆ）（ ｔ） ＝ ∑
ｋ－１

ｉ ＝ ０
ｆ（ ｉ）·ｘｔ －ｄ·ｉ， （４）

式中，ｋ 为卷积核大小，∗表示卷积，ｄ 为扩张因子，
通常其值的大小随卷积层数的增加呈 ２ 的指数

递增．

２􀆰 ２　 双向长短期记忆网络

为解决 ＲＮＮ 中存在的梯度爆炸和梯度消失的

问题，长短期记忆网络（ＬＳＴＭ） ［１５］ 被提出． ＬＳＴＭ 引

入了“门”的概念，由输入门、输出门和遗忘门来更

新网络，更新过程如下：
ｆｔ ＝ σ（Ｗｆ·［ｈｔ －１，ｘｔ］ ＋ ｂｆ）， （５）
ｉｔ ＝ σ（Ｗｉ·［ｈｔ －１，ｘｔ］ ＋ ｂｉ）， （６）
􀭾Ｃｔ ＝ ｔａｎｈ（Ｗｃ·［ｈｔ －１，ｘｔ］ ＋ ｂｃ）， （７）
Ｃｔ ＝ ｆｔ∗Ｃｔ －１ ＋ ｉｔ∗􀭾Ｃｔ， （８）
ｏｔ ＝ σ（Ｗｏ·［ｈｔ －１，ｘｔ］ ＋ ｂｏ）， （９）
ｈｔ ＝ ｏｔ∗ｔａｎｈ（Ｃｔ）， （１０）

其中： ｆｔ，ｉｔ，Ｃｔ，ｏｔ 分别表示 ｔ 时刻的遗忘门、输入门、
细胞状态和输出门；Ｗｆ，Ｗｉ，Ｗｏ，Ｗｃ 为与输入 ｘｔ 相连

图 １　 残差块结构

Ｆｉｇ􀆰 １　 Ｒｅｓｉｄｕａｌ ｂｌｏｃｋ ｓｔｒｕｃｔｕｒｅ

图 ２　 ＴＣＮ 扩张卷积结构

Ｆｉｇ􀆰 ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＴＣＮ ｅｘｔｅｎｄｅｄ ｃｏｎｖｏｌｕｔｉｏｎ

接的权值矩阵；ｂｆ，ｂｉ，ｂｃ，ｂｏ 分别表示对应的偏置矩

阵；σ 为 ｓｉｇｍｏｉｄ 函数；ｈｔ 为 ｔ 时刻的隐藏层输出；ｘｔ

为 ｔ 时刻的输入；􀭾Ｃｔ 表示记忆单元的输入状态；ｔａｎｈ
为双曲正切函数．

ＬＳＴＭ 模型只能顺序获取序列的信息，但无法编

码从后到前的信息．据此，双向长短期记忆网络作为

ＬＳＴＭ 的改进形式被提出．ＢｉＬＳＴＭ 由一组正向和后

向的 ＬＳＴＭ 构成，在处理时间序列数据时能同时处

理正向和逆向的数据，从而获取更多的数据信息．
ＢｉＬＳＴＭ 模型如图 ３ 所示，由正向 ＬＳＴＭ 和后向

ＬＳＴＭ 组合而成． Ｘ ＝ ［ｘ１，ｘ２，ｘ３，…，ｘｎ］ 为网络输入

数据，Ｙ ＝ ［ｙ１，ｙ２，ｙ３，…，ｙｎ］ 为网络输出数据，其中 ａｆ

６７５
刘善峰，等．基于误差修正的极端天气下风速预测．
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图 ３　 ＢｉＬＳＴＭ 模型的结构

Ｆｉｇ􀆰 ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＢｉＬＳＴＭ ｍｏｄｅｌ

表示数据正向传播时上一个神经元的输出，而 ａｂ 表

示数据反向传播时上一个神经元的输出，最终输出

由正向 ＬＳＴＭ 和后向 ＬＳＴＭ 输出结合获得．

２􀆰 ３　 变分模态分解

变分模态分解（ＶＭＤ）是 Ｄｒａｇｏｍｉｒｅｔｓｋｉｙ 等［１６］ 在

２０１４ 年提出的一种自适应、完全非递归的信号处理

方法，该方法可以将原始输入信号自适应地分解为

根据实际情况预设的 ｋ 个具有不同中心频率和有限

带宽的模态分量．ＶＭＤ 算法可以有效避免模态混叠

现象且有较强的鲁棒性，在故障诊断、时间序列分

析、信号降噪等许多领域得到了应用［１７⁃１９］ ． ＶＭＤ 实

质是对变分问题的构建和求解，计算过程如下：
２􀆰 ３􀆰 １　 构建变分问题

１） 通过 Ｈｉｌｂｅｒｔ 变换求解出 ｋ 个本征模态函数

ｕｋ（ ｔ） 的信号及其单边频谱：

δ（ ｔ） ＋ ｊ
πｔ

æ

è
ç

ö

ø
÷ ｕｋ（ ｔ） ． （１１）

２）对 ｋ 个模态函数对应的中心频率 ω ｋ 的指数

项进行堆叠，将模态函数的频谱调制到基频带：

δ（ ｔ） ＋ ｊ
πｔ

æ

è
ç

ö

ø
÷ ｕｋ（ ｔ）

é

ë
êê

ù

û
úú ｅ －ｊωｋｔ ． （１２）

３）通过运用高斯平滑法确定 ｋ 个模态函数的带

宽，将目标问题转成求解带约束的变分问题，目标函

数为

ｍｉｎ ∑
ｋ

􀆟 ∑ ｔ δ（ ｔ） ＋ ｊ
πｔ

ｕｋ（ ｔ）
æ

è
ç

ö

ø
÷

é

ë
êê

ù

û
úú ｅ －ｊωｋｔ

２

２
{ } ，

ｓ．ｔ． ∑
ｋ
ｕｋ（ ｔ） ＝ ｆ（ ｔ）， （１３）

式中，ｕｋ（ ｔ）表示分解获得的 ｋ 个模态函数分量，ωｋ

表示 ｋ 个模态函数的中心频率．
２􀆰 ３􀆰 ２　 求解变分问题

１）求解变分约束模型最优解时引入了拉格朗日

乘子 ｌ 和二次罚函数 α，把约束性变分问题转化为非

约束性变分问题，转换后的拉格朗日函数为

Ｌ（｛ｕｋ｝，｛ωｋ｝，λ）＝ α∑
ｋ

∂ｔ δ（ｔ） ＋ ｊ
πｔ

æ

è
ç

ö

ø
÷ ｕｋ（ｔ）

é

ë
êê

ù

û
úú ｅ－ｊωｋｔ

２

２
＋

ｆ（ｔ） － ∑
ｋ
ｕｋ（ｔ）

２

２
＋ 〈［λ（ｔ），ｆ（ｔ）］ － ∑

ｋ
ｕｋ（ｔ）〉．

（１４）
２）求解模态函数时运用了交替方向乘子算法，

通过迭代交替更新 ｕｎ＋１
ｋ ，ｗｎ＋１

ｋ （其中 ｎ 为迭代次数），
求解出改进后拉格朗日表达式的“鞍点”，即获得了

约束变分模型的最优解．解出的模态分量 ｕｋ 和中心

频率 ｗｋ 如下：

ｕ^ｎ＋１
ｋ （ω） ＝

ｆ^（ω） － ∑
ｉ≠ｋ

ｕ^ｉ（ω） ＋ λ^（ω）
２

１ ＋ ２α（ω － ω ｋ） ２ ， （１５）

ω ｎ＋１
ｋ ＝

∫∞
０
ω ｜ ｕ^ｋ（ω） ｜ ２ｄω

∫∞
０
｜ ｕ^ｋ（ω） ｜ ２ｄω

． （１６）

利用 ＶＭＤ 分解误差序列，可有效降低误差序列

的复杂性，提取误差序列的有效信息，提高误差修正

模型的预测精度．

３　 风速预测模型

３􀆰 １　 预测流程

本文所提的风速预测方法流程如下：
１）构建新特征温度差．温度差与风速之间有一

定的相关性，为模型提供重要的特征．
２）对风速、温度和湿度等特征进行归一化处理，

将数据按 ７ ∶１ ∶２的比例分别划分为训练集、验证集和

测试集．
３）用 ＴＣＮ 提取气象数据的特征，ＢｉＬＳＴＭ 对所

提取的特征进行训练和预测，得到风速的初步预

测值．
４）风速真实值 ｙ 减去风速预测值 ｙ１ 得到误差

７７５
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值，对误差序列进行 ＶＭＤ 分解，得到 ｋ 个误差子

序列．
５）对 ｋ 个误差子序列分别建立 ＢｉＬＳＴＭ 模型进

行误差预测，将 ｋ 个预测值叠加得总误差预测值．
６）风速初步预测值和误差预测值对应相加得到

风速的最终预测值．
综上所述，基于误差修正的风速预测模型流程

如图 ４ 所示．

图 ５　 温度、风速变化曲线

Ｆｉｇ􀆰 ５　 Ｖａｒｉａｔｉｏｎ ｃｕｒｖｅｓ ｏｆ ｔｅｍｐｅｒａｔｕｒｅ ａｎｄ ｗｉｎｄ ｓｐｅｅｄ

图 ４　 风速预测流程

Ｆｉｇ􀆰 ４　 Ｆｌｏｗ ｃｈａｒｔ ｆｏｒ ｗｉｎｄ ｓｐｅｅｄ ｐｒｅｄｉｃｔｉｏｎ

３􀆰 ２　 评价指标

为定量分析风速预测结果的准确性，利用误差

评价指标对模型预测效果进行评估．选定的评价指

标为平均绝对误差（ＭＡＥ）、均方根误差（ＲＭＳＥ）和

对称平均绝对百分比误差（ＳＭＡＰＥ），以上三个指标

值越小说明预测效果越好．三个误差指标计算公式

如下所示：

ｅＭＡＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
｜ ｙ^ｉ － ｙｉ ｜ ， （１７）

ｅＲＭＳＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
（ ｙ^ｉ － ｙｉ） ２ ， （１８）

ｅＳＭＡＰＥ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １

｜ ｙ^ｉ － ｙｉ ｜
（ ｙ^ｉ － ｙｉ） ／ ２

， （１９）

式中， Ｎ 为预测点总数，ｙ^ｉ 和 ｙｉ 分别为第 ｉ 个风速预

测值和实际值．

４　 算例分析

２０２１ 年 １１ 月 ６—８ 日，河南省全省出现大范围

降温过程，期间大部分地区伴有大风天气，其中驻马

店市某县遭遇恶劣的寒潮大风天气．该地 ６—８ 日连

续 ３ ｄ 的温度和风速变化如图 ５ 所示，在红色部分气

温急剧下降，且风速不断上升，该气象变化符合寒潮

大风天气的物理变化过程，证实该地遭遇恶劣的寒

潮大风天气．据此选择该地为研究对象，进行极端天

气下的短时风速预测．
本文风速预报时长为 １ ｈ，即进行提前 １ ｈ 预测．

预测模式为滚动预测，滚动循环预测 ３ ｄ，共 ７２ 个数

据点，并对这 ７２ 个数据进行可视化对比，来验证模

型的准确性．

４􀆰 １　 数据准备

使用河南省驻马店市某县的实测天气历史数据

进行实验，时间跨度为 ２０２０ 年 ７ 月 １８ 日至 ２０２２ 年 ７
月 １８ 日．所采集的气象数据包括温度、湿度、雨量、风

８７５
刘善峰，等．基于误差修正的极端天气下风速预测．
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向和风速等，采样周期为 １ ｈ，２ 年合计 １６ ９７２ 个样本

点．选取温度、湿度、风速、雨量和新构建的特征温度差

为模型输入特征，对风速进行小时级别的短时预测．
将全部数据分别划分为训练集、验证集和测试

集进行算例实验，其中训练集的比例为 ７０％，用于对

模型进行训练，验证集的比例为 １０％，用于训练过程

中选取最优参数模型，测试集的比例为 ２０％，用于对

模型进行测试．
风速时间序列如图 ６ 所示，从图 ６ 中可以看出

风速波动性大、随机性强，用深度学习的方法对数据

构建非线性的模型映射关系，对风速预测能取到较

好的预测效果．

图 ６　 风速时间序列

Ｆｉｇ􀆰 ６　 Ｔｉｍｅ ｓｅｒｉｅｓ ｆｏｒ ｗｉｎｄ ｓｐｅｅｄ

４􀆰 ２　 构建样本

深度学习需要足量的数据支持，驻马店市某县

记录的气象数据可利用的数据因素有风速、温度、湿
度和雨量．据此，可构建新特征温度差，给模型提供

更多的数据．
模型采用滑动时间窗口的预测方式，如图 ７ 所

示，即输入 １６ ｈ 的气象数据，输出 １ ｈ 的风速预测

值．采用滑动时间窗口的方式，能把整个数据集划分

为若干个 ５×１６ 的矩阵向量（温度、湿度、风速、雨量

和温度差 ５ 个输入特征，１６ ｈ 的气象数据），对这个

矩阵进行归一化后输入到模型中进行训练预测．

图 ７　 滑动窗口结构

Ｆｉｇ􀆰 ７　 Ｓｌｉｄｅ ｗｉｎｄｏｗ ｓｔｒｕｃｔｕｒｅ

４􀆰 ３　 ＴＣＮ⁃ＢｉＬＳＴＭ 模型预测

多维气象数据直接输入 ＢｉＬＳＴＭ 神经网络进行

预测时，由于网络不能有效地提取多维数据特征信

息，会导致预测效果欠佳．而时间卷积网络针对多维

信息可以有效提取特征，通过扩张因果卷积对多维

数据进行卷积运算，提取最关键的特征．初始化的卷

积核在一次次的反向传播迭代过程中，参数会不断

得到更新，进而逼近所期望的真实解．通过这种方

式，可以实现多维数据到一维数据的映射，即气象数

据经过 ＴＣＮ 提取特征之后会生成一个特征向量，该
向量包含着原始数据的关键信息．

通过 ＴＣＮ 提取气象因素和变量之间的相关特

征，ＢｉＬＳＴＭ 进一步建立提取的特征与风速之间的关

系，即将提取到的特征张量处理成一维向量输入到

全连接层，全连接层直接输出下一时刻风速预测值．
ＴＣＮ⁃ＢｉＬＳＴＭ 模型以下一时刻即下一小时的风速为

预测目标．
所搭建的 ＴＣＮ⁃ＢｉＬＳＴＭ 模型主要结构包括三个

ＴＣＮ 残差块、一个 ＢｉＬＳＴＭ 层以及一个全连接层．根
据经验、文献及试验，模型的各层网络超参数设置如

下：每个残差块的卷积层包含 １６ 个卷积核，卷积核

的大小为 ３，三个残差块的扩张因子分别为 １、２、４，
Ｄｒｏｐｏｕｔ 值设置为 ０􀆰 ４，时间步数为 １６，处理数据的

批次大小为 １２８，模型训练的 ｅｐｏｃｈ 数为 １００．
ＴＣＮ⁃ＢｉＬＳＴＭ 模型流程如图 ８ 所示，其中带底色

部分（虚线框内）为模型主要结构，残差块即为 ＴＣＮ．
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将数据分别划分为训练集、验证集和测试集进行算

例实验，其中训练集的比例为 ７０％，用于对模型进行

训练，验证集的比例为 １０％，用于训练过程中选取最

优参数模型，测试集的比例为 ２０％，用于对模型进行

测试，获得风速初始预测值．

图 ８　 ＴＣＮ⁃ＢｉＬＳＴＭ 模型预测流程

Ｆｉｇ􀆰 ８　 Ｆｌｏｗ ｃｈａｒｔ ｆｏｒ ｗｉｎｄ ｓｐｅｅｄ ｐｒｅｄｉｃｔｉｏｎ
ｂａｓｅｄ ｏｎ ＴＣＮ⁃ＢｉＬＳＴＭ

图 ９　 误差子序列

Ｆｉｇ􀆰 ９　 Ｅｒｒｏｒ ｓｕｂｓｅｑｕｅｎｃｅｓ

４􀆰 ４　 ＶＭＤ 分解误差序列

误差序列由训练集、测试集和验证集得到，随着

ＴＣＮ⁃ＢｉＬＳＴＭ 预测模型不断输出风速预测值，误差序

列也在不断更新．误差序列计算公式如下：
ｅ（ ｔ） ＝ ｙ（ ｔ） － ｙ^（ ｔ）， （２０）

式中，ｙ（ ｔ）为真实风速值，ｙ^（ ｔ）为风速预测值．
由式（２０）计算获得误差序列，利用 ＶＭＤ 分解

误差序列，其中分解时通过归一化中心频率观察

法［２０］确定合适的分解子序列个数．分别取 ｋ 为 ３ 到

７，对误差序列进行分解，分解后得到的各个模态分

量的归一化中心频率如表 １ 所示．可观察发现，中心

频率最小值逐渐减小且趋于稳定，中心频率最大值

逐渐变大且趋于稳定．当 ｋ＝ ６ 时，中心频率最大值和

最小值都保持相对稳定，考虑当 ｋ＞７ 时会出现过分

解的情况，因此，将序列分解个数选择为 ｋ ＝ ６．其他

参数如惩罚因子 α、保真度系数 τ 和收敛停止条件 ε
使用默认值即 α＝ ２ ０００，τ ＝ ０，ω ＝ １×１０－７ ．ＶＭＤ 算法

分解后的子序列如图 ９ 所示．为了便于观察，可视化

每一个子序列的前 ２ ０００ 个点，可以看到低频部分的

ＩＭＦ１ 分量是误差序列的趋势项，显示了误差的总体

变化趋势．

４􀆰 ５　 误差修正模型

将误差子序列归一化后分别输入到 ＢｉＬＳＴＭ 模

型中进行训练并预测，获得最终误差预测值．根据试

验，ＢｉＬＳＴＭ 模型的超参数设置如表 ２ 所示．最后将

０８５
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ＬＩＵ Ｓｈａｎｆｅｎｇ，ｅｔ ａｌ．Ｗｉｎｄ ｓｐｅｅｄ ｐｒｅｄｉｃｔｉｏｎ ｉｎ ｅｘｔｒｅｍｅ ｗｅａｔｈｅｒ ｂａｓｅｄ ｏｎ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ．



误差序列预测结果与 ＴＣＮ⁃ＢｉＬＳＴＭ 模型风速预测结

果进行加法运算，即将 ｔ 时刻的风速预测结果与 ｔ 时
刻的误差预测值相加，得到原风速预测结果基础上

优化的预测结果即为最终风速预测结果．

表 １　 不同 ｋ 值时 ＶＭＤ 分解后的归一化中心频率

Ｔａｂｌｅ １　 Ｎｏｒｍａｌｉｚｅｄ ｃｅｎｔｅｒ ｆｒｅｑｕｅｎｃｉｅｓ ａｆｔｅｒ ＶＭＤ
ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｋ ｖａｌｕｅｓ １０－３

ｋ ＩＭＦ１ ＩＭＦ２ ＩＭＦ３ ＩＭＦ４ ＩＭＦ５ ＩＭＦ６ ＩＭＦ７

３ ４５􀆰 ８２４ １７０􀆰 ７７１ ３６１􀆰 ６４４

４ ４４􀆰 ２１２ １６３􀆰 ５６９ ２７１􀆰 ３５７ ４０９􀆰 ３３４

５ ４２􀆰 ０７９ １５０􀆰 ２７９ ２３８􀆰 ４４１ ３３４􀆰 １１９ ４２９􀆰 １９８

６ ３１􀆰 ７３６ ９８􀆰 ７６６ １７１􀆰 ４９５ ２５８􀆰 ９８２ ３４８􀆰 ２２９ ４３６􀆰 ０３１

７ ２９􀆰 ５６７ ９５􀆰 １７２ １６６􀆰 ８７６ ２４０􀆰 ６４４ ３１６􀆰 ３１６ ３８５􀆰 ８８２ ４５７􀆰 １６５

表 ２　 ＢｉＬＳＴＭ 超参数及取值

Ｔａｂｌｅ ２　 Ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｖａｌｕｅｓ ｏｆ ＢｉＬＳＴＭ

超参数 取值

时间步长 １６

批次大小 ３２

ＢｉＬＳＴＭ 层数 １

隐藏层单元数 １２８

学习率 ０􀆰 ００１

４􀆰 ６　 结果分析

图 １０ 为驻马店市某县 ２０２１ 年 １１ 月 ６—８ 日的

风速预测曲线，预测时间范围为 ００：００—２３：００，风速

短时预测的时间尺度为 １ ｈ，滚动预测 ７２ ｈ．结合图

１０ 和历史天气数据可知，在用于实验的 ３ ｄ 天气数

据中，平均风速超过 １０􀆰 ８ ｍ ／ ｓ 的点有 ５ 个．根据天气

预报业务规范，预报业务中一般以平均风力达到 ６
级（≥１０􀆰 ８ ｍ ／ ｓ）作为大风标准（除台风和雷暴大风

外），数据证实该县遭遇大风极端天气．

图 １０　 对比模型预测曲线

Ｆｉｇ􀆰 １０　 Ｗｉｎｄ ｓｐｅｅｄ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ
ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ａｎｄ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｏｄｅｌｓ

为验证 ＴＣＮ⁃ＢｉＬＳＴＭ 组合模型预测性能，分别

建立了 ＬＳＴＭ、ＢｉＬＳＴＭ、ＴＣＮ 三个深度学习模型作为

对比．计算各模型的误差指标，如表 ３ 所示．

表 ３　 各模型的误差指标结果

Ｔａｂｌｅ ３　 Ｅｒｒｏｒ ｉｎｄｉｃｅｓ ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｏｄｅｌｓ

模型 ＲＭＳＥ ＭＡＥ ＳＭＡＰＥ ／ ％

ＬＳＴＭ １􀆰 ７８２ ８ １􀆰 ２６５ ２ ３２􀆰 ７１

ＢｉＬＳＴＭ １􀆰 ６９２ ６ １􀆰 ２２９ ５ ３２􀆰 ８７

ＴＣＮ １􀆰 ８２２ ８ １􀆰 ２６１ ２ ３２􀆰 ５２

ＴＣＮ⁃ＢｉＬＳＴＭ １􀆰 ５０５ ９ １􀆰 ０２８ ２ ２８􀆰 ９７

由表 ３ 可以看出，ＴＣＮ 和 ＬＳＴＭ 模型预测效果相

近．ＬＳＴＭ 模型的 ＲＭＳＥ 为 １􀆰 ７８２ ８，ＭＡＥ 为 １􀆰 ２６５ ２，
ＳＭＡＰＥ 为 ３２􀆰 ７１％，而 ＢｉＬＳＴＭ 模型的 ＲＭＳＥ、ＭＡＥ、
ＳＭＡＰＥ 分别为 １􀆰 ６９２ ６、１􀆰 ２２９ ５ 和 ３２􀆰 ８７％，ＢｉＬＳＴＭ
模型比 ＬＳＴＭ 模型的 ＲＭＳＥ 减少了 ５􀆰 ０６％，ＭＡＥ 降

低了 ２􀆰 ８２％，ＳＭＡＰＥ 基本一致，说明双向长短期记

忆网络较于长短期网络能提取更多的信息，预测效

果要略好．组合模型 ＴＣＮ⁃ＢｉＬＳＴＭ 三个误差指标相较

三个 单 一 模 型 有 了 较 大 提 升， ＴＣＮ⁃ＢｉＬＳＴＭ 的

ＲＭＳＥ、ＭＡＥ 和 ＳＭＡＰＥ 相比 ＢｉＬＳＴＭ 分别减少了

１１􀆰 ０３％、１８􀆰 ９５％和 １１􀆰 ８６％，说明 ＴＣＮ 对气象数据

起到了特征提取的作用，提高了预测精度．
为验证所提误差修正模型的有效性，选择模型

１、模型 ２ 与所提误差修正模型进行对比分析．模型 １
将未经过分解的原始误差序列输入到 ＢｉＬＳＴＭ 模型

中进行训练预测；模型 ２ 先用 ＣＥＥＭＤＡＮ 方法对误

差序列进行分解，随后分别构建 ＢｉＬＳＴＭ 模型进行训

练预测；本文方法为基于 ＶＭＤ 分解的误差修正模

型．将三个模型分别训练预测得到误差预测结果，叠
加误差预测结果与原模型预测结果得到最终风速预

测结果，各模型的误差指标如表 ４ 所示、预测效果如

图 １１ 所示．

表 ４　 误差指标结果

Ｔａｂｌｅ ４　 Ｅｒｒｏｒ ｉｎｄｉｃｅｓ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ
ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ ｍｏｄｅｌｓ

模型 ＲＭＳＥ ＭＡＥ ＳＭＡＰＥ ／ ％

ＴＣＮ⁃ＢｉＬＳＴＭ １􀆰 ５０５ ９ １􀆰 ０２８ ２ ２８􀆰 ９７

模型 １ １􀆰 ５１２ ５ １􀆰 １７９ ５ ３５􀆰 ４３

模型 ２ １􀆰 １３２ ６ ０􀆰 ８６７ ４ ２５􀆰 １４

本文方法 ０􀆰 ６３２ ９ ０􀆰 ４４７ ４ １３􀆰 ４６

模型 １ 的误差序列未经分解处理，叠加误差预

测结果后风速预测效果反而降低，模型 ２ 以及本文

１８５
学报（自然科学版），２０２３，１５（５）：５７４⁃５８４

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２３，１５（５）：５７４⁃５８４



图 １１　 误差模型对比

Ｆｉｇ􀆰 １１ Ｗｉｎｄ ｓｐｅｅｄ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ
ｂｅｔｗｅｅｎ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ ｍｏｄｅｌｓ

误差修正模型均对误差原始序列进行分解，降低了

误差序列的复杂程度．根据误差指标可以看出模型 ２
的 ＲＭＳＥ、ＭＡＥ 和 ＳＭＡＰＥ 分别为 １􀆰 １３２ ６、０􀆰 ８６７ ４
和 ２５􀆰 １４％， 较 原 始 模 型 分 别 降 低 了 ２４􀆰 ７９％、
１５􀆰 ６４％和 １３􀆰 ２２％；基于误差修正的风速预测模型

的 ＲＭＳＥ 为 ０􀆰 ６３２ ９，ＭＡＥ 为 ０􀆰 ４４７ ４， ＳＭＡＰＥ 为

１３􀆰 ４６％，分别比未经误差修正的 ＴＣＮ⁃ＢｉＬＳＴＭ 组合

模型降低了 ５７􀆰 ９７％、５６􀆰 ４８％和 ５３􀆰 ５５％．对比上述 ３
个模型可以得出：对误差序列进行分解预测，误差模

型对风速预测的精度有提升；分解方法中 ＶＭＤ 效果

优于 ＣＥＥＭＤＡＮ，本文方法对原模型的预测结果起

到了较好的校正作用，能有效拟合极端天气下的大

风风速，体现了方法的有效性．
本文预测方法在 ＴＣＮ⁃ＢｉＬＳＴＭ 组合模型的基础

上加入了误差修正模型，由图 １１ 可以看出，该方法

的风速曲线相比于组合模型 ＴＣＮ⁃ＢｉＬＳＴＭ 更贴近真

实风速．在第 １ ～ １５ 个时间点以及第 ５０ ～ ７２ 个时间

点时，该地为正常天气，风速较小，风速变化趋势较

为平缓，此时构建的 ＬＳＴＭ、ＢｉＬＳＴＭ、ＴＣＮ 和 ＴＣＮ⁃
ＢｉＬＳＴＭ 以及误差修正模型均能有效预测出风速，预
测精度较高．而在第 １６～４９ 个时间点时，该地遭遇了

极端天气，风速有一个急剧上升的过程，风速变化剧

烈．由图 １０ 可以看出 ＬＳＴＭ、ＴＣＮ 和 ＴＣＮ⁃ＢｉＬＳＴＭ 等

模型此时预测的风速仅能部分拟合真实风速的变化

趋势，且预测值与真实值相差较大；对比图 １１ 中

ＴＣＮ⁃ＢｉＬＳＴＭ 组合模型和误差修正预测模型，可知误

差修正模型在极端天气下能有效拟合风速急剧的变

化趋势，且能较为准确地预测出风速，相比 ＴＣＮ⁃ＢｉＬ⁃
ＳＴＭ 模型有了较大的性能提升，极端天气下的风速

预测结果与真实数据更加吻合．
为了进一步评价模型的预测性能，添加了两种

最新风速预测算法进行对比分析． ＣＥＥＭＤＡＮ⁃Ｒｅｓ⁃
ＧＲＵ 是一种基于模式分解、残差网络和门控循环单

元网络（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，ＧＲＵ）的风速预测模

型，Ｔｒａｎｓｆｏｒｍｅｒ 为当前热门的预测模型．由表 ５ 可得，
本文方法的三种误差评价指标均优于 ＣＥＥＭＤＡＮ⁃
Ｒｅｓ⁃ＧＲＵ 模型和 Ｔｒａｎｓｆｏｒｍｅｒ 模型．图 １２ 预测曲线也

可以看出本文方法预测曲线更贴近真实风速，基于

误差修正的风速预测模型具有更好的预测效果和模

型鲁棒性．

表 ５　 模型误差指标对比结果

Ｔａｂｌｅ ５　 Ｅｒｒｏｒ ｉｎｄｉｃｅｓ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ
ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ａｎｄ ｎｏｖｅｌ ｍｏｄｅｌｓ

模型 ＲＭＳＥ ＭＡＥ ＳＭＡＰＥ ／ ％

ＣＥＥＭＤＡＮ⁃Ｒｅｓ⁃ＧＲＵ ０􀆰 ９４１ ５ ０􀆰 ７１８ ４ ２０􀆰 ８９

Ｔｒａｎｓｆｏｒｍｅｒ １􀆰 ５３４ ６ １􀆰 ０６４ ０ ２９􀆰 ０１

本文方法 ０􀆰 ６３２ ９ ０􀆰 ４４７ ４ １３􀆰 ４６

图 １２　 模型预测对比

Ｆｉｇ􀆰 １２　 Ｗｉｎｄ ｓｐｅｅｄ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ
ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ａｎｄ ｎｏｖｅｌ ｍｏｄｅｌｓ

５　 结语

由于大风极端天气具有突发性，且风速变化急

剧，难以对风速进行准确预测．针对此问题，本文提

出一种基于 ＴＣＮ⁃ＢｉＬＳＴＭ 和误差修正的风速预测模

型，通过算例和模型对比得到以下结论：
１）ＴＣＮ 能有效提取时间序列数据的特征，经

ＴＣＮ 提取特征后再构建 ＢｉＬＳＴＭ 模型对风速进行预

测，能使模型的预测精度更高．
２）误差序列带有风速的信息，对误差序列进行

ＶＭＤ 分解后构建误差修正模型，误差修正机制能进

一步提高极端天气下的风速预测精度．
３）极端天气下风速急剧变化时，本文模型更能

追踪风速的变化趋势，预测值较其他模型更加准确．

２８５
刘善峰，等．基于误差修正的极端天气下风速预测．

ＬＩＵ Ｓｈａｎｆｅｎｇ，ｅｔ ａｌ．Ｗｉｎｄ ｓｐｅｅｄ ｐｒｅｄｉｃｔｉｏｎ ｉｎ ｅｘｔｒｅｍｅ ｗｅａｔｈｅｒ ｂａｓｅｄ ｏｎ ｅｒｒｏｒ ｃｏｒｒｅｃｔｉｏｎ．
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