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基于 ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 的短期风向预测

摘要
为了提高短期风向的预测精度，提

出 一 种 基 于 集 合 经 验 模 态 分 解
（ Ｅｎｓｅｍｂｌｅ Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ
Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＥＭＤ）、 卷 积 神 经 网 络
（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ）和门
控循环单元网络（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，
ＧＲＵ） 的混合模型：ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ．针
对风向序列的随机性和不平稳性等特
点，先利用 ＥＥＭＤ 将数据分解成多个分
量；再运用 ＣＮＮ 的局部连接和权值共享
来提取分量中的潜在特征；最后，使用
ＧＲＵ 对 ＣＮＮ 所提取的潜在特征进一步
构建特征，叠加各分量的预测值，得到最
终预测结果．实验结果表明：相对于 ＢＰ
神经网络和长短期记忆网络（Ｌｏｎｇ Ｓｈｏｒｔ⁃
Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ） 等其他模型，本文
所提出的预测方法取得了良好的性能．
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０　 引言

　 　 近年来，不可再生能源日益匮乏．除了积极提高能源效率外，从自

然界中直接获得的可再生能源引起了许多学者的关注．风能、太阳能

和潮汐能等均已被用于电力转换［１］，因此可再生发电的部署是低碳

经济的关键推动力［２］ ．由于对风力发电的需求不断增长，加上社会、环
境以及经济因素的制约，使得目前风力涡轮和风电场规模增加［３］ ．风
向变化是影响风力涡轮机运行最重要的环境因素之一，风向预测可

用于设计最佳偏航控制的风力涡轮机．受台风、复杂地形以及上游风

力发电机产生尾流等因素的影响，风力发电的来风方向总是在变化，
导致每个风力涡轮机的进入风向也不同．针对风向变化，大型风力涡

轮机对偏航控制系统采用不同的控制策略［４］ ．动态偏航过程是由连续

的静态偏航过程形成的，因此对静态偏航的研究是动态偏航的基础．
国内外学者对静态偏航风力发电机的空气动力学性质进行了许多研

究，通过对风向角度的研究可知：当风速不变时，短时间内的风向变

化导致迎面风速降低，风力涡轮机转子速度也随之降低．
目前，国内外学者针对短期风向的预测做了大量的研究并提出

了很多方法．在风向预测方面，建立混合模型来寻找最优预测方法是

比较常见的研究策略，例如：唐振浩等［５］ 提出一种基于数据解析的混

合风向预测算法；Ｓａｒｉ 等［６］ 基于 ３ＤＣＮＮ 和深度卷积 ＬＳＴＭ 提出短期

风速和风向预测方法；Ｃｈｉｔｓａｚａｎ 等［７］ 基于非线性函数的回波状态网

络来预测风向．
风向数据具有随机性、不确定性等特点［８］ ．为提高风向测量的准

确性，本文提出了一种基于 ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 的混合预测模型．此模型

先运用集合经验模态分解（Ｅｎｓｅｍｂｌｅ Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ，
ＥＥＭＤ）算法对原始风向序列进行分解，得到更能反映风向序列变化

特性的多个分量，以降低不平稳性和间歇性；其次使用卷积神经网络

（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ）提取潜在特征，使得各分量简单

化；最后利用门控循环单元网络（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，ＧＲＵ）拟合输

入数据，输出各分量的预测值，通过叠加得到最终的风向预测值．

１　 ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 混合模型

１ １　 ＥＥＭＤ 模型

ＥＥＭＤ 本质上是叠加高斯白噪声的多重经验模态分解（ＥＭＤ） ［９］ ．



　 　 　 　它先利用频率分布均匀的高斯白噪声的统计特性，
通过每次添加的白噪声来改变信号的极值点特征，
然后对多个 ＥＭＤ 得到的对应的基本模态分量

（ＩＭＦ）进行整体平均，以抵消加入的白噪声，从而有

效抑制模态混叠的产生．记加入噪声的总次数为 Ｎ，
ＥＥＭＤ 的步骤如下：

１） 对原始信号 ｘ（ ｔ） 加一个标准正态分布的白

噪声 ｎｉ（ ｔ）：
ｘｉ（ ｔ） ＝ ｘ（ ｔ） ＋ ｎｉ（ ｔ）， （１）

其中， ｎｉ（ ｔ） 表示第 ｉ 次加入的白噪声序列，ｘｉ（ ｔ） 表

示第 ｉ 次实验的附加噪声信号．
２） 对新的信号序列 ｘｉ（ ｔ） 执行 ＥＭＤ，得到 Ｊ 个

模态分量和 １ 个残差分量：

ｘｉ（ ｔ） ＝ ∑
Ｊ

ｊ ＝ １
ＩＭＦ′ｊ ＋ ｅｉ（ ｔ）， （２）

其中， ＩＭＦ′ｊ和 ｅｉ（ ｔ） 分别为 ｘｉ（ ｔ） 由ＥＭＤ产生的第 ｊ个
模态分量以及残差分量，ｅｉ（ ｔ） 代表信号的平均趋势．

３） 将步骤 １） 和 ２） 重复 Ｎ 次，得到 ＩＭＦ 的集

合为

｛ｃ１，ｊ（ ｔ），ｃ２，ｊ（ ｔ），…，ｃＮ，ｊ（ ｔ）｝，ｊ ＝ １，２，…，Ｊ． （３）
４） 根据不相关序列的统计平均值为零这一原

则，将上述对应的 ＩＭＦ 进行集合平均运算，得到

ＥＥＭＤ 的最终分量，即：

ｃｊ（ ｔ） ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
ｃｉ，ｊ（ ｔ）， （４）

其中， ｃｊ（ ｔ） 是 ＥＥＭＤ 的第 ｊ 个 ＩＭＦ．

１ ２　 ＣＮＮ 模型

作为一类包含卷积计算的前馈神经网络，ＣＮＮ
是深度学习的代表性算法之一［１０］ ．人工神经元可以

响应周围单元，进行大型数据处理，它通过数据的转

换以及降维将原始输入映射为新的特征．与标准的

全连接网络不同的是，ＣＮＮ 具有特殊的网络结构，它
包括卷积层和池化层组成的特征提取器，利用局部

连接和权值共享来提取原始数据的特征，使得网络

模型变得简单，从而加快训练速度、提高泛化性能．
在 ＣＮＮ 网络中卷积层之后会跟上一个池化层，其作

用是提取局部均值或最大值，一般常见的多为最大

值池化层［１１］ ．
本文选用一维卷积神经网络，将风向建模为一

系列时间序列数据．ＣＮＮ 通过减少权值输入提取时

序序列特征，挖掘数据之间的联系，再将处理后的特

征传入 ＧＲＵ 网络中．
一维卷积经常用在信号处理中，以计算信号的

延迟累计．假设在每个时刻 ｔ 都会产生一个信号 ｐｔ，
其衰减系数为 ｗｋ，即在 ｋ － １个时间延迟后为原来的

ｗｋ 倍．在时刻 ｔ收到的信号 ｑｔ 为当前信息和以往信息

产生的累加和，计算公式如下：
ｑｔ ＝ ｗ１ｐｔ ＋ ｗ２ｐｔ －１ ＋ … ＋ ｗｋｐｔ －ｋ＋１ ． （５）
一般把 ｗ１，ｗ２，ｗ３，…称为滤波器或者卷积核．假

设滤波器的长度为 Ｋ， 它与一个信号序列 ｐ１，ｐ２，
ｐ３，… 的卷积和为

ｑｔ ＝ ∑
Ｋ

ｋ ＝ １
ｗｋｐｔ －ｋ＋１ ． （６）

１ ３　 ＧＲＵ 网络

ＧＲＵ 是 ＬＳＴＭ 网络的一种变体［１２］，其结构更加

简单，而且效果也很好．因此，ＧＲＵ 是目前非常流行

的一种网络，可以解决循环神经网络（ＲＮＮ）中的长

依赖问题，广泛应用于时间序列的预测．
ＧＲＵ 与 ＬＳＴＭ 具有相似的数据流［１３］，但 ＧＲＵ

缺少单独的存储单元，使其在训练过程中效率更高．
ＬＳＴＭ 引入了输入门、遗忘门和输出门三个门函数，
分别控制输入值、记忆值和输出值．而在 ＧＲＵ 模型

中只有两个门：更新门和重置门，其具体结构如图 １
所示．在图 １ 中， ｚｔ 和 ｒｔ 分别表示更新门和重置门．
ＧＲＵ 的输入为前一时刻隐藏层的输出和当前的输

入，输出为下一时刻隐藏层的信息．重置门计算候选

隐藏层的输出，其作用是控制保留前一时刻的隐藏

层的数量．更新门是控制加入特定数量候选隐藏层

的输出信息，从而得到当前隐藏层的输出．

图 １　 ＧＲＵ 网络基本单元

Ｆｉｇ １　 Ｂａｓｉｃ ｕｎｉｔ ｏｆ ＧＲＵ ｎｅｔｗｏｒｋ

Ｓｉｇｍｏｉｄ 函数将数据映射到 ０ ～ １，用来描述应该

传递信息的数量，ｔａｎｈ 函数将值置于－１ 和 １ 之间．
ＧＲＵ 单元的计算公式如下：

ｒｔ ＝ σ（Ｗｒ·［ｈｔ －１，ｘｔ］）， （７）
ｚｔ ＝ σ（Ｗｚ·［ｈｔ －１，ｘｔ］）， （８）

９６５
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ｈｔ ＝ ｔａｎｈ（Ｗｈ·［ｒｔ∗ｈｔ －１，ｘｔ］）， （９）
ｈｔ ＝ （１ － ｚｔ）∗ｈｔ －１ ＋ ｚｔ∗ｈｔ， （１０）
ｙｔ ＝ σ（Ｗσ·ｈｔ）， （１１）

其中， ［ ］ 表 示 两 个 向 量 相 连， ∗ 表 示 矩 阵 的

Ｈａｄａｍａｒｄ 积，σ 为 Ｓｉｇｍｏｉｄ 函数．

１ ４　 短期风向预测的 ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 混合模型

考虑到预测效率和准确率等要求，提出一种基

于 ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 的混合短期风向预测模型．采用

集合经验模态分解（ＥＥＭＤ）将数据分解为有限个基

本模态分量和 １ 个残差分量．卷积神经网络（ＣＮＮ）
具有特征提取能力，挖掘特征向量，从而提升预测性

能．门控循环单元网络（ＧＲＵ）可以学习序列相关性，
通过 ＣＮＮ 和 ＧＲＵ 的结合得到风向的预测值．

所建立的混合预测模型的流程如下：首先将具

有时序特征的数据集作为混合模型的输入；然后对

原始风向数据进行归一化处理，并划分出训练集和

测试集；最后采用所提出的混合模型进行预测，如图

２ 所示．混合模型的网络结构主要分为 ３ 层：第 １ 层

为 ＥＥＭＤ，它对原始数据进行分解，提高输入序列的

平滑性和可信度；第 ２ 层为 ＣＮＮ，通过构造一维卷积

层和池化层来提取特征；第 ３ 层是 ＧＲＵ，发挥其结构

简单、参数较少的优势［１４］，提高训练速度、缩短训练

时间以及预测时间，从而保证混合模型预测的快速

性以及准确性．因此，本文提出的 ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ
混合模型采用 ＥＥＭＤ 对数据集进行分解优化，并结

合 ＣＮＮ 预测时间短与 ＧＲＵ 预测准确性高的特点，
优化改进风向的预测．

２　 实例分析与结果展示

２ １　 数据来源与分析

选用土耳其 ２０１８ 年 ４ 月的风电场数据进行短

期风向预测，采样间隔为 １０ ｍｉｎ，共 ４ ３０５ 条数据，得
到的风向时间序列如图 ３ 所示．其中，前 ２ ／ ３ 的数据

作为训练集，后 １ ／ ３ 的数据作为测试集，用前 １ ｈ 风

向数据来预测下一时刻的风向，实现风向的滚动预

测．为了便于模型训练，在 ＣＮＮ⁃ＧＲＵ 前对数据进行

归一化处理，计算方式如下所示：

ｕ′ ＝
ｕ － ｕｍｉｎ

ｕｍａｘ － ｕｍｉｎ
， （１２）

其中， ｕ为原始的数据，ｕｍｉｎ 为最小值，ｕｍａｘ 为最大值．
由图 ３ 可以看出，风向数据具有随机性、不连续

性和非平稳性，并发现该风向数据不仅周期性差，而
且含有大量的高频分量等，因此需要对所选风向序

图 ２　 基于 ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 的短期风向预测流程

Ｆｉｇ ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｓｈｏｒｔ⁃ｔｅｒｍ ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ
ｐｒｅｄｉｃｔｉｏｎ ｖｉａ ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ

图 ３　 风向时间序列

Ｆｉｇ ３　 Ｔｉｍｅ ｓｅｒｉｅｓ ｏｆ ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ

列进行数据预处理．

２ ２　 误差评价指标

预测结果的误差评价采用均方根误差 （ Ｒｏｏｔ
Ｍｅａｎ Ｓｑｕａｒｅｄ Ｅｒｒｏｒ，ＲＭＳＥ）、绝对平均误差 （Ｍｅａｎ
Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ，ＭＡＥ）和决定系数（Ｒ⁃ｓｑｕａｒｅ，Ｒ２），公
式如下：

ｅＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（ ｄ^ｉ － ｄｉ） ２ ， （１３）

ｅＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
｜ ｄ^ｉ － ｄｉ ｜ ， （１４）
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Ｒ２ ＝ １ －
∑

ｎ

ｉ ＝ １
（ｄｉ － ｄ^ｉ） ２

∑
ｎ

ｉ ＝ １
（ｄｉ － ｄ） ２

， （１５）

其中， ｄ^ｉ 表示时刻 ｉ的预测值，ｄｉ 表示真实值，ｄ 表示

真实值的平均值，ｎ 为样本数量．

２ ３　 ＥＥＭＤ 风向数据分解

对风向数据集进行 ＥＥＭＤ，分解成 １２ 个 ＩＭＦ 和

１ 个残差（Ｒｅｓ），结果如图 ４ 所示．ＩＭＦ 反映风向数据

在不同影响因素下的分布，数据逐渐趋于平稳，Ｒｅｓ
能够反映风向序列的变化规律，并且整体的变化趋

势比较一致［１５］ ．
ＥＥＭＤ 将风向数据进行平稳化处理，各个 ＩＭＦ

分量包含了原始序列的不同时间尺度的局部特征信

号，使用 ＧＲＵ 模型对各分量特征进行单独预测，从
而降低预测难度．

２ ４　 ＣＮＮ 和 ＧＲＵ 网络设置

将 ＥＥＭＤ 分解后的数据分别输入 ＣＮＮ⁃ＧＲＵ 模

型进行训练，设置循环步长为 ６，即用前 ６ 个时刻的

数据预测当前数据．ＣＮＮ 的卷积层个数为 ３２，各层都

有卷积核，使用 ＢＮ 层对每个神经元做归一化处理，
池化窗口的大小为 １，激活函数为 ＲｅＬＵ．ＧＲＵ 的神

经元个数分别为 １２８ 和 ３２，选用 ＲｅＬＵ 作为激活函

数，Ａｄａｍ 作为优化器，迭代轮数为 １００．

２ ５　 实验结果及对比

分别使用 ＢＰ 神经网络、 ＬＳＴＭ、 ＧＲＵ、 ＣＮＮ⁃
ＧＲＵ、 ＥＭＤ⁃ＧＲＵ、 ＥＥＭＤ⁃ＧＲＵ、 ＶＭＤ⁃ＣＮＮ⁃ＧＲＵ、
ＥＭＤ⁃ＣＮＮ⁃ＧＲＵ、 ＥＥＭＤ⁃ＣＮＮ⁃ＬＳＴＭ、 ＥＥＭＤ⁃ＣＮＮ⁃
ＧＲＵ 进行仿真实验，其中 ＶＭＤ 是变分模态分解［１６］ ．
对各网络模型进行参数调优，使用相同的训练集进

行训练，并选取同样的测试集来预测风向，计算其

ＲＭＳＥ、ＭＡＥ 以及 Ｒ２，结果如表 １ 所示．通过观察表

１，可以得到如下结论：选用模型的 Ｒ２都大于 ０ ７７，
表明这 １０ 种模型都是有效的，且 ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ
的 ＲＭＳＥ、ＭＡＥ 和 Ｒ２ 表现优异．

为了更好地对比预测结果与原始数据的拟合程

度， 对 ＥＥＭＤ⁃ＧＲＵ、 ＶＭＤ⁃ＣＮＮ⁃ＧＲＵ、 ＥＭＤ⁃ＣＮＮ⁃
ＧＲＵ、ＥＥＭＤ⁃ＣＮＮ⁃ＬＳＴＭ、ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 在同一数

据集绘制风向预测曲线，结果如图 ５ 所示．为了更直

观地对比预测结果，将局部曲线进行了放大处理．从
图 ５ 可以明显地看出：ＥＥＭＤ⁃ＧＲＵ 在峰值区域出现

大幅偏差，而其他 ４ 种模型则能够较好地接近真实

图 ４　 ＥＥＭＤ 的结果

Ｆｉｇ ４　 Ｒｅｓｕｌｔｓ ｏｆ ＥＥＭＤ

曲线．此外，ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 模型的预测结果不仅

在峰值区域与真实值更吻合，在其他区域与实际变

化曲线也比较贴近．其主要原因是风向序列的非平

稳性导致 ＧＲＵ 对原始序列的变化趋势不能很好地

预测，而加入 ＥＥＭＤ 进行分解重构，并用 ＣＮＮ 进行

转换及降维，就可以大大缓解此问题，使得模型的预

测精度更高．
在表 １ 中， ＥＥＭＤ⁃ＣＮＮ⁃ＬＳＴＭ 与 ＥＥＭＤ⁃ＣＮＮ⁃

ＧＲＵ 的预测性能接近，且显著优于其他模型．下面比

１７５
学报（自然科学版），２０２３，１５（５）：５６８⁃５７３

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２３，１５（５）：５６８⁃５７３



表 １　 不同模型预测结果对比

Ｔａｂｌｅ １　 Ｆｏｒｅｃａｓｔｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 ＲＭＳＥ ＭＡＥ Ｒ２

ＢＰ ３５ ６５４ ６ １６ ９８３ ２ ０ ７８２ ０
ＬＳＴＭ ３６ ５０６ ４ １６ ５３３ ４ ０ ７７１ ５
ＧＲＵ ３６ ６０６ ７ １８ ２９６ ４ ０ ７７０ ２

ＣＮＮ⁃ＧＲＵ ３１ ０４０ ２ １２ ６４８ ２ ０ ８３４ ８
ＥＭＤ⁃ＧＲＵ ３８ ３０４ ０ ２２ ４５０ ９ ０ ７４８ ４
ＥＥＭＤ⁃ＧＲＵ ３３ ４０７ １ １７ １２９ ３ ０ ８０８ ６

ＶＭＤ⁃ＣＮＮ⁃ＧＲＵ １５ ９６４ ９ ８ ４８８ １ ０ ９５６ ３
ＥＭＤ⁃ＣＮＮ⁃ＧＲＵ １７ ８３３ ０ １０ ５４４ ０ ０ ９４５ ５

ＥＥＭＤ⁃ＣＮＮ⁃ＬＳＴＭ １２ ５１４ １ ６ ７４１ １ ０ ９７３ １
ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ １２ ４１４ ３ ６ ６４７ ８ ０ ９７３ ６

图 ５　 不同模型的风向预测曲线

Ｆｉｇ ５　 Ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ ｃｕｒｖｅｓ ｐｒｅｄｉｃｔｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

较这两种模型在预测阶段的运行时间，结果如表 ２
所示．从表 ２ 可以看出，所提出混合模型的预测时间

大约是 ＥＥＭＤ⁃ＣＮＮ⁃ＬＳＴＭ 的 ６８％，即 ＥＥＭＤ⁃ＣＮＮ⁃
ＧＲＵ 具有较短的计算时间．

表 ２　 两种模型预测时间对比

Ｔａｂｌｅ ２　 Ｐｒｅｄｉｃｔｉｏｎ ｔｉｍｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｗｏ ｍｏｄｅｌｓ
模型 预测时间 ／ ｓ

ＥＥＭＤ⁃ＣＮＮ⁃ＬＳＴＭ １ ５４６

ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ １ ０５１

３　 结论

为了更好地预测短期风向，本文提出了一种基

于 ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 的混合风向预测模型．经实验验

证，得到以下结论．
１） 对风向序列使用 ＥＥＭＤ，得到更能反映风向

序列变化特性的多个模态分量和残差分量，从而降

低风向的不平稳性、间歇性和非线性对预测结果的

不利影响．
２） 引进 ＣＮＮ⁃ＧＲＵ 混合预测模型，先使用 ＣＮＮ

提取潜在特征，使数据简单化，再利用 ＧＲＵ 时序依

赖的特性，对输入数据进行拟合，直接输出各分量的

预测值，最终通过叠加得到风向预测值．相比于其他

的分解预测方法，所提模型降低了预测难度；与 ＥＥ⁃
ＭＤ⁃ＣＮＮ⁃ＬＳＴＭ 相比，ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 缩短了预测

时间．
３） 所提混合模型结合了 ＥＥＭＤ、ＣＮＮ 和 ＧＲＵ

各自的特点．实验结果表明，相比于其他预测模型，
ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 的风向短期预测精度较高，验证了

模型的可行性以及一定的优越性，为后续风力发电

中风向的预测问题提供了一种新的方法．

参考文献
Ｒｅｆｅｒｅｎｃｅｓ

［ １ ］　 侯成伟，单小彪，宋汝君，等．风向自适应型涡激振动
压电俘能器的试验研究［ Ｊ］．机械工程学报，２０２２，５８
（２０）：１２０⁃１２７
ＨＯＵ Ｃｈｅｎｇｗｅｉ，ＳＨＡＮ Ｘｉａｏｂｉａｏ，ＳＯＮＧ Ｒｕｊｕｎ，ｅｔ ａｌ．Ｅｘ⁃
ｐｅｒｉｍｅｎｔａｌ ｓｔｕｄｙ ｏｆ ｏｒｉｅｎｔａｔｉｏｎ ａｄａｐｔｉｖｅ ｐｉｅｚｏｅｌｅｃｔｒｉｃ ｅｎ⁃
ｅｒｇｙ ｈａｒｖｅｓｔｅｒ ｂａｓｅｄ ｏｎ ｖｏｒｔｅｘ ｉｎｄｕｃｅｄ ｖｉｂｒａｔｉｏｎ ［ Ｊ］．
Ｊｏｕｒｎａｌ ｏｆ Ｍｅｃｈａｎｉｃａｌ Ｅｎｇｉｎｅｅｒｉｎｇ， ２０２２， ５８ （ ２０ ）：
１２０⁃１２７

［ ２ ］　 Ｐｅａｒｒｅ Ｎ，Ｓｗａｎ Ｌ．Ｃｏｍｂｉｎｉｎｇ ｗｉｎｄ，ｓｏｌａｒ，ａｎｄ ｉｎ⁃ｓｔｒｅａｍ
ｔｉｄａｌ ｅｌｅｃｔｒｉｃｉｔｙ ｇｅｎｅｒａｔｉｏｎ ｗｉｔｈ ｅｎｅｒｇｙ ｓｔｏｒａｇｅ ｕｓｉｎｇ ａ
ｌｏａｄ⁃ｐｅｒｔｕｒｂａｔｉｏｎ ｃｏｎｔｒｏｌ ｓｔｒａｔｅｇｙ ［ Ｊ ］． Ｅｎｅｒｇｙ， ２０２０，
２０３：１１７８９８

［ ３ ］　 Ｇａｕｍｏｎｄ Ｍ，Ｒéｔｈｏｒé Ｐ Ｅ，Ｏｔｔ Ｓ，ｅｔ ａｌ．Ｅｖａｌｕａｔｉｏｎ ｏｆ ｔｈｅ
ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ ｕｎｃｅｒｔａｉｎｔｙ ａｎｄ ｉｔｓ ｉｍｐａｃｔ ｏｎ ｗａｋｅ ｍｏｄｅｌ⁃
ｉｎｇ ａｔ ｔｈｅ Ｈｏｒｎｓ Ｒｅｖ ｏｆｆｓｈｏｒｅ ｗｉｎｄ ｆａｒｍ ［ Ｊ ］． Ｗｉｎｄ
Ｅｎｅｒｇｙ，２０１４，１７（８）：１１６９⁃１１７８

［ ４ ］　 Ｚｈａｏ Ｓ，Ｗａｎｇ Ｊ Ｗ，Ｈａｎ Ｙ Ｘ，ｅｔ ａｌ．Ｒｅｓｅａｒｃｈ ｏｎ ｔｈｅ ｒｏｔｏｒ
ｓｐｅｅｄ ａｎｄ ａｅｒｏｄｙｎａｍｉｃ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｏｆ ａ ｄｙｎａｍｉｃ
ｙａｗｉｎｇ ｗｉｎｄ ｔｕｒｂｉｎｅ ｗｉｔｈ ａ ｓｈｏｒｔ⁃ｔｉｍｅ ｕｎｉｆｏｒｍ ｗｉｎｄ ｄｉ⁃
ｒｅｃｔｉｏｎ ｖａｒｉａｔｉｏｎ［Ｊ］．Ｅｎｅｒｇｙ，２０２２，２４９：１２３５８０

［ ５ ］　 唐振浩，赵赓楠，曹生现，等．一种基于数据解析的混
合风向预测算法 ［ Ｊ］． 太阳能学报， ２０２１， ４２ （ ９）：
３４９⁃３５６
ＴＡＮＧ Ｚｈｅｎｈａｏ，ＺＨＡＯ Ｇｅｎｇｎａｎ，ＣＡＯ Ｓｈｅｎｇｘｉａｎ，ｅｔ ａｌ．
Ａ ｄａｔａ ａｎａｌｙｓｔｉｃ ｂａｓｅｄ ｈｙｂｒｉｄ ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ ｐｒｅｄｉｃｔｉｏｎ
ａｌｇｏｒｉｔｈｍ［Ｊ］．Ａｃｔａ Ｅｎｅｒｇｉａｅ Ｓｏｌａｒｉｓ Ｓｉｎｉｃａ，２０２１，４２（９）：
３４９⁃３５６

［ ６ ］　 Ｓａｒｉ Ａ Ｐ， Ｓｕｚｕｋｉ Ｈ，Ｋｉｔａｊｉｍａ Ｔ， ｅｔ ａｌ． Ｓｈｏｒｔ⁃ｔｅｒｍ ｗｉｎｄ
ｓｐｅｅｄ ａｎｄ ｄｉｒｅｃｔｉｏｎ ｆｏｒｅｃａｓｔｉｎｇ ｂｙ ３ＤＣＮＮ ａｎｄ ｄｅｅｐ ｃｏｎ⁃
ｖｏｌｕｔｉｏｎａｌ ＬＳＴＭ［Ｊ］．ＩＥＥＪ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｅｌｅｃｔｒｉｃａｌ ａｎｄ

２７５
史加荣，等．基于 ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ 的短期风向预测．

ＳＨＩ Ｊｉａｒｏｎｇ，ｅｔ ａｌ．Ｓｈｏｒｔ⁃ｔｅｒｍ ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ ｆｏｒｅｃａｓｔ ｖｉａ ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ．



Ｅｌｅｃｔｒｏｎｉｃ Ｅｎｇｉｎｅｅｒｉｎｇ，２０２２，１７（１１）：１６２０⁃１６２８
［ ７ ］ 　 Ｃｈｉｔｓａｚａｎ Ｍ Ａ，Ｆａｄａｌｉ Ｍ Ｓ，Ｔｒｚｙｎａｄｌｏｗｓｋｉ Ａ Ｍ．Ｗｉｎｄ

ｓｐｅｅｄ ａｎｄ ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ ｆｏｒｅｃａｓｔｉｎｇ ｕｓｉｎｇ ｅｃｈｏ ｓｔａｔｅ ｎｅｔ⁃
ｗｏｒｋ ｗｉｔｈ ｎｏｎｌｉｎｅａｒ ｆｕｎｃｔｉｏｎｓ ［ Ｊ］． Ｒｅｎｅｗａｂｌｅ Ｅｎｅｒｇｙ，
２０１９，１３１：８７９⁃８８９

［ ８ ］　 郑祚芳，范水勇，高华．风向偏差角对风机功率预测的
影响［Ｊ］．电网与清洁能源，２０２２，３８（５）：１０４⁃１０８，１１９
ＺＨＥＮＧ Ｚｕｏｆａｎｇ， ＦＡＮ Ｓｈｕｉｙｏｎｇ， ＧＡＯ Ｈｕａ． Ｔｈｅ
ｉｎｆｌｕｅｎｃｅ ｏｆ ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ ｄｅｖｉａｔｉｏｎ ａｎｇｌｅ ｏｎ ｗｉｎｄ ｐｏｗｅｒ
ｐｒｅｄｉｃｔｉｏｎ［Ｊ］．Ｐｏｗｅｒ Ｓｙｓｔｅｍ ａｎｄ Ｃｌｅａｎ Ｅｎｅｒｇｙ，２０２２，３８
（５）：１０４⁃１０８，１１９

［ ９ ］　 张瑞成，曹志新．基于 ＥＥＭＤ⁃ＬＳＴＭ 的冷连轧机振动预
测研究［Ｊ］．锻压技术，２０２２，４７（９）：１７４⁃１８１
ＺＨＡＮＧ Ｒｕｉｃｈｅｎｇ， ＣＡＯ Ｚｈｉｘｉｎ． Ｒｅｓｅａｒｃｈ ｏｎ ｖｉｂｒａｔｉｏｎ
ｐｒｅｄｉｃｔｉｏｎ ｆｏｒ ｔａｎｄｅｍ ｃｏｌｄ ｒｏｌｌｉｎｇ ｍｉｌｌ ｂａｓｅｄ ｏｎ ＥＥＭＤ⁃
ＬＳＴＭ ［ Ｊ］． Ｆｏｒｇｉｎｇ ＆ Ｓｔａｍｐｉｎｇ Ｔｅｃｈｎｏｌｏｇｙ， ２０２２， ４７
（９）：１７４⁃１８１

［１０］ 　 Ｚｈａ Ｗ Ｓ，Ｌｉｕ Ｙ Ｐ，Ｗａｎ Ｙ Ｊ，ｅｔ ａｌ． Ｆｏｒｅｃａｓｔｉｎｇ ｍｏｎｔｈｌｙ
ｇａｓ ｆｉｅｌｄ ｐｒｏｄｕｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｔｈｅ ＣＮＮ⁃ＬＳＴＭ ｍｏｄｅｌ［Ｊ］．
Ｅｎｅｒｇｙ，２０２２，２６０：１２４８８９

［１１］　 吴香华，华亚婕，官元红，等．基于 ＣＮＮ⁃Ａｔｔｅｎｔｉｏｎ⁃ＢＰ 的
降水发生预测研究［Ｊ］．南京信息工程大学学报（自然
科学版），２０２２，１４（２）：１４８⁃１５５
ＷＵ Ｘｉａｎｇｈｕａ，ＨＵＡ Ｙａｊｉｅ，ＧＵＡＮ Ｙｕａｎｈｏｎｇ，ｅｔ ａｌ． Ａｐ⁃
ｐｌｉｃａｔｉｏｎ ｏｆ ＣＮＮ⁃Ａｔｔｅｎｔｉｏｎ⁃ＢＰ ｔｏ ｐｒｅｃｉｐｉｔａｔｉｏｎ ｆｏｒｅｃａｓｔ
［Ｊ］．Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ
＆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２２，１４（２）：
１４８⁃１５５

［１２］ 　 史加荣，赵丹梦，王琳华，等．基于 ＲＲ⁃ＶＭＤ⁃ＬＳＴＭ 的
短期风电功率预测［Ｊ］．电力系统保护与控制，２０２１，
４９（２１）：６３⁃７０
ＳＨＩ Ｊｉａｒｏｎｇ， ＺＨＡＯ Ｄａｎｍｅｎｇ， ＷＡＮＧ Ｌｉｎｈｕａ， ｅｔ ａｌ．
Ｓｈｏｒｔ⁃ｔｅｒｍ ｗｉｎｄ ｐｏｗｅｒ ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ ＲＲ⁃ＶＭＤ⁃

ＬＳＴＭ［ Ｊ］． Ｐｏｗｅｒ Ｓｙｓｔｅｍ Ｐｒｏｔｅｃｔｉｏｎ ａｎｄ Ｃｏｎｔｒｏｌ，２０２１，
４９（２１）：６３⁃７０

［１３］　 薛阳，王琳，王舒，等．一种结合 ＣＮＮ 和 ＧＲＵ 网络的超
短期风电预测模型［ Ｊ］．可再生能源，２０１９，３７（３）：
４５６⁃４６２
ＸＵＥ Ｙａｎｇ，ＷＡＮＧ Ｌｉｎ，ＷＡＮＧ Ｓｈｕ，ｅｔ ａｌ．Ａｎ ｕｌｔｒａ⁃ｓｈｏｒｔ⁃
ｔｅｒｍ ｗｉｎｄ ｐｏｗｅｒ ｆｏｒｅｃａｓｔｉｎｇ ｍｏｄｅｌ ｃｏｍｂｉｎｅｄ ｗｉｔｈ ＣＮＮ
ａｎｄ ＧＲＵ ｎｅｔｗｏｒｋｓ ［ Ｊ］． Ｒｅｎｅｗａｂｌｅ Ｅｎｅｒｇｙ Ｒｅｓｏｕｒｃｅｓ，
２０１９，３７（３）：４５６⁃４６２

［１４］　 王佳钰，郝思鹏，李森文，等．基于 ＥＳ⁃ＧＲＵ⁃ＬＳＴＭ 的风
电场群功率预测 ［ Ｊ］．计算技术与自动化，２０２２，４１
（３）：３７⁃４１
ＷＡＮＧ Ｊｉａｙｕ，ＨＡＯ Ｓｉｐｅｎｇ，ＬＩ Ｓｅｎｗｅｎ，ｅｔ ａｌ．Ｐｏｗｅｒ ｐｒｅ⁃
ｄｉｃｔｉｏｎ ｏｆ ｗｉｎｄ ｆａｒｍ ｇｒｏｕｐ ｂａｓｅｄ ｏｎ ＥＳ⁃ＧＲＵ⁃ＬＳＴＭ［Ｊ］．
Ｃｏｍｐｕｔｉｎｇ Ｔｅｃｈｎｏｌｏｇｙ ａｎｄ Ａｕｔｏｍａｔｉｏｎ， ２０２２， ４１ （ ３）：
３７⁃４１

［１５］　 徐岩，向益锋，马天祥．基于 ＥＭＤ⁃ＣＮＮ⁃ＬＳＴＭ 混合模
型的短期电力负荷预测［Ｊ］．华北电力大学学报（自然
科学版），２０２２，４９（２）：８１⁃８９
ＸＵ Ｙａｎ，ＸＩＡＮＧ Ｙｉｆｅｎｇ，ＭＡ Ｔｉａｎｘｉａｎｇ．Ｓｈｏｒｔ⁃ｔｅｒｍ ｐｏｗｅｒ
ｌｏａｄ ｆｏｒｅｃａｓｔｉｎｇ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ＥＭＤ⁃ＣＮＮ⁃ＬＳＴＭ
ｈｙｂｒｉｄ ｍｏｄｅｌ［Ｊ］． Ｊｏｕｒｎａｌ ｏｆ Ｎｏｒｔｈ Ｃｈｉｎａ Ｅｌｅｃｔｒｉｃ Ｐｏｗｅｒ
Ｕｎｉｖｅｒｓｉｔｙ，２０２２，４９（２）：８１⁃８９

［１６］　 韩莹，王乐豪，魏平慧，等．水库水位的 ＶＭＤ⁃ＣＮＮ⁃ＧＲＵ
混合预测模型［Ｊ ／ ＯＬ］．南京信息工程大学学报（自然
科学 版 ）： １⁃１１ ［ ２０２２⁃１１⁃１１ ］． ｈｔｔｐ： ／ ／ ｋｎｓ． ｃｎｋｉ． ｎｅｔ ／
ｋｃｍｓ ／ ｄｅｔａｉｌ ／ ３２ １８０１．Ｎ．２０２２１０３０ １８１３ ００２．ｈｔｍｌ
ＨＡＮ Ｙｉｎｇ， ＷＡＮＧ Ｌｅｈａｏ， ＷＥＩ Ｐｉｎｇｈｕｉ， ｅｔ ａｌ． ＶＭＤ⁃
ＣＮＮ⁃ＧＲＵ ｈｙｂｒｉｄ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ｏｆ ｒｅｓｅｒｖｏｉｒ ｗａｔｅｒ
ｌｅｖｅｌ［Ｊ ／ ＯＬ］．Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ
Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ （ Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ）：１⁃１１
［ ２０２２⁃１１⁃１１ ］． ｈｔｔｐ： ／ ／ ｋｎｓ． ｃｎｋｉ． ｎｅｔ ／ ｋｃｍｓ ／ ｄｅｔａｉｌ ／
３２ １８０１．Ｎ．２０２２１０３０ １８１３ ００２．ｈｔｍｌ

Ｓｈｏｒｔ⁃ｔｅｒｍ ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ ｆｏｒｅｃａｓｔ ｖｉａ ＥＥＭＤ⁃ＣＮＮ⁃ＧＲＵ

ＳＨＩ Ｊｉａｒｏｎｇ１ 　 ＧＯＵ Ｆａｎ１

１ Ｓｃｈｏｏｌ ｏｆ Ｓｃｉｅｎｃｅ，Ｘｉａｎ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ａｒｃｈｉｔｅｃｔｕｒｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ，Ｘｉａｎ　 ７１００５５，Ｃｈｉｎａ

Ａｂｓｔｒａｃｔ　 Ｔｏ ｉｍｐｒｏｖｅ ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｓｈｏｒｔ⁃ｔｅｒｍ ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ ｆｏｒｅｃａｓｔｉｎｇ，ａ ｈｙｂｒｉｄ ｍｏｄｅｌ，ｎａｍｅｄ ＥＥＭＤ⁃ＣＮＮ⁃
ＧＲＵ，ｉｓ ｐｒｏｐｏｓｅｄ ｂａｓｅｄ ｏｎ Ｅｎｓｅｍｂｌｅ Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ （ ＥＥＭＤ），Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ
（ＣＮＮ） ａｎｄ Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ （ＧＲＵ）．Ｔｈｅ ＥＥＭＤ ｉｓ ｕｓｅｄ ｔｏ ｄｅｃｏｍｐｏｓｅ ｔｈｅ ｄａｔａ ｉｎｔｏ ｍｕｌｔｉｐｌｅ ｃｏｍｐｏｎｅｎｔｓ ｔｏ
ａｄｄｒｅｓｓ ｔｈｅ ｒａｎｄｏｍｎｅｓｓ ａｎｄ ｕｎｓｔｅａｄｉｎｅｓｓ ｏｆ ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ ｓｅｒｉｅｓ，ｔｈｅｎ ｔｈｅ ｌｏｃａｌ ｃｏｎｎｅｃｔｉｏｎ ａｎｄ ｗｅｉｇｈｔ ｓｈａｒｉｎｇ ｏｆ
ＣＮＮ ａｒｅ ｅｍｐｌｏｙｅｄ ｔｏ ｅｘｔｒａｃｔ ｔｈｅ ｐｏｔｅｎｔｉａｌ ｆｅａｔｕｒｅｓ ｉｎ ｅａｃｈ ｃｏｍｐｏｎｅｎｔ，ａｎｄ ｔｈｅ ＧＲＵ ｉｓ ａｄｏｐｔｅｄ ｔｏ ｒｅｃｏｎｓｔｒｕｃｔ ｔｈｅ
ｅｘｔｒａｃｔｅｄ ｆｅａｔｕｒｅｓ ａｎｄ ｓｕｐｅｒｐｏｓｅ ｔｈｅ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ｏｆ ｅａｃｈ ｃｏｍｐｏｎｅｎｔ ｔｏ ｏｂｔａｉｎ ｔｈｅ ｆｉｎａｌ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ．Ｔｈｅ
ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｓｈｏｗ ｔｈａｔ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ｏｕｔｐｅｒｆｏｒｍｓ ｍｏｄｅｌｓ ｏｆ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ
ｍｅｍｏｒｙ （ＬＳＴＭ）．
Ｋｅｙ ｗｏｒｄｓ 　 ｗｉｎｄ ｄｉｒｅｃｔｉｏｎ ｆｏｒｅｃａｓｔｉｎｇ；ｅｎｓｅｍｂｌｅ ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ （ＥＥＭＤ）；ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ （ＣＮＮ）；ｇａｔｅｄ ｒｅｃｕｒｒｅｎｔ ｕｎｉｔ （ＧＲＵ）；ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ （ＬＳＴＭ）

３７５
学报（自然科学版），２０２３，１５（５）：５６８⁃５７３

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２３，１５（５）：５６８⁃５７３


