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安全屏障机制下基于 ＳＡＣ 算法的机器人导航系统

摘要
为了提高移动机器人自主导航系统

的智能化水平和安全性，设计了安全屏
障机制下基于 ＳＡＣ（ Ｓｏｆｔ Ａｃｔｏｒ⁃Ｃｒｉｔｉｃ）算
法的自主导航系统，并构建了依赖于机
器人与最近障碍物距离、目标点距离以
及偏航角的回报函数．在 Ｇａｚｅｂｏ 仿真平
台中，搭建载有激光雷达的移动机器人
以及周围环境．实验结果表明，安全屏障
机制在一定程度上降低了机器人撞击障
碍物的概率，提高了导航的成功率，并使
得基于 ＳＡＣ 算法的移动机器人自主导航
系统具有更高的泛化能力．在更改起终
点甚至将静态环境改为动态时，系统仍
具有自主导航的能力．
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０　 引言

　 　 近几年，具有自主导航功能的无人车已应用到日常生活中，如无

人公交、无人网约巴士、无人配送车等．路径规划能力是衡量无人驾驶

车辆是否可以自主导航的重要标准．传统的路径规划方法通常需要人

为提取特征来获知环境信息，以完成对环境地图的绘制、移动机器人

的定位以及路径规划，但在复杂环境下很难实现．而强化学习［１］ 不依

赖于环境模型以及先验知识，还可自主在线学习，近年来逐渐成为移

动机器人自主导航的研究热点［２］ ．
随着计算机硬件水平的提升，深度学习的任意逼近能力得以更

大化地发挥，许多深度学习与强化学习相结合的算法被提出，如深度

Ｑ 网络［３］（Ｄｅｅｐ Ｑ⁃Ｎｅｔｗｏｒｋ，ＤＱＮ）、深度确定性策略梯度［４］（Ｄｅｅｐ Ｄｅ⁃
ｔｅｒｍｉｎｉｓｔｉｃ Ｐｏｌｉｃｙ Ｇｒａｄｉｅｎｔ，ＤＤＰＧ）等． ２０１８ 年，Ｈａａｒｎｏｊａ 等［５⁃６］ 针对无

模型深度学习算法训练不稳定、收敛性差、调参困难等问题，提出一

种基于最大熵强化学习框架的软更新行动者⁃评论家算法（Ｓｏｆｔ Ａｃｔｏｒ⁃
Ｃｒｉｔｉｃ，ＳＡＣ）．最大熵的设计使得算法在动作的选择上尽可能地随机，
既避免收敛到局部最优，也提高了训练的稳定性． 另外，通过在

ＭｕＪｏＣｏ 模拟器上一系列最具挑战性的连续控制任务中与 ＤＤＰＧ、每
步梯度更新都需要一定数量新样本的近似策略优化［７］ 等算法做对比

实验，凸显了 ＳＡＣ 算法性能的高稳定性和先进性．
在路径规划领域，基于 ＳＡＣ 算法的机器人自主导航相关研究已

引起学者的广泛关注．Ｘｉａｎｇ 等［８］ 将 ＬＳＴＭ 网络融入到 ＳＡＣ 算法中用

于移动机器人导航，以 ３６０°的 １０ 维激光雷达信息和目标信息为输

入，输出连续空间的线速度和角速度，验证了改进后的算法在训练过

程中平均回合回报（累计回报 ／累计回合数）的增长速度较快．ｄｅ Ｊｅｓｕｓ
等［９］同样基于稀疏的 １０ 维激光雷达数据，不过激光范围是正前方

１８０°，以雷达信息、目标方位、动作为网络输入，并创建了两个不同的

Ｇａｚｅｂｏ 环境，在每个环境中都对 ＳＡＣ、ＤＤＰＧ 两种深度强化学习技术

在移动机器人导航中的应用效果做了比较，从导航成功率等方面验

证了 ＳＡＣ 算法的性能优于 ＤＤＰＧ 算法．
移动机器人的安全性在自主导航过程中是不可忽视的．近些年有

学者通过在训练环节增加安全机制，来降低危险动作被选择的概率，
进而促进机器人特定任务的完成．代珊珊等［１０］ 针对无人车探索的安

全问题，提出一种基于动作约束的软行动者⁃评论家算法（Ｃｏｎｓｔｒａｉｎｅｄ



　 　 　 　Ｓｏｆｔ Ａｃｔｏｒ⁃Ｃｒｉｔｉｃ，ＣＳＡＣ），将其用于载有摄像头的无

人车车道保持任务上．动作约束具体表现为当无人

车转动角度过大时，回报会相对较小；当无人车执行

某动作后偏离轨道或发生碰撞时，该动作将被标记

为约束动作并在之后的训练中合理约束．
基于以上启发，考虑到 ＳＡＣ 算法在移动机器人

路径规划领域的应用尚未被充分研究，本文以提高

机器人自主导航系统的智能化水平和安全性为出发

点，设计出一种安全屏障机制下基于 ＳＡＣ 算法的机

器人导航系统． 首先对 ＳＡＣ 算法以及仿真平台

Ｇａｚｅｂｏ 做了简单描述．然后搭建导航系统，包括机器

人状态、动作、回报函数的定义以及安全屏障机制的

设计．最后在 Ｇａｚｅｂｏ 中训练模型，通过静态环境和动

态环境等 ５ 组共 ３００ 回合的对比测试验证了安全屏

障机制在提高导航成功率上的有效性．

１　 ＳＡＣ 算法及仿真平台

ＳＡＣ 算法［５⁃６］是第一个基于最大熵强化学习框

架的离线 Ａｃｔｏｒ⁃Ｃｒｉｔｉｃ 算法，要寻找的最优策略既要

满足累计期望回报最大化，也要满足熵最大化，即：

π∗＝ ａｒｇ ｍａｘ
π

∑
ｔ
Ε（ｓｔ，ａｔ） ～ ρπ［ｒ（ｓｔ，ａｔ） ＋ αΗ（π（· ｓｔ））］，

（１）
其中 α 决定熵与回报的相对重要性，控制策略的随

机性大小，ρπ 表示给定 ｓｔ，ａｔ 时下一状态 ｓｔ ＋１ 的概率

密度，Η 表示策略的熵．最大化策略的熵促使自主体

增大对环境的探索性，避免算法收敛到局部最优，也
使训练更加稳定．另外，ＳＡＣ 算法的软更新体现在目

标值函数的参数通过Ｐｏｌｉａｋ⁃ａｖｅｒａｇｉｎｇ方法［１１］ 更新，
即 􀭰θ← τθ ＋ （１ － τ）􀭰θ，其中 ０ ＜ τ≪１，θ表示训练值

函数，􀭰θ 表示目标值函数．
本文选择的机器人仿真平台是一个开源的 ３Ｄ

物理仿真平台———Ｇａｚｅｂｏ．在缺乏实物机器人的情况

下，Ｇａｚｅｂｏ 工具的存在一定程度上降低了机器人导

航研究的门槛［１２］ ．在真实环境中，机器人（如树莓派

小车）通过 ＧＰＩＯ 接口获取传感器的信息和发布速

度指令，以驱动小车按计划行驶． 但在仿真环境

Ｇａｚｅｂｏ 中，取而代之的是机器人操作系统（Ｒｏｂｏｔ Ｏｐ⁃
ｅｒａｔｉｎｇ Ｓｙｓｔｅｍ，ＲＯＳ）．ＲＯＳ 是一个适用于机器人的开

源的元操作系统［１３］ ．针对不同的程序语言，ＲＯＳ 提供

了不同的接口．ｒｏｓｐｙ 是 Ｐｙｔｈｏｎ 版本的 ＲＯＳ 客户端库．
后续的算法实现中用到了 ｒｏｓｐｙ 模块的众多函数，如
与环境重置相关的 ｗａｉｔ＿ｆｏｒ＿ｓｅｒｖｉｃｅ（＇ｇａｚｅｂｏ ／ ｓｅｔ＿ｍｏｄｅｌ
＿ｓｔａｔｅ＇）、ｒｏｓｐｙ．ＳｅｒｖｉｃｅＰｒｏｘｙ（ ＇ｇａｚｅｂｏ ／ ｓｅｔ＿ｍｏｄｅｌ＿ｓｔａｔｅ＇，

ＳｅｔＭｏｄｅｌＳｔａｔｅ）， 与里程计相关的 ｒｏｓｐｙ． ｗａｉｔ ＿ ｆｏｒ ＿
ｍｅｓｓａｇｅ（ ＂ ／ ｏｄｏｍ＂ ，Ｏｄｏｍｅｔｒｙ），与发布速度相关的

ｒｏｓｐｙ．Ｐｕｂｌｉｓｈｅｒ（＇ ／ ｃｍｄ＿ｖｅｌ＇，Ｔｗｉｓｔ，ｑｕｅｕｅ＿ｓｉｚｅ ＝ ５），与
雷达相关的 ｒｏｓｐｙ．ｗａｉｔ＿ｆｏｒ＿ｍｅｓｓａｇｅ（ ＂ ／ ｓｃａｎ＂ ，Ｌａｓｅｒ⁃
Ｓｃａｎ，ｔｉｍｅｏｕｔ ＝ １０），等等．

２　 系统设计

２􀆰 １　 状态空间

借助传感器雷达和里程计获取的信息来定义机

器人的状态（图 １）．信息处理的具体方法如下：
１）雷达信息处理

机器人载雷达以约 ５ 次 ／ ｓ 的频率在 ３６０°的范

围内均匀发射 １２０ 条射线，即相邻两条射线之间的

角度为 ３°．另外，为了使得仿真的激光雷达更贴近真

实场景中的传感器，特地在模拟的雷达数据输出前

加入高斯噪声．雷达在 Ｇａｚｅｂｏ 中发射射线的情形如

图 ２ 所示．
为了方便状态的定义，将 ３６０°的雷达信息按角

度平均划分为 ３ 个区域，即每个区域的角度为 １２０°，
具体划分方法如图 ３ 所示．对 １２０ 维的雷达数据二次

加工，筛选出“高质量”信息，即每个区域内 ４０ 条射

线中最短射线的长度 （ｄｉ，ｉ ＝ １，２，３）， 并做以下

处理：

ｄｉ，ｌａｂｅｌ ＝
ｄｉ，　 　 ｄｉ ＜ １􀆰 ５，
１􀆰 ５，　 ｄｉ ≥ １􀆰 ５．{ （２）

注 １　 机器人是否会撞击到障碍物，很大程度上

取决于其与最近障碍物的距离．考虑移动机器人周

围 ３６０°无死角的 １２０ 维障碍物信息，并从中选择最

近的 ３ 个障碍物距离，与文献［８⁃９］中通过 １０ 维的

雷达信息获取障碍物信息相比，能更有效地表示机

器人周围的关键障碍物情况．

图 １　 状态定义

Ｆｉｇ􀆰 １　 Ｄｅｆｉｎｉｔｉｏｎ ｏｆ ｓｔａｔｅ

２）里程计信息处理

机器人的行驶方向是否偏离终点是衡量导航效

果好坏的重要标准．通过里程计获取机器人当前位

置及行驶方向，再结合终点的方位信息，得到机器人

的偏航角 ０° ＜ φ ≤ １８０ｏ ．信息处理流程如图 ４ 所示．

２０２
马丽新，等．安全屏障机制下基于 ＳＡＣ 算法的机器人导航系统．

ＭＡ Ｌｉｘｉｎ，ｅｔ ａｌ．Ｒｏｂｏｔ ｎａｖｉｇａｔｉｏｎ ｓｙｓｔｅｍ ｂａｓｅｄ ｏｎ ＳＡＣ ｗｉｔｈ ｓｅｃｕｒｉｔｙ ｂａｒｒｉｅｒ ｍｅｃｈａｎｉｓｍ．



图 ２　 激光雷达发射射线的情形

Ｆｉｇ􀆰 ２　 Ｒａｄｉａｔｉｏｎ ｅｍｉｔｔｅｄ ｂｙ ｌｉｄａｒ

图 ３　 雷达射线区域划分

Ｆｉｇ􀆰 ３　 Ｒａｄａｒ ｒａｙ ａｒｅａ ｄｉｖｉｓｉｏｎ

利用处理后的雷达和里程计信息，定义机器人

的状态空间为

Ｓ ＝ ｛（φ，ｄ１，ｌａｂｅｌ，ｄ２，ｌａｂｅｌ，ｄ３，ｌａｂｅｌ） ｜ ０° ＜ φ≤１８０°，
ｄｉ，ｌａｂｅｌ ≤ １􀆰 ５｝ ． （３）

图 ４　 里程计信息处理

Ｆｉｇ􀆰 ４　 Ｐｒｏｃｅｓｓｉｎｇ ｏｆ ｏｄｏｍｅｔｅｒ ｉｎｆｏｒｍａｔｉｏｎ

２􀆰 ２　 动作空间

为了降低决策的复杂性，本文机器人的线速度

均大于 ０，即只考虑机器人前进、左转以及右转的情

形，不包括后退，具体速度大小范围如表 １ 所示．考
虑到太高频的发送动作指令可能会导致动作发布通

道的信息堵塞，而动作执行时间（即机器人接收到动

作指令后执行该动作的时长）过长有可能增加机器

人撞击障碍物的概率，这里定义每个动作的执行时

长为 ｔ＝ ０􀆰 ２ ｓ．因此，得到动作空间：
Ｖ ＝ ｛（ｖ，ｗ，ｔ） ｜ ０ ≤ ｖ ≤ ０􀆰 ２２， － ２ ≤ ｗ ≤ ２｝ ． （４）

表 １　 动作空间设置

Ｔａｂｌｅ １　 Ｓｅｔｔｉｎｇ ｏｆ ａｃｔｉｏｎ ｓｐａｃｅ

线速度 ｖ ／ （ｍ ／ ｓ） 角速度 ｗ ／ （ ｒａｄ ／ ｓ）

最小值 ０ －２

最大值 ０􀆰 ２２ ２

２􀆰 ３　 安全屏障机制

简单地说，强化学习是试错的学习，自主体从错

误的行为中吸取教训，进而做出正确的决策．其实，
在自主体做决策之前适当地采取一些措施来降低下

一步决策错误的概率有利于减少强化学习模型训练

的回合数，甚至增强模型在其他环境中的适用性．比
如，在机器人即将撞上障碍物时，若在安全范围内选

择动作，则大概率会避免机器人撞击障碍物的情况，
进而增大机器人成功导航到终点的可能性．后续的

实验验证了该说法．因此，本文设计的机器人将在安

全范围内选择动作，即当网络输出的角速度所属区

域 ｉ（ ｉ ＝ １，２，３） 的 ｄｉ 小于安全阈值 ０􀆰 ５ 时，重新选择

角速度使得角速度所属区域在另外两个区域内，具
体流程如图 ５ 所示．

图 ５　 安全屏障机制工作原理

Ｆｉｇ􀆰 ５　 Ｐｒｉｎｃｉｐｌｅ ｏｆ ｓｅｃｕｒｉｔｙ ｂａｒｒｉｅｒ ｍｅｃｈａｎｉｓｍ

当原始角速度 ｗｏｌｄ 不在安全区域内时，要重新

选择角速度，表 ２ 描述了在安全区域内重新选择角

速度的具体数值．例如：当只有区域 １ 是安全时，便选

择区域１的角度平分线，即０ ｒａｄ为ｗｎｅｗ；当只有区域

２ 是安全时，选择 １ ｒａｄ 和 ２ ｒａｄ 的均值作为 ｗｎｅｗ（其
中 １ ｒａｄ 表示区域 １ 与 ２ 的分隔线 ａ 方向（图 ３），２
ｒａｄ 表示最大角速度）；当只有区域 ２ 与 ３ 是安全时，
随机选择 １􀆰 ５ ｒａｄ 或－１􀆰 ５ ｒａｄ 作为 ｗｎｅｗ（其中 １􀆰 ５ ｒａｄ
是线 ａ 方向（图 ３）与最大角速度 ２ ｒａｄ 的均值，－１􀆰 ５
ｒａｄ 是线 ｂ 方向（图 ３）与最小角速度－２ ｒａｄ 的均值）．

注 ２　 在机器人距离障碍物较近时，启动安全屏

障机制，使得机器人最大程度远离障碍物．与文献

［１０］中基于动作效果来决定是否约束该动作的设计

３０２
学报（自然科学版），２０２３，１５（２）：２０１⁃２０９

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２３，１５（２）：２０１⁃２０９



相比，本文的安全屏障机制主要基于机器人状态设

定，使得机器人随时根据状态来决定是否启动安全

屏障保护，增强了机器人的智能化水平和导航过程

中的安全性．

表 ２　 不同安全区域及其对应的 ｗｎｅｗ

Ｔａｂｌｅ ２　 Ｄｉｆｆｅｒｅｎｔ ｓａｆｅ ａｒｅａｓ ａｎｄ ｔｈｅｉｒ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｗｎｅｗ

安全区域 ｗｎｅｗ

１ ０

２ １􀆰 ５

３ －１􀆰 ５

１，２ ０􀆰 ５

１，３ －０􀆰 ５

２，３ １􀆰 ５，－１􀆰 ５

注 ３　 若网络输出的动作在安全屏障机制下有

了变化，则后续存储在记忆池中的动作是新动作．这
一做法有助于增大机器人在通过记忆池学习导航算

法时选择安全动作的概率，使得机器人在安全屏障

机制下学习最优策略．

２􀆰 ４　 稠密回报函数

深度强化学习算法训练过程的本质是神经网络

在回报函数的引导下学习状态与动作之间的映射，
因此根据任务目标来设计回报函数有助于提高算法

的收敛速度．本文中机器人的任务是从起点无碰撞

地自主导航到目标点．这里基于机器人是否到达终

点、是否撞到障碍物、与终点距离、偏航角大小 ４ 个

方面的信息来设计回报函数．
１） 对任务中的重点：导航成功（ ｔａｒｇｅｔ）以及无

碰撞（ｃｏｌｌｉｓｉｏｎ）分别设计对应的回报函数：

ｒｔａｒｇｅｔ ＝
１００，　 到达终点，
０， 未到达终点．{ （５）

ｒｃｏｌｌｉｓｉｏｎ ＝
－ １００，　 撞到障碍物，
０， 未撞到障碍物．{ （６）

２） 考虑到机器人在每回合训练中大多时间处

于无碰撞且未抵达终点的状况，为了让机器人在该

状况下能够即时了解到动作效果的好坏，根据机器

人与终点之间的距离（ｄｉｓｔａｎｃｅ）以及偏航角（ ａｎｇｌｅ，
φ）分别设计不同的回报函数：

ｒｄｉｓｔａｎｃｅ ＝ ｄｒｔ，ｌａｓｔ － ｄｒｔ ＋ １ －
ｄｒｔ

ｄｒｔｏ
， （７）

ｒａｎｇｌｅ ＝ １ － φ
９０

． （８）

其中 ｄｒｔ 是当前时刻机器人与终点的距离，ｄｒｔ，ｌａｓｔ 是上

一时刻机器人与终点的距离，ｄｒｔｏ 是起点与终点的距

离，φ 是偏航角．
由式（５）—（８） 可得回报函数式（９） ．无论机器

人做出什么动作，环境都会给予回报．这样稠密的回

报函数有助于即时向机器人反馈动作的执行效果．

Ｒ ＝

１００，　 　 车到达终点，
－ １００， 车撞到障碍物，

ｄｒｔ，ｌａｓｔ － ｄｒｔ ＋ １ － φ
９０

＋ １ －
ｄｒｔ

ｄｒｔｏ
， 其他情况．

ì

î

í

ï
ïï

ï
ï

（９）

注 ４　 根据状态中的元素 φ来设计 ｒａｎｇｌｅ，增强了

机器人状态与回报函数之间的相关性，为值估计和

动作生成提供了可辨识依据．

２􀆰 ５　 导航系统整体框架

导航系统整体框架如图 ６ 所示．其中策略网络

和值网络均含 ４ 个隐层，每个隐层神经元个数为

２５６，激活函数为 ＲｅＬＵ 函数，优化器选择 Ａｄａｍ．

３　 模型训练

以下实验均在虚拟机 ＶＭｗａｒｅ Ｗｏｒｋｓｔａｔｉｏｎ １６
Ｐｒｏ 内的 Ｕｂｕｎｔｕ１８􀆰 ０４ 系统中进行，Ｐｙｔｈｏｎ 语言版本

是 ２􀆰 ７􀆰 １７．

３􀆰 １　 训练场景

在 Ｇａｚｅｂｏ 中搭建环境如图 ７ 所示，接下来将在

该环境中训练 ＳＡＣ 算法使得机器人从起点（３，３）成
功走到终点（６，７）．

３􀆰 ２　 参数设置

ＳＡＣ 模型的超参数设置如表 ３ 所示．

表 ３　 ＳＡＣ 算法超参数设置

Ｔａｂｌｅ ３　 Ｖａｌｕｅｓ ｏｆ ＳＡＣ􀆳ｓ ｈｙｐｅｒｐａｒａｍｅｔｅｒｓ

超参数 取值

批大小 ２５６

每回合最大步数 ８００

记忆池容量 ５０ ０００

折扣率 ０􀆰 ９９

学习率 ０􀆰 ０００ ３

３􀆰 ３　 训练过程

在 ２ ０００ 个回合的训练过程中，机器人导航成功

率变化情况如图 ８ 所示．其中

成功率＝累计导航成功回合数
累计回合数

． （１０）

由图 ８ 可以看出，刚开始训练时机器人导航成

功率比较高，７５０ 个回合后，成功率还稳定在 ８５％
以上．

４０２
马丽新，等．安全屏障机制下基于 ＳＡＣ 算法的机器人导航系统．

ＭＡ Ｌｉｘｉｎ，ｅｔ ａｌ．Ｒｏｂｏｔ ｎａｖｉｇａｔｉｏｎ ｓｙｓｔｅｍ ｂａｓｅｄ ｏｎ ＳＡＣ ｗｉｔｈ ｓｅｃｕｒｉｔｙ ｂａｒｒｉｅｒ ｍｅｃｈａｎｉｓｍ．



图 ６　 系统整体框架

Ｆｉｇ􀆰 ６　 Ｆｒａｍｅｗｏｒｋ ｏｆ ｏｖｅｒａｌｌ ｓｙｓｔｅｍ

图 ７　 训练环境

Ｆｉｇ􀆰 ７　 Ｔｒａｉｎｉｎｇ ｅｎｖｉｒｏｎｍｅｎｔ

图 ９ 为每回合的平均回报变化曲线，其中

每回合的平均回报＝当前回合累计回报值
当前回合的总步数

． （１１）

由图 ９ 看出，在前 ６００ 回合内，每回合的平均回

报大致在 ０ 到 ２ 之间波动，而 ６００ 回合后，大部分回

合的平均回报的变化范围则缩小到 １ 到 ２ 之间．
在图 １０ 中，５００～１ ０００ 回合是累计平均回报的

图 ８　 导航成功率

Ｆｉｇ􀆰 ８　 Ｓｕｃｃｅｓｓ ｒａｔｅ ｏｆ ｎａｖｉｇａｔｉｏｎ

快速上升期，之后累计平均回报仍在慢慢增大，表明

模型正在稳中向好地演变．

累计平均回报＝ 累计回报值
已训练的回合数

． （１２）

４　 模型效果测试

４􀆰 １　 静态环境

为了多方位探测模型的效果，共进行 ４ 组不同

的测试，且在每组测试中都将 ＳＡＣ＋安全屏障机制模

５０２
学报（自然科学版），２０２３，１５（２）：２０１⁃２０９

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２３，１５（２）：２０１⁃２０９



图 ９　 每回合的平均回报

Ｆｉｇ􀆰 ９　 Ａｖｅｒａｇｅ ｒｅｔｕｒｎ ｐｅｒ ｅｐｏｃｈ

图 １０　 累计平均回报

Ｆｉｇ􀆰 １０　 Ｃｕｍｕｌａｔｉｖｅ ａｖｅｒａｇｅ ｒｅｔｕｒｎ

型（ＳＡＣ＋）效果和无安全屏障机制的 ＳＡＣ 模型效果

做对比．其中，测试 １ 的环境、起点和终点与训练时

的设置相同，测试 ２ 相对训练仅更改了终点，测试 ３
相对训练更改了起点和终点，测试 ４ 的设置与模型

训练时完全不同，不仅将环境变得相对复杂，还改变

了起点和终点（图 １１）．详细测试条件配置及两种模

型的成功率对比结果如表 ４ 所示．

　 　 由表 ４ 看出，在测试 ３ 中，两种模型的成功率

均为 １００％，在测试 １、２ 中，ＳＡＣ＋安全屏障机制模

型的成功率略高于后者，而在更改了环境的测试 ４
中，ＳＡＣ＋安全屏障机制模型的成功率远高于 ＳＡＣ
模型．

在 ４ 组测试中，两种模型的导航轨迹长度（即动

作步数）对比如图 １２—１５ 所示（点状表示该模型在

当前回合导航失败）．在测试 １ 图 １２ 中，ＳＡＣ＋安全屏

障机制模型的导航轨迹长度普遍低于 ＳＡＣ 模型，而
且 １００ 个回合无一失败，验证了 ＳＡＣ＋安全屏障机制

模型的高效性和稳定性．在测试 ２ 图 １３ 中，两种模型

均有导航失败的情况，但 ＳＡＣ＋安全屏障机制模型失

败次数较少，且在轨迹长度与 ＳＡＣ 模型相差不大的

情况下波动相对较小，更加体现出前者的稳定性．在
测试 ３ 图 １４ 中，虽然 ＳＡＣ ＋安全屏障机制模型和

ＳＡＣ 模型均无导航失败的回合，但是在大多数回合

中前者导航的轨迹长度短于后者．在测试 ４ 图 １５ 中，
两种模型的效果差距很大，在 ＳＡＣ＋安全屏障机制模

型 ５０ 次均导航成功时，ＳＡＣ 模型仅成功导航 ３ 次，
一定程度上凸显了前者在新环境的高适用度．

４􀆰 ２　 动态环境

根据表 ４ 中的模型测试结果，可以看出安全屏

障机制下基于 ＳＡＣ 算法的移动机器人自主导航系

统在不同的静态环境中导航成功率均较高．为了更

全面地探究训练模型对不同环境的泛化性以及鲁棒

性，创建含有静态和动态障碍物的环境（图 １６），再
次测试模型的导航效果．

在动态环境图 １６ 中，物体 Ａ 为动态障碍物，在
点（３􀆰 ５，５􀆰 ５）与点（４􀆰 ３，４􀆰 ７）之间以约 ０􀆰 ０６２ ｍ ／ ｓ 的

速度做匀速直线往返运动（图 １６ 中黄色虚线）．模型

测试条件配置及导航成功率如表 ５ 所示．由表 ５ 可

知，本文设计的系统在动态环境中的导航成功率表

表 ４　 模型测试及结果对比 １
Ｔａｂｌｅ ４　 Ｍｏｄｅｌ ｔｅｓｔ ａｎｄ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ １

测试 环境 起点 终点 回合数 模型 成功次数 失败次数 导航成功率 ／ ％

１ 训练环境 （３，３） （６，７） １００
ＳＡＣ ９８ ２ ９８

ＳＡＣ＋安全屏障机制 １００ ０ １００

２ 训练环境 （３，３） （９，４） ５０
ＳＡＣ ４２ ８ ８４

ＳＡＣ＋安全屏障机制 ４６ ４ ９２

３ 训练环境 （２，４） （６，３） ５０
ＳＡＣ ５０ ０ １００

ＳＡＣ＋安全屏障机制 ５０ ０ １００

４ 新环境 （０，０） （５，６） ５０
ＳＡＣ ３ ４７ ６７

ＳＡＣ＋安全屏障机制 ５０ ０ １００

６０２
马丽新，等．安全屏障机制下基于 ＳＡＣ 算法的机器人导航系统．

ＭＡ Ｌｉｘｉｎ，ｅｔ ａｌ．Ｒｏｂｏｔ ｎａｖｉｇａｔｉｏｎ ｓｙｓｔｅｍ ｂａｓｅｄ ｏｎ ＳＡＣ ｗｉｔｈ ｓｅｃｕｒｉｔｙ ｂａｒｒｉｅｒ ｍｅｃｈａｎｉｓｍ．



现虽然不及静态环境，但仍优于无安全屏障机制的

导航系统，表明安全屏障机制在提高导航成功率方

面具有积极作用．
图 １７ 为模型导航路径长度对比（点状表示该模

型在当前回合导航失败）．其中 ＳＡＣ＋安全屏障机制

模型在第 １、１２ 回合导航的步数多于其他回合，是因

为移动机器人为了躲避动态障碍物，选择了先绕过

障碍物 Ｂ 再向终点前进的路径，体现了该导航系统

的灵活性．

图 １１　 新环境

Ｆｉｇ􀆰 １１　 Ｎｅｗ ｅｎｖｉｒｏｎｍｅｎｔ

图 １２　 测试 １：路径长度对比

Ｆｉｇ􀆰 １２　 Ｔｅｓｔ１：ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐａｔｈ ｌｅｎｇｔｈ

表 ５　 模型测试及结果对比 ２
Ｔａｂｌｅ ５　 Ｍｏｄｅｌ ｔｅｓｔ ａｎｄ ｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ ２

环境 起点 终点 回合数 模型
成功
次数

失败
次数

导航成
功率 ／ ％

动态
（３，３） （５，６） ５０

ＳＡＣ ２８ ２２ ５６

环境 ＳＡＣ＋安全屏障机制 ３９ １１ ７８

图 １３　 测试 ２：路径长度对比

Ｆｉｇ􀆰 １３　 Ｔｅｓｔ２：ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐａｔｈ ｌｅｎｇｔｈ

图 １４　 测试 ３：路径长度对比

Ｆｉｇ􀆰 １４　 Ｔｅｓｔ３：ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐａｔｈ ｌｅｎｇｔｈ

图 １５　 测试 ４：路径长度对比

Ｆｉｇ􀆰 １５　 Ｔｅｓｔ４：ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐａｔｈ ｌｅｎｇｔｈ

５　 结论

本文在 Ｇａｚｅｂｏ３Ｄ 仿真平台构建了基于安全屏

障机制和 ＳＡＣ 算法的移动机器人自主导航系统，通
过静态和动态环境中的多组对比实验验证了安全屏

障机制在提高机器人导航成功率方面的有效性．仿

７０２
学报（自然科学版），２０２３，１５（２）：２０１⁃２０９

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２３，１５（２）：２０１⁃２０９



图 １６　 动态环境

Ｆｉｇ􀆰 １６ Ｄｙｎａｍｉｃ ｅｎｖｉｒｏｎｍｅｎｔ

图 １７　 动态环境⁃路径长度对比

Ｆｉｇ􀆰 １７　 Ｄｙｎａｍｉｃ ｅｎｖｉｒｏｎｍｅｎｔ⁃ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐａｔｈ ｌｅｎｇｔｈ

真使用的激光雷达只可扫描 ３６０°的同一平面信息，
因此只有当障碍物相对规则（如长方体形、圆柱形

等）时才能比较准确地测出距离信息．未来可通过配

置多个不同水平面的雷达或使用更高级的雷达来增

大导航系统对障碍物形状的包容度，使得仿真环境

更加贴近复杂的现实场景．
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