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摘要
基于长短时记忆网络 （ Ｌｏｎｇ Ｓｈｏｒｔ⁃

Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）降水量预测模型存
在过拟合、时滞现象，而宽度学习系统
（Ｂｒｏａｄ Ｌｅａｒｎｉｎｇ Ｓｙｓｔｅｍ，ＢＬＳ） 无需多次
迭代的特点有助于解决 ＬＳＴＭ 的上述缺
点．加权宽度学习系统（Ｗｅｉｇｈｔｅｄ Ｂｒｏａｄ
Ｌｅａｒｎｉｎｇ Ｓｙｓｔｅｍ，ＷＢＬＳ）通过在 ＢＬＳ 中引
入加权惩罚因子约束分配样本权重，降
低噪声和异常值对降水量预测精度的影
响．本文提出一种 ＬＳＴＭ⁃ＷＢＬＳ 日降水量
预测模型，选取湖北省巴东站日降水量
进行实证研究，并考虑气压、气温、湿度、
风速和日照等因素对降水量的影响．实
验结果表明，与现有的预测模型相比，
ＬＳＴＭ⁃ＢＬＳ 模型在 ＲＭＳＥ、ＭＡＥ 和 Ｒ２ 等
评价指标上均有显著提升．不同时间步
长下，本文模型预测精度均优于现有模
型，验 证 了 其 稳 定 性． 与 ＬＳＴＭ 相 比，
ＷＢＬＳ 直接计算权重的特点使得 ＬＳＴＭ⁃
ＷＢＬＳ 的运算效率并未降低．
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０　 引言

　 　 短时强降水会造成暴雨洪涝，继而引发山洪、泥石流等次生灾

害，严重威胁人们生命财产安全．因此，熟练掌握降水规律、精准预测

日降水量，对洪涝灾害的研究和控制具有重要指导意义［１］ ．
降水量预测的方法基本分为两类：基于过程的方法和数据驱动

方法．基于过程的降水量预测方法的优点是对降水物理过程解释清

晰，但物理过程的复杂性增加了建模难度，需要给出一系列假设才能

够对模型求解．数据驱动的方法是经验型的，不需要对降水物理过程

进行分析，只根据降水量的历史数据进行预测，模型简单易操作．
统计方法和机器学习是目前最常见的数据驱动的降水量预测方

法．统计方法方面，近年来最为流行的是基于差分自回归移动平均

（ＡｕｔｏＲｅｇｒｅｓｓｉｖｅ Ｉｎｔｅｇｒａｔｅｄ Ｍｏｖｉｎｇ Ａｖｅｒａｇｅ， ＡＲＩＭＡ） 模型的预测方

法［２⁃３］ ．研究表明，当降水量时间序列是线性或接近线性时，统计模型

能产生令人满意的预测结果，但当时间序列呈现非线性时，其预测结

果往往差强人意．有鉴于此，适合复杂非线性过程建模的机器学习方

法广泛应用于降水预测中． Ｈａｒｔｉｇａｎ 等［４］ 使用随机森林 （ Ｒａｎｄｏｍ
Ｆｏｒｅｓｔ，ＲＦ）和支持向量回归（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｒｅｇｒｅｓｓｉｏｎ，ＳＶＲ）对悉尼

流域内降水和气温进行预测；Ｘｉａｎｇ 等［５］ 利用决策树和 ＦＲ 的双系统

协同影响模型对重庆市 ３４ 个气象观测站的数据进行预测；Ｐｅｎｇ 等［６］

基于极限学习机和基因表达式构建了日降水量预测混合模型；勾志

竟等［７］结合遗传算法和 ＢＰ 神经网络的优势研究了天津市日降水等

级的预测方法；Ｒｏｓｔａｍ 等［８］ 采用多种优化算法对多层感知器算法进

行优化，以探索伊朗首都大尺度气候指数与降水之间的任何有意义

的联系．
然而，传统机器学习方法无法捕获输入序列的长期记忆［９］，从而

影响预测精度．长短时记忆网络（Ｌｏｎｇ Ｓｈｏｒｔ⁃Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）克服

了上述缺点．王子岳等［１０］采用句子状态 ＬＳＴＭ 模型对说话人意图进行

识别；王朋等［１１］基于小波长短期记忆网络对风电功率超短期概率进

行预测；罗嘉等［１２］ 等融合 ＬＳＴＭ 与 ＢＬＳ 对突发气象灾害事件中公众

情感倾向分析．在降水预测方面：Ｎｇｕｙｅｎ 等［１３］ 利用 ＬＳＴＭ 改进基于雷

达的降雨预报；沈皓俊等［１４］利用 ＬＳＴＭ 研究了中国夏季降水情况；Ｎｉ
等［１５］给出了两类改进的 ＬＳＴＭ 模型 （ＷＤ⁃ＬＳＴＭ 和 ＣＮＮ⁃ＬＳＴＭ），并分

别探讨了其在径流和降雨预测的应用；Ｋａｎｇ 等［１６］ 选定多输入变量的



　 　 　 　ＬＳＴＭ 模型对江西景德镇日降水量进行预测．
虽然基于 ＬＳＴＭ 的降水预测模型已经显示出强

大的优势，但现有模型都未解决在预测中存在时滞

的问题．这主要是由于 ＬＳＴＭ 训练中需要循环调整权

重造成的．注意到新提出的宽度学习系统 （ Ｂｒｏａｄ
Ｌｅａｒｎｉｎｇ Ｓｙｓｔｅｍ，ＢＬＳ） 具有直接计算权重，运算简

单、快捷的优点，可以用来改进 ＬＳＴＭ．但是噪声和异

常值对模型会产生不良影响，所以将加权惩罚因子

应用于 ＢＬＳ，提出了加权宽度学习系统 （Ｗｅｉｇｈｔｅｄ
Ｂｒｏａｄ Ｌｅａｒｎｉｎｇ Ｓｙｓｔｅｍ，ＷＢＬＳ）．通过自动为每个样本

分配适当的权重，给高可靠性的样本更高的权重，而
可疑的异常值获得较低的权重．因此，减少了异常样

本对建模的影响．结合两种算法的优势，本文提出

ＬＳＴＭ⁃ＷＢＬＳ 日降水量预测模型．
为了有效地验证新模型，本文选取湖北省巴东

站进行日降水量预测的实证研究．在预测精度上，与
现有降水预测模型相比较，本文模型在均方根误差

（ＲＭＳＥ）、平均绝对误差（ＭＡＥ）和决定系数（Ｒ２）三
个评价指标上均表现最佳．在稳定性上，通过分析时

间步长分别为 １、３ 和 ５ ｄ 对各模型预测精度的影响，
证明了虽然所有模型的预测精度会随着时间步长增

加而降低，但在不同的时间步长下，本文模型在

ＲＭＳＥ、ＭＡＥ 和 Ｒ２ 三个评价指标方面仍然表现最佳．
在运算效率上，因为 ＷＢＬＳ 计算方便、快捷的特点，
加入了 ＷＢＬＳ 的 ＬＳＴＭ⁃ＷＢＬＳ 模型与 ＬＳＴＭ 模型相

比，运算效率并未下降．

１　 模型原理与结构

本文首先给出 ＬＳＴＭ 和 ＷＢＬＳ 的基本结构和原

理，然后给出本文提出的基于多因素的 ＬＳＴＭ⁃ＷＢＬＳ
预测模型．

１􀆰 １　 ＬＳＴＭ 原理及结构

ＬＳＴＭ 的结构如图 １［１７］所示．
图 １ 中 ｘｔ 是输入向量，ｉｔ 是时间步长 ｔ中的输入

状态，ｆｔ 是时间步长 ｔ 中的遗忘状态，ｏｔ 是时间步长 ｔ
中的输出状态，ｈｔ 和 Ｃｔ 分别是时间 ｔ 中的隐藏状态

和单元状态，ｈｔ －１ 和 Ｃｔ －１ 分别是时间 ｔ － １ 中的隐藏

状态和单元状态．以 ｔａｎｈ 和 ｓｉｇｍｏｉｄ 激活函数 σ 的形

式添加非线性．
ＬＳＴＭ 原理如下：
ｆｔ ＝ σ（Ｗｆ·［ｈｔ －１，ｘｔ］ ＋ ｂｆ）， （１）
ｉｔ ＝ σ（Ｗｉ·［ｈｔ －１，ｘｔ］ ＋ ｂｉ）， （２）
􀭾Ｃｔ ＝ ｔａｎｈ（Ｗｃ·［ｈｔ －１，ｘｔ］ ＋ ｂｃ）， （３）

图 １　 ＬＳＴＭ 结构原理

Ｆｉｇ􀆰 １　 Ｓｔｒｕｃｔｕｒｅ ｐｒｉｎｃｉｐｌｅ ｏｆ ＬＳＴＭ

Ｃｔ ＝ ｆｔ∗Ｃｔ －１ ＋ ｉｔ∗􀭾Ｃｔ， （４）
ｏｔ ＝ σ（Ｗｏ［ｈｔ －１，ｘｔ］ ＋ ｂｏ）， （５）
ｈｔ ＝ ｏｔ∗ｔａｎｈ（Ｃｔ）， （６）

其中 Ｗｆ，Ｗｉ，Ｗｃ，Ｗｏ 分别代表遗忘门、输入门、记忆

单元和输出门的相应的权值向量，ｂｆ，ｂｉ，ｂｃ，ｂｏ 分别

代表遗忘门、输入门、记忆单元和输出门的偏差变

量，∗是矩阵的 Ｈａｄａｍａｒｄ 积．

１􀆰 ２　 ＷＢＬＳ 原理及结构

Ｃｈｅｎ 等［１８］于 ２０１９ 年初提出了 ＢＬＳ，进一步于

２０２０ 年又提出了 ＷＢＬＳ，减少了异常样本对建模的

影响［１９］ ．
假设 Ｘ 包含 Ｎ 个样本，每个样本有 Ｍ 个维度，Ｙ

是属于 ＲＮ×Ｑ 的输出矩阵， 其中 Ｑ 是输出的维度．
ＷＢＬＳ 的结构如图 ２［１９］所示．

图 ２　 ＷＢＬＳ 结构原理

Ｆｉｇ􀆰 ２　 Ｓｔｒｕｃｔｕｒｅ ｐｒｉｎｃｉｐｌｅ ｏｆ ＷＢＬＳ

第 ｎ 个特征由式（７） 映射后生成 ｐ 个节点：
Ｚ ｉ ＝ ϕ（ＸＷｅｉ ＋ β ｅｉ），ｉ ＝ １，２，…，ｎ， （７）

其中 Ｗｅｉ 和 β ｅｉ 是随机生成的权重和偏置．最终，
ＷＢＬＳ 模型可以表示为

１８１
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Ｙ ＝ ［Ｘ Ｚ１，…，Ｚｍ］Ｗ ＝ ＨＷ． （８）

１􀆰 ３　 ＬＳＴＭ⁃ＷＢＬＳ 日降水预测模型

通过上述分析，融合深度学习和加权宽度学习

的优势，本文提出了 ＬＳＴＭ⁃ＷＢＬＳ 日降水量预测模

型．模型整体架构如图 ３ 所示．

图 ３　 ＬＳＴＭ⁃ＷＢＬＳ 模型整体框架

Ｆｉｇ􀆰 ３　 Ｏｖｅｒａｌｌ ｆｒａｍｅｗｏｒｋ ｏｆ ｔｈｅ ＬＳＴＭ⁃ＷＢＬＳ ｍｏｄｅｌ

ＬＳＴＭ⁃ＷＢＬＳ 多因素日降水量预测模型模型的

具体运算步骤如下：
１）降水序列数据的输入

日降水量数据的收集过程中存在人为失误或者

机器故障等问题，导致收集到的数据有异常值．为了

降低删除异常值对模型预测结果的影响，本文对异

常值进行填补 ０ 值的操作．多因素的日降水量数据

存在指标数据尺度不一致问题，每个维度的值范围

相差过大，会造成训练过程中不容易收敛，影响算法

的学习过程，因此需要对数据进行归一化处理，本文

选用最大最小归一化如式（９）所示：

ｘｓｃａｌｅｄ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ
， （９）

其中 ｘｍｉｎ 表示当前数据的最小值，ｘｍａｘ 表示当前数据

的最大值．
将归一化的数据进行训练集、验证集和测试集

的划分，将训练集作为 ＬＳＴＭ 模型的输入．
２）基于 ＬＳＴＭ 的训练

ＬＳＴＭ 共有五层，前四层为 ＬＳＴＭ 网络层，目的

是能够对输入的序列进行时序特征进行充分提取，
第五层为全连接层，目的是将 ＬＳＴＭ 网络层从第一

个时间步到最后一个时间步提取到的特征转换为固

定的特征向量．为防止 ＬＳＴＭ 在训练过程中出现过拟

合，因此每层 ＬＳＴＭ 后都进行 Ｄｒｏｐｏｕｔ 处理．
３）基于 ＷＢＬＳ 的预测

首先，将全连接层的输出作为前 ｎ 组映射特征

集合 Ｚｎ ＝ ［Ｚ１，Ｚ２，…，Ｚｎ］，每组包含节点 ｐ 个，则映

射特征的隐藏层节点数为 ｎｐ．与输入 Ｘ 结合可以得

到式（８） ．
其次，通过加权岭回归算法，可以计算出 ＷＢＬＳ

的连接权值，其求解问题见式（１０）：
ｍｉｎ
Ｗ

ｆ（Ｗ） ＝ ｍｉｎ
Ｗ

‖θＨＷ － θＹ‖２
Ｆ， （１０）

其中 ‖·‖Ｆ 是指 Ｆ 范数，θ 是样本权重的加权惩罚

因子，Ｈ 是隐藏层，由式（１１） 表示．
Ｈ ＝ ［Ｘ Ｅｍ］ ＝ （ｈ１，ｈ２，…，ｈＬ） ∈ ＲＫ×Ｌ， （１１）

其中： ｈ ｊ ∈ＲＫ，ｊ ＝ １，…，Ｌ为隐藏层Ｈ的第 ｊ节点，Ｌ ＝
ｎｐ ＋ ｍｑ 是隐藏层节点数，Ｋ 是时间序列的输入数量．

式（１０） 是一个最小二乘问题，是关于Ｗ的凸优

化估计，旨在求出使训练误差最小时的输出权重 Ｗ．
对其进行求解，结果见式（１２）：

Ｗ ＝ Ｈ ＋ Ｙ， （１２）

２８１
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其中 Ｈ ＋ 是 Ｈ 的伪逆．但通常情况下，上述解的泛化

误差可能会很大，特别是对于一些病态问题．为了提

升网络的泛化能力，在原式引入 Ｆ 范数正则项以防

止网络过拟合，得到式（１３）：
ｍｉｎ
Ｗ

ｆ（Ｗ） ＝ ｍｉｎ
Ｗ

‖θＨＷ － θＹ‖２
Ｆ ＋ Ｃ‖Ｗ‖２

Ｆ ．

（１３）
式（１３）为一个岭回归问题． Ｃ 表示对权重平方

和的进一步约束，可以由式（１４） 最终求解得到权

重 Ｗ：
Ｗ ＝ （ＣＩ ＋ ＨＴθ ２Ｈ） －１ＨＴθ ２Ｙ． （１４）
４）输出预测结果

将式（１４）中通过运算得到的权重 Ｗ 与隐藏层

Ｈ 结合得到最终的预测结果．

２　 实例分析

２􀆰 １　 研究地区以及数据集描述

巴东县，隶属湖北省恩施土家族苗族自治州，
位于湖北省西南部，属于亚热带季风气候，温暖多

雨，湿热多雾，四季分明．最热月平均气温一般高于

２２ ℃，最冷月气温在 ０ ～ １５ ℃之间；年降水量多在

８００ ～ １ ６００ ｍｍ．巴东天气的非周期性变化和降水

季节变化都很显著，所以对其日降水预测比较

困难．
本文数据在国家气象中心网站获取．数据的范

围为 ２０００—２０２０ 年巴东地区气象观测站实测降水

量观测数据．将共 ７ ６７１ ｄ 的数据以 ７ ∶２ ∶１的比例设

为训练集、验证集和测试集，测试集为最近几年的降

水量数据．

２􀆰 ２　 参数设置与评价指标

将日降水量映射为 Ｓ × τ × Ｄ个张量数据作为模

型的输入．其中，Ｓ 为样本数量（ ｓａｍｐｌｅｓ）， τ 为时间

步长（ｔｉｍｅ ｓｔｅｐｓ）， Ｄ 为特征个数（ ｆｅａｔｕｒｅｓ），本文模

型为气压、气温、湿度、风速、日照以及降水量六个维

度的输入和降水量一个维度的输出．所以 Ｄ 为 ６．
采用 Ｄｒｏｐｏｕｔ 退出部分神经元来防止过拟合，确

定随机丢弃比例 Ｐ 值．再通过全连接层，将其输出作

为 ＷＢＬＳ 层的映射特征，与输入 Ｘ 一起构成隐藏层

Ｈ，最后算出输出权重 Ｗ．Ｎ１ 为每个映射特征节点个

数，Ｎ２ 为映射特征个数，Ｃ 为 Ｌ２ 正则化参数．本文利

用验证集对本文模型的超参数进行实验，取值为多

次实验后选取的最优值．本文所用的参数如表 １
所示．

选取 ＲＭＳＥ、ＭＡＥ 和 Ｒ２ 对算法的精确度进行评

估．ＲＭＳＥ 对预测值误差十分敏感，能够体现预测的

精准度．ＭＡＥ 可以避免误差相互抵消的问题，可以准

确反映实际预测误差． Ｒ２ 常用于判断回归方程的拟

合程度，数值在 ０ 到 １ 之间，越大表示模型的预测性

能越好．

ＥＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
（􀭴ｙ（ ｉ） － ｙ（ ｉ）） ２ ， （１５）

ＥＭＡＥ ＝ ∑
ｎ

ｉ ＝ １
｜ （􀭴ｙ（ ｉ） － ｙ（ ｉ）） ｜ ， （１６）

Ｒ２ ＝ １ －
∑

ｎ

ｉ ＝ １
（􀭴ｙ（ ｉ） － ｙ（ ｉ）） ２

∑
ｎ

ｉ ＝ １
（􀭰ｙ（ ｉ） － ｙ（ ｉ）） ２

， （１７）

其中， ｙｉ 表示真实月降水量，􀭴ｙ 表示预测月降水量，􀭰ｙ
表示平均月降水量．

表 １　 ＬＳＴＭ⁃ＷＢＬＳ 模型主要参数

Ｔａｂｌｅ １　 Ｍａｉｎ ｐａｒａｍｅｔｅｒｓ ｏｆ ＬＳＴＭ⁃ＷＢＬＳ ｍｏｄｅｌ

层 参数 值

Ｉｎｐｕｔ Ｔｉｍｅｓｔｅｐｓ １，３，６

ＬＳＴＭ

Ｌａｙｅｒｓ ４

Ｎｕｍｂｅｒ ｏｆ ｎｅｕｒｏｎｓ ｛２５６，１２８，６４，３２｝

Ｌｏｓｓ ｍｓｅ

Ｏｐｔｉｍｉｚｅｒ Ａｄａｍ

Ｂａｔｃｈ＿ｓｉｚｅ ６４

ｅｐｏｃｈｓ ８０

Ｄｒｏｐｏｕｔ Ｐ ０􀆰 ２

Ｌａｙｅｒｓ １

Ｄｅｎｓｅ Ｎｕｍｂｅｒ ｏｆ ｎｅｕｒｏｎｓ ２０

Ａｃｔｉｖａｔｉｏｎ ｒｅｌｕ
Ｎ１ ２０

ＷＢＬＳ Ｎ２ ３０

Ｃ ｌｅ⁃５

２􀆰 ３　 与现有模型对比分析

将现有模型与本文模型进行对比分析，以预测

长度 １ ｄ 为例，对比结果如表 ２ 所示．本文模型与现

有 的 ＳＶＭ［４］、 ＥＥＭＤ⁃ＡＲＩＭＡ［３］、 ＬＳＴＭ［１３］、 ＣＮＮ⁃
ＬＳＴＭ［１５］和 ＬＳＴＭ⁃ＢＬＳ 模型相比：ＲＭＳＥ 值分别减少

了 ５０􀆰 ２０％、４７􀆰 ５８％、３７􀆰 ００％、３４􀆰 ８０％ 和 １７􀆰 ５４％；
ＭＡＥ 值 分 别 减 少 了 ５５􀆰 ２９％、 ５３􀆰 １９％、 ４９􀆰 ２０％、
４８􀆰 ００％和 ２２􀆰 ７２％；Ｒ２ 值分别增加了 ０􀆰 ２０９、０􀆰 １８９、
０􀆰 ０７８、０􀆰 ０５８ 和 ０􀆰 ０１５．显然，本文模型表现在三个指

标上都是最优的，证明了本文模型的有效性和准

确性．

３８１
学报（自然科学版），２０２３，１５（２）：１８０⁃１８６

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２３，１５（２）：１８０⁃１８６



表 ２　 各个模型评价指标对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ

模型 ＲＭＳＥ ／ ｍｍ ＭＡＥ ／ ｍｍ Ｒ２

ＳＶＭ ４􀆰 １９１ ２􀆰 ４２７ ０􀆰 ７１１

ＥＥＭＤ⁃ＡＲＩＭＡ ３􀆰 ９８１ ２􀆰 ３１８ ０􀆰 ７３１

ＬＳＴＭ ３􀆰 ３１３ ２􀆰 １３６ ０􀆰 ８４２

ＣＮＮ⁃ＬＳＴＭ ３􀆰 ２０１ ２􀆰 ０８７ ０􀆰 ８６１

ＬＳＴＭ⁃ＢＬＳ ２􀆰 ５３１ １􀆰 ４０４ ０􀆰 ９０５

ＬＳＴＭ⁃ＷＢＬＳ ２􀆰 ０８７ １􀆰 ０８５ ０􀆰 ９２０

为进一步验证本文模型有效性，对 ＬＳＴＭ 系列

相关模型预测进行可视化．将测试集的降水序列和

各个模型的预测值进行拟合，对比可视化如图 ４ 所

示．为了方便作图，其中第 １ 天对应 ２０１８ 年 １１ 月 ２６
日的降水真实值与预测值，一直到 ２０２０ 年 １２ 月 ３１
日共 ７６７ ｄ．

图 ４　 ＬＳＴＭ 系列相关模型预测可视化对比

Ｆｉｇ􀆰 ４　 Ｖｉｓｕａｌｉｚｅｄ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｂｙ ＬＳＴＭ ｓｅｒｉｅｓ ｒｅｌａｔｅｄ ｍｏｄｅｌｓ

从图 ４ 可以看出，在降水量突变的日期本文模

型的预测结果要明显优于现有的所有模型．注意到，
现有的基于 ＬＳＴＭ 模型（图 ４ａ、４ｂ）在预测上都不可

避免地存在滞后性，因此无法精准预测．图 ４ｃ 因加

入 ＢＬＳ 基本解决了滞后性问题，但是噪声和异常值

对预测的不良影响依然存在．本文模型在图 ４ｃ 基础

上加入了加权惩罚因子，预测结果最优（图 ４ｄ）．

２􀆰 ４　 与单因素模型对比

为进一步验证本文模型的有效性，与单因素降

水量输入的模型进行对比，结果如表 ３ 所示．可以看

出多因素输入的预测要远远高于单因素输入模型．
原因是数据中零值过多，单输入模型无法准确预测．
部分数据集如表 ４ 所示．综合考虑各种气象因素的

影响，本文模型可以准确地对降水量进行预测．

表 ３　 与单因素模型对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ ｓｉｎｇｌｅ ｆａｃｔｏｒ ｍｏｄｅｌ ｍｍ

模型 ＲＭＳＥ ＭＡＥ

ＬＳＴＭ（单因素） ７􀆰 ６１０ ４􀆰 ００８

ＬＳＴＭ⁃ＷＢＬＳ（单因素） ６􀆰 ６１０ ３􀆰 ８９０

ＬＳＴＭ⁃ＷＢＬＳ ２􀆰 ０８７ １􀆰 ０８５

２􀆰 ５　 稳定性分析

不改变模型中的参数，将预测长度分别设置为 ３
ｄ 和 ５ ｄ，对日降水量进行预测，结果如表 ５ 所示．结
合预测长度为 １ ｄ 的预测结果，可以看出随着预测

长度的增加，所有预测模型的预测精度都有所下降．
但是，ＬＳＴＭ⁃ＷＢＬＳ 模型在不同预测长度下，预测精

４８１
韩莹，等．ＬＳＴＭ⁃ＷＢＬＳ 模型在日降水量预测中的应用．

ＨＡＮ Ｙｉｎｇ，ｅｔ ａｌ．Ａｐｐｌｉｃａｔｉｏｎ ｏｆ ｉｍｐｒｏｖｅｄ ＬＳＴＭ⁃ＷＢＬＳ ｍｏｄｅｌ ｉｎ ｄａｉｌｙ ｐｒｅｃｉｐｉｔａｔｉｏｎ ｆｏｒｅｃａｓｔ．



　 　 表 ４　 ２００１ 年 １ 月部分数据集

Ｔａｂｌｅ ４　 Ｐａｒｔ ｏｆ ｔｈｅ ｄａｔａｓｅｔ ｉｎ Ｊａｎｕａｒｙ ２００１

气压 ／
ｋＰａ

气温 ／
℃

降水量 ／
ｍｍ

相对湿度 ／
％

风速 ／
（ｍ ／ ｓ）

日照 ／
ｈ

９７􀆰 ３ ９􀆰 ２ ０􀆰 ０ ８２ ０􀆰 ３ １􀆰 ２
９７􀆰 ４ ８􀆰 ２ ０􀆰 ０ ８４ １􀆰 ８ １􀆰 ５
９８􀆰 ３ ７􀆰 ９ ０􀆰 ９ ６９ ３􀆰 ０ ０􀆰 ０
９８􀆰 １ ４􀆰 ７ ０􀆰 １ ８３ １􀆰 ３ ０􀆰 ０
９７􀆰 ７ ５􀆰 ９ ０􀆰 ０ ６８ ２􀆰 ０ １􀆰 ０
９７􀆰 ８ ７􀆰 ４ ０􀆰 ０ ７５ １􀆰 ５ ０􀆰 ６
９７􀆰 ７ ７􀆰 ５ １􀆰 １ ７６ ３􀆰 ８ ０􀆰 １
９７􀆰 ８ ６􀆰 ６ ３􀆰 ３ ８２ ３􀆰 ０ ０􀆰 ０
９８􀆰 １ ６􀆰 ３ ０􀆰 ０ ７７ ２􀆰 ８ ０􀆰 ０
９７􀆰 ９ ６􀆰 ６ ０􀆰 ０ ６７ ２􀆰 ０ ０􀆰 ５

表 ５　 不同预测长度下各个模型评价指标对比

Ｔａｂｌｅ ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｆｏｒ ｅａｃｈ
ｍｏｄｅｌ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｐｒｅｄｉｃｔｉｏｎ ｌｅｎｇｔｈｓ

模型
ＲＭＳＥ ／ ｍｍ ＭＡＥ ／ ｍｍ Ｒ２

３ ｄ ５ ｄ ３ ｄ ５ ｄ ３ ｄ ５ ｄ

ＳＶＭ ４􀆰 ３２５ ４􀆰 ４５７ ２􀆰 ６０１ ２􀆰 ７２５ ０􀆰 ７０１ ０􀆰 ６８２
ＥＥＭＤ⁃ＡＲＩＭＡ ４􀆰 ０５６ ４􀆰 ２１６ ２􀆰 ４０７ ２􀆰 ４２１ ０􀆰 ７２１ ０􀆰 ７０５

ＬＳＴＭ ３􀆰 ４０８ ３􀆰 ４２１ ２􀆰 ２３４ ２􀆰 ３５１ ０􀆰 ８３１ ０􀆰 ８２２
ＣＮＮ⁃ＬＳＴＭ ３􀆰 ３０７ ３􀆰 ３９２ ２􀆰 １７９ ２􀆰 ３０６ ０􀆰 ８５５ ０􀆰 ８４３
ＬＳＴＭ⁃ＢＬＳ ２􀆰 ６４１ ２􀆰 ７２８ １􀆰 ５０３ １􀆰 ５８１ ０􀆰 ８８９ ０􀆰 ８７３
ＬＳＴＭ⁃ＷＢＬＳ ２􀆰 １４５ ２􀆰 ２１６ １􀆰 ２０２ １􀆰 ２７２ ０􀆰 ９０９ ０􀆰 ８８６

度依然优于其他模型．这一结果验证了本文模型的

稳定性．

２􀆰 ６　 运算效率分析

运算效率也是算法的主要评价指标． 在保证

ＬＳＴＭ⁃ＷＢＬＳ 与 ＬＳＴＭ 训练都达到最优结果的情况

下，运算效率对比如表 ６ 所示．由表 ６ 可以看出，
ＬＳＴＭ⁃ＷＢＬＳ 训练时间只比 ＬＳＴＭ 长 ２ ｓ 左右，效率

未明显下降．其原因是 ＷＢＬＳ 不需大量运算、直接计

算权重的特点使得 ＬＳＴＭ⁃ＷＢＬＳ 相比 ＬＳＴＭ，在运算

效率上不会有太大的下降．

表 ６　 ＬＳＴＭ⁃ＷＢＬＳ 和 ＬＳＴＭ 运算效率对比

Ｔａｂｌｅ ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｏｐｅｒａｔｉｏｎ ｅｆｆｉｃｉｅｎｃｙ ｂｅｔｗｅｅｎ
ＬＳＴＭ⁃ＷＢＬＳ ａｎｄ ＬＳＴＭ

模型
训练时间 ／ ｓ

时间步长＝ １ ｄ 时间步长＝ ３ ｄ 时间步长＝ ５ ｄ
ＬＳＴＭ ６５５􀆰 ９２５ ９４５􀆰 ０３１ １ １９４􀆰 １３４

ＬＳＴＭ⁃ＷＢＬＳ ６５７􀆰 ２３１ ９４７􀆰 １３２ １ １９６􀆰 ８９１

３　 结论

鉴于现有日降水预测模型的缺点，本文提出一

种 ＬＳＴＭ⁃ＷＢＬＳ 日降水预测模型．通过实证研究，本
文模型借助 ＷＢＬＳ 不用大量训练、直接通过伪逆计

算权重的特点解决了 ＬＳＴＭ 预测中存在的滞后问

题，且运算效率没有下降．通过自动为每个样本分配

适当的权重，给高可靠性的样本更高的权重，而可疑

的异常值获得较低的权重，减少了异常样本的影响，
提高了预测精度与稳定性．本文探讨了在降水量预

测中，同时融合深度学习与宽度学习优势的可能性，
为降水量预测研究提供了新的思路．本文模型仅考

虑历史气象数据和具体日降水数据，以后将加入地

理、地貌等特征，进一步提高日降水预测精度．
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