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基于机器学习的降雨量雷达回波数据建模与预测

摘要
以浙江省 ２０１６ 年 １—１０ 月的雷达回

波强度数据为基础，分别应用随机森林
模型、ＢＰ 神经网络模型、卷积神经网络
模型来预测降雨量并进行对比．建模分
析结果表明，随机森林模型预测效果精
确度较低，容易低估较大的降雨强度，而
ＢＰ 神经网络和卷积神经网络预测的效
果都比随机森林好，特别是卷积神经网
络，其预测值与真实值更加接近，且对较
大的降雨强度拟合较好．
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０　 引言

　 　 降雨对人类生活、国民经济起着重要的作用，降雨量变化造成洪

涝、干旱等极端情况，对农业、水资源、生态环境等存在很大影响．准确

的降雨信息对于水资源的规划和管理至关重要，也是水库抗旱和防

洪的关键．然而，由于产生降雨的大气过程的复杂性以及在空间和时

间上各种尺度的巨大变化，造成了降雨的预测具有很大的挑战性．随
着气象卫星以及天气雷达等先进设备、技术的发展，人们在天气预报

方面取得了许多进步，但是要获得准确的降雨预报仍然面临着很大

的问题．降雨量具有非线性、复杂性、多样性和不稳定性等特点，且受

诸多因素的影响，而数据采集方面，随着近年来科技的发展，卫星和

天气雷达每年提供 ＰＢ 级气象数据与以往的数据有着显著的、本质上

的差异，故用传统的技术、方法预测降雨存在着模糊性和不确定性，
预测难度大增，往往无法取得很好的预测效果．

另一方面，随着信息技术和计算科学的迅猛发展，计算机计算能

力得到大幅度提高，统计机器学习方法被广泛应用于各个领域［１⁃２］ ．该
方法具有高度的非线性、灵活性和数据驱动学习能力，可以应用在降

雨量的预测中，也可以得到比传统方法更好的降雨量预测结果．因此，
通过统计机器学习方法分析气象数据，发现其潜在的规律，从而更准

确地预测未来的降雨量，是一个很有意义的课题．
Ｂａｉｋ 和 Ｈｗａｎｇ 基于北太平洋西部热带气旋的 ３１ 年样本，利用多

元线性回归方法和 ＢＰ 神经网络对未来 １２、２４、３６、４８、６０ 和 ７２ ｈ 的气

旋强度进行预测［３］ ．结果表明，除了对未来 １２ ｈ 的预测误差相近，ＢＰ
神经网络模型解释的方差百分比在其他所有时间间隔内均大于回归

模型解释的方差百分比，ＢＰ 神经网络模型对未来其他时刻的预测误

差比回归模型小 １０％～１６％，显示了 ＢＰ 神经网络在热带气旋强度预

报中的应用潜力．Ｇｕｈａｔｈａｋｕｒｔａ［４］ 首次在利用神经网络技术进行季风

降水预报时引入了尺度化的思想，他分析了 ３６ 个气象分区的月降雨

量时间序列数据，所用的模型较好地捕捉了输入⁃输出的非线性关系，
较准确地预测了独立周期内的季节降水．所有印度季风降水预报都是

利用各分区的面积加权降水预报生成的，结果表明，向上尺度有助于

更好地捕捉全印度降水的变化，有助于预测极端年份的降雨量，比基

于单一时间序列建立的印度所有降雨量的神经网络模型都要好．徐晓

岭等［５］给出了全样本场合下卡帕分布参数的矩估计，估计北京、天津、



　 　 　 　南京、上海、 广州的月降水量． 崔玫意等［６］ 基于

１９５１—２０１０ 年河北省 ２１ 个气象站逐日降水观测资

料，拟合逐年日最大降水量序列，借助 Ｋ⁃Ｓ 与 Ａ⁃Ｄ 方

法进行拟合优度的比较． Ｓｕｌａｉｍａｎ 等［７］ 利用人工神

经网络对月强降水进行预报，为此收集并使用了

１９６５—２０１５ 年地方气象站的降水数据，利用以往降

水值的不同组合作为预测输入，利用均方误差和相

关系数对人工神经网络模型的性能与 ＡＲＩＭＡ 模型

进行了比较．结果表明，该人工神经网络模型能够较

好地预测强降水事件．

图 １　 １ ｈ 内逐 １０ ｍｉｎ 的雷达回波数据

Ｆｉｇ １　 Ｒａｄａｒ ｅｃｈｏ ｄａｔａ ｆｏｒ １０ ｍｉｎｕｔｅｓ ｉｎ ｏｎｅ ｈｏｕｒ

在技术设备方面，雷达通过发射电磁波后收到

的反馈，获得物体到雷达的距离、方位角和物体当前

的径向速度、高度等［８］，相对于地面测量的优势在于

其覆盖范围广、穿透强，基本不会受温度、风等外部

因素的影响，因此在各领域被广泛应用．例如，在军

事领域上可以探测复杂的地形，在环保领域上可以

监测空气质量，在地质领域上可以勘探石油煤炭等．
天气雷达每年提供 ＰＢ 级气象数据，数据量大，传统

的统计学方法预测降雨往往无法取得很好的效果．
本文以浙江省气象站的降雨数据（逐小时）以

及雷达回波数据（逐 １０ ｍｉｎ）为基础，对其筛选、整
理、预处理， 分别采 用 随 机 森 林、 ＢＰ 神 经 网 络

（ＢＰＮＮ）和卷积神经网络（ＣＮＮ）等建模方法对未来

１～２ ｈ 的降雨量进行预测．

１　 数据样本及其处理

１ １　 数据说明

本文使用的雷达回波数据为浙江省雷达站 ２０１６
年 １—１０ 月反射率因子资料，降雨量数据为浙江气

象站的降雨资料．雷达回波数据如图 １ 所示（纵、横
坐标都是像素，６ 幅分图是同一区域每隔 １０ ｍｉｎ 的

雷达回波图），其中心点为气象站所在的位置，高度

为 １ ５ ｋｍ，时间分辨率为 １０ ｍｉｎ，大小为 １００ 像素×
１００ 像素，回波强度范围为 ０ 到 ７０ ｄＢｚ．降雨量数据

的时间分辨率为 １ ｈ．对于每个时刻的降雨量预测，
输入变量为前一个小时内的 ６ 张雷达图数据．通过

池化操作［９］和风向法（见下面介绍）把原始的 １００×
１００ 的回波强度雷达数据变为 １７×１７ 的数据，为后

面建立的预测模型提供了数据支持．

１ ２　 风向法数据处理

首先对每一张 １００×１００ 的回波强度雷达图，利
用池化操作将其转化为 ２５×２５ 的数据，然后利用前

一时刻的数据和当前时刻的数据计算出风向，最后

利用风向从 ２５×２５ 的数据中选取出 １７×１７ 的数据．
１）平均池化

对每张 １００×１００ 的回波强度雷达图，以步长为

２，对每个 ２×２ 区域都进行平均，最后得到 ５０×５０ 的

数据，如图 ２ 所示．
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２）最大池化

对平均池化后得到的 ５０×５０ 的数据，以步长为

２，对每个 ２×２ 区域都取最大值，最后得到 ２５×２５ 的

数据，如图 ３ 所示．

图 ２　 平均池化示意图

Ｆｉｇ ２　 Ａｖｅｒａｇｅ ｐｏｏｌｉｎｇ ｓｃｈｅｍａｔｉｃ

图 ３　 最大池化示意图

Ｆｉｇ ３　 Ｍａｘｉｍｕｍ ｐｏｏｌｉｎｇ ｓｃｈｅｍａｔｉｃ

　 　 ３）计算风向

首先对上面得到的 ２５×２５ 的数据，计算其中最

大 ５ 个数的平均位置．然后根据前一时刻的位置和

当前时刻的位置决定风向，可能的风向有 １２ 个，分
别是：西—东、西—南、西—北、东—西、东—南、东—
北、 北—南、 北—西、 北—东、 南—北、 南—西、
南—东．

４）选取区域

直观上，阴雨云会向着风的方向运动，这就意味

着根据风向选取区域会使预测更加精准，因此本文

从 ２５×２５ 的数据抽取出 １７×１７ 的数据．
对于不同的风向，抽取不同的区域．若风向是

西—东，则选择［４：２１，０：１７］的区域；若风向是西—
南，则选择［６：２３，０：１７］的区域；若风向是西—北，则
选择［２：１９，０：１７］的区域；若风向是东—西，则选择

［４：２１，８：２５］的区域；若风向是东—南，则选择［６：
２３，８：２５］的区域；若风向是东—北，则选择［２：１９，８：
２５］的区域；若风向是北—南，则选择［０：１７，４：２１］
的区域；若风向是北—西，则选择［０：１７，２：１９］的区

域；若风向是北—东，则选择［０：１７，６：２３］的区域；若
风向是南—北，则选择［８：２５，４：２１］的区域；若风向

是南—西，则选择［８：２５，２：１９］ 的区域；若风向是

南—东，则选择［８：２５，６：２３］的区域．

２　 研究的理论与方法

２ １　 随机森林模型

随机森林模型是由多个相互独立的 ＣＡＲＴ 决策

树结合而成的建模方法，该模型既能被用来解决分

类问题，也能被用来解决回归问题［１０］，能在运算量

没有显著提高的前提下提高预测精度．若待预测的

变量为类别变量，则随机森林的最终结果由所有

ＣＡＲＴ 决策树投票决定；若待预测的变量为数值变

量，则随机森林的最终结果是所有 ＣＡＲＴ 决策树的

平均值［１１］ ．其中每棵 ＣＡＲＴ 决策树的训练数据是由

自助法（ｂｏｏｔｓｔｒａｐ）获得的，也就是从原始数据集中

有放回地重复随机抽取数据放入训练数据集中，因
此，每棵决策树的训练数据各不相同［１２］ ．随机森林算

法原理框架如图 ４ 所示．

２ ２　 ＢＰ 神经网络模型

ＢＰ 神经网络［１３］ 是一种按误差反向传播（简称

误差反传）训练的多层前馈网络，其基本思想是梯度

下降法，利用梯度搜索技术，以使得网络的实际输出

值和期望输出值的误差均方差为最小．而其逆向传

播算法的基本原理是通过迭代处理训练元组的数据
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集，将每一个元组经过神经网络模型处理后的输出

结果与训练集中已经给定的响应变量值进行比较，
并计算误差，从而根据误差对每一层的权重与偏置

项进行调整．上述过程循环进行，直到满足停止条件

为止．

图 ４　 随机森林原理

Ｆｉｇ ４　 Ｐｒｉｎｃｉｐｌｅ ｏｆ ｒａｎｄｏｍ ｆｏｒｅｓｔ ｍｏｄｅｌ

假 设 训 练 数 据 集 为 ｛ ｘ １( ) ，ｙ １( )( ) ，
ｘ ２( ) ，ｙ ２( )( ) ，…， ｘ ｍ( ) ，ｙ ｍ( )( ) ｝ ，采用批量更新

的方法，这 ｍ 个数据的相应总误差为

Ｌ ＝ １
ｍ∑

ｍ

ｉ ＝ １
Ｌ（ ｉ），

其中 Ｌ（ ｉ） 为单个样本的误差，其定义如下：

Ｌ ｉ( ) ＝ １
２ ∑

ｎ

ｋ ＝ １
（ｄｋ ｉ( ) － ｙｋ（ ｉ）） ２，

其中 ｄｋ（ ｉ） 为样本 ｉ 输出层节点 ｋ 的输出，而 ｙｋ（ ｉ）
为其真实值．因此有

Ｌ ＝ １
２ｍ∑

ｍ

ｉ ＝ １
∑

ｎ

ｋ ＝ １
（ｄｋ ｉ( ) － ｙｋ（ ｉ）） ２ ．

误差逆向传播的每次迭代都是沿着误差相对权

重值的负梯度方向来更新：

Ｗ ｌ( )

ｎｊ ≤ Ｗ ｌ( )

ｎｊ － η ∂Ｌ
∂Ｗ ｌ( )

ｎｊ

，

其中，Ｗ ｌ( )

ｎｊ 表示第 ｌ 层的第 ｎ 个节点关于第 ｌ － １ 层

第 ｊ 个节点的权重， η 为学习率．
由于 ＢＰ 神经网络的学习能力太强，容易产生过

拟合问题．可以采取两种方法来解决过拟合问题：
１）早停．通过对训练数据集进行训练，学习调整

各个权重和偏置项，将验证数据集输入模型计算误

差，如果验证数据集的误差随着训练数据集误差的

降低反而升高，那么就停止训练，返回此时权重和偏

置项．
２）正则化．其基本思想是在误差函数中加入反

映模型复杂程度的指标，使得模型不要任意拟合训

练数据中的噪声．
常用的指标有两种，一种是 Ｌ１ 范数，其中 ｗ ｉ 表

示权重：

Ｒ Ｗ( ) ＝ ｗ １ ＝ ∑
ｉ

ｗ ｉ ．

另一种是 Ｌ２ 范数：

Ｒ Ｗ( ) ＝ ｗ ２
２ ＝ ∑

ｉ
ｗ２

ｉ ．

２ ３　 卷积神经网络模型

卷积神经网络（ＣＮＮ）是一种前馈神经网络，人
工神经元可以响应周围单元，可以进行大型图像处

理，其主要是由输入层、卷积层、池化层、全连接层和

输出层构成的，卷积层和池化层是特征提取的关键，
并且在前几层中交替出现［１４］ ．

卷积神经网络具有如下 ３ 个优势特性．
１）局部感知

１９６２ 年，Ｈｕｂｅｌ 等发现猫脑皮层的神经元有局

部感知的特点，从而提出了感知野的概念［１５］ ． １９８２
年，Ｆｕｋｕｓｈｉｍａ 等基于感知野建立了神经认知机模

型［１６］，Ｌｅｃｕｎ 等［１７］受其启发建立了有局部连接特性

的卷积神经网络，其中所提到的局部连接指的是下

一层中的每个节点都只与当前层的部分节点相连，
从而大幅度地减少了权重的个数．

２）权重共享

虽然通过局部感知能大幅度地减少权重的个

数，但权重个数仍然过多，于是权重共享的方法［１８］

被提出，其原理是：从大尺寸图像中选取一小部分，
从这部分中学习到一些有用的特征，这样就可以把

这个操作在大尺寸图像中的任何地方使用．
卷积神经网络利用卷积操作实现局部感知和权

值共享，而卷积操作则利用卷积核实现，如图 ５ 所

示，其计算公式如下：

ｙｉ ＝ ｆ ∑
ｎ

ｉ ＝ １
Ｗｉ ｘｉ ＋ ｂ( ) ，

其中， ｆ 是激活函数， Ｗｉ 是卷积核的权重值， ｂ 是偏

置项．
但单个卷积核只能学习到一种特征，因此，卷积

神经网络中每一个卷积层都会有多个卷积核，从而
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图 ５　 卷积操作过程

Ｆｉｇ ５　 Ｃｏｎｖｏｌｕｔｉｏｎ ｏｐｅｒａｔｉｏｎ

充分提取多种特征．
３）下采样

实现局部连接和权重共享后，即使卷积神经网

络的权重数量已经降低到合理范围内，但卷积神经

网络的特征矩阵往往还会出现过大问题，这不仅导

致计算量增大，还容易造成过拟合．为此，在卷积神

经网络的基础上又提出了下采样方法．它一般在卷

积层之后，对卷积层的输出分别通过平均池化或最

大池化法进行统计，也就是计算平均值或者最大值

这两种方式进行统计，所以下采样又称为池化．图 ６
显示了 ２×２ 的最大池化的过程．

图 ６　 最大池化过程

Ｆｉｇ ６　 Ｍａｘｉｍｕｍ ｐｏｏｌｉｎｇ ｐｒｏｃｅｓｓ

３　 预测模型

３ １　 随机森林建模分析

我们首先选取原始雷达回波数据和降雨量数据

的前 ９０％作为训练数据集，后 １０％作为测试数据集．
通过控制变量的方法，在分裂节点抽取的特征数为

总特征数的 １０％～９０％、ＣＡＲＴ 决策树的棵数从 ０ 到

１００ 变化时，观察模型均方误差的变化情况．结果如

图 ７—１１ 所示，图中横坐标为 ＣＡＲＴ 决策树的棵数，
纵坐标为模型的均方误差．

从图 ７—１１ 中可以看出，对于不同的特征数，模
型的均方误差都是随着 ＣＡＲＴ 决策树的增加先降低

而后趋于平稳．其中，从图 ７ 可以看到，当分裂节点

抽取的特征数为总特征数的 １０％时，ＣＡＲＴ 决策树

的棵数取 ２５ 可以使模型的均方误差达到最小，最小

值为 １．７８；从图 ８ 可以看到，当分裂节点抽取的特征

数为总特征数的 ３０％时，ＣＡＲＴ 决策树的棵数取 １５
可以使模型的均方误差达到最小，最小值为 １．８２；从
图 ９ 可以看到，当分裂节点抽取的特征数为总特征

数的 ５０％时，ＣＡＲＴ 决策树的棵数取 １５ 可以使模型

的均方误差达到最小，最小值为 １．８９；从图 １０ 可以

看到，当分裂节点抽取的特征数为总特征数的 ７０％
时，ＣＡＲＴ 决策树的棵数取 ９７ 可以使模型的均方误

差达到最小，最小值为 １ ８９；从图 １１ 可以看到，当分

裂节点抽取的特征数为总特征数的 ９０％时，ＣＡＲＴ
决策树的棵数取 ５５ 可以使模型的均方误差达到最

小，最小值为 １．９３．经过综合，本文随机森林模型中

节点分裂时随机抽取特征数为总特征数的 １０％，而
模型规模即 ＣＡＲＴ 决策树的棵数为 ２５．

图 ７　 １０％特征数

Ｆｉｇ ７　 ＭＳＥ ｕｎｄｅｒ １０％ ｃｈａｒａｃｔｅｒｉｓｔｉｃ ｎｕｍｂｅｒ

图 ８　 ３０％特征数

Ｆｉｇ ８　 ＭＳＥ ｕｎｄｅｒ ３０％ ｃｈａｒａｃｔｅｒｉｓｔｉｃ ｎｕｍｂｅｒ

使用训练数据构建完模型后，还需要评估模型
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图 ９　 ５０％特征数

Ｆｉｇ ９　 ＭＳＥ ｕｎｄｅｒ ５０％ ｃｈａｒａｃｔｅｒｉｓｔｉｃ ｎｕｍｂｅｒ

图 １０　 ７０％特征数

Ｆｉｇ １０　 ＭＳＥ ｕｎｄｅｒ ７０％ ｃｈａｒａｃｔｅｒｉｓｔｉｃ ｎｕｍｂｅｒ

图 １１　 ９０％特征数

Ｆｉｇ １１　 ＭＳＥ ｕｎｄｅｒ ９０％ ｃｈａｒａｃｔｅｒｉｓｔｉｃ ｎｕｍｂｅｒ

的泛化能力．验证模型泛化能力主要是将模型作用

于测试数据集，比较模型预测值与测试数据实际值

之间的差异，差异越小则说明模型泛化能力越好．我
们将构建好的随机森林模型应用于测试数据集，得
到模型预测结果与测试数据实际值的散点图以及残

差图分别如图 １２ 和图 １３ 所示．从图中可以看出，随

机森林方法虽然对低降雨强度拟合较好，但容易低

估较大的降雨强度．

图 １２　 降雨量真实值与预测值的散点图

Ｆｉｇ １２　 Ｓｃａｔｔｅｒ ｏｆ ａｃｔｕａｌ ｒａｉｎｆａｌｌ ａｎｄ ｒａｎｄｏｍ
ｆｏｒｅｓｔ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ

图 １３　 残差图

Ｆｉｇ １３　 Ｒｅｓｉｄｕａｌ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｒａｎｄｏｍ ｆｏｒｅｓｔ ｐｒｅｄｉｃｔｉｏｎ

３ ２　 ＢＰ 神经网络建模分析

３ ２ １　 数据归一化

数据在输入 ＢＰ 神经网络之前必须要进行数据

归一化，也就是将数据映射到［０，１］区间或更小的区

间．本文采用最小最大法将数据映射到［０，１］区间，
转换函数的定义如下：

ｘｉ ＝
ｘｉ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
．

３ ２ ２　 ＢＰ 神经网络设计

１）网络层数的设计

具有单隐含层的 ＢＰ 神经网络可以拟合任意函

数，增加隐藏层虽可进一步降低误差，但随着层数的

增加，会导致梯度消失和梯度爆炸的问题，模型反而

更易得到局部最优解．因此经多次试验后选用包含

两个隐含层结构的 ＢＰ 神经网络．
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２）输入层和输出层的设计

输入层以及输出层的节点数分别由样本、响应

变量的特征个数决定．本文的目标是对气象站未来 １
ｈ 累计降雨量进行预测，所涉及的样本、响应变量的

特征个数分别为 １７×１７×６ ＝ １ ７７４ 个以及 １ 个，所以

输入层、输出层的节点数分别为 １ ７７４ 及 １．
３）隐含层节点数目设计

隐含层最佳节点数的确定是一个难点，若隐含

层节点数过少，则会导致欠拟合问题的出现；若隐含

层节点数过多，则很有可能出现过拟合问题，且训练

时间大大增加．所以本文考虑在一定的范围内，先训

练包含较少隐含层节点的 ＢＰ 神经网络，然后逐渐增

加，当训练误差达到最小时对应的节点数就是最佳

的节点数．本文对 １～５０ 个隐藏层节点的神经网络进

行均方误差比较，具体结果如图 １４ 所示，训练数据

和测试数据的均方误差都是先下降然后趋于平稳，
说明模型性能良好．可以看出，当节点数大于 ３２ 时，
测试数据的均方误差开始趋于平稳，因此我们将隐

藏层节点设置为 ３２

图 １４　 不同隐含层节点数下的模型均方误差

Ｆｉｇ １４　 ＭＳＥ ｏｆ ｔｈｅ ＢＰＮＮ ｍｏｄｅｌｉｎｇ ｕｎｄｅｒ
ｄｉｆｆｅｒｅｎｔ ｈｉｄｄｅｎ ｌａｙｅｒ ｎｏｄｅｓ

３ ２ ３　 初始化参数的选取

１）初始权重值和偏置项的选取

由于 ＢＰ 神经网络具有高度非线性，导致其误差

曲面是非凸的，包含局部极小值点，故初始权重值和

偏置项的选取要在零点左右．且初始权重值和偏置

项的选取还决定了模型的初始训练误差及其之后的

变化．因此，本文限制初始权重值和偏置项在标准正

态分布的 ２ 倍标准差之内．
２）学习次数

合适的学习次数能使预测的精度更高，但是一

味地增加学习次数只会使预测的精度降低．本文先

设置模型的最优隐含层节点数为 ３２，然后设置学习

次数从 １～５００，结果如图 １５ 所示．

图 １５　 不同学习次数下的模型均方误差

Ｆｉｇ １５　 ＭＳＥ ｏｆ ｔｈｅ ＢＰＮＮ ｍｏｄｅｌｉｎｇ ｕｎｄｅｒ
ｄｉｆｆｅｒｅｎｔ ｌｅａｒｎｉｎｇ ｔｉｍｅｓ

从图 １５ 中可以看出，神经网络模型训练集数据

下的均方误差随模型学习次数增多而减小，而模型

在测试数据集下的均方误差并没有随着学习次数增

加而一直下降，而是先下降然后缓慢增加，这是由于

过拟合导致的．由于均方误差在 １７０ 次后开始缓慢

增加，因此将 ＢＰ 神经网络的学习次数设为 １７０．
３）期望误差的选取

所谓期望误差，是根据当前实际情况对训练误

差给定的阈值，若训练误差达到了这个值就停止训

练．这是由于，若是给定的误差过小使得神经网络难

以达到，就会导致训练次数过多，发生过拟合现象；
若是给定的误差过大则会使得神经网络过早地停止

学习，难以达到最高的精度．通过多次的实验观察，
我们将期望误差设定为 １．１．

４）学习步长（速率）与梯度下降方法

由于学习步长与梯度下降方法不仅影响着各个

权重和偏置项的变化，同时影响着 ＢＰ 神经网络的收

敛速度，所以学习步长与梯度下降方法的选择也尤

为重要．学习步长设定过大，则可能会导致 ＢＰ 神经

网络不稳定；而学习步长设定过小，虽能避免出现网

络不稳定的问题，但会导致训练时间过长，甚至出现

不能收敛的问题．对于复杂的 ＢＰ 神经网络，好的梯

度下降方法应该可以自适应地设置学习步长，加速

收敛进度，避免落入局部极小值．根据多次实验，本
文选择 Ａｄａｍ 梯度下降方法，并将学习步长设定为

０ ０００ ５．
经过上述多次实验，对 ＢＰ 神经网络的参数进行
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调整，最终确定模型的隐含层节点个数、学习次数分

别为 ３２、１７０，同时将初始权重值和偏置项限制在标

准正态分布的 ２ 倍标准差之内，并将期望误差、学习

速率分别确定为 １ １、０ ０００ ５，而选 Ａｄａｍ 方法为梯

度下降方法，选择 Ｒｅｌｕ 函数作为激活函数．据此构建

ＢＰ 神经网络预测模型，得到图 １６—１８．
从图 １６ 可以看到，测试数据的均方误差随着训

练数据均方误差的降低而降低，表明该模型相当理

想．图 １７ 显示了降雨量真实值与预测值的散点图，
降雨量真实值与预测值形成的散点基本分布在 ｙ ＝ ｘ
周围，最终降雨量真实值与预测值的均方误差为

１ １６，表明模型拟合效果较好．结合散点图和残差

图，与随机森林模型相比，ＢＰ 神经网络模型对较大

的降雨强度拟合得更好．

图 １６　 迭代过程中训练集和测试集均方误差的变化

Ｆｉｇ １６　 ＭＳＥ ｖａｒｉａｔｉｏｎ ｏｆ ＢＰＮＮ ｔｒａｉｎｉｎｇ ｓｅｔ
ａｎｄ ｔｅｓｔ ｓｅｔ ｄｕｒｉｎｇ ｉｔｅｒａｔｉｏｎ

图 １７　 降雨量真实值与预测值的散点图

Ｆｉｇ １７　 Ｓｃａｔｔｅｒ ｏｆ ａｃｔｕａｌ ｒａｉｎｆａｌｌ ａｎｄ ＢＰＮＮ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ

３ ３　 卷积神经网络建模分析

依据卷积神经网络原理，可以设计如图 １９ 所示

的降雨量预测卷积神经网络结构，它包括了一个输

图 １８　 残差图

Ｆｉｇ １８　 Ｒｅｓｉｄｕａｌ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ＢＰＮＮ ｐｒｅｄｉｃｔｉｏｎ

入层、两个卷积层、两个池化层、两个全连接层和一

个输出层．

图 １９　 降雨量预测卷积神经网络结构

Ｆｉｇ １９　 Ｒａｉｎｆａｌｌ ｐｒｅｄｉｃｔｉｏｎ ＣＮＮ ａｒｃｈｉｔｅｃｔｕｒｅ

由于每一小时的累计降雨量对应 ６ 个雷达回波

强度图像，所以需对每个雷达回波强度图像做如下

处理：归一化的数据经过输入层后，传递到第一层卷

积层，通过卷积操作和激活函数的处理后再输出到

池化层，池化层下采样处理后再输出到下一个卷积

层；继续通过卷积操作和激活函数的处理后再输出

到下一个池化层，池化层下采样处理后的结果拉伸

为一维数据后再通过第一个全连接层，经激活函数

处理后得到输出数据．
６ 个二维数组通过上述操作后，经由合并处理

后再通过第二个全连接层，并经激活函数处理，通过

输出层得到一个预测值．
本文利用 Ｐｙｔｈｏｎ 与 Ｔｅｎｓｏｒｆｌｏｗ 框架编写代码，

将初始权重值和偏置项限制在标准正态分布的 ２ 倍

标准差之内，期望误差、学习速率分别设置为 ０ ７、
０ ０００ ５，同时选择 Ａｄａｍ 方法为梯度下降方法，Ｒｅｌｕ
函数为激活函数．此外，第一卷积层设置的卷积核尺

寸为 ２×２，个数为 ２０ 个，步长为 １；池化层采用的是

最大化采样，核尺寸为 ２×２，步长为 ２．第二卷积层的

０９４
陈晓平，等．基于机器学习的降雨量雷达回波数据建模与预测．

ＣＨＥＮ Ｘｉａｏｐｉｎｇ，ｅｔ ａｌ．Ｒａｉｎｆａｌｌ ｍｏｄｅｌｉｎｇ ａｎｄ ｐｒｅｄｉｃｔｉｏｎ ｂｙ ｒａｄａｒ ｅｃｈｏ ｄａｔａ ｂａｓｅｄ ｏｎ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ．



卷积核尺寸设置为 ２×２，个数为 ２０ 个，步长为 １，其
池化层同样通过最大化采样，相应的核尺寸为 ２×２，
步长为 ２．此外，所有全连接层节点个数都是 １２５．

据此构建卷积神经网络降雨量预测模型得到图

２０—２２．从图 ２０ 可以看出，随着学习次数的增加，测
试数据和训练数据的均方误差都是先降低然后趋于

平稳，同样表明模型相当理想．而从图 ２１ 可以看出，
降雨量真实值与预测值形成的散点基本分布在 ｙ ＝ ｘ
周围，最终降雨量真实值与预测值的均方误差为

０ ７９，表明模型拟合效果较好．结合散点图和残差

图，与随机森林模型和 ＢＰ 神经网络模型相比，卷积

神经网络模型的预测值与真实值更加接近，且对较

大的降雨强度拟合较好．

图 ２０　 迭代过程中训练集和测试集均方误差的变化

Ｆｉｇ ２０　 ＭＳＥ ｖａｒｉａｔｉｏｎ ｆｏｒ ＣＮＮ ｔｒａｉｎｉｎｇ ｓｅｔ
ａｎｄ ｔｅｓｔ ｓｅｔ ｄｕｒｉｎｇ ｉｔｅｒａｔｉｏｎ

图 ２１　 降雨量真实值与预测值的散点图

Ｆｉｇ ２１　 Ｓｃａｔｔｅｒ ｏｆ ａｃｔｕａｌ ｒａｉｎｆａｌｌ ａｎｄ ＣＮＮ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ

４　 模型预测对比

本文基于国内外学者的研究，分别选取了随机

森林、ＢＰ 神经网络和卷积神经网络降雨量预测模型

图 ２２　 残差图

Ｆｉｇ ２２　 Ｒｅｓｉｄｕａｌ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ＣＮＮ ｐｒｅｄｉｃｔｉｏｎ

进行建模分析．这 ３ 种模型各有优缺点：随机森林方

法简单高效，但对某些有特定噪声的数据进行建模

时可能会出现过度拟合；ＢＰ 神经网络相对随机森林

预测效果较好，但可解释性差且参数数量庞大；卷积

神经网络在回归预测方面的应用较少，但它能够极

大地减少复杂模型参数的数量，能够更好地挖掘特

征变量之间的关系，但也有解释性差的缺点．在上述

建模分析的基础上，我们利用上述的 ３ 个模型分别

对测试集数据进行预测，预测结果如表 １ 所示，而部

分日期降雨实际情况和预测情况如图 ２３—２５ 所示．
在表 １ 中，从日均方误差可以看出，随机森林降

雨量预测模型和 ＢＰ 神经网络降雨量预测模型的日

均方误差波动较大，而卷积神经网络降雨量预测模

型的日均方误差波动相对较小．从图 ２３—２５ 可以更

直观地发现，３ 个降雨量预测模型对于降雨量的趋

势拟合得都较好，其中卷积神经网络降雨量预测模

型的预测精度最高，ＢＰ 神经网络降雨量预测模型次

之，随机森林降雨量预测模型相对最差．
不过上述 ３ 个模型对较大降雨量的预测都不是

特别好，其中随机森林模型最容易低估降雨量，ＢＰ
神经网络次之，卷积神经网络相对好点．主要原因有

以下几个：一是数据的质量，本文中的数据是回波强

度雷达拼图，是由多个雷达站的雷达图拼接而成，而
不同雷达站的仰角不同，这就会使得回波强度的数

据是在不同高度上进行拼接的，所以对降雨量的预

测也是有影响的；二是样本的大小，本文的训练数据

量为 ２ １８１ 个，远远达不到大样本的要求，而神经网

络需要有大样本的支撑；三是模型的应用，卷积神经

网络模型在回归预测方面应用很少，相关研究还不

成熟．

１９４
学报（自然科学版），２０２０，１２（４）：４８３⁃４９４

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２０，１２（４）：４８３⁃４９４



表 １　 降雨量预测均方误差比较

Ｔａｂｌｅ １　 ＭＳＥ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒａｉｎｆａｌｌ ｐｒｅｄｉｃｔｉｏｎ

日期
均方误差

随机森林 ＢＰ 神经网络 卷积神经网络

２０１６⁃０８⁃０５ ０ ００５ ０ ００１ ０ ００

２０１６⁃０８⁃０６ ０ ０１２ ０ ０１１ ０ ０２

２０１６⁃０８⁃０８ ０ ０１０ ０ ２３７ ０ ００

２０１６⁃０８⁃０９ ５ ５９９ ５ ２８３ １ ０５

２０１６⁃０８⁃１２ ０ ００３ ０ ００３ ０ ０１

２０１６⁃０８⁃２２ ０ ２６５ ５ ６７３ ０ ０１

２０１６⁃０８⁃２３ ０ ００４ ０ ０２３ ０ ５８

２０１６⁃０８⁃２６ ０ １１２ ０ ００４ ０ １１

２０１６⁃０８⁃２７ ０ ００７ ０ １７８ ０ ０１

２０１６⁃０９⁃０４ ０ １３３ ０ ０６６ ０ ０９

２０１６⁃０９⁃０５ ０ ０８０ ０ ０２２ ０ ０７

２０１６⁃０９⁃０６ ０ ０６７ ０ ０９６ ０ ０８

２０１６⁃０９⁃０７ ０ ０４７ ０ ０８０ ０ ０３

２０１６⁃０９⁃１０ ０ ２８６ ０ ０１４ ０ ４１

２０１６⁃０９⁃１１ ０ ２４０ ０ ５４３ ０ ２７

２０１６⁃０９⁃１３ ０ ８０６ ０ ３４７ ０ ５１

２０１６⁃０９⁃１４ １ ８２４ ０ ７１１ １ １５

２０１６⁃０９⁃１５ ２ ７８６ ２ ３１６ ２ １３

２０１６⁃０９⁃１６ ０ ７５２ ０ ２１４ ０ ７０

２０１６⁃０９⁃１９ ０ ０４５ ０ ０３８ ０ ０２

２０１６⁃０９⁃２２ ０ ０４４ ０ ０４６ ０ ００

２０１６⁃０９⁃２７ ０ ０３９ ０ ３９８ ０ ３７

２０１６⁃０９⁃２８ ３ ７２１ ６ ５７３ １ ８７

２０１６⁃０９⁃２９ ０ １３３ ０ １５２ ０ １２

２０１６⁃０９⁃３０ ０ ７２９ ０ １９２ ０ ２０

２０１６⁃１０⁃０１ ０ ０１８ ０ ００３ ０ ０１

２０１６⁃１０⁃０２ ２ ４１４ ０ １４５ ０ ０９

２０１６⁃１０⁃０３ ０ ０３９ ０ ０５８ ０ ０２

２０１６⁃１０⁃０６ ０ ２５０ ０ ００１ ０ ０３

总体 １ ２７７ １ １６３ ０ ７９

５　 结论与政策建议

降雨作为气象的重要组成部分，时刻影响着人

们的生活，尤其对农业有着重要的影响，因此，准确

地预测降雨量具有重要的科学意义和现实意义．
本文在国内外学者研究的基础上，对逐 １０ ｍｉｎ

的雷达回波强度数据以及气象站的逐小时降雨量数

据，分别研究了随机森林、ＢＰ 神经网络和卷积神经

网络在雷达预测降水量中的应用，从数据分析可以

得出以下结论：
１）３ 个降雨量预测模型对于降雨量的趋势拟合

得都较好，其中 ＢＰ 神经网络和卷积神经网络降雨量

图 ２３　 随机森林预测值与降雨量真实值的折线图

Ｆｉｇ ２３　 Ｒａｎｄｏｍ ｆｏｒｅｓｔ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ
ａｎｄ ａｃｔｕａｌ ｒａｉｎｆａｌｌ ｖａｌｕｅｓ

图 ２４　 ＢＰ 神经网络预测值与降雨量真实值的折线图

Ｆｉｇ ２４　 ＢＰＮＮ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ａｎｄ ａｃｔｕａｌ ｒａｉｎｆａｌｌ ｖａｌｕｅｓ

图 ２５　 卷积神经网络预测值与降雨量真实值的折线图

Ｆｉｇ ２５　 ＣＮＮ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ａｎｄ ａｃｔｕａｌ ｒａｉｎｆａｌｌ ｖａｌｕｅｓ

预测模型的预测精度都要高于随机森林降雨量预测

２９４
陈晓平，等．基于机器学习的降雨量雷达回波数据建模与预测．

ＣＨＥＮ Ｘｉａｏｐｉｎｇ，ｅｔ ａｌ．Ｒａｉｎｆａｌｌ ｍｏｄｅｌｉｎｇ ａｎｄ ｐｒｅｄｉｃｔｉｏｎ ｂｙ ｒａｄａｒ ｅｃｈｏ ｄａｔａ ｂａｓｅｄ ｏｎ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ．



模型，卷积神经网络降雨量预测模型相对 ＢＰ 神经网

络降雨量预测模型效果要更好．
２）相比于随机森林降雨量预测模型，卷积神经

网络和 ＢＰ 神经网络降雨量预测模型每小时累计降

水量预测值与实测值较为吻合，即使降水强度较大

时，估测值与实测值的误差也相对较小，而随机森林

降雨量预测模型对累计降雨量大于 ５ ｍｍ ／ ｈ 时会出

现明显的低估．
３）神经网络很适合大数据的机器学习，在数据

量足够多的情况下要优于随机森林．卷积神经网络

由于存在局部感知，相对 ＢＰ 神经网络更能提取空间

信息，因此对具有很强空间关系的降雨量预测较好．
神经网络所特有的非线性特性很适合气象数据研

究，但其结构和参数的选取十分关键，若选取不合

理，模型的预测功能就会大打折扣．
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