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摘要
当数据中存在大量椒盐噪声时，传

统的鲁棒非负矩阵分解方法无法获得更
具有鲁棒性的低维特征．为了解决该问
题，本文提出了一种更具有鲁棒性的权
重曼哈顿非负矩阵分解来修复被污染的
数据点以及通过曼哈顿矩阵分解获得鲁
棒的特征表示．本文提出的模型可以被
看作为非凸非光滑的优化问题，可以通
过加速梯优化理论和最小一乘法求其局
部最优解．通过对人脸图像 ＯＲＬ 数据集
加入椒盐噪声，实验结果表明本文提出
的算法在图像修复和学习特征表示方面
更有效、更鲁棒．
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０　 引言

　 　 非负矩阵分解（ＮＭＦ） ［１］是一种经典的无监督降维学习方法，即
ＮＭＦ寻求两个非负矩阵使其乘积非常近似于原始数据矩阵．通常，一
个矩阵是基矩阵，用于表示原始的输入数据矩阵；另一个矩阵是系数

矩阵，用来表示低维特征［２］ ． 根据文献［３⁃４］，非负矩阵分解的非负性

低维表示更有意义，因为学习到的特征更符合人类感知． 由于出色的

数据表示方法，ＮＭＦ被广泛应用于聚类［５⁃６］、推荐系统［７］、社区检测［８］

和半监督学习［９］等．
尽管 ＮＭＦ可以应用于各种领域，但是当原始数据被异常值和噪

声破坏时，传统的 ＮＭＦ 无法学习鲁棒的低维表示．因此，许多鲁棒

ＮＭＦ方法被用来消除数据中的异常值和噪声［５⁃１０］ ． Ｈａｍｚａ 等［５］首先

提出了超曲面函数（ＨＣＮＭＦ）来代替 Ｆｒｏｂｅｎｉｕｓ 范数．与标准 ＮＭＦ 相

比，ＨＣＮＭＦ可以实现更鲁棒的表示，但是其优化算法在 Ａｒｍｉｊｏ 线搜

索上花费了大量时间．Ｋｏｎｇ等［６］提出了 Ｌ２，１范数作为损失函数来处理

异常值和噪声．相比 ＨＣＮＭＦ，虽然该方法对噪声不太敏感，但因为其

非光滑的损耗函数，所提出的算法导致分解过程更加复杂．为了解决

这个问题， Ｇｕａｎ 等［７］ 提出了曼哈顿非负矩阵分解，该算法通过

Ｎｅｓｔｅｒｏｖ的优化方法［１１］优化 Ｌ１ 范数．Ｇａｏ 等［８］提出了一个上限阈值

ＮＭＦ来过滤异常值，但是，没有具体的方法来确定异常值阈值．Ｚｈａｎｇ
等［９］提出了 Ｌ１ 范数正则化的 ＮＭＦ 来将被污染的数据矩阵分解成一

个稀疏误差矩阵和两个非负矩阵．Ｇｕａｎ 等［１０］提出了三西格玛规则来

检测异常值，并提出了截断柯西损失函数（ＣａｕｃｈｙＮＭＦ）来处理异常

值．尽管 ＣａｕｃｈｙＮＭＦ可以消除高斯分布中的离群值和噪声（例如椒盐

噪声等），但它不能应用于处理大量的椒盐噪声．
基于曼哈顿矩阵分解框架，本文提出了权重曼哈顿非负矩阵分

解（ＷＮＭＦ）来克服上述问题．ＷＮＭＦ使用权值矩阵来标记污染点和未

污染点，并将该权重矩阵引入曼哈顿非负矩阵分解．因此，ＷＮＭＦ不仅

可以恢复损坏的数据矩阵，还可以通过恢复的数据矩阵来学习更加

鲁棒的特征表示．由于 ＷＮＭＦ的目标函数是非凸且非平滑的，因此可

以通过块坐标下降法将其转化为三个凸且非平滑优化问题［１２］，并交

替求解直至收敛．第一个非平滑优化问题可以看作是最小绝对偏差问

题的变种问题［７］，可以通过最小一乘法［１３］进行优化． 另外两个非光滑

优化问题是 Ｌ１ 范数优化问题［６］，可以通过 Ｎｅｓｔｅｒｏｖ 的光滑方法［１１］进



　 　 　 　行优化．本文的主要贡献概述如下：
１） 标准 ＮＭＦ 和存在的 ＮＭＦ 变种方法未研究

原始数据与噪声位置之间的关系． 在本文中，我们提

出了一个权重曼哈顿非负矩阵分解框架来处理椒盐

噪声． 此外，该方法利用曼哈顿距离作为损失函数，
并利用权重矩阵来约束修复矩阵．

２） 为了实现数据恢复并从损坏的数据中学习

鲁棒的表示，我们介绍了如何构建噪声位置与噪音

点的关系．结合曼哈顿矩阵分解，可以从损坏的数据

中获得干净的数据空间，并从恢复的数据中获得鲁

棒的低维表示．

１　 权重曼哈顿矩阵分解模型

非负矩阵分解即将一个非负的原始数据矩阵

Ｖ∈Ｒｍ×ｎ 分解成两个低维矩阵 Ｗ ∈ Ｒｍ×ｒ 和 Ｈ ∈
Ｒｒ×ｎ，其中分解因子 ｒ ≪ ｍｉｎ（ｍ，ｎ） ． 一般地，采用

Ｆｒｏｂｅｎｉｕｓ范数作为损失函数来度量 Ｗ 和 Ｈ 之间的

误差． 然而，基于 Ｆｒｏｂｅｎｉｕｓ 范数的损失函数会使误

差被平方放大．为了解决这个问题，较为常见的鲁棒

非负矩阵分解框架可以用以下优化问题描述：
ｍｉｎ
Ｗ，Ｈ，Ｅ

ｌｏｓｓ（Ｍ，ＷＨ，Ｅ） ＋ λΩ，

ｓ．ｔ． Ｗ≥ ０，Ｈ≥ ０， （１）
其中，第一项是损失函数用于度量近似误差，第二项

是对 Ｗ，Ｈ或 Ｅ的约束项，Ｅ和 λ 分别是噪音矩阵和

超参．大多数 ＮＭＦ变种方法可以通过该框架推导得

出，Ｚｈａｎｇ等［９］ 提出了一种优化框架处理噪音点和

异常值如下：
ｍｉｎ
Ｗ，Ｈ，Ｅ

‖Ｍ － ＷＨ － Ｅ‖２
Ｆ ＋ λ‖Ｍ － Ｅ‖１，

ｓ．ｔ． Ｗ≥ ０，Ｈ≥ ０． （２）
该框架有以下特性：
１）第一项中的原始输入矩阵Ｍ可以通过Ｍ － Ｅ

得到修复；
２）Ｍ 中的每个数据点都被噪音污染；
３） 结合前面两个特性，每个被污染的数据点可

以通过被修复，以及原始输入矩阵 Ｍ 可以通过更加

鲁棒的低维特征表示．然而，并不是所有的数据点都

会被污染，比如椒盐噪声只会对部分数据进行污染．
因此，我们将改进框架（２） 来处理椒盐噪声．

假设Ｍｉ∈ Ｒｍ 和 Ｖｉ∈ Ｒｍ 分别表示为被污染和

修复后的向量，Ｍ ＝ ［Ｍ１，…，Ｍｎ］ ∈ Ｒｍ×ｎ 和 Ｖ ＝
［Ｖ１，…，Ｖｎ］ ∈ Ｒｍ×ｎ 近似误差可以表示如下：

‖（Ｖ － Ｍ） ⊗ Ｓ‖２
Ｆ， （３）

其中， Ｓ 是权值矩阵用来标记污染或未污染的数据

点，定义如下：

Ｓ ＝
０，　 （ ｉ，ｊ） ∈ Ω，
１， 其他情况，{ （４）

其中， Ω 为被污染的区域．通过（４） 和 Ｅ ＝ Ｖ － Ｍ，我

们得到：
‖Ｅ⊗ Ｓ‖２

Ｆ ． （５）
结合（２）和（５），并通过曼哈顿距离来度量误

差，可以得到权值曼哈顿矩阵分解框架如下：
ｍｉｎ Ｆ（Ｖ，Ｗ，Ｈ）＝ ‖Ｖ －ＷＨ‖Ｍ ＋ λ‖（Ｖ －Ｍ）⊗Ｓ‖Ｍ，
ｓ．ｔ． Ｗ≥ ０，Ｈ≥ ０． （６）

２　 优化算法

本文提出的模型（６）可以看作为非光滑非凸优

化问题，因此，没有任何优化算法可以搜索到（６）的
全局最优解．首先，我们将（６）转换成三个凸优化问

题（第一个为最小绝对偏差问题，第二、第三个是非

光滑问题）；然后，通过最小一乘法求解最小绝对偏

差问题和 Ｎｅｓｔｅｒｏｖ优化理论求解非光滑问题；最后，
交替求解三个问题直至收敛．给定初始值 Ｖ，Ｗ和Ｈ，
交替优化：
Ｖ ＝ ａｒｇ ｍｉｎ

Ｖ≥０
‖Ｖ － ＷＨ‖Ｍ ＋ λ‖（Ｖ － Ｍ） ⊗ Ｓ‖Ｍ，

（７）
Ｗ
Ｗ≥０

＝ ａｒｇ ｍｉｎ ‖Ｖ － ＷＨ‖Ｍ， （８）

Ｗ
Ｈ≥０

＝ ａｒｇ ｍｉｎ ‖Ｖ － ＷＨ‖Ｍ （９）

直至收敛，那么可以得到问题（６）的局部最优解．
根据问题（７）， Ｖ 可以被分解成变量 Ｖｉ，ｊ，其中

ｉ∈｛１，…，ｍ｝ 和 ｊ∈ ｛１，…，ｎ｝ ．那么，问题（７） 可以

被分解为以下子问题：
Ｖｉ，ｊ ＝ ａｒｇ ｍｉｎＶｉ，ｊ≥０

‖Ｖｉ，ｊ － Ｗｉ，：Ｈ：．ｊ‖１ ＋

　 　 λ‖（Ｖｉ，ｊ － Ｍｉ，ｊ）Ｓｉ，ｊ‖１ ． （１０）
通过最小一乘法，我们得到问题（１０）的最优解

为分段点 Ｗｉ，：，Ｈ：，ｊ 或 Ｍｉ，ｊ ．接下来，我们考虑如何优

化问题（８）和（９），不难发现，问题（８）和（９）是对称

的优化问题．即给出优化算法解决问题（９），那么问

题（８） 可以通过相同方式进行优化．
根据问题（９），Ｈ 可以被分解成多个向量 Ｈ：，ｊ，

ｊ∈｛１，…，ｎ｝ ．那么， 问题 （９） 可以被分为以下子

问题：
Ｈ：，ｊ
Ｈ：，ｊ≥０

＝ ａｒｇ ｍｉｎ ‖Ｖ － ＷＨ：，ｊ‖Ｍ ． （１１）

问题（１１）是非光滑问题，因此，无法采用传统的

梯度下降法对其进行直接优化．Ｇｕａｎ 等［７］提出了近

似的光滑问题来逼近（１１），然后通过 Ｎｅｓｔｅｒｏｖ 理论

８４３
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得到光滑问题最优解．根据文献［７，１１］，问题（１１）可
以转换成对偶问题如下：

Ｆλ（Ｈ：，ｊ） ＝ ｍａｘ
‖μ→‖≤１

｛ ＜ ＷＨ：，ｊ － Ｖ：，ｊ，μ
→

＞ ２ － λＤ１（μ
→
）｝，

（１２）

其中， Ｄ１（μ
→
） ＝ １
２
‖μ
→
‖２
２ ．若满足 Ｆλ（Ｈ：，ｊ） 是凸函数

且连续可微，问题（１２） 可以用 Ｎｅｓｔｅｒｏｖ 优化算法解

决． 为了节省空间，这里不再证明Ｆλ（Ｈ：，ｊ）是凸函数

且连续可微，详细证明可以参考文献［７，１１］ ．给定三

个初始序列ｙ
→
，ｚ
→
和Ｈ：，ｊ，对于任意 ｋ，问题（１２）可以通

过交替优化三个序列得到，即：

ｙ
→ｋ ＝ ａｒｇ ｍｉｎ

ｙ→≥０
{ 〈∇Ｆλ（Ｈｋ

：，ｊ），ｙ
→ － Ｈｋ

：，ｊ〉 ＋

　 　
Ｌλ

２
‖ ｙ
→ｋ － Ｈｋ

：，ｊ ‖２
２ } ， （１３）

ｚ
→ｋ ＝ ａｒｇ ｍｉｎ

ｚ→≥０
{∑

ｋ

ｉ ＝ ０

ｉ ＋ １
２
［Ｆλ（Ｈｋ

：，ｊ） ＋

　 　 〈∇Ｆλ（Ｈｉ
：，ｊ），ｚ
→ － Ｈｉ

：，ｊ〉］ ＋ ＬλＤ２（ｚ
→
） } ， （１４）

Ｈｋ
：，ｊ ＝

２
ｋ ＋ ３

ｚ
→ｋ ＋ ｋ ＋ １

ｋ ＋ ３
ｙ
→ｋ， （１５）

其中，

∇Ｆλ（Ｈｋ
：，ｊ） ＝ ＷＴｍｅｄ １， － １，ＷＨ － Ｖ

λ{ } ， （１６）

　 　 Ｄ２（ ｚ
→
） ＝ １
２
‖ ｚ
→ － ｚ

→０‖２
２， （１７）

Ｌλ ＝
∑
ｍ

ｉ ＝ １
‖Ｗｉ，：‖１[ ]

１
２

λ
． （１８）

通过 ＫＫＴ条件，（１３）和（１４）的最优解如下：

ｙ
→ｋ ＝ ｍａｘ (Ｈｋ

：，ｊ －
１
Ｌλ
∇Ｆλ（Ｈｋ

：，ｊ），０ )， （１９）

ｚ
→ｋ ＝ ｍａｘ ( ｚ→０ － １Ｌλ

∑
ｋ

ｉ ＝ ０

ｉ ＋ １
２
∇Ｆλ（Ｈｉ

：，ｊ），０ ) ． （２０）
交替优化 （１９），（２０）和 （ １５），可以得到问题

（１１）的最优解．其中，ｍｅｄ 是中值函数（比如 ｍｅｄ（－
２，１，０）＝ ０）．综上所述，我们将以上步骤总结为权重

曼哈顿非负矩阵分解算法，详见表 １，其中 ｉｔｅｒ 表示

迭代次数．

３　 实验结果

本文提出的算法与四类非负矩阵分解算法进行

比较来证明本文算法的有效性和鲁棒性，其余四类算

法分别是标准非负矩阵分解（ＮＭＦ）、鲁棒非负矩阵分

解（ＲＮＭＦ）、超曲面非负矩阵分解（ＨＣＮＭＦ）和截断柯

西非负矩阵分解（ＣａｕｃｈｙＮＭＦ）．在本实验中，我们选择

图像人脸数据集ＯＲＬ作为测试集，测试五类算法在带

有椒盐噪声 ＯＲＬ的数据修复能力和聚类效果．

表 １　 权重曼哈顿非负矩阵分解算法

Ｔａｂｌｅ １　 Ｍａｎｈａｔｔａｎ ｎｏｎ－ｎｅｇａｔｉｖｅ ｍａｔｒｉｘ ｆａｃｔｏｒｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ

Ａｌｇｏｒｉｔｈｍ １ ＷＮＭＦ

Ｉｎｐｕｔ： Ｖ∈ Ｒｍ×ｎ，Ｍ∈ Ｒｍ×ｎ，Ｗ∈ Ｒｍ×ｒ，Ｈｒ×ｎ，λ，ｉｔｅｒ
Ｏｕｔｐｕｔ： Ｖ∈ Ｒｍ×ｎ，Ｗ∈ Ｒｍ×ｒ，Ｈｒ×ｎ

１）Ｃａｌｃｕｌａｔｅ Ｓ ａｎｄ Ｑ ｂｙ（４） １５） ｒｅｔｕｒｎ Ｖ
２）ｆｏｒ ｋ＝ １ ｔｏ ｉｔｅｒ ｄｏ １６） ｅｎｄ ｆｕｎｃｔｉｏｎ
３） Ｖ ＝ ＬＡＤ（Ｍ，Ｓ，Ｗ，Ｈ，λ） １７）ｆｕｎｃｔｉｏｎ ＡＧ（Ｖ，Ｗ，Ｈ，λ）
４） Ｗ ＝ ＡＧ（ＶＴ，ＨＴ，ＷＴ，１０） １８） Ｚ０ ＝ Ｈ

５） Ｈ ＝ ＶＧ（Ｖ，Ｗ，Ｈ，１０） １９） ｆｏｒ ｋ ＝ ０ ｔｏ １０ ｄｏ

６） ｅｎｄ ｆｏｒ ２０）Ｌλ ＝ １
λ
‖ＷＴＷ‖２

７） Ｖ ＝ ＷＨ ２１） μ∗ ＝ ｍｅｄ｛１， － １，
ＷＨ － Ｖ

λ
｝

８） ｒｅｔｕｒｎ Ｖ，Ｗ，Ｈ ２２） ÑＦλ ＝ ＷＴμ∗

９） ｆｕｎｃｔｉｏｎ ＬＡＤ（Ｍ，Ｓ，Ｗ，Ｈ，λ） ２３） Ｙ ＝ ｍａｘ（Ｈ － １
Ｌλ

ÑＦ，０）

１０） Ｒ ＝ ｛ＷＨ，Ｍ｝ ２４） Ｚ ＝ ｍａｘ（Ｚ０ － １
Ｌλ
∑
ｋ

ｉ ＝ ０

ｉ ＋ １
２

ÑＦλ ，０）

１１） Ｏ１ ＝ λ‖（Ｍ － ＷＨ） 􀱋 Ｓ‖Ｍ ２５） Ｈ ＝ ２
ｋ ＋ ３

Ｚ ＋ ｋ ＋ １
ｋ ＋ ３

Ｙ

１２） Ｏ２ ＝ ‖Ｍ － ＷＨ‖Ｍ ２６） ｅｎｄ ｆｏｒ
１３） ｉ ＝ ａｒｇｍｉｎλ ＞ ０｛Ｏｉ｝，ｗｈｅｒｅ ｉ ＝ １，２ ２７） ｒｅｔｕｒｎ Ｈ
１４） Ｖ ＝ Ｒｉ ２８） ｅｎｄ ｆｕｎｃｔｉｏｎ

９４３
学报（自然科学版），２０２０，１２（３）３４７⁃３５２

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０２０，１２（３）：３４７⁃３５２



　 　 ＯＲＬ（Ｏｌｉｖｅｔｔｉ Ｒｅｓｅａｒｃｈ Ｌａｂｏｒａｔｏｒｙ）人脸数据集

是英国剑桥 Ｏｌｉｖｅｔｔｉ实验室从 １９９２年到 １９９４年拍摄

的人脸图像，其中，一共有 ４０ 个不同性别、种族和年

龄的对象．每个对象有 １０ 幅像素为 ９２×１１２ 的灰度

图像．人脸细节和表情均有不同，比如睁眼或闭眼，
是否戴眼镜、笑或不笑、有无淡光、不同的人脸姿态

和人脸尺寸等．本文将每幅图像压缩为 ３２×３２ 像素，
那么可以将 ＯＲＬ数据集用矩阵 Ｒ１ ０２４×４００来表示．为了

验证本文算法的有效性和鲁棒性，我们将所有的图

像添加椒盐噪声，即随机且按比例（１０％，１５％，２０％，
２５％）改变一部分图像值为 ０或 ２５５．

图 １　 不同污染比例下的采样图像及相应的修复图像（ａ—ｄ第 １行是不同污染比例下的采样图像，
第 ２—第 ６行分别是由 ＷＮＭＦ，ＮＭＦ，ＨＣＮＭＦ，ＲＮＭＦ和 ＣａｕｃｈｙＮＭＦ修复后的图像）

Ｆｉｇ􀆰 １　 Ｒｅｃｏｖｅｒｅｄ ｉｍａｇｅｓ ａｎｄ ｓａｍｐｌｅ ｉｍａｇｅｓ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｃｏｒｒｕｐｔｅｄ ｐｅｒｃｅｎｔａｇｅｓ （ａ－ｄ ｔｈｅ ｆｉｒｓｔ ｒｏｗ ｉｓ
ｓａｍｐｌｅ ｉｍａｇｅｓ ｕｎｄｅｒ ｔｈｅ ｃｏｒｒｕｐｔｅｄ ｐｅｒｃｅｎｔａｇｅ ｐ＝ １０％，１５％，２０％ ａｎｄ ２５％，ａｎｄ ｔｈｅ ｌａｓｔ ｆｉｖｅ ｒｏｗｓ ａｒｅ

ｒｅｃｏｖｅｒｅｄ ｉｍａｇｅｓ ｂｙ ＷＮＭＦ，ＮＭＦ，ＨＣＮＭＦ，ＲＮＭＦ ａｎｄ ＣａｕｃｈｙＮＭＦ）

为了更加公平地比较各个算法，我们给出两个

指标来说明各个算法在图像修复和聚类的有效性，
这两个指标分别是峰值信噪比和聚类精准度．峰值

信噪比定义如下：

ＥＰＳＮＲ ＝ ２０ｌｏｇ ２５５
‖Ｖ － Ｍ‖２

Ｆ ／ （１ ０２４ × ４００）
， （２１）

其中，Ｍ是椒盐噪声污染后的矩阵，而 Ｖ ＝ ＷＨ为修

复的矩阵．精准度定义如下：

ＥＡＣ ＝
∑

ｎ

ｉ ＝ １
δ（ｃｉ，ｍａｐ（ ｌｉ））

ｎ
， （２２）

其中， ｃｉ 和 ｌｉ 分别是第 ｉ幅图像的预测分类标记和真

实分类标记；如果 ｘ ＝ ｙ，那么 δ（ｘ，ｙ） ＝ １，否则 δ（ｘ，
ｙ） ＝ ０；ｍａｐ函数为真实分类标记与预测分类标记的

映射函数．
本文选取的参数如下：ｍ ＝ １ ０２４，ｒ ＝ ４０，ｎ ＝

４００，λ ＝ １００，ｉｔｅｒ ＝ ５００．

３􀆰 １　 图像修复

图 １给出了 ５类非负矩阵分解算法的图像修复

效果，表 ２给出了污染数据矩阵与修复数据矩阵的

峰值信噪比．通过图 １和表 ２，我们得出如下结论：
１） ＷＮＭＦ和 ＣａｕｃｈｙＮＭＦ 对椒盐噪声并不非常

敏感，其余算法无法从带有椒盐噪声的 ＯＲＬ 数据集

中得到清晰的修复图像集．
２） ＷＮＭＦ和 ＣａｕｃｈｙＮＭＦ 具有更好的修复效果

以及 较 高 的 峰 值 信 噪 比，这 意 味 着 ＷＮＭＦ 和

ＣａｕｃｈｙＮＭＦ可以得到较小的相对误差值．
３） 随便污染比例增加，ＷＮＭＦ仍然保持最高的

峰值信噪比，而 ＣａｕｃｈｙＮＭＦ 的峰值信噪比急剧下

降，这说明 ＣａｕｃｈｙＮＭＦ无法处理污染比例较高的椒

盐噪声．

０５３
陶盈吟，等．基于权重曼哈顿非负矩阵分解的图像修复和聚类方法．

ＴＡＯ Ｙｉｎｇｙｉｎ，ｅｔ ａｌ．Ｉｍａｇｅ ｒｅｃｏｖｅｒｙ ａｎｄ ｃｌｕｓｔｅｒｉｎｇ ａｐｐｒｏａｃｈ ｂａｓｅｄ ｏｎ ｗｅｉｇｈｔｅｄ Ｍａｎｈａｔｔａｎ ｎｏｎ⁃ｎｅｇａｔｉｖｅ ｍａｔｒｉｘ ｆａｃｔｏｒｉｚａｔｉｏｎ．



表 ２　 不同污染比例下的峰值信噪比

Ｔａｂｌｅ ２　 Ｐｅａｋ ｓｉｇｎａｌ ｔｏ ｎｏｉｓｅ ｒａｔｉｏｓ ｉｎ ｄｉｆｆｅｒｅｎｔ
ｃｏｎｔａｍｉｎａｔｅｄ ｐｅｒｃｅｎｔａｇｅｓ

污染比例 ／ ％ ＷＮＭＦ ＮＭＦ ＨＣＮＭＦ ＲＮＭＦ ＣａｕｃｈｙＮＭＦ

１０ ２４􀆰 ８０ ２１􀆰 １１ ２１􀆰 ０９ ２３􀆰 ４９ ２３􀆰 ０８

１５ ２４􀆰 ７２ １９􀆰 ７７ １９􀆰 ８８ ２２􀆰 ５７ ２３􀆰 ２１

２０ ２４􀆰 ６０ １８􀆰 ７１ １８􀆰 ９３ ２１􀆰 ４７ ２３􀆰 ２９

２５ ２４􀆰 ４８ １７􀆰 ８９ １８􀆰 １６ ２０􀆰 ４５ ２３􀆰 ４７

３􀆰 ２　 聚类

图 ２ 给出了 ５ 类非负矩阵分解算法的聚类效

果，我们得出如下结论：
１） ＷＮＭＦ 和 ＣａｕｃｈｙＮＭＦ 具有更好的聚类效

果，这意味着ＷＮＭＦ和 ＣａｕｃｈｙＮＭＦ可以学到有效的

子空间．
２） 在污染比例较小情况下，ＣａｕｃｈｙＮＭＦ有着较

好的 聚 类 效 果， 然 而， 随 着 污 染 比 例 增 加，
ＣａｕｃｈｙＮＭＦ的聚类效果急剧下降．

３） ＷＮＭＦ具有相对稳定的聚类准确值，这说明

ＷＮＭＦ对椒盐噪声更具有鲁棒性．随着污染比例增

加，ＷＮＭＦ始终保持相对较好的聚类效果．

图 ２　 不同污染比例 （从 １０％到 ９０％）情况下

５种算法的精准度

Ｆｉｇ􀆰 ２　 Ａｃｃｕｒａｃｉｅｓ ｏｂｔａｉｎｅｄ ｂｙ ｆｉｖｅ ａｌｇｏｒｉｔｈｍｓ ｉｎ ｄｉｆｆｅｒｅｎｔ
ｃｏｎｔａｍｉｎａｔｅｄ ｐｅｒｃｅｎｔａｇｅｓ （ｆｒｏｍ １０％ ｔｏ ９０％）

４　 结束语

本文提出了一种有效的权值曼哈顿非负矩阵分

解框架用于处理椒盐噪声．该框架的优势如下：
１）相比于传统的非负矩阵分解算法，本文提出

的算法能更有效处理椒盐噪声；
２）随着椒盐噪声污染比例增加，本文提出的算

法仍然可以完成图像修复以及获得较小的分解

误差；
３）聚类实验结果表明本文提出的算法可以得到

更加稳定的子空间并得到较好的聚类效果．
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