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高光谱遥感图像混合像元分解的群智能算法

摘要
近年来，通过群智能算法求解组合

优化或连续优化问题以实现高光谱图像
混合像元分解方面取得了重要进展和显
著成果．本文首先回顾了高光谱图像混
合像元分解的研究背景和群智能算法的
特点，然后梳理了光谱混合模型及对应
的最优化模型，进而介绍了基于群智能
算法的端元提取和丰度反演方法，最后
通过 ２ 组实验比较了群智能算法和其他
传统算法在端元提取和丰度反演方面的
精度，对基于群智能算法的混合像元分
解效果进行了评价．另外，本文也对群智
能算法在高光谱图像信息提取中应用的
优势和存在的问题进行了总结．
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０　 引言

　 　 高光谱遥感技术能够同时获取目标区域的 ２ 维几何空间信息与

１ 维光谱信息，具有“图谱合一”的特点和优势（图 １）．高光谱图像中

的每个像元记录着瞬时视场角内几十甚至上百个连续波段的光谱信

息，反映出能够区分不同物质的诊断性光谱特征，使得在宽波段多光

谱遥感图像中不可探测的地物在高光谱遥感中能够被探测［１］ ．但是由

于成像光谱仪空间分辨率的限制，混合像元问题在高光谱遥感图像

中广泛存在，是影响高光谱图像信息提取精度的重要因素，阻碍了高

光谱遥感图像在资源环境、国防军事、工农业生产等领域中的应用．因
此，混合像元分解方法的研究一直是高光谱图像处理的重要内容

之一［２］ ．

图 １　 高光谱遥感图像与光谱曲线［３］

Ｆｉｇ􀆰 １　 Ｈｙｐｅｒｓｐｅｃｔｒａｌ ｒｅｍｏｔｅ ｓｅｎｓｉｎｇ ｉｍａｇｅ ａｎｄ ｓｐｅｃｔｒａｌ ｃｕｒｖｅｓ

混合像元指的是在一个像元中包含多种不同的物质，混合像元

分解（也称为光谱解混）的主要目的就是分析出混合像元中包含哪些

物质（称为端元）以及它们所占的比例（称为丰度）．为了实现混合像



　 　 　 　元分解，通常需要建立光谱混合物理过程的数学模

型，进而设计混合像元分解算法并评价混合像元分

解精度．典型的光谱混合模型可以分为线性光谱混

合模型、非线性光谱混合模型和正态组分模型［４］ ．其
中，线性光谱混合模型在混合像元问题中广泛使用，
这是因为其在一定条件下能够符合光谱混合过程的

物理原理，同时形式简单且易于设计算法和分析比

较．以线性光谱混合模型为基础的端元提取算法又

可以根据设计思路具体分为几何学方法、统计学方

法、稀疏表示方法和融合空间信息方法等类型［５］ ．其
中，几何学方法又可根据端元单形体与数据点云在

高维空间中的位置关系分为内部最大体积法和外部

最小体积法，其中有部分算法需要应用纯像元假设．
非线性光谱混合模型是线性模型的推广，用来描述

光谱混合过程中的多重散射效应，相对于线性光谱

解混，非线性光谱解混对于处理高分辨率和复杂场

景中的混合像元现象更具优势［６］ ．比较典型的非线

性光谱混合模型有 ＮＭ 模型［７］、ＦＭ 模型［８］ 和 ＧＢＭ
模型［９］等．正态组分模型是线性光谱混合模型的一

种扩展，用概率来描述光谱的不确定性，将端元视为

一个呈给定概率分布的随机变量，利用特定参数来

表示端元光谱变异性［１０］ ．
群智能算法是人工智能的一个重要分支，指的

是一类模拟自然界低智能个体通过分工协作完成复

杂任务的优化算法． “群智能”中的“群”指的是“一
组相互之间可以进行直接通信或者间接通信的主

体，这组主体能够合作进行分布式的问题求解”，而
“智能”指的是“无智能的主体通过合作表现出智能

行为的特性” ［１１］ ．群智能算法的产生得益于生物学

对社会性动物的自组织行为的观察和研究．在近 ２０
年中，群智能算法得到了快速的发展，在求解一些复

杂的最优化问题方面体现出显著的优势和巨大的潜

力．典型的群智能算法包括蚁群算法（ＡＣＯ）、粒子群

算法 （ ＰＳＯ ）、 萤 火 虫 算 法 （ ＦＡ ） 和 蜂 群 算 法

（ＡＢＣ）等．
混合像元分解问题可以基于不同的假设条件转

化为具有不同目标函数和约束条件的最优化问题，
这些最优化问题往往是非线性的、非凸的，因此非常

适合利用群智能算法等启发式算法搜索最优解．
２０１１ 年，Ｚｈａｎｇ 等［１２⁃１３］ 分别利用蚁群优化算法和离

散粒子群算法，通过求解组合优化形式的线性光谱

混合模型的方法进行端元提取； ２０１３ 年， Ｚｈａｎｇ
等［１４］采用精英蚂蚁策略又对蚁群优化的端元提取

算法做了进一步改进；然后，２０１４ 年，Ｇａｏ 等［１５］ 比较

了不同预处理方式对离散粒子群端元提取结果的影

响，同时又提出了基于蚁群优化的多算法融合端元

提取策略；２０１５ 年，Ｓｕｎ 等［１６］ 利用人工蜂群算法完

成了不依赖纯像元假设情况下的端元提取；２０１６
年，Ｓｕ 等［１７］改进了蚁群优化和离散粒子群优化端元

提取的目标函数，同时提出了离散人工蜂群优化的

端元提取算法；２０１６ 年，Ｌｕｏ 等［１８］ 利用双种群粒子

群优化算法解决了基于双线性光谱混合模型的光谱

解混问题．
本文首先回顾了常用的光谱混合模型并梳理了

高光谱图像混合像元分解的基本流程；然后分别介

绍了典型的基于群智能算法的端元提取算法和丰度

反演算法，包括算法的基本原理和处理过程；最后通

过真实高光谱图像实验对比了群智能算法和传统算

法的混合像元分解效果．另外，本文也对群智能算法

在高光谱图像处理方面的问题与挑战进行了归纳

总结．

１　 光谱混合模型

高光谱图像混合像元分解是为了确定混合像元

中的基本组成地物及其所占比例．具体而言，解决这

个问题可以分为 ２ 个步骤［１９］：
１）端元提取（ ｅｎｄｍｅｍｂｅｒ ｅｘｔｒａｃｔｉｏｎ），确定混合

像元的基本组成地物；
２）丰度反演（ａｂｕｎｄａｎｃｅ ｉｎｖｅｒｓｉｏｎ），量化组成地

物的比例．
为了实现光谱解混，需要构建数学模型来描述

光谱混合的物理过程，且根据抽象程度的不同，光谱

混合模型可以被分为线性光谱混合模型 （ Ｌｉｎｅａｒ
Ｓｐｅｃｔｒａｌ Ｍｉｘｉｎｇ Ｍｏｄｅｌ，ＬＳＭＭ）和非线性光谱混合模

型（Ｎｏｎｌｉｎｅａｒ Ｓｐｅｃｔｒａｌ Ｍｉｘｉｎｇ Ｍｏｄｅｌ，ＮＬＳＭＭ）．地物的

混合模式、物理分布的空间尺度大小与结构决定了

非线性的程度，大尺度、空间上均匀的光谱混合通常

被认为是一种线性混合，而小尺度、复杂空间结构上

的物质混合则是非线性的．

１􀆰 １　 线性光谱混合模型

线性光谱混合模型假设太阳入射辐射是平行

的，且在被传感器接收前，每束信号只与一种地物表

面发生作用，每个光子仅能“看到”一种物质并将其

信号叠加到像元光谱中．线性光谱混合模型在混合

像元问题中广泛使用，这是因为其在一定条件下能

够符合光谱混合过程的物理原理，同时形式简单，易

２８
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于设计算法和分析比较．假设像元 ｒｉ 由 ｍ 个端元

｛ｅ ｊ｝ｍ
ｊ ＝ １组成，则线性光谱混合模型可表示为

ｒｉ ＝ ∑
ｍ

ｊ ＝ １
α ｉｊｅ ｊ ＋ ε ｉ ＝ Ｅαｉ ＋ ε ｉ， （１）

式中， ε ｉ 为误差项，α ｉｊ 是第 ｊ 个端元在第 ｉ 个像元中

所占的面积比例，因此 α ｉｊ 要服从如下约束条件：
α ｉｊ ≥ ０，　 ∀ｉ，ｊ， （２）

∑
ｍ

ｊ ＝ １
α ｉｊ ＝ １，　 ｉ ＝ １，２，…，ｎ， （３）

其中，式（２）称为“非负”约束，式（３）称为“和为 １”
约束．

目前，以线性光谱混合模型为基础的端元提取

算法已经取得了长足的发展，根据设计思路分为几

何学方法、统计学方法和稀疏回归方法等类型［５］ ．几
何学方法的核心思想是寻找能包含像元点的单形体

顶点，由于丰度的“非负”约束与“和为 １”约束，所有

线性混合像元都处在以端元为顶点的单形体之中，
如图 ２ 所示．几何学方法又可根据端元单形体与像

元点云构成的凸包之间的关系分为内部最大体积法

和外部最小体积法．由于体积的计算公式的限制，应
用此类方法提取端元之前需要先对原图像 ｛ｒｉ｝ Ｎ

ｉ ＝ １

进行降维，得到｛􀭴ｒｉ｝ Ｎ
ｉ ＝ １，其中 􀭴ｒｉ ∈ ＲＭ－１ ．｛􀭴ｒｉ｝ Ｎ

ｉ ＝ １对应

的低维端元记为｛􀭴ｅ ｊ｝Ｍ
ｊ ＝ １，其体积定义为

Ｖ（｛􀭴ｅ ｊ｝Ｍ
ｊ ＝ １） ＝ １

（Ｍ － １）！
·
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则内部最大体积法的最优化模型为

ｍａｘ Ｖ（｛􀭴ｅ ｊ｝Ｍ
ｊ ＝ １），

ｓ．ｔ． Ｓ（｛􀭴ｅ ｊ｝Ｍ
ｊ ＝ １） ⊆ ｃｏｖ（｛􀭴ｒｉ｝ Ｎ

ｉ ＝ １），
（５）

外部最小体积法的最优化模型为

ｍｉｎ Ｖ（｛􀭴ｅ ｊ｝Ｍ
ｊ ＝ １），

ｓ．ｔ． ｃｏｖ（｛􀭴ｒｉ｝ Ｎ
ｉ ＝ １） ⊆ Ｓ（｛􀭴ｅ ｊ｝Ｍ

ｊ ＝ １），
（６）

其中， Ｓ（｛􀭴ｅ ｊ｝Ｍ
ｊ ＝ １） 表示以｛􀭴ｅ ｊ｝Ｍ

ｊ ＝ １ 为顶点的单形体，
ｃｏｖ（｛􀭴ｒｉ｝ Ｎ

ｉ ＝ １） 表 示 包 含 ｛􀭴ｒｉ｝ Ｎ
ｉ ＝ １ 的 最 小 凸 集， 即

｛􀭴ｒｉ｝ Ｎ
ｉ ＝ １的凸包．
典型的几何学方法 中， ＰＰＩ［２０］、 ＮＦＩＮＤＲ［２１］、

ＶＣＡ［２２］、 ＳＧＡ［２３］、 ＳＭＡＣＣ［２４］、 ＡＶＡＭＸ［２５］、
ＳＶＭＡＸ［２５］ 等 属 于 内 部 最 大 体 积 法； ＭＶＳＡ［２６］、
ＭＶＥＳ［２７］、ＲＭＶＥＳ［２８］ 和 ＭＶＣ⁃ＮＭＦ［２９］ 等属于外部最

小体积法．
统计学方法将光谱解混视为一个统计推理问

题，主要包括独立成分分析［３０］、依赖成分分析［３１］ 和

图 ２　 端元单形体示意（红色为端元，灰色为混合像元）
Ｆｉｇ􀆰 ２　 Ｔｈｅ ｅｎｄｍｅｍｂｅｒ ｓｉｍｐｌｅｘ，ｗｉｔｈ ｒｅｄ ａｓ
ｅｎｄｍｅｍｂｅｒｓ ａｎｄ ｇｒａｙ ａｓ ｍｉｘｉｎｇ ｉｍａｇｅ ｐｉｘｅｌｓ

贝叶斯分析［３２］ 等．稀疏回归方法是一类基于半监督

学习的光谱解混方法，它需要一个完备光谱库作为

先验知识并在求解中对端元添加稀疏约束以求得一

个可靠的有效端元集，主要包括 ＳＰＩＣＥ［３３］、 ＳＵｎ⁃
ＳＡＬ［３４］、ＳＵｎＳＡＬ ／ ＴＶ［３５］和 Ｌ１ ／ ２⁃ＮＭＦ［３６］等．

另外，根据纯像元是否存在，ＬＳＭＭ 模型求解算

法可分为纯像元算法和非纯像元算法．纯像元算法

中假设每个纯地物都对应图像中的至少一个像元，
而后者则假设至少一个纯地物在图像中找不到对应

的像元．

１􀆰 ２　 非线性光谱混合模型

相对于线性模型，非线性光谱混合模型考虑了光

子与物质接触时的能量传递过程和光子在不同物质

之间的多重散射．依据辐射传输理论，很多针对特定的

地物类型的非线性光谱混合模型被提出，但这一类模

型结构复杂、模型假设多，在实际的使用中需要观测

许多受环境影响的参量，从而导致其推广受到限制［６］ ．
与此同时，许多不针对特定地物类型、通用性更

强的非线性光谱混合模型也被提出了．这一类模型

避免了引入复杂的物理过程从而简化了参数反演过

程．１９７９ 年，Ｓｉｎｇｅｒ 等［３７］首先提出了两端元双线性模

型，并应用于火星表面物质的分析；１９９８ 年，Ｚｈａｎｇ
等［３８］提出了土壤和植被之间光谱相互作用的两端
元双线性模型；２０１０ 年，Ｒａｋｓｕｎｔｏｒｎ 等［７］ 提出了一种

多端元双线性的 ＮＭ 模型：

ｒ ＝ Ｅα ＋ ∑
ｍ－１

ｉ ＝ １
∑
ｍ

ｊ ＝ ｉ＋１
β ｉ，ｊｅｉ☉ｅ ｊ ＋ ε， （７）

其中∑
ｍ

ｋ ＝ １
α ｋ ＋∑

ｍ－１

ｉ ＝ １
∑
ｍ

ｊ ＝ ｉ＋１
β ｉ，ｊ ＝ １，α ｋ ≥０，β ｉ，ｊ ≥０．式中☉

３８
学报（自然科学版），２０１８，１０（１）：８１⁃９１

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０１８，１０（１）：８１⁃９１



表示 Ｈａｄａｍａｒｄ 积，这一项的意义是考虑了端元间的

二次反射，将其称为双线性项．相对于线性模型，双
线性项可以被视为额外的端元．通过一个一般非线

性混合方程的有限泰勒展开，Ｆａｎ 等［８］ 也提出了一

种双线性的 ＦＭ 模型，它与式（２） 形式相同，但约束

条件为

∑
ｍ

ｋ ＝ １
α ｋ ＝ １，　 α ｋ ≥ ０，

β ｉ，ｊ ＝ α ｉα ｊ ．
{ （８）

在此基础上，Ｈａｌｉｍｉ 等［９］ 提出了广义双线性模

型（ＧＢＭ）．与 ＦＭ 不同的是，该模型在双线性项中增

加相互作用系数 γ ｉｊ，即：

ｒ ＝ Ｅα ＋ ∑
ｍ－１

ｉ ＝ １
∑
ｍ

ｊ ＝ ｉ＋１
γ ｉｊα ｉα ｊｅｉ☉ｅ ｊ ＋ ε． （９）

它需要满足的约束如下：
αｋ ≥０，　 ｋ ＝ １，…，ｍ，

∑
ｍ

ｋ ＝ １
αｋ ＝ １，

γ ｉｊ ∈［０，１］，　 ｉ ＝ １，…，ｍ；　 ｊ ＝ ｉ ＋ １，…，ｍ，

ì

î

í

ï
ïï

ï
ïï

（１０）

式中，γｉｊ∈［０，１］是因为 ２ 次反射的路径相对于只经

过一个地物的独立路径更加长，使得信号的强度变

小．显然，当 γｉｊ ＝ ０ 时，广义双线性模型即为 ＬＳＭＭ；
当γｉｊ ＝ １ 时，广义双线性模型即为 ＦＭ．

２　 端元提取的群智能算法

２􀆰 １　 蚁群优化端元提取

蚁群优化算法的端元提取方法（Ａｎｔ Ｃｏｌｏｎｙ Ｏｐ⁃
ｔｉｍｉｚａｔｉｏｎ ｆｏｒ Ｅｎｄｍｅｍｂｅｒ Ｅｘｔｒａｃｔｉｏｎ，ＡＣＯ⁃ＥＥ）是以蚁

群算法为基础的［１２］ ．蚁群算法是通过模拟自然界中

的蚂蚁的行动方式和交流方式解决问题的群智能启

发式算法．自然界中的蚂蚁通过“信息素”进行交流，
大量的蚂蚁组成的群体去寻找巢穴和食物源之间的

最短路径．如果将寻找最短路径视为一个最优化问

题，那么起点（巢穴）到终点（食物源）之间的每一条

路径都可以视为这个最优化问题的可行解，相应的，
最优化问题的目标函数是路径的长度，最优化问题

就是将目标函数最小化，最短路径就是最优化问题

的解．因此，只要一个问题能够转化成上述最优化问

题，就可以用蚁群算法来求解．
根据 ＬＳＭＭ 和纯像元假设，并将原始高光谱图

像与反混图像的均方根误差 （ Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ
Ｅｒｒｏｒ，ＲＭＳＥ）作为目标函数，端元提取问题可转换为

如下最优化问题：

ｍｉｎ ＥＲＭＳ（｛ｒｉ｝ ｎ
ｉ ＝ １，｛ｅ ｊ｝ｍ

ｊ ＝ １），

ｓ．ｔ． ｛ｅ ｊ｝ｍ
ｊ ＝ １ ∈ Ｃ（｛ｒｉ｝ ｎ

ｉ ＝ １，ｍ），
（１１）

其中， Ｃ（｛ｒｉ｝ ｎ
ｉ ＝ １，ｍ） 表示包含｛ｒｉ｝ ｎ

ｉ ＝ １ 中ｍ个元素的

集合构成的集合．
设 Ｇ ＝ ｛Ｖ，Ｅ，Ｈ｝ 为一个有向有权图，其中 Ｖ ＝

｛ｖｉ｝ ｎ
ｉ ＝ ０为顶点集合，每个顶点 ｖｉ 对应一个像元 ｘｉ，ｖ０

作为算法的起始顶点，不对应任何像元；Ｅ ＝ ｛〈ｖｉ，ｖｊ〉
｜ ∀ｉ，∀ｊ ≠０｝ 为有向边集，〈ｖｉ，ｖｊ〉 表示从 ｖｉ（起点）
指向 ｖｊ（终点） 的一条有向边；Ｈ ＝ ｛η ｉｊ｝ 为有向边权

值集，η ｉｊ 为有向边〈ｖｉ，ｖｊ〉 上的权值．这样，Ｇ 就构造

了一个包括所有像元和像元关系的有向有权图．在
这个图中，式（１１） 中的一个可行解就转化成了 Ｇ 中

的一条包含 ｍ 个顶点（不包括起始顶点） 的路径．人
工蚂蚁从起始顶点出发，延有向边依次移动到 ｍ 个

顶点并构造一条路径即完成了一次端元选取，每条

有向边的终点对应的像元即为端元．
对于单个人工蚂蚁，第 ｋ 次迭代中，人工蚂蚁在

第 ｔ － １ 次移动后到达顶点 ｖｉ，那么第 ｔ 次移动时，由
ｖｉ 向其他各顶点的转移概率为

ｐｋ
ｉｊ（ ｔ） ＝

τ ｋα
ｉｊ η β

ｉｊ

∑
ｊ∈ａｌｌｏｗｅｄｔ

τ ｋα
ｉｊ η β

ｉｊ

，　 ∀ｊ ∈ ａｌｌｏｗｅｄｔ， （１２）

其中， τ ｋα
ｉｊ 表示第 ｋ 次迭代过程中，有向边〈ｖｉ，ｖｊ〉 上

的信息素含量，指数 α 和 β 反映了信息素和能见度

在路径选择中的相对重要程度．
对于人工蚂蚁群体，信息素是其中个体相互交

流信息的唯一手段，也是蚁群算法能够完成复杂任

务的根本原因．在初始状态下，各条边上的信息素含

量相等，随着迭代的进行，信息素不断更新并通过式

（１２） 影响人工蚂蚁选择顶点的概率，最终使得算法

收敛到全局最优解．信息素更新公式为

τ ｋ＋１
ｉｊ ＝ ρτ ｋ

ｉｊ ＋ Δτ ｋ
ｉｊ， （１３）

其中， ρ 为信息素耗散系数，Δτ ｋ
ｉｊ为信息素增量．如果

第 ｋ次迭代中的最优目标函数值为 ｆｋ，其对应的路径

为 ｐａｔｈ，ｋ，则 Δτ ｋ
ｉｊ为

Δτ ｋ
ｉｊ ＝

Ｑ ／ ｆｋ，　 ｖｉ，ｖｊ ∈ ｐａｔｈ，
０， ｖｉ，ｖｊ ∉ ｐａｔｈ，

{ （１４）

其中， Ｑ 为一常数，控制信息素调整幅度，使得 Δτ ｋ
ｉｊ

与 τ ｋ
ｉｊ相比不至于过大（陷入局部最优解） 或过小（收

敛很慢） ．

２􀆰 ２　 离散粒子群优化端元提取

基于离散粒子群算法的端元提取方法（Ｄｉｓｃｒｅｔｅ
Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ ｆｏｒ Ｅｎｄｍｅｍｂｅｒ

４８
高连如，等．高光谱遥感图像混合像元分解的群智能算法．

ＧＡＯ Ｌｉａｎｒｕ，ｅｔ ａｌ．Ｓｗａｒｍ ｉｎｔｅｌｌｉｇｅｎｃｅ ａｌｇｏｒｉｔｈｍｓ ｆｏｒ ｓｐｅｃｔｒａｌ ｕｎｍｉｘｉｎｇ ｉｎ ｈｙｐｅｒｓｐｅｃｔｒａｌ ｉｍａｇｅ．



Ｅｘｔｒａｃｔｉｏｎ，ＤＰＳＯ⁃ＥＥ）是以粒子群算法为基础的［１３］ ．
粒子群算法是通过模仿自然界中鸟群的寻找食物源

这种行为，以此达到寻找最优化问题的全局最优解

的过程．在自然界中，鸟群在某区域内飞行并寻找食

物源时，鸟群中的个体可以对自身所处的环境进行

评估，以此来判断当前位置适合寻找食物源的程度．
组成鸟群的每只鸟之间可以通过鸣叫等方式，在一

定空间范围内可以彼此交流信息．每一只鸟会根据

其他鸟传递的信息以及自身的经验来改变飞行速度

和飞行方向，从而继续寻找食物源．通过这种方式，
鸟群最终可以聚集在某区域食物源最丰富的地方．

若把“寻找食物源”看作是一个最优化问题，那
么鸟群的搜索区域就可以等同于是这个问题的可行

解空间．该区域中的每一个位置便是一个可行解，每
只鸟对其位置适合寻找食物源程度的评价就是最优

化问题的目标函数．原始的粒子群算法将鸟群中的

这些鸟抽象为具有“速度”和“位置”２ 种属性的粒

子，因此可以进行位置更新、速度更新．在每个时刻，
每只鸟会计算其所在位置的适应度，从而得到这个

位置的适应度．然后，鸟群中的鸟会互相交换适应度

信息，同时会回顾自身在运动过程中获得“社会经

验”和“自身经验”的 ２ 种经验值．以这 ２ 种经验为根

据，每只鸟会更新自身的速度，同时利用当前速度进

行位置移动，然后会到达新的位置．最终，若鸟群中

所有的鸟均停止在适应度值最高的位置时，则可以

认为鸟群已经找到了最优化问题的全局最优解．

定义集合： Ｘｎ，ｍ ＝ { （ｘ１，ｘ２，…，ｘｎ） ｜ ｘｉ ∈ ｛０，

１｝，∑
ｎ

ｉ ＝ １
ｘｉ ＝ｍ } ，即 ｘ∈Ｘｎ，ｍ 表示一个由０和１组成的

ｎ位数字串，其中有ｍ（≤ ｎ） 个位置为１，其余为０．若
｛ｒｉ｝ ｎ

ｉ ＝ １ 中的某个像元 ｒｉ 被选为端元（进入集合 Ｅ），
则 ｘ对应位置上的 ｘｉ 就取 １，否则就取 ０．于是对于给

定的图像｛ｒｉ｝ ｎ
ｉ ＝ １ 和端元数量 ｍ， 可用 Ｘｎ，ｍ 表示式

（１１） 的可行解空间，作为粒子的搜索空间．
第 ｋ 个粒子在 ｔ 时刻的位置 ｘｋ（ ｔ） ∈ Ｘｎ，ｍ ．显然，

第 ｋ 个粒子在前 ｔ 时刻的最优位置 ｘｋ，ｂｅｓｔ（ ｔ） ∈ Ｘｎ，ｍ，
所有粒子在前 ｔ 时刻的最优位置 ｘｇｂｅｓｔ（ ｔ） ∈ Ｘｎ，ｍ ．若

定义集合 Ｖｎ，ｑ ＝ { （ｖ１，ｖ２，…，ｖｎ） ｜ ｖｉ ∈ ｛ － １，０，１｝，

∑
ｎ

ｉ ＝ １
ｖｉ ＝ ０，∑

ｎ

ｉ ＝ １
｜ ｖｉ ｜ ＝ ２ｑ } ，那么 ｖ ∈ Ｖｎ，ｑ 表示一个由

０、１、 － １组成的 ｎ位数字串（或者说 ｎ维向量），且其

中 １ 的数量和 － １ 的数量均为 ｑ 个． 若 Ｅ１，Ｅ２ ∈

Ｃ（｛ｒｉ｝ ｎ
ｉ ＝ １，ｍ） 对应的 ｘ１，ｘ２ ∈ Ｘｎ，ｍ，那么从 ｘ２ 到 ｘ１

的速度定义为 ｖ ＝ ｘ１ － ｘ２ ＝ （ｖ１，ｖ２，…，ｖｎ） ∈ Ｖｎ，ｑ，且
满足：

ｖｉ ＝
１，　 　 ｒｉ ∈ Ｅ１，　 ｒｉ ∉ Ｅ２，
－ １， ｒｉ ∉ Ｅ１，　 ｒｉ ∈ Ｅ２，
０， ｏｔｈｅｒ．

ì

î

í

ï
ï

ïï

（１５）

事实上， ｖ反映了Ｅ１ 与Ｅ２ 的不同，而 ｑ反映了这

种“不同” 的程度，因此 ｑ 称为“速度的大小” ．
根据位置和速度的定义，显然 ｘｋ，ｂｅｓｔ（ｔ） － ｘｋ（ｔ） ∈

Ｖｎ，ｑ１，ｘｇｂｅｓｔ（ ｔ） － ｘｋ（ ｔ） ∈ Ｖｎ，ｑ２ ．在 Ｘｎ，ｍ 中，速度更新方

程为

ｖｋ（ ｔ ＋ １） ＝
Ｔ（（ｘｋ，ｂｅｓｔ（ ｔ） － ｘｋ（ ｔ）） ＋
　 　 （ｘｇｂｅｓｔ（ ｔ） － ｘｋ（ ｔ））），
Ｒ（ｘｋ（ ｔ）），

ì

î

í

ï
ï

ïï

（１６）

其中， Ｔ和 Ｒ均表示随机选择函数．Ｔ（ｘ） 表示从 ｘ的

正分量对应的位置中随机选择一个赋值为 １，负分量

对应的位置中随机选择一个赋值为 － １，其余位置赋

值为０，ｘｋ（ ｔ） ∈Ｘｎ，ｍ；Ｒ（ｘ） 表示从 ｘ的正分量对应的

位置中随机选择一个赋值为 － １，负分量对应的位置

中随机选择一个赋值为 １，其余位置赋值为 ０．Ｔ（ｘ）
表示根据自我经验和社会经验得到的速度，称为“定
向移动”；Ｒ（ｘ） 表示放弃经验，随机选择一个速度，
称为“随机移动” ．每次迭代时，粒子会随机选择进行

定向移动或随机移动， 即预制一个随机选择概率

ｐ ∈（０，１），粒子以 ｐ 的概率选择定向移动，以 １ － ｐ
的概率选择随机移动．另外，如果粒子所在位置恰好

是全局历史最优位置， 那么（ｘｋ，ｂｅｓｔ（ ｔ） － ｘｋ（ ｔ）） ＋
（ｘｇｂｅｓｔ（ ｔ） － ｘｋ（ ｔ）） ＝ ０，无法进行定向移动，只能进行

随机移动．位置更新方程为

ｘｋ（ ｔ ＋ １） ＝ ｘｋ（ ｔ） ＋ ｖｋ（ ｔ ＋ １） ． （１７）

２􀆰 ３　 蜂群优化端元提取

人工蜂群算法通过模拟自然界中蜂群的觅食行

为实现最优化问题的求解［１６］ ．对于待求解最优化问

题，可行解空间对应蜂群的搜索空间，一个可行解称

为一个食物源（ ｆｏｏｄ ｓｃｏｕｒｃｅ）．食物源中包含花蜜的

数量称为适应度（ｆｉｔｎｅｓｓ），与该食物源对应的可行解

所产生的目标函数值有关，较好的可行解会产生较

高的适应度，也就会吸引更多的蜜蜂来此食物源采

蜜．全部蜜蜂被分为 ３ 类：采蜜蜂（ｅｍｐｌｏｙｅｄ ｂｅｅ）、跟
随蜂（ｏｎｌｏｏｋｅｒ ｂｅｅ）和侦察蜂（ｓｃｏｕｔ ｂｅｅ）．３ 类蜜蜂分

别按照各自的策略进行搜索、判断和类型转换．
每个采蜜蜂对应一个食物源（及其适应度）．采

蜜蜂可以在该食物源的邻域内进行局部搜索并发现

５８
学报（自然科学版），２０１８，１０（１）：８１⁃９１

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０１８，１０（１）：８１⁃９１



新的食物源，若新的食物源的适应度优于原食物源，
则将其对应关系更新为新的食物源（及其适应度），
否则放弃新食物源并继续在原食物源的邻域内搜

索．若 ｘｉ ＝ （ｘｉ１，ｘｉ２，…，ｘｉ，ｍ×Ｌ） Ｔ ∈ＲＭ×（Ｍ－１）
＋ 表示第 ｉ个

食物源，也就是第 ｉ 个采蜜蜂的位置，则邻域局部搜

索可表示为

ｘ′ｉｊ ＝ ｘｉｊ ＋ φ（ｘｉｊ － ｘｋｊ）， （１８）
其中， ｋ 是随机选择的不同于 ｉ 的另一个食物源，ｊ 是
从｛１，２，…，Ｍ × （Ｍ － １）｝ 中随机选择的一个整数．

每个跟随蜂会根据采蜜蜂获得的所有食物源的

适应度，按照一定概率挑选一个食物源（等同于采蜜

蜂） 并在该食物源的邻域内进行局部搜索，如果发

现的新食物源的适应度优于原食物源，则将采蜜蜂

（而不是跟随蜂） 对应的食物源更新为新的食物源，
否则放弃新食物源．跟随蜂挑选第 ｊ 个食物源的“跟
随概率”

ｐ ｊ ＝
ｆ ｊ

∑
Ｎｅ

ｉ ＝ １
ｆｉ

， （１９）

其中， ｆｉ 表示第 ｉ 个食物源的适应度，Ｎｅ 表示食物源

的总数量，也就是采蜜蜂的总数量．若最优化问题的

目标函数非负，则食物源 ｘｉ 的适应度

ｆｉ ＝
１

ｆ（ｘｉ）
， （２０）

其中， ｆ（ｘ） 为最优化问题的目标函数．综合考虑式

（６） 和式（１１）２ 个最优化模型，基于 ＡＢＣ 的端元提

取问题可描述为如下最优化模型：
ｍｉｎ　 　 ｆ（Ｅ） ＝ Ｖ（｛􀭴ｅ ｊ｝Ｍ

ｊ ＝ １） ＋
μＲＥＲＭＳ（｛􀭴ｒｉ｝ Ｎ

ｉ ＝ １，｛􀭴ｅ ｊ｝Ｍ
ｊ ＝ １），

ｓ．ｔ．　 　 Ｅ ∈ ＲＭ×（Ｍ－１）
＋ ，∀ｊ， （２１）

其中， μＲ 为惩罚系数， 用来调节 ＥＲＭＳ（｛􀭴ｒｉ｝ Ｎ
ｉ ＝ １，

｛􀭴ｅ ｊ｝Ｍ
ｊ ＝ １） 对整体目标函数的影响．

２􀆰 ４　 离散蜂群优化端元提取

改进的离散蜂群优化端元提取算法与 ２􀆰 ３ 节人

工蜂群优化端元提取的原理相同，也是利用采蜜蜂、
跟随蜂和侦查蜂搜索、评价、交流和分身转化的策略

实现最优化问题的求解．但人工蜂群优化算法是在

连续空间中搜索可行解，而离散蜂群优化算法是在

离散空间中搜索，因此其可行解空间与 ２􀆰 ２ 节中

ＤＰＳＯ 的可行解空间一致，可行解的邻域搜索策略也

与 ＤＰＳＯ 的速度、位置更新原理一致．
ＩＤＡＢＣ 的改进体现在端元提取的目标函数［１７］ ．

ＡＣＯＥＥ 和 ＤＰＳＯＥＥ 提取端元时，会出现同一种端元

被重复识别的现象，这是因为提取相同或相近的端

元能够有效减小反演误差，与目标函数（１１）的含义

一致．为了避免端元被重复识别的问题，ＩＤＡＢＣ 法在

目标函数（１１）中加入距离项 ｇ（ｄ），其中 ｄ 为图像中

端元与端元之间的欧氏距离，即：
ｆ（｛ｅｊ｝ｍ

ｊ ＝ １） ＝ ＥＲＭＳ（｛ｒｉ｝Ｎ
ｉ ＝ １，｛ｅｊ｝ｍ

ｊ ＝ １） ＋ ｕ × ｇ（ｄ）， （２２）

ｇ（ｄ） ＝ １
ｄ
， （２３）

ｄ ＝ ｍｉｎ‖ｅｉ － ｅ ｊ‖２，　 ∀ｉ ≠ ｊ， （２４）
ｕ 表示惩罚系数，对 ＥＲＭＳ和 ｇ 调节平衡．ｇ（ｄ）是 ｄ 的

递减函数，ｄ 值越大则 ｇ（ｄ）越小．利用 ＡＢＣ 算法对

目标函数（２２）进行最优化，获得的最优解既符合

ＡＢＣ 算法找到最优解的目的，又能避免相邻纯净像

元被同时识别．
如果将 ＡＣＯ 和 ＤＰＳＯ 的目标函数更改为（２２），

并利用各自的优化策略进行搜索，则可得到 ＩＡＣＯ
和 ＩＤＰＳＯ．

３　 丰度反演的群智能算法

基于 ＬＳＭＭ 的光谱解混，在提取端元后，可以利

用最小二乘法求解线性方程组进行丰度反演；而基

于 ＮＬＳＭＭ 的光谱解混因为对应的是非线性方程组，
无法通过最小二乘法求解，只能将丰度反演转化为

最优化问题．群智能算法在求解最优化问题方面具

有独特的优势，因此也被应用于非线性光谱解混．
根据 ＦＭ 模型（７）和（８），混合像元分解的优化

问题为

ｍｉｎ　 Ｖ（Ｅ），

ｓ．ｔ． ∑
Ｎ

ｉ ＝ １
‖ｒｉ － Ｅαｉ － ｎｌ（Ｅ，αｉ）‖２

２ ≤ ε， （２５）

其中

ｎｌ（Ｅ，αｉ） ＝ ∑
ｍ－１

ｉ ＝ １
∑
ｍ

ｊ ＝ ｉ＋１
β ｉ，ｊｅｉ☉ｅ ｊ， （２６）

Ｖ（Ｅ） 表示端元单形体的体积．体积的引入用于保证

解的唯一性．
设第 ｉ 个粒子的当前位置为 Ｘｉ，速度为 ｖｉ，个体

历史最优位置为 ｐｉ，全局历史最优位置为 ｇ，粒子个

数为 ｓ．那么其在第 ｊ 步中的速度为

ｖ（ ｊ ＋１）
ｉ ＝ ｗｖ（ ｊ）

ｉ ＋ ｃ１ｒ（ ｊ）１ （ｐ（ ｊ）
ｉ － ｘ（ ｊ）

ｉ ） ＋
　 　 ｃ２ｒ（ ｊ）２ （ｇ（ ｊ） － ｘ（ ｊ）

ｉ ）， （２７）
其中， ｗ 为惯性系数，ｃ１，ｃ２ 称为加速因子，ｒ１，ｒ２ ～
Ｕ（０，１） 为随机数．

其在第 ｊ 步后的位置为

ｘ（ ｊ ＋１）
ｉ ＝ ｘ（ ｊ）

ｉ ＋ ｖ（ ｊ ＋１）
ｉ ， （２８）

６８
高连如，等．高光谱遥感图像混合像元分解的群智能算法．

ＧＡＯ Ｌｉａｎｒｕ，ｅｔ ａｌ．Ｓｗａｒｍ ｉｎｔｅｌｌｉｇｅｎｃｅ ａｌｇｏｒｉｔｈｍｓ ｆｏｒ ｓｐｅｃｔｒａｌ ｕｎｍｉｘｉｎｇ ｉｎ ｈｙｐｅｒｓｐｅｃｔｒａｌ ｉｍａｇｅ．



第 ｊ 步后，第 ｉ 个粒子的个体历史最优位置为

ｐ（ ｊ ＋１）
ｉ

ｐ（ ｊ）
ｉ ，　 ｆ（ｘ（ ｊ ＋１）

ｉ ） ≥ ｆ（ｐ（ ｊ）
ｉ ），

ｘ（ ｊ ＋１）
ｉ ，　 ｆ（ｘ（ ｊ ＋１）

ｉ ） ＜ ｆ（ｐ（ ｊ）
ｉ ），{ （２９）

第 ｊ 步后，全局历史最优位置为

ｇ（ ｊ ＋１） ＝ ａｒｇｍｉｎ
ｐ（ ｊ ＋１）ｉ

｛ ｆ（ｐ（ ｊ ＋１）
ｉ ，ｆｏｒ ａｌｌ ｉ ∈ １，…，ｓ）｝ ． （３０）

ＰＳＯ 算法不断更新全局历史最优位置，直到满

足算法终止条件．此时，全局历史最优位置即为最

终解．
双种群粒子群优化（ＢｉＰＳＯ） ［１８］ 考虑问题（２５），

需要同时估计 Ｅ 和 Ａ，Ａ ＝ ｛αｉ｝ Ｎ
ｉ ＝ １，因此需要在算法

框架中定义 ２ 个种群来分别估计 Ｅ 和 Ａ，记 ＳＥ 种群

用于估计 Ｅ，ＳＡ 种群估计 Ａ．在第 ｔ次迭代中，首先固

定 ＳＡ 种群，把 ＳＡ 种群的当前最优解代入（２５） 作为

常量，然后更新 ＳＥ 种群中的粒子速度和位置，从而

获得历史最优位置以及当前最优粒子；然后固定 ＳＥ
种群，把当前最优粒子代入式（２５） 作为常量，用类

似的方法来更新 ＳＡ 种群的粒子；２ 个种群相互交换

各自的最优解， 如此交替迭代， 最后同时得到最

终解．
在 ＳＥ 种群中，为了处理约束问题，引入了多目

标优化机制，定义如下目标函数：

ｆ１（Ｘ） ＝ ∑
Ｎ

ｎ ＝ １
‖ｙ［ｎ］ － Ｘａ［ｎ］ － ｎｌ（Ｘ，ａ［ｎ］）‖２

２， （３１）

ｆ２（Ｘ） ＝ Ｖ（Ｘ）， （３２）
则称粒子 ＸｉＰａｒｅｔｏ 支配 Ｘ ｊ，当且仅当

∀ｋ ∈ ｛１，２｝，　 ｆｋ（Ｘ（ ｊ ＋１）
ｉ ） ≤ ｆｋ（Ｘ（ ｊ ＋１）

ｊ ），
∃ｋ ∈ ｛１，２｝，　 ｆｋ（Ｘ（ ｊ ＋１）

ｉ ） ＜ ｆｋ（Ｘ（ ｊ ＋１）
ｊ ）， （３３）

记

ｐｄ（Ｘｉ） ＝ ｃａｒｄ｛Ｘ ｊ ∀Ｘ ｊ ∈ ＳＥ ａｎｄ Ｘｉ Ｐａｒｅｔｏ
ｄｏｍｉｎａｔｅｓ Ｘ ｊ｝， （３４）

其中 ｃａｒｄ｛·｝为集合的势．最终可定义指标函数

ｕ（Ｘｉ） ＝
ｏｒｄｅｒ（Ｘｉ，ｐｄ，Ｓ，‘Ｄ’），　 Ｘｉ ∈ Ｓ，

ｎｓ ＋ ｏｒｄｅｒ（Ｘｉ，ｐｄ，􀭵Ｓ，‘Ｄ’），　 Ｘｉ ∈ 􀭵Ｓ，{ （３５）

其中， Ｓ为可行粒子集合，􀭵Ｓ为不可行粒子集合，ｎＳ 为

Ｓ的势，ｏｒｄｅｒ（Ｘｉ，ｐｄ，Ｓ，‘Ｄ’） 表示Ｘｉ 根据 ｐｄ 值在集合

中的降序序号．该函数表示了 ２ 个准则：具有更高的

ｐｄ 值的粒子排在低 ｐｄ 值的粒子前面；可行粒子排在

不可行粒子的前面．

４　 实验与分析

按照群智能算法在混合像元分解不同阶段中的

应用，实验分为端元提取实验和丰度反演实验，利用

不同的数据对比群智能算法和其他基于相同假设的

算法之间的精度．

４􀆰 １　 端元提取实验

端元提取实验使用的真实高光谱数据为 １９９４
年 Ａｉｒｂｏｒｎｅ Ｖｉｓｉｂｌｅ Ｉｎｆｒａｒｅｄ Ｉｍａｇｉｎｇ Ｓｐｅｃｔｒｏｍｅｔｅｒ
（ＡＶＩＲＩＳ）遥感器在美国内达华州 Ｃｕｐｒｉｔｅ 地区采集

的数据，如图 ３ 所示．图像共 ５０ 个波段，波长范围为

１􀆰 ９９～２􀆰 ４８ μｍ，空间大小为 ４００×３５０，假彩色合成波

段为 Ｒ：２􀆰 １０ μｍ，Ｇ：２􀆰 ２０ μｍ，Ｂ：２􀆰 ３４ μｍ．Ｃｕｐｒｉｔｅ 数

据在高光谱混合像元分解实验验证中被广泛应用，
主要包括明矾石、高岭石、方解石等多种矿物［３９］ ．

图 ３　 ＡＶＩＲＩＳ 传感器 Ｃｕｐｒｉｔｅ 地区高光谱图像假彩色合成

Ｆｉｇ􀆰 ３　 Ｆａｌｓｅ ｃｏｌｏｒ ｃｏｍｐｏｓｉｔｉｏｎ ｏｆ ＡＶＩＲＩＳ
ｈｙｐｅｒｓｐｅｃｔｒａｌ ｉｍａｇｅ ａｔ Ｃｕｐｒｉｔｅ，Ｎｅｖａｄａ

端元提取结果的可信程度评价方法是比较提取

的端元光谱与实验室光谱库中的光谱（或其他一些

已知地物的光谱）的相似程度．光谱角距离（Ｓｐｅｃｔｒａｌ
Ａｎｇｌｅ Ｄｉｖｅｒｇｅｎｃｅ，ＳＡＤ）是进行相似性度量的常用指

标．若所得到的光谱角距离越小，说明提取的结果越

接近真实图像．性能优越的端元提取方法，在提取端

元的同时，也能最大限度地保存图像的原始信息．通
过计算 ＲＭＳＥ 值可以来检验混合像元分解产生的信

息量损失，均方根误差越小，则说明信息量损失

越少．
４􀆰 １􀆰 １　 纯像元假设的端元提取算法实验

基于纯像元假设的群智能端元提取算法主要包

括 ＡＣＯＥＥ、ＤＰＳＯＥＥ、ＩＡＣＯＥＥ、ＩＤＰＳＯＥＥ 和 ＩＤＡＢＣ，
另外，加入经典的 Ｎ⁃ＦＩＮＤＲ 和 ＶＣＡ 作为对比，评价

群智能端元提取算法的精度．为减少计算时间，先用

ＰＰＩ 算法从图像中提取 ８０ 个像元作为候选端元集，
所有算法均从候选端元集中提取端元．

端元提取结果如表 １ 所示．可以看出，当端元数

目确定时，Ｎ⁃ＦＩＮＤＲ、ＶＣＡ 和 ＤＰＳＯＥＥ 可识别出 ６ 种

端元，ＡＣＯＥＥ 和 ＩＡＣＯＥＥ 可识别出 ５ 种端元，ＩＤＰＳＯ

７８
学报（自然科学版），２０１８，１０（１）：８１⁃９１

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０１８，１０（１）：８１⁃９１



可识别出 ７ 种端元， ＩＤＡＢＣ 可识别出 ８ 种端元，
ＩＡＣＯＥＥ、ＩＤＰＳＯ 比原先的 ＡＣＯＥＥ 和 ＤＰＳＯＥＥ 识别

出的端元种类要多， 提取的精度也更高． 另外，
ＩＡＣＯＥＥ、ＩＤＰＳＯ 和 ＩＤＡＢＣ 的提取端元的精度明显

高于 Ｎ⁃ＦＩＮＤＲ 和 ＶＣＡ；ＩＤＡＢＣ 的 ＲＭＳＥ 结果最好，
且 提 取 出 的 矿 物 Ｄｅｓｅｒｔ ｖａｒｎｉｓｈ、 Ａｌｕｎｉｔｅ 和

Ｃｈａｌｃｅｄｏｎｙ 与标准光谱库中提供的光谱之间的 ＳＡＤ
值最优．
４􀆰 １􀆰 ２　 非纯像元假设的端元提取算法实验

ＡＢＣＥＥ 是不基于纯像元假设的端元提取算法，
可以在连续空间中搜索最优端元．与 ＡＢＣＥＥ 目标函

数相似的算法包括 ＭＶＣ⁃ＮＭＦ、 ＭＶＳＡ、 ＭＶＥＳ 和

ＳＩＳＡＬ 等，实验结果如表 ２ 所示．可以看出，ＭＶＣ⁃
ＮＭＦ 提取的端元 ＳＡＤ 结果最好，即最接近真实地物

光谱，但是 ＲＭＳＥ 结果最差． ＡＢＣＥＥ 提取的端元

ＲＭＳＥ 结果最好，而对于 Ａｌｕｎｉｔｅ、Ｃａｌｃｉｔｅ 和 Ｍｕｓｃｏｖｉｔｅ
其 ＳＡＤ 结果仅次于 ＭＶＣ⁃ＮＭＦ；ＳＩＳＡＬ 的结果与 ＡＢ⁃
ＣＥＥ 近似．二者都很好地平衡了光谱真实性与反演

误差之间的关系，与目标函数的意义一致．

４􀆰 ２　 丰度反演实验

丰度反演实验使用的是 ２ 幅高光谱影像．一幅

为 １９９７ 年由 ＡＶＩＲＩＳ 在 Ｍｏｆｆｅｔｔ Ｆｉｅｌｄ（美国洛杉矶）
地区所获取的高光谱图像，选取了其中 ５０×５０ 像元

的子图像进行评价，去除了 １～７、１０８ ～ １１３、１５２ ～ １６９

和 ２２１ ～ ２２４ 水汽吸收以及低信噪比波段后，剩余

１８９ 个波段， 端元数量设置为 ３． 另一幅影像为

ＡＶＩＲＩＳ 在 １９９２ 年 Ｉｎｄｉａｎ Ｐｉｎｅｓ 地区获得高光谱影

像，该影像有真实验证样本，选取了 Ｓｔｏｎｅ⁃Ｓｔｅｅｌ⁃Ｔｏｗ⁃
ｅｒｓ、Ｓｏｙｂｅａｎ⁃ｎｏｔｉｌｌ、Ｓｏｙｂｅａｎ⁃ｃｌｅａｎ 以及 Ｖｅｇｅｔａｔｉｏｎ ４ 类

地物进行评价，端元数量设置为 ４．
参与对比的算法包括基于 ＧＢＭ 模型的梯度下

降算法（记为 ＧＢＡ） ［４０］、基于 ＦＡＮ 模型的非负矩阵

分解算法（记为 Ｆａｎ⁃ＮＭＦ） ［４１］、约束非线性最小二乘

算法（记为 ＣＮＬＳ） ［４２］以及基于核混合模型的解混算

法（记为 ＳＫ⁃Ｈｙｐｅ） ［４３］ ． 所有的算法均以 ＶＣＡ 算

法［２２］ 所提取的端元结果作为初始状态， ＧＢＡ 和

ＣＮＬＳ 为监督算法，因此以 ＶＣＡ 结果为端元集合，并
以全约束丰度反演算法［４４］ 的丰度反演结果作为丰

度估计的初始状态．设置算法最大迭代次数为 ５００，
收敛阈值为 １０－６，算法运行 １０ 遍取均值作为结果进

行评价（表 ３）．
图 ４ 是 Ｍｏｆｆｅｔｔ Ｆｉｅｌｄ 丰度反演结果，除 ＳＫ⁃Ｈｙｐｅ

结果异常外，其他算法均能较好地反演水、植被和土

壤等 ３ 种地物的丰度；图 ５ 是 Ｉｎｄｉａｎ Ｐｉｎｅｓ 子图像的

丰度反演结果，可以看出 ４ 种算法清楚地显示了第 １
类的大部分区域，但 ＳＫ⁃Ｈｙｐｅ 包含了其他类别的信

息；对于第 ２ 类地物，所有算法均与真实地物存在较

大差异，这主要是因为其左边区域的地物光谱与该

表 １　 纯像元假设的端元提取算法实验结果

Ｔａｂｌｅ １　 Ｒｅｓｕｌｔｓ ｏｆ ｅｎｄｍｅｍｂｅｒ ｅｘｔｒａｃｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ ｗｉｔｈ ｐｕｒｅ ｐｉｘｅｌ ａｓｓｕｍｐｔｉｏｎ

端元提取 Ｄｅｓｅｒｔ ｖａｒｎｉｓｈ Ａｌｕｎｉｔｅ Ｂｕｄｄｉｎｇ ｔｏｎｉｔｅ Ｇｏｅｔｈｉｔｅ Ｋａｏｌｉｎｉｔｅ Ｊａｒｓｉｔｅ ＧＤ９９ Ｈａｌｌｏｙ ｓｉｔｅ Ｃｈａｌｃｅｄｏｎｙ ＲＭＳＥ

Ｎ⁃ＦＩＮＤＲ ０􀆰 １４５ ８ ０􀆰 １２５ ４ ０􀆰 ２０３ ８ ０􀆰 ０９５ １ ０􀆰 １２６ １ ０􀆰 １３１ １ ５􀆰 ７２１ ５

ＶＣＡ ０􀆰 ０３５ ６ ０􀆰 １４５ ４ ０􀆰 １３７ ６ ０􀆰 １２６ ５ ０􀆰 ０５７ ２ ３􀆰 ８５５ ９

ＡＣＯＥＥ ０􀆰 ０４４ ８ ０􀆰 １０８ ７ ０􀆰 ２０５ ５ ０􀆰 １１４ ５ ０􀆰 ０５７ １９ ３􀆰 ８２４ ５

ＤＰＳＯＥＥ ０􀆰 ０４５ ３ ０􀆰 １１０ ４ ０􀆰 ０９７ ９ ０􀆰 １１４ ５ ０􀆰 １００ ２ ０􀆰 ０７０ ４ ３􀆰 ７４１ ５

ＩＡＣＯＥＥ ０􀆰 ０３２ ９ ０􀆰 １０８ ７ ０􀆰 １７５ ５ ０􀆰 ０８４ ５ ０􀆰 ０７０ ３ ３􀆰 ７７４ ７

ＩＤＰＳＯ ０􀆰 ０３０ １ ０􀆰 ０９０ ４ ０􀆰 ０５７ ４ ０􀆰 １１７ ８ ０􀆰 ０９３ ７ ０􀆰 １１４ ２ ０􀆰 １０９ ９ ３􀆰 ５５２ ６

ＩＤＡＢＣ ０􀆰 ０２７ ５ ０􀆰 ０８３ ７ ０􀆰 ０６４ ０ ０􀆰 １１４ ６ ０􀆰 １１８ ６ ０􀆰 １１４ ２ ０􀆰 ０９８ ７ ０􀆰 ０５５ ６ ３􀆰 ５２２ ７

表 ２　 非纯像元假设的端元提取算法实验结果

Ｔａｂｌｅ ２　 Ｒｅｓｕｌｔｓ ｏｆ ｅｎｄｍｅｍｂｅｒ ｅｘｔｒａｃｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ ｗｉｔｈｏｕｔ ｐｕｒｅ ｐｉｘｅｌ ａｓｓｕｍｐｔｉｏｎ

端元提取
Ａｌｕｎｉｔｅ
ＧＤＳ８４

Ｃａｌｃｉｔｅ
ＷＳ２７２

Ｋａｏｌｉｎｉｔｅ
ＫＧａ⁃１

Ｍｕｓｃｏｖｉｔｅ
ＧＤＳ１０７ Ｍｅａｎ ＲＭＳＥ

ＭＶＣ⁃ＮＭＦ ６􀆰 ４５０ ６􀆰 １０４ ５􀆰 ２９５ ４􀆰 ７５５ ５􀆰 ６５１ ２􀆰 ９５１

ＭＶＳＡ １０􀆰 ９３７ ６􀆰 ８８７ ７􀆰 ７０９ ８􀆰 ５１８ ８􀆰 ５１３ ２􀆰 ５９２

ＳＩＳＡＬ １１􀆰 ４０３ ４􀆰 ８４４ ７􀆰 ６６２ ８􀆰 ３７７ ８􀆰 ０７１ ２􀆰 ５９１

ＭＶＥＳ １２􀆰 ２６０ ７􀆰 ３４６ ７􀆰 ５３９ ７􀆰 ８３２ ８􀆰 ７４４ ２􀆰 ５９４

ＡＢＣＥＥ １０􀆰 ９０４ ７􀆰 ６４１ ６􀆰 ９９１ ７􀆰 ６７３ ８􀆰 ３０２ ２􀆰 ５８６

８８
高连如，等．高光谱遥感图像混合像元分解的群智能算法．

ＧＡＯ Ｌｉａｎｒｕ，ｅｔ ａｌ．Ｓｗａｒｍ ｉｎｔｅｌｌｉｇｅｎｃｅ ａｌｇｏｒｉｔｈｍｓ ｆｏｒ ｓｐｅｃｔｒａｌ ｕｎｍｉｘｉｎｇ ｉｎ ｈｙｐｅｒｓｐｅｃｔｒａｌ ｉｍａｇｅ．



类别地物的光谱极为相似；第 ３ 类样本，所有算法在

中间区域与第 ２ 类样本混淆，原因见第 ２ 类样本的

分析，除此之外，其他区域 ＢｉＰＳＯ 算法的结果比其他

算法更为清晰；最后一类各算法均能准确提取．表 ３
为重构误差，从结果可以看出，丰度结果各算法差异

不大，而 ＢｉＰＳＯ 的重构误差小于其他算法．

图 ４　 Ｍｏｆｆｅｔｔ Ｆｉｅｌｄ 丰度反演结果

Ｆｉｇ􀆰 ４　 Ａｂｕｎｄａｎｃｅ ｉｎｖｅｒｓｉｏｎ ｒｅｓｕｌｔｓ ｏｆ Ｍｏｆｆｅｔｔ Ｆｉｅｌｄ

图 ５　 Ｉｎｄｉａｎ Ｐｉｎｅｓ 子图像及丰度反演结果

Ｆｉｇ􀆰 ５　 Ｓｕｂｉｍａｇｅ ａｎｄ ａｂｕｎｄａｎｃｅ ｉｎｖｅｒｓｉｏｎ ｒｅｓｕｌｔｓ ｏｆ Ｉｎｄｉａｎ Ｐｉｎｅｓ

表 ３　 非线性丰度反演 ＲＭＳＥ
Ｔａｂｌｅ ３　 ＲＭＳＥ ｏｆ ｎｏｎｌｉｎｅａｒ ａｂｕｎｄａｎｃｅ ｉｎｖｅｒｓｉｏｎ

图像 ＢｉＰＳＯ Ｆａｎ⁃ＮＭＦ ＧＢＭ ＣＮＬＳ ＳＫ⁃Ｈｙｐｅ

Ｍｏｆｆｅｔｔ Ｆｉｅｌｄ ０􀆰 ００６ ３ ０􀆰 ０１３ ０ ０􀆰 １５０ ２ ０􀆰 ０７３ ０ １０􀆰 ００２∗

Ｉｎｄｉａｎ Ｐｉｎｅ ０􀆰 ０１１ ５ ０􀆰 ０１３ １ ０􀆰 ０３８ ６ ０􀆰 ０２４ ７ ０􀆰 ０７１ ８∗

注：ＳＫ⁃Ｈｙｐｅ 的 ＲＭＳＥ 由 ＦＡＮ 模型进行估计．

５　 存在问题与发展方向

群智能算法在求解一些比较困难的最优化问题

方面体现出独特的优势，在高光谱图像混合像元分

解方面的应用也取得了一些值得关注的成果，但是

群智能算法在具体问题的应用中仍存在一些不可忽

略的困难．阻碍群智能算法广泛应用的一个显而易

见的问题就是搜索空间、种群规模与计算效率之间

的矛盾：如果希望搜索到尽可能好的解，则应使用较

大的搜索空间和种群规模，但这同时意味着更长的

搜索时间和更多的无效搜索．
应用新型的计算技术是解决这一问题的重要方

向．例如目前已经在科学计算领域广泛使用的大型

计算机集群并行计算技术、基于互联网的云计算技

术和多智能体技术等，另外，ＧＰＵ、ＦＰＧＡ 和非精确计

算芯片等硬件的快速发展也为群智能算法的改进、
扩展和应用提供了更多的选择．
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