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短时车流量组合预测模型

张凯１ 　 卢邹颖１

摘要
随着道路车量不断增多，由交通异

常事件造成的非正常拥堵情况严重影响
了出行者的出行效率和路网的整体运行
水平． 因此，需要准确及时地检测出非正
常拥堵情况，通过诱导、疏通等方式改善
拥堵状况． 对车流量的准确预测是检测
非正常拥堵的有效方法． 根据交通流量
的不确定性和非线性的特点，将改进的
ＢＰ 神经网络模型和 ＡＲＩＭＡ 模型进行组
合，建立组合预测模型． 实验结果表明，
组合模型的预测结果比单个模型的预测
结果理想，且达到较高的预测精度．
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０　 引言

　 　 当前，我国机动车拥有量和道路交通量急剧增加，常常导致道路

交通拥堵，而由交通事故等造成的非正常拥堵所造成的危害巨大，如
不及时处理，容易导致拥堵的恶性循环． 已有的非正常拥堵检测方法

大多集中在对短时车流量的预测问题上． 国外学者对短时交通流预

测的研究主要有历史均值法［１］、Ｋａｌａｍａｎ 滤波法［２］、非参数回归法［３］

和神经元网络法［４］ 等． 其中，历史均值法算法简单，但无法研究交通

流动态性、非确定性和非线性特性；Ｋａｌａｍａｎ 滤波法对交通流预测精

度较高，但受线性估计模型限制，无法适应交通流的非线性变化；非
参数回归法适合非线性的动态系统，并符合交通流量的非线性特性，
需要大量的历史数据，建立序列内部联系，用来预测当前时间之后的

交通流信息，但存在预测速度慢，参数调整需要试凑的缺点；神经网

络在交通预测中的应用，解决了传统方法需要建立精确模型的困扰，
但也存在训练速度慢、易陷入局部极小点的不足． 在国内，对交通流

预测的研究大多是建立在对以上各种方法的改进基础之上的． 其中，
曹征［５］利用小波变换对短时交通流进行了预测；郇洪江等［６］ 利用 ＢＰ
神经网络对交通流量进行了预测． 这些方法大多是以单一模型来做

预测，预测精度不高，对交通流的不确定性的考虑还有所欠缺．
短时车流量变化具有不确定性和非线性特点，而时间序列和神

经网络技术正好能较好地解决交通流预测的这些特性所带来的预测

难题． 本文采用基于遗传算法［７］ 优化的 ＢＰ 神经网络模型和 ＡＲＩＭＡ
模型（差分自回归移动平均模型） ［８］ 组合的方法来对交通流进行预

测，改进的 ＢＰ 网络模型解决了传统 ＢＰ 网络收敛速度慢，容易陷入局

部极小点的缺点． 将训练成功的网络用于预测实验，结果表明此方法

具有较高的预测精度，对交通流预测和非正常拥堵的检测的实际应

用有很好的参考价值．

１　 模型建立

１ １　 ＢＰ 神经网络

ＢＰ 神经网络是一种按误差逆传播算法训练的多层前馈网络，其
基本思想是：向逐层计算得到的网络输出与原先给定的期望输出进

行误差计算，若误差不满足要求，则将误差延网络反向逐层传播，修
改连接权重，重复正向计算和反向传播的过程，直到满足误差精度．



　 　 　 　　 　 由于传统的 ＢＰ 神经网络采用随机初始化网络

权值、阀值，收敛速度较慢，易陷入局部极小点，而遗

传算法对求解的寻优性能好，全局搜索性强的特点

正好能弥补 ＢＰ 神经网络的不足．

１ ２　 遗传算法

遗传算法是一种具有内在的隐并行性和更好的

全局寻优能力的迭代算法，采用概率化的寻优方法，
能自动获取和指导优化的搜索空间，自适应地调整

搜索方向，不需要确定的规则． 其算法的核心思想

是：模拟自然选择和遗传发生的繁殖、交配和突变现

象，从初始种群出发，根据适应度函数计算出适应度

值，通过选择、交叉和变异这 ３ 个操作，获得更适应

环境的个体，经过多次迭代，使种群往搜索控件中的

最优解区域靠近，最终收敛到满足要求的最优解．

１ ３　 遗传算法优化 ＢＰ 神经网络权值模型

ＢＰ 神经网络算法具有寻优精确，但寻优速度慢

的特点，而遗传算法具有全局、快速搜索最优解的性

能，因此，把遗传算法和 ＢＰ 神经网络结合起来，可以

达到全局、高效、精确的寻优效果．
ＢＰ 神经网络中，初始权值和阀值都影响最终的

解，通过遗传算法优化 ＢＰ 神经网络的权值，具体步

骤如下：
１） 给定神经网络的输入、输出样本集；
２） 将网络权值（阀值）进行编码，随机生成一组

分布，对应一组神经网络的权值（阀值）；
３） 输入训练样本，经 ＢＰ 算法得到对应权值的

输出；
４） 设定网络目标函数，将其转换为适应度，对

每一个输出进行评估；
５） 选择适应度大的个体，直接遗传给下一代；
６） 利用选定的交叉、变异及相关算法、参数对

当前群体进行进化，得到新一代种群；
７） 返回 ３），直到性能满足要求，得到优化权值；
８） 取整个操作中的最优个体作为 ＢＰ 神经网络

的初始权 （阀） 值，对网络进行训练，得到全局最

优解．
误差函数和适应度函数分别为记为

Ｅ ＝ １
２ ∑

ｍ

ｋ ＝ １
（ ｔｋ － ｙｋ） ２， （１）

ｆ ＝ １
Ｅ ． （２）

其中， Ｅ为输出误差，ｔｋ，ｙｋ（ｋ ＝ １，２，３，…，ｍ） 分别为

网络的期望输出和实际输出，ｆ 为适应度函数．

１ ４　 ＡＲＩＭＡ 模型

ＡＲＩＭＡ 模型是著名的时间序列预测方法，其中

ＡＲＩＭＡ（ｐ，ｄ，ｑ）为差分自回归移动平均模型，ｐ 为自

回归阶数，ｑ 为移动平均阶数，ｄ 为时间序列平滑次

数． 其通用表达式为

ｚｔ ＝ ϕ１ ｚｔ －１ ＋ ϕ２ ｚｔ －２ ＋ … ＋ ϕｐｚｔ －ｐ ＋
　 　 ｕｔ － φ１ｕｔ －１ － φ２ｕｔ －２ － … － φｑｕｔ －ｑ， （３）

其中，ｚｔ 为样本值，ϕ１，ϕ２，…，ϕｐ 为自回归系数，φ１，
φ２，…，φｑ 为滑动平均系数，ｕｔ 为服从独立正态分布

Ｎ（０，δ２）的白噪声序列．
通过对检验数据序列的平稳性检验，再通过自

相关函数（ＡＣＦ）和偏自相关函数（ＰＡＣＦ）确定 ｐ 和

ｑ，并进行误差检验，然后用通过检验的模型进行

预测．

１ ５　 组合预测模型的建立

本文采用基于信息融合思想的非线性组合预测

算法． 首先选用改进的 ＢＰ 网络和 ＡＲＩＭＡ ２ 种方法

分别对样本进行预测，再使用 ＢＰ 神经网络把单个模

型的同一时刻预测值作为网络输入，把相应时刻的

实测值作为期望输出来训练神经网络，将完成训练

的组合模型用于最终预测． 组合预测模型结构如图 １
所示．

图 １　 组合预测模型结构

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｉｎｔｅｇｒａｔｅｄ ｆｏｒｅｃａｓｔｉｎｇ ｍｏｄｅｌ

２　 模型应用

根据组合模型算法，采用南京市某路段检测器

采集的 ２０１１ 年 ５ 月 １６ 日全天的交通流量数据，选
取其中 ７：４０—１６：００ 时间段的数据，数据间隔为

５ ｍｉｎ，一共 １００ 个数据． 先用改进的 ＢＰ 神经网络和

ＡＲＩＭＡ 模型算法分别对样本数据进行预测，用前 ８０
个数据作为建模数据，预测后 ２０ 个数据，再用预测
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所得数据的前 １５ 个数据作为组合模型的训练样本

输入，对应时刻的实测值作为期望输出来训练建立

组合预测模型． 用剩余的 ５ 个预测数据作为训练后

网络的输入，输出组合模型的预测值．

２ １　 改进的 ＢＰ 神经网络预测

用 Ｍａｔｌａｂ ７ １ 中的神经网络工具箱函数和遗传

算法工具箱函数建立由遗传算法优化 ＢＰ 神经网络

权值的模型． 把数据中 ７：４５—１４：２０ 的 ８０ 个数据作

为训练样本，后 ２０ 个数据作为测试样本． 输入数据

为 ｔ － ２０、ｔ － １５、ｔ － １０、ｔ － ５ 和 ｔ 时刻的 ５ 个流量数

据，输出为 ｔ ＋ ５ 时刻的流量数据，测试样本选

１４：００—１５：５５ 的 ２５ 个数据，划分方式同训练样本的

输入数据，即连续的 ５ 个时刻为一个测试输入，一共

２０ 个． 整个神经网络输入层节点数为 ５，输出层节点

数为 １，隐含层节点数为 ９，目标精度为 ０ ００１，学习

率为 ０ ０５，最大训练周期为 ５ ０００． 遗传算法初始种

群大小为 ５０，最大进化代数为 １００． 图 ２ 和 ３ 分别为

改进前后的训练效果．

图 ２　 ＢＰ 神经网络训练效果

Ｆｉｇ． ２　 Ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔ ｏｆ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

图 ３　 改进的 ＢＰ 网络训练效果

Ｆｉｇ． ３　 Ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔ ｏｆ ｉｍｐｒｏｖｅｄ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

　 　 由图 ２、３ 可知，优化前 ＢＰ 神经网络训练到

５ ０００ 步未达到精度要求，经优化后的 ＢＰ 网络用了

１０９ 步就完成了训练，可见改进的 ＢＰ 神经网络模型

性能较好． 用训练完成后的 ＢＰ 神经网络对后 ２０ 个

时间段进行预测，得到预测结果如表 １ 所示．
经计算，用遗传算法优化后的 ＢＰ 神经网络模型

预测出的 ２０ 个值的平均误差率为 ６ ３％ ． 精度不算

太高的原因可能是因为训练样本数量小而造成的．

２ ２　 ＡＲＩＭＡ 模型预测

根据 ＡＲＩＭＡ 模型思想，分别对原始数据进行平

稳化处理，再通过分析时间序列的自相关函数和偏

自相关函数以及 ＢＩＣ 准则，最终确定模型参数． 利用

统计学软件 ＳＰＳＳ １８ ０ 对交通流量进行预测．
采用 ７：４５—１４：２０ 的 ８０ 个实测数据来预测

１４：２５ 的交通流量，再用 ７：５０—１４：２５ 的 ８０ 个实测

数据来预测 １４：３０ 的交通流量，以此滚动预测，得出

１４：２５—１６：００ 的 ２０ 个预测值． 利用前 ８０ 个数据经

表 １　 改进的 ＢＰ 网络预测值与实测值比较

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｆｏｒｅｃａｓｔｉｎｇ ｒｅｓｕｌｔ ｏｆ ｉｍｐｒｏｖｅｄ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ ｍｅａｓｕｒｅｄ ｖａｌｕｅｓ

北京时间 实测值 ／ 辆 预测值 ／ 辆 误差率 北京时间 实测值 ／ 辆 预测值 ／ 辆 误差率

１４：２５ １０９ １０１ ０． ０３２ １５：１５ ９４ ９９ ０． ０５３

１４：３０ １００ １０５ ０． ０４７ １５：２０ １０１ １０４ ０． ０３０

１４：３５ ９５ ９２ ０． ０３２ １５：２５ ９５ １０３ ０． ０８４

１４：４０ １０７ １０２ ０． ０４７ １５：３０ １０６ １０１ ０． ０４７

１４：４５ ９６ １０３ ０． ０７３ １５：３５ １１０ １０３ ０． ０６４

１４：５０ １０９ ９６ ０． １１９ １５：４０ １１２ ９９ ０． １１６

１４：５５ １１２ １０２ ０． ０８９ １５：４５ １０１ ９４ ０． ０６９

１５：００ ９９ ９７ ０． ０２０ １５：５０ １０８ １０２ ０． ０５６

１５：０５ １０１ ９８ ０． ０３０ １５：５５ ９９ ９５ ０． ０４０

１５：１０ ９７ １０３ ０． ０６２ １６：００ １０７ ９６ ０． １０３
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过一次差分和一次平滑处理之后的时间序列模型得

到了拟合度较好的模型，记为 ＡＲＩＭＡ（０，１，１）． 图 ４ 和

５ 分别为原时间序列和经过一次差分后的时间序列．

图 ４　 原时间序列

Ｆｉｇ． ４　 Ｏｒｉｇｉｎａｌ ｔｉｍｅ ｓｅｑｕｅｎｃｅ

图 ５　 差分后的时间序列

Ｆｉｇ． ５　 Ｄｉｆｆｅｒｅｎｔｉａｌ ｔｉｍｅ ｓｅｑｕｅｎｃｅ

由图 ４ 可见该时间序列为非平稳序列，而图 ５
中经过一次差分后的时间序列始终在零点附近波

动，没有明显趋势或周期，基本可以视为平稳序列．
图 ６ 和 ７ 分别为车流量差分序列的自相关和偏

自相关． 可见图 ６ 和 ７ 都为拖尾序列，可看做 ＡＲＭＡ
（ｐ，ｑ）模型． 根据其拖尾步长，初步定 ｐ ＝ ２，３，ｑ ＝ １，
２，由此构成 ＡＲＩＭＡ（２，１，１），ＡＲＩＭＡ（２，１，２），ＡＲＩ⁃
ＭＡ（３，１，１），ＡＲＩＭＡ（３，１，２）４ 个模型，再用平稳的

Ｒ２（模型解释的总变异所占比例的估计值），正态化

的贝叶斯信息准则（ＢＩＣ）值和 ＭＡＰＥ（平均百分比绝

对误差）来估计模型的精度指标． 表 ２ 为 ４ 个模型的

参数估计结果．
从表 ２ 可以看出，ＡＲＩＭＡ（２，１，１）的 ＢＩＣ 值最

小，但是由于其调整后样本的决定系数平稳的 Ｒ２ 较

图 ６　 原序列一阶差分的自相关

Ｆｉｇ． ６　 Ａｕｔｏ ｃｏｒｒｅｌａｔｉｏｎ ｏｆ ｆｉｒｓｔ ｄｉｆｆｅｒｅｎｃｅ ｆｏｒ ｏｒｉｇｉｎａｌ ｓｅｒｉａｌ

图 ７　 原序列一阶差分的偏自相关

Ｆｉｇ． ７　 Ｐａｒｔｉａｌ ａｕｔｏ ｃｏｒｒｅｌａｔｉｏｎ ｏｆ ｆｉｒｓｔ ｄｉｆｆｅｒｅｎｃｅ ｆｏｒ ｏｒｉｇｉｎａｌ ｓｅｒｉａｌ

表 ２　 ４ 个模型的估计参数结果对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｓｔｉｍａｔｅｄ ｐａｒａｍｅｔｅｒｓ ｒｅｓｕｌｔｓ ｏｆ
ｆｏｕｒ ｍｏｄｅｌｓ

模型 平稳的 Ｒ２ 正态化的 ＢＩＣ ＥＭＡＰ ／ ％

ＡＲＩＭＡ（２，１，１） ０ ２５３ ４ ８３６ ８ ８６６

ＡＲＩＭＡ（２，１，２） ０ ２４９ ４ ９１０ ８ ７６９

ＡＲＩＭＡ（３，１，１） ０ ２６４ ４ ８９０ ８ ７３９

ＡＲＩＭＡ（３，１，２） ０ ２６５ ４ ９５８ ８ ６７９

低，且 ＭＡＰＥ 值较大，故精度不高． 由于 ＡＲＩＭＡ（３，
１，１）模型的 ＢＩＣ 值相对较低，且平稳的 Ｒ２ 和 ＭＡＰＥ
值在各模型中处于较好的水平，故选取 ＡＲＩＭＡ（３，
１，１）模型作为车流量的预测模型．

图 ８ 和 ９ 分别为用 ＡＲＩＭＡ（３，１，１）模型的残差

序列的自相关和偏相关．

图 ８　 ＡＲＩＭＡ（３，１，１）模型残差的自相关函数

Ｆｉｇ． ８　 Ａｕｔｏ ｃｏｒｒｅｌａｔｉｏｎ ｆｕｎｃｔｉｏｎ ｏｆ ｒｅｓｉｄｕａｌｓ ｏｆ ＡＲＩＭＡ（３，１，１）

由图 ８、９ 可见，ＡＲＩＭＡ（３，１，１）模型的车流量残

差序列的自相关系数和偏自相关系数都落在置信区

７１４
学报：自然科学版，２０１３，５（５）：４１４⁃４２０
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图 ９　 ＡＲＩＭＡ（３，１，１）模型残差的偏自相关函数

Ｆｉｇ． ９　 Ｐａｒｔｉａｌ ａｕｔｏ ｃｏｒｒｅｌａｔｉｏｎ ｆｕｎｃｔｉｏｎ ｏｆ
ｒｅｓｉｄｕａｌｓ ｏｆ ＡＲＩＭＡ（３，１，１）

间内，且没有明显的趋势，基本上可视残差序列为纯

随机序列，模型检验通过．
将通过检验的模型用作预测， 预测对象为

１４：２５—１６：００ 的 ２０ 个车流量数据． 由 ＡＲＩＭＡ（３，１，
１）模型预测的 １４：２５ 的预测值为 １０３ ４７，实际车流

量取整数 １０３．
图 １０ 为模型对车流量拟合曲线，可见模型的拟

合曲线与实测值有较高的近似度，可以推断该模型

是合理的． 然后利用滚动预测，得到 １４：２５—１６：００
的 ２０ 个预测结果，如表 ３ 所示．

经计算，ＡＲＩＭＡ（３，１，１）模型预测出 ２０ 个值的

平均误差率为 ５ ９％ ，基本符合预测精度．

２ ３　 组合模型预测

将 ２ 种单独模型预测出来的 ２０ 个预测值中的

前 １５ 个数据作为输入样本，对应时刻的实测值作为

期望输出，训练建立组合预测模型，模型输入层为 ２
个神经元，经多次试验，得出隐含层神经元数为 ５，
输出层为 １ 个神经元． 图 １１ 为组合模型的训练

效果．

图 １０　 ＡＲＩＭＡ（３，１，１）模型对车流量的拟合

Ｆｉｇ． １０　 Ｔｒａｆｆｉｃ ｖｏｌｕｍｅ ｆｉｔｔｉｎｇ ｒｅｓｕｌｔ ｏｆ ＡＲＩＭＡ（３，１，１） ｍｏｄｅｌ

图 １１　 组合模型训练

Ｆｉｇ． １１　 Ｔｒａｉｎｉｎｇ ｄｉａｇｒａｍ ｏｆ ｉｎｔｅｇｒａｔｅｄ ｍｏｄｅｌ

　 　 用训练后的组合模型进行预测，把单独模型预

测出的后 ５ 个数据作为模型的输入样本，得到对应

时刻的组合预测结果，如表 ４ 所示． 该过程通过 Ｍａｔ⁃
ｌａｂ ７ １ 实现．

表 ３　 ＡＲＩＭＡ（３，１，１）模型的预测值与实测值的比较

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｆｏｒｅｃａｓｔｉｎｇ ｄａｔａ ｏｆ ＡＲＩＭＡ（３，１，１） ｍｏｄｅｌ ａｎｄ ｍｅａｓｕｒｅｄ ｄａｔａ

北京时间 实测值 ／ 辆 预测值 ／ 辆 误差率 北京时间 实测值 ／ 辆 预测值 ／ 辆 误差率

１４：２５ １０９ １０３ ０． ０５５ １５：１５ ９４ １００ ０． ０６４

１４：３０ １００ １０５ ０． ０５０ １５：２０ １０１ ９８ ０． ０３０

１４：３５ ９５ １０３ ０． ０８４ １５：２５ ９５ ９９ ０． ０４２

１４：４０ １０７ １００ ０． ０６５ １５：３０ １０６ ９９ ０． ０６６

１４：４５ ９６ １０２ ０． ０６３ １５：３５ １１０ １０２ ０． ０７３

１４：５０ １０９ １０１ ０． ０７３ １５：４０ １１２ １０６ ０． ０５４

１４：５５ １１２ １０４ ０． ０７１ １５：４５ １０１ １０９ ０． ０７９

１５：００ ９９ １０７ ０． ０８１ １５：５０ １０８ １０６ ０． ０１９

１５：０５ １０１ １０５ ０． ０４０ １５：５５ ９９ １０６ ０． ０７１

１５：１０ ９７ １０３ ０． ０６２ １６：００ １０７ １０３ ０． ０３７

８１４
张凯，等． 短时车流量组合预测模型．
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表 ４　 ３ 种模型预测值与实测值对比

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｆｏｒｅｃａｓｔｉｎｇ
ｒｅｓｕｌｔｓ ｏｆ ｔｈｒｅｅ ｍｏｄｅｌｓ ａｎｄ ｍｅａｓｕｒｅｄ ｖａｌｕｅｓ 辆

北京时间 实测值
预测值

ＡＲＩＭＡ 模型 改进后的 ＢＰ 模型 组合模型

１５：４０ １１２ １０６ ９９ １０８

１５：４５ １０１ １０９ ９４ １０５

１５：５０ １０８ １０６ １０２ １０６

１５：５５ ９９ １０６ ９５ ９８

１６：００ １０７ １０３ ９６ １０４

２ ４　 结果分析

用 ＡＰＥ（百分比绝对误差）和 ＭＡＰＥ（平均百分

比绝对误差）指标来评估 ３ 种算法的预测性能：

ＥＡＰ ＝
｜ ｙｉ － ｙ^ｉ ｜

ｙｉ
× １００％ ， （４）

ＥＭＡＰ ＝ １
ｎ∑

ｎ

ｉ ＝ １

｜ ｙｉ － ｙ^ｉ ｜
ｙｉ

× １００％ ， （５）

其中，ｙｉ 是交通流量实测值，ｙ^ｉ 是交通流量预测值，ｎ
为预测数据的数量．

图 １２ 为 ３ 种预测方法的百分比绝对误差的对

比，表 ５ 列出了 ３ 种预测方法的平均百分比绝对误

差对比结果．

图 １２　 ３ 种预测方法的百分比绝对误差对比

Ｆｉｇ． １２　 ＡＰＥ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｒｅｅ ｆｏｒｅｃａｓｔｉｎｇ ｍｅｔｈｏｄｓ

表 ５　 ３ 种预测方法的 ＭＰＡＥ 对比

Ｔａｂｌｅ ５　 ＭＡＰＥ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｒｅｅ ｆｏｒｅｃａｓｔｉｎｇ ｍｅｔｈｏｄｓ

预测方法 ＥＭＡＰ ／ ％

改进的 ＢＰ 模型 ７ ６８３

ＡＲＩＭＡ 模型 ５ １８８

组合模型 ２ ６４０

由图 １２ 和表 ５ 可知，组合模型的预测误差比单

个模型预测误差小，且 ＭＡＰＥ 值小于 ５％ ，达到了较

高的预测精度． ＢＰ 神经网络的预测误差相对较大，
可能是由于 ＢＰ 神经网络的训练样本数量较少，影响

了模型的训练效果，导致预测模型精度相对较低，而
ＡＲＩＭＡ 模型的预测精度趋于平稳状态，波动幅度较

小，预测带有一定的滞后性． 组合模型的总体预测效

果都优于单个模型，较小的平均百分比绝对误差说

明该组合模型对于车流量预测有较好的实用性．

３　 结语

车流量的准确预测是非正常拥堵检测的关键因

素，选择合理的预测方法又是提高车流量预测准确

率的前提． 本文采用改进的 ＢＰ 神经网络和 ＡＲＩＭＡ
模型的组合预测的方法建立了车流量的短时预测模

型，符合车流量不确定性和非线性特性，并利用遗传

算法优化 ＢＰ 神经网络，解决了网络训练速度慢、易
陷入局部最小的缺点． 对实测数据的实验结果表明，
组合模型预测效果优于单个模型，该组合预测模型

对交通流预测的实际应用有较好的参考价值．
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