
文章编号：１６７４７０７０（２００９）０１００８２０７

一种基于神经网络的遥感图像压缩编码
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摘要

为了更好地在恒定压缩率条件下，

实现卫星遥感图像的压缩，提出１种将
像素分为３类的编码方案．每类采用基
于 ＬｅｖｅｎｂｅｒｇＭａｒｑｕａｒｄｔ算法的双层神经
网络进行预测，和基于偏置学习规则的

竞争神经网络实现量化．对长城、珠峰、
香港等地遥感图像的压缩试验证实了算

法的有效性．同时还表明该算法压缩图
像的ＭＳＥ高于距离权值方法与最小均
方误差法，且时间复杂度为Ｏ（ｎ）．
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０　引言
Ｉｎｔｒｏｄｕｃｔｉｏｎ

　　近年来，随着航天遥感技术的迅速发展，遥感数据在空间分辨
率、光谱分辨率、时间分辨率上的提高，给数据的处理、存储和传输带

来很重负担．利用神经网络压缩图像是一种较好的解决方式．聂永
等［１］提出一种Ｐｉｓｉｇｍａ神经网络压缩图像，刘洋等［２］提出采用子块分

类的方法压缩，均取得了较好的压缩效果．然而，星载探测器（ＣＣＤ扫
描仪）对每个扫描点用８ｂｉｔ表示，但规定向下传输只能固定为４ｂｉｔ，
即压缩率必须恰好为５０％［３］，这与传统的压缩编码方式不一致．此时
的编码方式不再单纯追求更高的压缩比，而在于如何充分利用向下

传输的４ｂｉｔ带宽，使压缩重建数据能尽量逼近原图［４］．
本文提出一种新方法，将原始图像划分为３类像素，每类采用不

同的编码方式．用双层 ＢＰ神经网络进行预测，用竞争神经网络量化
预测误差．

１　算法整体流程
Ａｌｇｏｒｉｔｈｍｆｌｏｗ

　　将遥感像素分为３类［５］：分别用符号○，□，＋表示．将图像划分
如图１．可见，此时整幅图像由若干个３×３的子图（如图１中的虚线
包围方框）组成．

图１　像素的３种类别
Ｆｉｇ．１　Ｔｈｒｅｅｔｙｐｅｓｏｆｐｉｘｅｌｓ

提出一种图像编码方案如图２所示．其中：‘○’像素直接用８ｂｉｔ
传输；‘□’像素经过预测器１预测后的误差，用量化器１量化为４ｂｉｔ



　　　　传输；而‘＋’像素则经过预测器２后用量化器２量
化为３ｂｉｔ传输．

图２　图像压缩编码整体流程
Ｆｉｇ．２　Ｃｏｍｐｌｅｔｅｆｌｏｗｃｈａｒｔｏｆｉｍａｇｅｃｏｍｐｒｅｓｓｉｏｎｃｏｄｉｎｇ

按照图２的设置，任一３×３的子图的像素可如
表１所示分类．可见，对于一个３×３子图，总计需要
１×８＋４×４＋４×３＝３６ｂｉｔ，除以９个像素，则平均
每个像素４ｂｉｔ，正好压缩了５０％．

表１　３×３子图像素分类
Ｔａｂｌｅ１　Ｐｉｘｅｌｃｌａｓｓｉｆｉｃａｔｉｏｎｉｎ３×３ｓｕｂｉｍａｇｅ

符号 数目 传输内容 传输量／ｂｉｔ

○ １ 像素 ８

□ ４ 误差 ４

＋ ４ 误差 ３

２　预测模型
Ｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌ

　　预测在一个４×４的计算单元中进行，如图１中
实线框架所示．

图３　预测器１的两种模型
Ｆｉｇ．３　Ｔｗｏｍｏｄｅｌｓｏｆｐｒｅｄｉｃｔｏｒ１

２．１　预测器１
预测器１用来预测８个‘□’像素 Ａ，有如图３

所示的２种情形．由于 Ａ１与 Ａ２位置对称，因此其模
型也对称，求出 Ａ１＝ｆ１（Ｐ１，Ｐ２）之后，通过简单的代
换即可求出对应的Ａ２＝ｆ１（Ｐ２，Ｐ１）．

２．２　预测器２
若要预测４个‘＋’像素 Ｂ，可以通过４个原始

数据Ｐ求得，也可通过８个预测器１的结果Ａ求得．
考虑到预测器１的量化数据本身也存在误差，因此
直接采用原始数据，令Ｂ１＝ｆ２（Ｐ１，Ｐ２，Ｐ３，Ｐ４）．

图４　预测器２的模型
Ｆｉｇ．４　Ｍｏｄｅｌｏｆｐｒｅｄｉｃｔｏｒ２

预测器２也有４种情况，考虑到位置的对称性：
Ｂ２＝ｆ２（Ｐ２，Ｐ３，Ｐ４，Ｐ１）；Ｂ３＝ｆ２（Ｐ３，Ｐ４，Ｐ１，Ｐ２）；Ｂ４＝
ｆ２（Ｐ４，Ｐ１，Ｐ２，Ｐ３）．

３　模型逼近
Ｍｏｄｅｌａｐｐｒｏｘｉｍａｔｉｏｎ

　　本节给出第３节模型ｆ１与ｆ２的具体逼近形式．

３．１　传统方法及其缺陷
传统的求解方式是先求出预测点与数据点的距

离，再将数据点的权值设为距离的倒数［６］．最小均方
误差（ＭＭＳＥ）也是一种常用方法，它将问题转化为
一个优化问题，即求最佳权值系数，使得预测误差的

均方最小［７］，采用ＷｉｄｒｏｗＨｏｆｆ算法求解．
第１种方法过于直观，尽管距离与权值存在一

种定性的反比关系，但尚无理论能定量描述这种关

系，只能凭经验选取，误差较大．例如，图３ａ中数据
点Ｐ１离预测点 Ａ１的距离是 Ｐ２的一半，只能定性说
Ｐ１的权值比Ｐ２大，但是Ｐ１的权值是否就是Ｐ２的２倍
值得商榷．

第２种方法尽管效果稍好，但模型是线性的，而
真实的预测模型可能是非线性的，因此模型本身存

在误差．
３．２　基于神经网络的 ｆ１模型

考虑到神经网络（ＮＮ）是一种较好的非线性模
型［８］，对ｆ１采用 ＢＰ神经网络（ＢＰＮＮ）逼近．样本选
自３０幅遥感图像，每幅随机提取１０个１０×１０子块
共３００００个像素．ＢＰＮＮ采用２３０２０１的结构，隐层
传递函数设为‘ｔａｎｓｉｇ’，输出层传递函数设为‘ｌｉｎｅ

３８
学报：自然科学版，２００９，１（１）：８２８８
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ａｒ’．在１６ＧＨｚ主频、１ＧＢ内存的 ＩＢＭＰ４上仿真，
软件采用 Ｍａｔｌａｂ２００９ａ，训练采用 ＬｅｖｅｎｂｅｒｇＭａｒ
ｑｕａｒｄｔ算法．

为了增加网络的泛化能力，采用早期停止法

（ＥＳ）将输入输出对分为３类：训练集、验证集和测
试集．当网络正常调整时，训练集与验证集的误差均
稳步减少；当网络过拟合时，训练集的误差继续减

少，而验证集的误差则增加；测试集用来保证对数据

的分类有效，若测试集的误差衰减曲线与其它２类
集合的有显著不同，则说明数据分类不当［９］．

一般将训练集的比例设为８０％，验证集与测试
集的比例均为１０％，最大失败步数（训练集的 ＭＳＥ
下降，且验证集的ＭＳＥ上升）设为１０［１０］．采用ＥＳ的
权值收敛过程见图５．可见，当网络迭代到第１０代以
后，尽管训练集的 ＭＳＥ仍在不断减少，但验证集的
ＭＳＥ在增加，表明网络在第１０代发生过拟合，故选
取第１０代的权值作为网络的最终结果．

图５　ＮＮ１权值收敛
Ｆｉｇ．５　ＣｏｎｖｅｒｇｅｎｃｅｏｆｗｅｉｇｈｔｓｏｆＮＮ１

将训练后的网络（记为 ＮＮ１）与距离权值法、
ＬＭＳ方法比较如下．其中预处理时间表示构建网络
所需时间，运行时间表示对每个输入样本得到对应

输出所需时间．可见，尽管采用神经网络需要训练，
使得预处理时间较多，但是一旦网络训练结束，对每

个样本的处理时间仅有 ４３５μｓ，约为传统方法的
１５倍．考虑到ＭＳＥ的大幅减少，这是值得的．

表２　ｆ１模型的比较
Ｔａｂｌｅ２　Ｃｏｍｐａｒｉｓｏｎｏｆｍｏｄｅｌｆ１

方法 模型
均方

误差

预处理

时间／ｓ
运行

时间／μｓ

距离
权值法

Ａ１＝０．６６６６Ｐ１＋０．３３３３Ｐ２ ９５３．４３ ０ １６８７１

ＬＭＳＥ
Ａ１＝０．６２２１Ｐ１＋０．３３６０Ｐ２＋
５．４９１０

９１３．９２ ０．０２ １６２６１

ＮＮ１ Ａ１＝ＮＮ１（Ｐ１，Ｐ２） ８６２．１１ １４．４０ ２３２６９

３．３　基于ＮＮ的ｆ２模型
采用４３０２０１的ＢＰＮＮ逼近 ｆ２模型，其余设置

同上，记训练后得到的网络为ＮＮ２，其权值收敛过程
见图６．可见，在第９步之后，训练集的 ＭＳＥ持续减
少，但是验证集的 ＭＳＥ开始逐渐升高，表明过拟合
出现，因此网络取第９步的权值．

图６　ＮＮ２权值收敛
Ｆｉｇ．６　ＣｏｎｖｅｒｇｅｎｃｅｏｆｗｅｉｇｈｔｓｏｆＮＮ２

ＮＮ２与距离权值法、ＭＭＳＥ法的比较见表３．因
结果与表２类似，不再赘述．

表３　ｆ２模型的比较
Ｔａｂｌｅ３　Ｃｏｍｐａｒｉｓｏｎｏｆｍｏｄｅｌｆ２

方法 模型
均方

误差

预处理

时间／ｓ
运行

时间／μｓ

距离
权值法

Ｂ１＝０．３６１７Ｐ１＋０．２２８７Ｐ２＋
０．１８０８Ｐ３＋０．２２８７Ｐ４

１０１９．８ ０ １５５００

ＬＭＳＥ
Ｂ１＝０．３５１１Ｐ１＋０．２４７９Ｐ２＋

０．１８５５Ｐ３＋０．２０９０Ｐ４＋
０．８５３０

１０１８．５ ０．０２ １４９１１

ＮＮ２ Ｂ１＝ＮＮ２（Ｐ１，Ｐ２，Ｐ３，Ｐ４） ８５５．９ １４．３４ ２８５６５

４　误差量化
Ｅｒｒｏｒｑｕａｎｔｉｆｉｃａｔｉｏｎ

　　为了使量化误差尽可能小，首先需要预测尽可
能准确，这由预测模型保证；其次就是要选择优秀的

量化器．为了使量化器能更客观、更准确、更实际地
表述误差信号，采用竞争神经网络（ＣＮＮ）对误差信
号进行聚类分析，将量化阈值设为 ＣＮＮ的聚类中
心．有学者提出用自组织特征映射（ＳＯＦＭ）网络来量
化［１１］，优势在于其物理相邻的神经元对应着相似的

聚类中心，能够清晰地表明类间的拓扑关系．但笔者
认为，对预测误差量化并不需要这种拓扑关系．因
此，采用ＣＮＮ既能完成任务，又能节约运算资源与
运算时间．

４８
张煜东，等．一种基于神经网络的遥感图像压缩编码．

ＺＨＡＮＧＹｕｄｏｎｇ，ｅｔａｌ．Ａｎｅｕｒａｌｎｅｔｗｏｒｋｂａｓｅｄｃｏｍｐｒｅｓｓｉｏｎｃｏｄｉｎｇｆｏｒｒｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｓ．



４．１　ＣＮＮ结构
图７为ＣＮＮ示意，Ｒ表示输入向量的维数，由于

误差是一维信号，故取Ｒ＝１．Ｓ表示竞争层的神经元
数，一般取聚类的类数．因此，根据传输位数的设置，
令量化器１的Ｓ＝１６，量化器２的Ｓ＝８．ＩＷ表示输入
权值，ｂ表示偏置，ｘ与 ｙ分别表示网络的输入与输
出，ｎｄｉｓｔ表示负距离函数，ｃｏｍｐｅｔ表示竞争函
数，即：

ｎｄｉｓｔ（ｗ，ｐ）＝－ ｗ－ｐ， （１）
ｃｏｍｐｅｔ（ｎ）＝ｅｉ＝［００．．．０１ｉ ０．．．０］

ｎ（ｉ）＝ｍａｘ（ｎ）． （２）

图７　ＣＮＮ示意图
Ｆｉｇ．７　ＳｃｈｅｍａｔｉｃｃｈａｒｔｏｆＣＮＮ

４．２　Ｋｏｈｏｎｅｎ学习规则
传统ＣＮＮ方法采用Ｋｏｈｏｎｅｎ学习规则［１２］，假设

第ｉ个神经元获胜，则其权值如下变化：
ＩＷｉ＝ＩＷｉ（ｑ－１）＋α［ｘ（ｑ）－ＩＷｉ（ｑ－１）］ （３）
式中：α是学习率；ｑ表示当前步数．Ｋｏｈｅｎｅｎ规则允
许获胜神经元学习输入向量代表的模式．因此，与某
个输入模式最接近的神经元有更多机会获胜，从而

变得更加接近该输入模式．最终，每个输入模式都会
有一个对应的神经元，当该类模式输入网络时，对应

的神经元输出１，其它神经元输出０．
然而，Ｋｏｈｏｎｅｎ规则存在一个缺陷，网络中的某

些神经元可能永远不会用到，即永远不会赢．在初始
设置时，由于这些神经元的初始权值远离所有模式，

因此不管网络训练多久，它们都不会在竞争层获胜．
最终，这些神经元的权值无法更新，对网络输出毫无

作用，被称为死神经元．
４．３　偏置学习规则

为了解决 Ｋｏｈｏｎｅｎ学习规则的缺陷，采用偏置
学习规则［１３］．规定赋予获胜较少的神经元一个较大
的偏置ｂ；反之，赋予经常获胜的神经元赋予一个较
小的ｂ．通过该调节手段，使每个神经元获胜的几率

近似相等．
对死神经元而言，一开始获胜较少，因此赋予其

较大的偏置，从而有更多机会获胜，最终导致权值向

着某个模式更新，使得该神经元能够响应更多的输

入向量．当权值转移到模式中心后，获胜概率会远远
超过其它神经元，因此偏置慢慢减小，最终获胜概率

稳定在１／Ｓ．
４．４　量化器设置

对‘□’像素的预测误差进行量化，首先绘制直
方图分布如图８．采用ＣＮＮ量化后，得到的聚类中心
分别是｛－６６，－３８，－２８，－２２，－１７，－１２，－８，
－３，２，６，１０，１５，２１，３０，４２，６９｝．

图８　预测器１的误差直方图
Ｆｉｇ．８　Ｈｉｓｔｏｇｒａｍｏｆｅｒｒｏｒｓｏｆｐｒｅｄｉｃｔｏｒ１

‘＋’像素的预测误差分布如图 ９所示．采用
ＣＮＮ量化后，得到的聚类中心分别是｛－５４，－２８，
－１４，－４，５，１４，２７，５５｝．

图９　预测器２的误差直方图
Ｆｉｇ．９　Ｈｉｓｔｏｇｒａｍｏｆｅｒｒｏｒｓｏｆｐｒｅｄｉｃｔｏｒ２

５　实验
Ｅｘｐｅｒｉｍｅｎｔｓ

　　用本文方法编码３幅遥感图像，实验中为节省
运行时间，采用了“分块处理”．

５８
学报：自然科学版，２００９，１（１）：８２８８
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５．１　长城
图１０ａ是１９９４年４月１０日奋进号空间飞船的

成像雷达对北纬３７７°、东经１０７５°一块３１ｋｍ×
２２ｋｍ区域拍摄的Ｌ波段（波长２４ｃｍ）ＨＨ极化遥
感图．选取２４４×２４４的一块子图作为实验对象．其
中图像左边的竖直连续亮线是明朝时期（公元１４００
年）的长城，右边的一道不连续亮线表示隋朝时期

（公元６００年）的长城遗址，而夹在两条长城之间一
块矩形是果园和树木．长城陡峭（５～８ｍ）平滑的边
缘，能够较好地反射电磁波，从而易被卫星发现．在
一些地区，卫星遥感可帮助历史学家寻找到被沙漠

覆盖的城墙．图１０ｂ显示压缩后的图像．

图１０　长城遥感图（右＝北）
Ｆｉｇ．１０　ＲｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｓｏｆＧｒｅａｔＷａｌｌ

５．２　珠穆拉玛峰
图１１显示了１９９４年４月１６日奋进号空间飞

船的成像雷达透过厚云层对北纬２８０°、东经８６９°
一块７０ｋｍ×３９ｋｍ区域拍摄的 Ｌ波段 ＨＨ极化、Ｌ
波段ＨＶ极化、Ｃ波段 ＨＶ极化遥感图．选取２９８×
１６３的子块作为实验对象，中心是地球最高峰珠穆
朗玛峰（８８４８ｍ）．

如果分别用红、绿、蓝３基色表示上述３种电磁
波与极化方式，则珠峰的彩色遥感合成图像示于图

１２ａ．图１２ｂ是１９９４年１０月１０日由奋进号工作人员
在清晰的光照条件下拍摄的光学图像．从图１２可以
清晰看出喜马拉雅山的地貌，例如光学照片中白色

区域表示积雪，对应在遥感合成图像中为亮蓝色，这

是由于Ｃ波段 ＨＶ极化波对雪比较敏感．需要注意
的是，遥感合成图像在春季拍摄，因此积雪（亮蓝色

区域）较多，而光学图像在夏季拍摄，因此积雪（白

色区域）偏少．
对珠峰图像采用本文方法压缩，结果示于图１３．

５．３　香港
图１４ａ、ｂ显示了１９９４年１０月１０日奋进号空间

飞船的成像雷达对北纬 ２２３°、东经 １１４１°地区的

图１１　珠峰遥感图像（左上＝北）
Ｆｉｇ．１１　ＲｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｓｏｆＥｖｅｒｅｓｔ

图１２　珠峰彩色图像
Ｆｉｇ．１２　ＣｏｌｏｒｉｍａｇｅｓｏｆＥｖｅｒｅｓｔ

一块２３ｋｍ×３１ｋｍ区域拍摄的 Ｌ波段 ＶＶ极化、Ｃ
波段ＶＶ极化图．图１４ｃ是将两幅极化图相减．将图
１４ａ、ｂ、ｃ分别赋予红绿蓝３色，则可合成彩色图像如
图１４ｄ．

左下角的深蓝与红色区域表示南中国海，浅蓝

色与金色区域示陆地．香港岛位于图片的中间偏下
位置，九龙半岛位于图片的右上角，香港岛中最亮的

黄色区域表示高度发达的商业区，水中的黄点表示

货船．城市规划者可以利用遥感图像来制订城市发
展计划、监视郊区的发展与污染等．

将图１４ａ、ｂ分别采用本文方法压缩后，示于图
１５ａ、ｂ，再令二者相减，得到图１５ｃ，最后图１５ｄ用彩

６８
张煜东，等．一种基于神经网络的遥感图像压缩编码．

ＺＨＡＮＧＹｕｄｏｎｇ，ｅｔａｌ．Ａｎｅｕｒａｌｎｅｔｗｏｒｋｂａｓｅｄｃｏｍｐｒｅｓｓｉｏｎｃｏｄｉｎｇｆｏｒｒｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｓ．



图１３　本文方法压缩结果（珠峰）
Ｆｉｇ．１３　Ｃｏｍｐｒｅｓｓｉｏｎｒｅｓｕｌｔｓｏｆｔｈｅｐｒｏｐｏｓｅｄｍｅｔｈｏｄ

图１４　香港遥感图像（右上＝北）
Ｆｉｇ．１４　ＲｅｍｏｔｅｓｅｎｓｉｎｇｉｍａｇｅｓｏｆＨｏｎｇｋｏｎｇ

色图像表示之．

图１５　本文方法压缩结果（香港）
Ｆｉｇ．１５　Ｃｏｍｐｒｅｓｓｉｏｎｒｅｓｕｌｔｓｏｆｔｈｅｐｒｏｐｏｓｅｄｍｅｔｈｏｄ

６　讨论
Ｄｉｓｃｕｓｓ

６．１　压缩性能
采用峰值信噪比（ＰＳＮＲ）来客观度量压缩质量，

并与文献［４］的方法对比如表４，可见效果均好于文
献［４］方法．主要原因在于将像素分为３类分别采用
不同的预测量化方法，同时采用了基于 ＬＭ算法的
双层ＮＮ网络进行预测，以及基于偏置学习规则的
ＣＮＮ实现量化．

表４　压缩性能比较
Ｔａｂｌｅ４　ＣｏｍｐａｒｉｓｏｎｏｆｔｈｅｃｏｍｐｒｅｓｓｉｏｎｐｅｒｆｏｒｍａｎｃｅｄＢ

图像 波段 极化 文献［４］ 本文方法

长城 Ｌ ＨＨ ３７．６８２７ ３９．２０１２

珠峰 Ｌ ＨＨ ３２．９２９９ ３３．３２７７

珠峰 Ｌ ＨＶ ３２．８８２２ ３３．２９７７

珠峰 Ｃ ＨＶ ３２．０４２４ ３２．３７１４

香港 Ｌ ＶＶ ３３．８９０９ ３４．４３９１

香港 Ｃ ＶＶ ３４．８１３７ ３５．２１８５

６．２　时间分析
不考虑预处理时间，选取不同大小的矩形遥感

区域进行仿真．为了方便边缘预测，规定计算机中矩

７８
学报：自然科学版，２００９，１（１）：８２８８
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形宽度为Ｗ＝｛３ｎ＋１｝像素，结果示于图１６．同时，
采用拟合工具对其进行二次拟合，结果为

　　　　Ｔ＝１５６３×１０－５×Ｗ２－
４３４３×１０－５×Ｗ＋００２３７３． （４）

图１６　运行时间与区域大小的关系
Ｆｉｇ．１６　Ｔｈｅｒｅｌａｔｉｏｎｓｈｉｐｂｅｔｗｅｅｎｃｏｍｐｕｔａｔｉｏｎｔｉｍｅ

ａｎｄｓｉｚｅｏｆａｒｅａ

可见，本文算法消耗时间与区域宽度成平方关系．考
虑到区域面积（像素数）等于区域宽度的平方，因

此，可认为算法耗时与区域面积成正比，即 Ｔ＝Ｏ
（ｎ），ｎ为压缩区域像素数．

７　结论
Ｃｏｎｃｌｕｓｉｏｎ

　　本文提出了一种定码率压缩方式，实验效果优
于传统方法．未来进一步的研究方向在于如何在压
缩率不变的前提下，增加压缩图像的峰值信噪比，以

及减少图像的处理时间．
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