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文本特征提取的研究进展

摘要
文本理解是人工智能的一个重要分

支，其技术推动了人与计算机之间在自
然语言上的有效交互．为了让计算机准
确地理解和感知文本数据，文本特征提
取是最为基础和关键的步骤之一．基于
此，本文介绍文本特征提取研究的发展
历史，以及近年来主流特征提取的方法，
并对未来的研究方向进行展望．首先，介
绍语义最底层的词级表示；接着，总结在
词级表示基础上衍生出的句级表示上的
研究进展；随后，介绍比词级表示和句级
表示更高层的篇分析；最后，通过文本特
征提取的一个典型应用———问答系统的
介绍，阐述文本特征提取的最新方法和
技术在问答系统上的应用，并对未来的
研究方向做了展望．
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０　 引言

　 　 互联网技术的高速发展，以及硬件产品的不断更新换代，使得网

络上的数据呈现出“爆炸式”的增长态势．特别是作为信息主要载体的

文本数据，一方面数量迅速增长，另一方面其表现形式和结构也变得

复杂多样，为文本理解带来了巨大的挑战．文本理解的核心是将文本

数据通过数学运算转换为计算机可以感知和分析的信号，并根据任

务的不同，对其进行自动处理以反馈结果．在文本理解中，最基础和最

关键的步骤之一就是文本特征提取．文本特征提取是为文本数据集寻

找一个具有判别力的特征空间，并将所有的文本数据映射到这一空

间上，以抽取有代表性的、鲁棒的特征表示向量．
互联网上涌现的海量文本数据，既带来了丰富的语料资源，同时

也使文本感知、分析和处理面临了巨大的挑战．首先，每个用户都可以

产生和传播数据，而其中文本的占比又最大，这导致了文本语料规模

的迅速增长，因此“大数据”是面临的第一个挑战；其次，在大数据的

背后隐藏了大量重复且无意义的数据，这些数据良莠不齐，价值密度

低，因此“大噪声”是面临的第二个挑战；最后，数据存在于各种各样

的平台中，其类型包括了结构化数据、半结构化数据和非结构化数据

等，因此“结构复杂”是面临的第三个挑战．
近年来，许多学者针对新环境下文本数据的这三个挑战，在文本

特征提取上提出了大量有效的方法和技术．本文将对这些研究成果进

行归纳和总结，为该方向的研究人员快速了解文本特征提取提供参

考．依据语义单元的大小，本文首先介绍词上的特征提取方法和技术，
包括利用上下文信息和外部知识引入；随后介绍比词级更高一层的

句级特征表示，主要基于词级表示的方法，通过引入词和词之间的关

联，对句子进行更高层语义的理解；再次，对语篇表示的研究成果进

行总结，主要关注语篇关系挖掘的方法和技术．最后，介绍文本特征提

取在问答系统上的典型应用，将结合双向 Ｔｒａｎｓｆｏｒｍｅｒ 的编码表示、注
意力模型和卷积神经网络的方法展开阐述．新时代背景下所面临的大

数据、大噪声和结构复杂三个挑战，也是词级表示、句级表示、语篇表

示和问答系统需要解决的难点，因此本文在文献总结的过程中将侧

重这三个方面详细阐述相关的应对方法和解决方案．
本文第 １ 章到第 ３ 章将依次详细阐述在对于词级表示、句级表示

和语篇关系三层语义做特征提取时所采用的技术，并对每层语义级



　 　 　 　再次细分做介绍．第 ４ 章是对文本特征提取方法进

行结合和实际在问答系统的应用．最后，展望了文本

特征提取的未来研究方向并对全文进行总结．

１　 词级表示

词作为文本中最基础的单位，是构成句子和语

篇的最小元素．对词的特征提取通常称为词级表示，
但在文本中，不管是英文单词还是中文词汇的数量

都是非常庞大的，仅仅对这些词进行顺序编码，不仅

人力花费高昂，还难以揭示词与词之间的语义关系，
因此对词级进行语义距离可度量的向量化表示是非

常必要的．具体来说，在给定某一语义度量准则下，
将每个词或词组投影为高维的向量，这些向量形成

的空间称为词级的向量空间，以此将非结构化的文

本转化为了可处理的结构化形式．然而这种工作是

属于预训练的范畴的，当我们把词级表示应用到实

际问题的时候，无须从零开始训练一个新的模型，这
为后面的训练大大节省了时间．目前关于词的预训

练方法，可以分为两条思路：利用上下文相关信息和

外部知识关系的结合．

１ １　 利用上下文相关信息

在自然语言中，很多单词有着多种含义，而其真

实含义是根据所在的上下文语境来决定的．因此在

设计词的特征提取模型时，需要引入上下文相关信

息，以消除一词多义的影响．根据模型种类的不同，
基于上下文信息的词级表示方法可以分为基于

ＬＳＴＭ 模型和基于 Ｔｒａｎｓｆｏｒｍｅｒ 模型两类．
基于 ＬＳＴＭ 模型这类方法，是针对于传统方法

（如 ｗｏｒｄ２ｖｅｃ 等）忽略词的上下文关系，无法建模词

的一词多义的缺陷所提出的．具体实现是通过将整

句的单词，输入进 ＬＳＴＭ 神经网络中，通过 ＬＳＴＭ 建

模目标词和句子里其他单词的上下文的语义关联，

来获得融合其他单词信息的词级表征．根据融合单

词与目标词的位置不同，这类词级表示的方法可以

分为两类：前向融合［１］（图 １）和双向融合［２］（图 ２）．
前向融合只考虑目标词之前的词对其产生的语义影

响，如图 １ 所示，对“ｉｎｔｏ”进行词级表示，将“ ｉｎｔｏ”之
前的单词“ｐｒｏｂｌｅｍｓ”、 “ｔｕｒｎｉｎｇ”等依次输入至 ＬＳＴＭ
模型中，根据单词与目标词的远近，进行有选择的记

忆存储和遗忘，并将记忆信息融合至“ｉｎｔｏ”的词级表

示中．很显然，不仅“ ｉｎｔｏ”之前的单词对其有语义影

响，其之后的单词“ ｂａｎｋｉｎｇ”、” ｃｒｉｓｅｓ”、“ ａｓ”等也会

有影响，因此学者又在前向融合的基础上，考虑目标

词之后的词，提出双向融合的方法（图 ２）．具体而言，
建模由两个 ＬＳＴＭ 构成的 Ｂｉ⁃ＬＳＴＭ 模型，分别从前

往后和从后往前对单词进行输入，以融合目标词前

后的所有单词的语义．基于 Ｂｉ⁃ＬＳＴＭ 模型，Ｍｅｌａｍｕｄ
等［２］改进了基于 ｗｏｒｄ２ｖｅｃ 的 ＣＢＯＷ 图，提出 ｃｏｎ⁃
ｔｅｘｔ２ｖｅｃ．其中，基于 ｗｏｒｄ２ｖｅｃ 的 ＣＢＯＷ 图计算窗口

内所有词嵌入的平均值（图 ３），而 ｃｏｎｔｅｘｔ２ｖｅｃ 是基

于 Ｂｉ⁃ＬＳＴＭ 融合目标词的上下文（图 ４）．为了建模

更为复杂的上下文语义关系， Ｐｅｔｅｒｓ 等［３］ 提出了

ＥＬＭｏ（Ｅｍｂｅｄｄｉｎｇｓ ｆｒｏｍ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌｓ）模型，这是

一种深度语境化词表示方法，由两层 Ｂｉ⁃ＬＳＴＭ 组成

的语言模型内部状态函数生成的词向量，通过 Ｂｉ⁃
ＬＳＴＭ 连接的语言模型将每个输入字上方堆叠的向

量的线性组合以组合表示多样的文字特征，表示更

加丰富的语义．
相比于基于 ＬＳＴＭ 模型的方法，Ｔｒａｎｓｆｏｒｍｅｒ 模

型不仅不需要通过循环来并行处理句中的单词，还
能结合上下文的信息，因此在处理长语句时，效率较

高．Ｒａｄｆｏｒｄ 等［４］ 最先基于 Ｔｒａｎｓｆｏｒｍｅｒ 提出了 Ｏｐｅｎ
ＡＩ ＧＰＴ，该模型克服了 ＬＳＴＭ 的短期预测能力，通过

捕捉长距离的语言结构，来学习一个通用表示． ２０１８

图 １　 前向融合［１］

Ｆｉｇ １　 Ｆｏｒｗａｒｄ ｃｏｎｖｅｒｇｅｎｃｅ［１］

图 ２　 双向融合［２］

Ｆｉｇ ２　 Ｂｉ⁃ｄｉｒｅｃｔｉｏｎ ｃｏｎｖｅｒｇｅｎｃｅ［２］

７０７
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图 ３　 ＣＢＯＷ 模型［２］

Ｆｉｇ ３　 ＣＢＯＷ ｍｏｄｅｌ［２］

图 ４　 Ｃｏｎｔｅｘｔ２ｖｅｃ 模型

Ｆｉｇ ４　 Ｃｏｎｔｅｘｔ２ｖｅｃ ｍｏｄｅｌ

年，Ｄｅｖｌｉｎ 等［５］ 提出了基于深度双向 Ｔｒａｎｓｆｏｒｍｅｒ 的

ＢＥＲＴ （ Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｅｎｃｏｄｅｒ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｆｒｏｍ
Ｔｒａｎｓｆｏｒｍｅｒ）模型，与 Ｏｐｅｎ ＡＩ ＧＰＴ 单方向的预训练

模型不同的是， ＢＥＲＴ 提出了一种遮蔽语言模型

图 ５　 遮蔽语言模型［５］

Ｆｉｇ ５　 Ｍａｓｋ ｌａｎｇｕａｇｅ ｍｏｄｅｌ［５］

（Ｍａｓｋ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ）来训练出上下文的特征（图
５），它通过遮蔽一个单词，训练一个深度双向 Ｔｒａｎｓ⁃
ｆｏｒｍｅｒ 模型，从单词的左右两个方向来预测遮蔽单

词．２０１９ 年，Ｄａｉ 等［６］通过引入相对位置编码和片段

循环机制对 Ｔｒａｎｓｆｏｒｍｅｒ 模型进行改进，提出 Ｔｒａｎｓ⁃
ｆｏｒｍｅｒ⁃ＸＬ 模型，循环机制在每处理完一个片段之后

都会将输出保留在隐藏层中以便后面循环，建立长

期的依赖关系．而相对位置编码则是通过对隐藏状

态的相对位置进行编码，克服了不同片段编码可能

导致编码一样的问题．两种方法的融合解决了由于

固定上下文的长度所带来的无法获取超出定义长度

的依赖关系的问题．

１ ２　 外部知识的引入

传统的词级表示方法在情感分类、文本分类等

任务上取得了令人满意的结果，但当处理稀疏词汇

时，由于词汇出现的频率较低，无法对其抽取得到准

确的语义，甚至容易受到噪声的干扰．因此，学者们

提出通过加入维基百科等其他语料库，引入外部的

知识，以获得更为准确的词级表示．
如何将外部语料库有效地引入到目标语料库

中，生成融合外部知识的词嵌入，是目前这部分工作

面临的挑战．２０１７ 年，Ｃａｏ 等［７］ 建模文本和知识库之

间的关联，以解决多义词引起的歧义的问题． Ｓａｒｍａ
等［８］分别在目标语料库上训练一个通用词嵌入和在

外部语料库上训练一个外来词嵌入，然后对两组嵌

入使用线性 ＣＣＡ［９］或非线性 ＣＣＡ［１０］，沿着最大相关

的方向投射，再取平均值，最终得到引入外部知识的

词级特征表示．Ｘｕ 等［１１］将通用词嵌入和外来词嵌入

的双重嵌入机制与 ＣＮＮ 网络结合，让 ＣＮＮ 网络决

定两种嵌入中可用信息的比重，从而使文本特征提

取更加高效、简单．相较于 ＢＥＲＴ 的 Ｍａｓｋ Ｌａｎｇｕａｇｅ
Ｍｏｄｅｌ 无法对显式语义单元进行建模，百度的 Ｐａｄｄｌｅ
发布了知识增强的预训练模型 ＥＲＮＩＥ［１２］（ Ｅｎｈａｎｃｅｄ
Ｌａｎｇｕａｇｅ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｗｉｔｈ Ｉｎｆｏｒｍａｔｉｖｅ Ｅｎｔｉｔｉｅｓ），该
模型通过将知识图谱在编码输入至预训练模型，从
而有效地挖掘了图谱中实体间关系，最终增强了模

型语义表示能力．例如在图 ６ 中，“哈尔滨”作为一个

整体被抹去时，则需要通过更长的依赖性来预测学

习，而 ＥＲＮＩＥ 可以通过先验知识“黑龙江的省会”预
测表示出遮掩词“哈尔滨”．

２　 句级表示

仅依靠词级表示，无法获得对文本的准确理解，

８０７
曾明睿，等．文本特征提取的研究进展．

ＺＥＮＧ Ｍｉｎｇｒｕｉ，ｅｔ ａｌ．Ｒｅｓｅａｒｃｈ ｐｒｏｇｒｅｓｓ ｏｎ ｔｅｘｔ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ．



图 ６　 ＥＲＮＩＥ 的学习

Ｆｉｇ ６　 Ｌｅａｒｎｔ ｂｙ ＥＲＮＩＥ

需要考虑词和词之间的关联对语义的影响，因此句

子级表示的研究就应运而生了．句级表示方法最常

用的是句子嵌入，具体来说是用向量来表示自然语

言中的语句，使其携带句子中的语义信息．句子嵌入

方法可分为基于词向量的线性组合和基于深度学习

两类方法．

图 ７　 Ｓｉａｍｅｓｅ ＣＢＯＷ 网络结构［１４］

Ｆｉｇ ７　 Ｓｉａｍｅｓｅ ＣＢＯＷ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ［１４］

２ １　 基于词向量的线性组合

把句子中所有词的词嵌入取平均值是一种非常

成功和高效的获得句子嵌入的方法［１３］ ．具体来说，是
将句子中每个词嵌入相加除以句中词数得到的向量

值作为句嵌入．这一方法的缺陷在于忽略了句中词

的权重和顺序． Ｋｅｎｔｅｒ 等［１４］ 基于 ｗｏｒｄ２ｖｅｃ 中的

ＣＢＯＷ 提出了 Ｓｉａｍｅｓｅ ＣＢＯＷ（图 ７），与 ＣＢＯＷ 有着

相同的原理，只不过该模型是将句中的词向量先做

平均值处理表征句向量，然后通过周围的句子对目

标句子进行预测来学习词嵌入以便达到优化的目

的，最后对优化之后的词嵌入做平均值处理形成句

向量．Ａｒｏｒａ 等［１５］仅计算句子中词向量的加权平均，
然后删除第一个向量上的平均投影，权重的计算来

自于 作 者 提 出 的 ＳＩＦ， 即 一 个 词 的 权 重： ｗ ＝
ａ

ａ ＋ ｐ（ｗ）
， 其中，ａ 为参数，ｐ（ｗ）为预测词的词频．这

样的加权方案具有十分不错的鲁棒性：使用从不同

语料库得出的单词频率不会损害性能并且 ａ 的取值

很广，可以让结果达到最佳．

２ ２　 基于深度学习的句级表示

近年来，随着深度学习在文本领域的广泛应用，
越来越多的学者在句级表示上尝试引入深度学习模

型，以建模词与词之间的复杂关系．目前基于深度学

习的方法主要基于循环神经网络、卷积神经网络和

ｅｎｃｏｄｅｒ⁃ｄｅｃｏｄｅｒ．
在基于循环神经网络方面， Ｚｈａｎｇ 等［１６］ 提出

ｓｅｎｔｅｎｃｅ⁃ｓｔａｔｅ ＬＳＴＭ，每次循环都对所有单词语义特

征的隐藏状态进行建模，而不再是一次一个单词输

入．将整个句子看成一个状态，这个状态是由各个词

的子状态和一个整体的句子层状态组成．在每次循

环时，单词的隐藏状态都能捕捉到越来越大的 ｎ⁃
ｇｒａｍ 信息，并与句子状态进行信息交换．最终，循环

得到一句话的表示．
卷积神经网络方法在图像处理上已经取得了非

常不错的效果，要求输入值是一个固定的图像分辨

率．近年来，学者也在尝试将卷积神经网络应用在自

然处理上，但是输入的文本或者句子长度不固定会

９０７
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造成多余的卷积结果丢失，从而对模型结果产生影

响．Ｋｉｍ［１７］先将词表示变成矩阵，然后通过一个仅有

一层卷积层的简单 ＣＮＮ，对其进行Ｍａｘ⁃ｏｖｅｒｔｉｍｅ ｐｏｏ⁃
ｌｉｎｇ，最后经过全连接层得到句向量． Ｓａｎｔｏｓ 等［１８］ 让

词嵌入和字符嵌入通过卷积神经网络联合表示形成

句向量，其创新之处在于利用两层卷积层去提取词

和句中的相关特征．第一层提取句子级的特征，第二

层获取每个单词字符周围生成的局部特征用最大化

的方式将其组合，最终生成一个固定大小的向量．
在 ｅｎｃｏｄｅｒ⁃ｄｅｃｏｄｅｒ 方面，句级表示主要是将词

级表示中的 ｗｏｒｄ２ｖｅｃ 模型推广到句子上．Ｋｉｒｏｓ 等［１９］

提出了 Ｓｋｉｐ⁃Ｔｈｏｕｇｈｔ Ｖｅｃｔｏｒｓ，通过大量连续的语料

库训练出一个 ｅｎｃｏｄｅｒ⁃ｄｅｃｏｄｅｒ 模型，将多个词向量

编码成句向量，并同时用一个句子来预测上下文另

一个的句子．模型如图 ８，模型中是用一个三元组

（ｓｉ －１，ｓｉ，ｓｉ ＋１） 表示连续的三句话，将来自连续语库 ｓｉ
编码重建前一句 ｓｉ －１ 和后一句 ｓｉ ＋１ ．图中未连接的箭

头连接到编码器输出，颜色指示了共享参数的组件．
受到 ＢＯＷ 编码思想的启发，Ｈｉｌｌ 等［２０］ 提出了对数

线性语句模型———ＦａｓｔＳｅｎｔ，将一个连续句子的三元

组（ ｓｉ －１，ｓｉ，ｓｉ ＋１ ），对于中间的句子 ｓｉ 进行编码，编码

方式是将 ｓｉ 中的词向量求和即∑
ｗ∈ｓｉ

ｓｉ ，这种方法没有

考虑句中的词序，因此使得 ＦａｓｔＳｅｎｔ 的训练速度大

幅提 升． 根 据 实 验 用 Ｓｋｉｐ⁃Ｔｈｏｕｇｈｔ Ｖｅｃｔｏｒｓ［１９］ 和

ＦａｓｔＳｅｎｔ 两种模型训练得到参数的数据如表 １ 所示，

图 ８　 Ｓｋｉｐ⁃Ｔｈｏｕｇｈｔ Ｖｅｃｔｏｒｓ 模型［１９］

Ｆｉｇ ８　 Ｓｋｉｐ⁃Ｔｈｏｕｇｈｔ Ｖｅｃｔｏｒｓ ｍｏｄｅｌ［１９］

其中∗表示在 ＧＰＵ 上进行训练．

表 １　 两种模型参数比较［２０］

Ｔａｂｌｅ １　 Ｐａｒａｍｅｔｅｒ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｗｏ ｍｏｄｅｌｓ［２０］

句向量维度 ／ 维 词向量维度 ／ 维 训练时间 ／ ｈ

Ｓｋｉｐ⁃Ｔｈｏｕｇｈｔ Ｖｅｃｔｏｒｓ ４ ８００ ６２０ ３３６∗

ＦａｓｔＳｅｎｔ １００ １００ ２
　 注：∗表示在 ＧＰＵ 上进行训练．

３　 语篇分析

事实上，句子之间也会存在着复杂的逻辑关系，
因此需要引入语篇分析挖掘来进一步理解文本．语
篇分析又称篇章分析，是通过对文本内部实体关系

的挖掘和理解，对语篇整体进行分析，从而获得整个

文档的高层语义．本章将分别介绍语篇分析中文本

关系和隐式语篇表示嵌入两部分的研究．
文本关系抽取需要深入理解语篇内所有实体之

间的关系，由此学习到的文本关系嵌入可以用来扩充

现有的关系提取模型，并能显著地提高它们的性能．
Ｘｕ 等［２１］通过卷积神经网络从实体间最短依赖路径学

习更稳健的关系表示文本关系．但是这一方法需要依

赖大量的标注句子作为训练集生成嵌入模型． Ｓｕ
等［２２］提出 ＧｌｏＲＥ，通过定义句子依赖图中两个实体的

最短路径去改进关系提取，同时将文本关系和知识库

关系的全局共现统计来学习文本关系的嵌入．可是由

于手工标注的训练集太少，这一方面仅适用于小规模

的训练数据的关系提取．２０１９ 年，Ｃｈｅｎ 等［２３］ 将 ＧｌｏＲＥ
方法与可以从缺少标签的数据中提取关系的远程监

督方法［２４］相结合进一步应用于大规模、领域无关的

数据，目的是学习通用文本关系嵌入．
作为语篇分析另一重要分支，隐式语篇分析是

在没有显式连接词的情况下提取关系，这很难从输

入句子对的表面特征派生出来，所以需要从文本语

义理解的角度中去寻找关系．近几年不少学者已经

提出了基于神经网络的方法或高级表示的模型：
ＣＮＮ［２５］、注意神经张量网络［２６］、记忆网络（ｍｅｍｏｒｙ
ｎｅｔｗｏｒｋ） ［２７］和 ＲＮＮ［２８］等．还有一些方法考虑到了上

下文段落和段落间相关性［２９］ ．但是对于机器来说，如
何更好地理解文本成为了隐式语篇关系识别研究前

进的障碍．因此，Ｂａｉ 等［３０］ 通过字词和 ＥＬＭｏ［２］ 的增

强嵌入和深度剩余双注意力编码器，让表示更加丰

富和深入模型结构（图 ９）．

０１７
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图 ９　 增强嵌入和深度剩余双注意力编码器［３０］

Ｆｉｇ ９　 Ｅｎｈａｎｃｅｄ ｅｍｂｅｄｄｉｎｇ ａｎｄ ｄｅｅｐ ｒｅｍａｉｎｉｎｇ ｄｕａｌ ａｔｔｅｎｔｉｏｎ ｅｎｃｏｄｅｒ［３０］

４　 文本特征提取结合实际的应用

问答系统是文本特征提取的一个典型应用，任
务是能够准确地理解用户用自然语言提出的问题，
并通过检索语料库、知识图谱或问答知识库返回简

洁、准确的答案．相较于搜索引擎，问答系统能够根

据已有语料库学习问答知识，进而更有效地满足用

户的信息需求．将文本特征提取的技术应用在问答

系统中可以很好地帮助计算机理解人类语言的重

点，同时在提高训练速度、检索答案质量等方面都会

有很好的表现．
在问答系统领域方面，有效的提取问句的意图

识别和填槽可以为快速准确匹配出答案和使其更加

人性化奠定基础．表 ２ 显示了一个用户查询的意图

分类和填槽的实例．

表 ２　 用户查询的意图分类和填槽的实例

Ｔａｂｌｅ ２　 Ａｎ ｅｘａｍｐｌｅ ｏｆ ｉｎｔｅｎｔｉｏｎ ｃｌａｓｓｉｆｉｃａｔｉｏｎ
ａｎｄ ｓｌｏｔ ｆｉｌｌｉｎｇ ｏｆ ｕｓｅｒ ｑｕｅｒｙ

今天南京天气怎么样？

意图 查询天气

信息槽 具体查询哪里的天气？ 哪一天的天气？

Ｃｈｅｎ 等［３１］将之前 ＢＥＲＴ［５］ 扩展到一个联合意

图分类和槽填充模型．基于第一个特殊 ｔｏｋｅｎ 的隐藏

状态 ｈ１ 的意图被表示为 ｙｉ ＝ ｓｏｆｔｍａｘ（Ｗｉ ｈｉ ＋ ｂｉ） ，而
对于槽填充模型，将会提供除去第一个 ｔｏｋｅｎ 的最终

隐藏状态： ｈ２，…，ｈＴ 进入 Ｓｏｆｔｍａｘ 层，对槽填充标签

进行分类． 当两个任务联合训练时，使目标函数

ｐ ｙｉ，ｙｓ ｜ ｘ( ) ＝ ｐ（ｙｉ ｜ ｘ）∏
Ｎ

ｎ ＝ １
ｐ ｙｓ

ｎ ｜ ｘ( ) 最大化． 经过在

Ｓｎｉｐｓ 和 ＡＴＩＳ 数据集上测试的结果如表 ３，可以看出

基于 ＢＥＲＴ 的意图分类和槽填充在准确率方面相较

于其他方法都取得了最好的结果．

表 ３　 不同测试集上的实验结果［３１］

Ｔａｂｌｅ ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ｄｉｆｆｅｒｅｎｔ ｔｅｓｔ ｓｅｔｓ［３１］ ％

Ｓｎｉｐｓ ＡＴＩＳ

意图分类 槽填充 意图分类 槽填充

ＲＮＮ⁃ＬＳＴＭ ９６ ９ ８７ ３ ９２ ６ ９４ ３

Ａｔｔｅｎ⁃Ｂｉ⁃ＬＳＴＭ ９６ ７ ８７ ８ ９１ １ ９４ ２

Ｓｌｏｔ⁃Ｇａｔｅｄ ９７ ０ ８８ ８ ９４ １ ９５ ２

Ｊｏｉｎｔ Ｂｅｒｔ ９８ ６ ９７ ０ ９７ ５ ９６ １

此外，对于问题的理解对于问答系统来说也是

１１７
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十分重要的．Ｄｏｎｇ 等［３２］ 介绍了多列卷积神经网络，
模型不依赖于手工特征和规则，通过共享相同的词

向量来表示问题单词，使用不同列的网络来提取答

案类型、关系和上下文信息．同时，也会在知识库中

共同学习实体和关系的低维嵌入．使用问题⁃答案组

合对模型进行训练，以对候选答案进行排序．如图 １０
不同网络列获取得问题表示．

２０１７ 年，Ｓｅｏ 等［３３］ 提出 ＢＩＤＡＦ（Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ａｔ⁃
ｔｅｎｔｉｏｎ Ｆｌｏｗ ｆｏｒ Ｍａｃｈｉｎｅ Ｃｏｍｐｒｅｈｅｎｓｉｏｎ）双向注意力

矩阵来计算上下文的每个字与查询问题之间的相关

性，从而建立查询感知的上下文表示．然而这种模型

却不能像人类一样对候选答案进行反思，因此 Ｇｏｎｇ
等［３４］将 ＢＩＤＡＦ 扩展成 Ｒｕｍｉｎａｔｉｎｇ Ｒｅａｄｅｒ 使其能够

进行第二遍阅读和推理，通过门控机制让第一遍和

第二遍阅读的内容进行融合（模型框架如图 １１），在
选择答案的时候能够有效地使用上下文并更好地权

衡答案．

５　 展望

本文根据语义层面的由低到高依次总结了词、
句和篇章三个层次上文本特征提取方法的研究进

展．近年来，学者们注意到图作为一种特殊的数据结

构，能够面对一组对象和对象之间的联系进行建模．
由于这一强大的优点，把基于图神经网络的方法用

于机器学习的方向越来越受人追捧．同时，现在数据

平台的多样性使得数据结构变得极为复杂，给文本

特征提取带来了不小的挑战，而图神经网络作为一

种可以在图结构上运行的神经网络，能够保存图形

嵌入中的全局结构信息，因此在处理具有丰富关系

结构的任务时可以得到很好的效果．所以，利用图神

经网络来应对结构复杂的文本信息也成为了一个新

的研究方向．在问答系统方面，生成的回答也更加人

性化，因此，在未来的文本特征提取中，应该建立新

的文本特征表示模型，并结合领域知识快速定位用

户的兴趣反馈，以达到更加流畅的使用感受．

图 １０　 使用不同列网络获得的问题表示来查询最近的上下文［３２］

Ｆｉｇ １０　 Ｕｓｉｎｇ ｑｕｅｓｔｉｏｎ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｏｂｔａｉｎｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ｃｏｌｕｍｎ ｎｅｔｗｏｒｋｓ ｔｏ ｑｕｅｒｙ ｔｈｅ ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒｓ［３２］
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图 １１　 反思器模型结构［３４］

Ｆｉｇ １１　 Ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｒｕｍｉｎａｔｉｎｇ Ｒｅａｄｅｒ［３４］
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