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基于多模态的音乐推荐系统

摘要
使用传统协同过滤的方式进行推荐

往往会忽视音乐底层特征．通过将音乐
的音频特征与歌词信息进行多模态融
合，并将融合后的特征信息作为协同过
滤推荐的补充，提出了一种基于多模态
的音乐推荐系统．主要探讨了音频特征
与歌词信息的提取，并在提取歌词信息
时利用 ＬＤＡ 主题模型进行特征降维．针
对多模态融合问题，使用一种特征级联
早融合法（ＥＦＦＣ）融合方式，并将多模态
融合后的结果与单模态结果进行了比
较．对于结果的推荐，以多模态特征信息
为依据建立用户兴趣模型，并将该模型
通过 ＬＳＴＭ 神经网络，以过滤与优化协同
推荐的用户组．结果表明，基于多模态的
音乐推荐系统将推荐结果的误差项平方
和（ＳＳＥ）由传统的 ２ ００９ 降至 ０ ３８８ ６，验
证了该方法的有效性．
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０　 引言

　 　 随着物质生活水平的不断提高，人们对文化产品尤其是高品质

音乐产品的需求日渐提高．借由互联网规模的扩大和数字存储技术的

进步，音乐产业不断发展，音乐数量也以几何级数激增．一方面，网络

中海量音乐资源出现了信息过载现象，这些音乐通过自身携带的标

签（如演唱者、年代、音乐流派等）与其他音乐进行区分，但这种分类

标准不统一且缺乏开放性；另一方面，用户被这些海量音乐所包围

着，传统的检索方式无法满足用户需求，无法从中有效获取自己所需

的音乐资源．
推荐系统作为一种“信息推送”模式，是解决信息过载问题的主

要手段，它能够在分析预测用户需求的基础上主动推送其可能需要

但又无法获取的有用信息，并能够以用户为中心，通过研究用户行

为、兴趣和环境等，为用户推荐更具针对性的信息，即实现信息的“按
需定制服务” ［１］ ．然而，目前绝大部分已成熟商用的推荐系统都采用了

传统的基于协同过滤的推荐方式，该方法忽视了音乐内容本身，无法

满足用户的实际需求．通过进一步研究发现，将融合音乐的音频特征

与歌词信息的多模态特征作为协同推荐方式的补充，可使音乐推荐

的结果更加客观与准确．所以，本文提出了一种基于多模态的音乐推

荐系统，在进行音乐推荐时使用音乐的多模态特征来提高协同推荐

的准确率．
多模态音乐推荐系统框架如图 １ 所示．

１　 协同过滤与用户兴趣模型

协同过滤技术是信息推荐系统中最为成功的技术之一，也是信

息推荐和信息服务领域的研究热点［２］ ．该方法主要通过用户之间的相

互协同来选择有价值的信息，比如利用用户之间对资源的评分进行

推荐，目前比较具有代表性的是基于用户的协同过滤推荐方法．
基于用户的协同过滤推荐方法，首先计算出目标用户与其他用

户的相似度，在用户社区中找到与目标用户最相似的部分用户（邻
居），再由邻居用户对指定音乐的评分来预测目标用户对该资源的评

分，从而产生推荐结果．
基于用户的协同过滤推荐方法的核心就是计算用户之间的相似

度．假设： Ｕ ＝ ｛Ｕ１，Ｕ ２，…，ＵＡ｝ 是所有用户的集合，Ｉ ＝ ｛ Ｉ１，Ｉ２，…，ＩＭ｝



　 　 　 　

图 １　 多模态音乐推荐系统框架

Ｆｉｇ １　 Ｔｈｅ ｆｒａｍｅｗｏｒｋ ｏｆ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｓｙｓｔｅｍ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ｍｏｄａｌ ｆｕｓｉｏｎ

是所有音乐的集合，每个用户对每首歌曲都存在一

个评分，用于构建“用户⁃音乐”评分矩阵并代表用户

对该歌曲的喜爱程度．传统的协同过滤推荐在构建

评分矩阵后，便直接使用该矩阵来进行相似度计算．
这里引入用户兴趣模型的概念，相较评分矩阵

而言用户兴趣模型反映了用户对某些特征而不是对

某些歌曲的喜爱程度，方便协同推荐时引入音乐自

身的特征．同时，用户的兴趣会随时间发生变化，评
分矩阵无法做到实时更新，而通过建立用户即时（短
期）兴趣模型与稳定（长期）兴趣模型，即可实现用

户模型的动态维护，从而达到音乐推荐的客观性与

实时性．
由于用户兴趣模型可以更好地契合本文的思

想，故将用户兴趣模型贯穿整个推荐流程的始终，以
实现多模态的音乐推荐．

２　 音乐特征的提取与多模态融合

音乐特征提取与分析是本音乐推荐系统的基

础．特征的提取包括音频特征的提取、歌词信息的提

取以及歌词信息的降维 ３ 个部分，将得到的多个音

乐特征经多模态融合后建立音乐数据库并以此为依

据构建用户兴趣模型．

２ １　 音乐特征的提取与多模态融合

音频特征的提取过程主要分为以下 ２ 个阶段：
１）预处理过程．将所有音频文件转化为统一的

ＡＡＣ 音乐格式，并从每首歌中取出 ２０ ｓ（第 ５０ ～ ７０

ｓ）转化为单声道信号并进行下一步分析．
２）声学特征提取过程．该过程主要提取一些描

述音乐频率、节奏与音色等底层的声学特征．常用的

声学特征包括 ２０ 维的 Ｍｅｌ 频率倒谱系数（ＭＦＣＣ）、
２１ 维的感知线性预测系数（ＰＬＰ）以及 ９ 维的 ＰＬＰ
倒谱相关系数．本文选择 ＭＦＣＣ 参数作为声学特征．

ＭＦＣＣ 是基于模仿人耳的听觉特性所提取的短

时特征．对人耳而言，１ ｋＨｚ 以下的声音频率与人的

感知能力呈线性关系，１ ｋＨｚ 以上则呈非线性的对数

关系，而 ＭＦＣＣ 正是模拟了这种特性，将其线性频谱

映射到基于听觉感知的非线性 Ｍｅｌ 频谱中并最终转

换到倒谱上，因此能很好地反映人耳对于音频信息

的感知［３］ ．
ＭＦＣＣ 提取过程包括以下步骤：
１）归一化 Ｍｅｌ 滤波器组的系数及倒谱提升窗

口，并设置预加重滤波器；
２） 对语音信号进行分帧，计算每帧的 ＭＦＣＣ

参数；
３）进行快速傅里叶变换（ＦＦＴ）将信号从时域转

换到频域上，再进行 Ｍｅｌ 滤波并计算倒谱；
４）求取一阶差分系数，合并 ＭＦＣＣ 参数和一阶

差分 ＭＦＣＣ 参数；
５）去除一阶差分参数为 ０ 的首尾两帧．
最终每一首歌曲得到 ５ ５０６ 帧×Ｋ 维的 ＭＦＣＣ 参

数，对这 ５ ５０６ 帧的结果求均值后可得出每一首歌曲

的 １×Ｋ 维“音频⁃特征”向量．
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２ ２　 歌词信息的提取

由于歌词信息是文本的形式，为了便于计算机

的保存与处理，需将歌词进行数字化转换．向量空间

模型（ＶＳＭ）是由 Ｓａｌｔｏ 等［４］ 提出的一种文本表示方

法，该方法将歌词文档表示成高维空间中的向量，每
篇文档对应一个向量，该向量中的每一维对应文档

的每一个特征项．
ＶＳＭ 的主要步骤包括：
１）预处理过程．对每一篇歌词文档进行分词，使

得句子中的每一个词语分开，并去除掉某些没有意

义且浪费空间的词语（停用词）．比如一篇文档 ｄ 经

过分词、去除停用词后还剩下 ｎ 个特征词，便可建立

一个 １ × ｎ 维的“文档 ⁃ 词 语” 向量 ｄ ｊ ＝ （ ｔ１，ｔ２，…，
ｔｎ），其中，ｔｉ 表示特征词，ｔｉ 的值代表该特征词在本篇

歌词中出现的次数．
２） 计算特征词的权重．特征词在该歌词中出现

的次数能反映出音乐的情感趋势，但不同的歌曲的

歌词总数不同，只计算特征词出现次数的方式显得

不够“公平” ．为了能够反映出某特征词是否具有代

表性，本文采用词频 ⁃ 逆文档频率（ＴＦ⁃ＩＤＦ） 来计算

特征词的权重．
Ｓａｌｔｏｎ 等［５］ 提出了 ＴＦ⁃ＩＤＦ 算法．该算法主要体

现了以下思想：一个词在特定的文档中出现的频率

越高，说明它在区分该文档内容属性方面的能力越

强（ＴＦ）；一个词在文档中出现的范围越广，说明它

区分文档内容的属性越低（ＩＤＦ） ［６］ ．公式如下：

ＴＦＩＤＦｉ，ｊ ＝
Ｎｉｊ

Ｎ∗ｊ

× ｌｏｇ Ｄ
Ｄｉ

，

其中，ＴＦＩＤＦｉ，ｊ 表示特征词 ｔｉ 在文档 ｄ ｊ 中所占的权

重，Ｎｉｊ 表示特征词 ｔｉ 出现在文档 ｄ ｊ 中的次数，Ｎ∗ｊ 表

示文档 ｄ ｊ 中所有词的个数，Ｄ表示文档总数，Ｄｉ 表示

文本集中包含特征词 ｔｉ 的文档数．

２ ３　 歌词信息的降维

在实际操作中，由于表示音频特征的 ＭＦＣＣ 参

数只有几十维，而一首歌的歌词中可能出现上百个

特征词（几百维），多模态融合后的特征信息一定会

偏向反映歌词信息而疏远音频特征．为了解决音频

与歌词之间的不平衡，还需要对歌词信息进行降维，
这里将“文档⁃词语”向量的维度降至与 ＭＦＣＣ 参数

相同的 Ｋ 维即可．
降维的方法有很多， 传统的有奇异值分解

（ＳＶＤ）、非负矩阵分解（ＮＭＦ）等．１９９０ 年 Ｄｅｅｒ ｗｅｓｔｅｒ
等［７］提出采用奇异值分解 ＳＶＤ 方法来过滤文档中

的噪声，即潜在语义分析（ＬＳＡ），将文档从稀疏的高

维特征词空间映射到一个低维的向量空间上． ＬＳＡ
采用基于数学的方式进行矩阵分解以达到降维的目

的，故分解出的矩阵缺乏解释性．随着对 ＬＳＡ 的深入

优化，主题模型逐渐发展起来．
所谓主题模型，就是通过引入一个统计模型，用

来抽离出隐含在文档中的主题（Ｔｏｐｉｃ）．假设一篇文

档可以由多个 Ｔｏｐｉｃ 混合而成，而每个 Ｔｏｐｉｃ 都是词

汇上的概率分布，且文章中的每个词都是由一个固

定的 Ｔｏｐｉｃ 生成的，那么可以通过：

ｐ（从 ｜ 复） ＝ ∑
主题

ｐ（词语 ｜ 主题） × ｐ（主题 ｜ 文档）

将一篇歌词文档的“文档⁃词语”向量映射为低维的

“文档⁃主题”向量．
１９９９ 年，Ｔｈｏｍａｓ［８］在 ＬＳＡ 的基础上提出了概率

潜在语义分析（ｐＬＳＡ），ｐＬＳＡ 引入概率模型的方式

来表达 ＬＳＡ 问题，使得每个变量以及相应的概率分

布和条件概率分布都有了明确的物理解释．ｐＬＳＡ 的

主题概率分布是一个确定的概率分布，虽然主题本

身不确定，但主题符合的概率分布是确定的，若符合

高斯分布，那这个高斯分布的各个参数就都是确定

的，也正因如此，ｐＬＳＡ 存在着过拟合问题．
针对 ｐＬＳＡ 的缺点，Ｂｌｅｉ 等［９］ 于 ２００３ 年提出了

ＬＤＡ 主题模型．对 ＬＤＡ 而言，文档中每个主题出现

的概率是不确定的，在选取之前需要利用 Ｄｉｒｉｃｈｌｅｔ
先验随机参数确定出主题和词分布，再进行进一步

分析．由于 ＬＤＡ 比 ｐＬＳＡ 更具鲁棒性，本文采用 ＬＤＡ
主题模型提取出歌词文档的主题，以达到降维的目

的．ＬＤＡ 主题模型的结构如图 ２ 所示．

图 ２　 ＬＤＡ 主题模型

Ｆｉｇ ２　 ＬＤＡ ｔｏｐｉｃ ｍｏｄｅｌ

图 ２ 中， Ｍ 表示歌词文档 ｍ 的集合，Ｎｍ 表示第

ｍ 篇文档中特征词 ｎ 的个数，令文档隐含的主题数 ｋ
共有Ｋ个，α和 β是Ｄｉｒｉｃｈｌｅｔ分布先验参数，这２个参

数对每篇文档都一样，用于控制每篇文档的概率分

布和条件概率分布，θ 对每篇文档都一样，θｍ 表示第

ｍ 篇文档的主题分布，ｗｍ，ｎ 表示第 ｍ篇文档中的第 ｎ
个特征词，ｚ 用来表征文档中特征词的主题分布，ｚｍ，ｎ

表示第 ｍ 篇文档中的第 ｎ 个特征词对应的主题［１０］ ．
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使用 ＬＤＡ 主题模型进行降维的过程就是求出

θｍ 后验分布的过程，具体步骤如下：
１）θｍ 服从概率分布 ｐ（θｍ），称为参数 θｍ 的先验

分布；ｚ 满足多项式分布 ｚｍ ～ Ｍｕｌｔ（ ｚｍ ｜ θｍ），所以选

择 Ｄｉｒｉｃｈｌｅｔ 分布为先验分布，得到：

Ｄｉｒ（θｍ ｜ α） ＝ １
Δ（α）∏

Ｋ

ｋ ＝ １
ｐαｋ－１
ｋ ，　 α ＝ α１，α２，…，α ｋ，

（１）
其中，Δ（α） 为归一化因子 Ｄｉｒ（α），

Δ（α） ＝ ∫∏
Ｋ

ｋ ＝ １
ｐαｋ－１
ｋ ｄθｍ ．

２） 由参数 θｍ 的先验分布Ｄｉｒ（θｍ ｜ α），以及各主

题出现的次数 ｎｍ ～ Ｍｕｌｔ（ｎｍ ｜ θｍ，Ｎｍ），其中 ｎｍ ＝
（ｎｍ

（１），…，ｎｍ
（ｋ）），ｎｍ

（ｋ） 表示第 ｍ篇文档中第 ｋ 个主

题产生词语的个数，可得到 θｍ 的后验分布为

ｐ（θｍ ｜ ｚｍ，α） ＝ Ｄｉｒ（θｍ ｜ ｎｍ ＋ α） ＝

　 　 １
Δ（ｎｍ ＋ α）∏

Ｋ

ｋ ＝ １
ｐｎｋ＋αｋ－１
ｋ ， （２）

则可推算出第 ｍ 篇文档的主题分布为

ｐ（ ｚｍ ｜ α） ＝ ∫ｐ（ ｚｍ ｜ θｍ）ｐ（θｍ ｜ α）ｄθｍ ＝

　 　 １
Δ（α）∫∏

Ｋ

ｋ ＝ １
ｐｎｋ＋αｋ－１
ｋ ｄθｍ ＝

Δ（ｎｍ ＋ α）
Δ（α）

． （３）

完成 θｍ 后验分布 ｐ（ ｚｍ ｜ α） 的求解后，即可将几百维

的“文档 词语” 向量降至 Ｋ 维的“文档 主题”向量．

２ ４　 多模态融合

通过音频特征的提取，一首歌可以表示成 １×Ｋ
维的“音频 特征”向量；通过歌词信息的提取与降

维，一首歌也可以表示成 １×Ｋ 维的“文档 主题”向

量．接下来就需要将音频特征与歌词信息进行多模

态融合，建立音乐数据库并以此为依据构建用户兴

趣模型．
常用的多模态融合方法主要分为特征级融合法

和决策级融合法［１１］ ．特征级融合法的主要思路是通

过将音频特征与歌词信息以串联的方式结合起来并

归一化后作为音乐的整体特征，并对整体特征进行

下一步操作．决策级融合法的主要思路是先对音频

特征与歌词信息进行分类，并赋予分类结果某种既

定规则，再以该规则作为音乐的整体特征．对本文提

出的方法，显然决策级融合法的可操作性更强，这里

选用特征级联早融合法（ＥＦＦＣ）作为两种特征信息

多模态融合的方法．
ＥＦＦＣ 方法的优点是在音频特征空间与歌词信

息空间的基础上将二者映射到了一个统一的多模态

特征空间，对于特征信息的后续处理，只需要对该多

模态特征空间进行操作即可，不再需要对音频特征

与歌词信息进行训练，大幅提高了操作效率．
ＥＦＦＣ 方法的具体步骤如下：
１）构造映射矩阵．这里构造 ２ 个 Ｋ × ２Ｋ 维的矩

阵（Ｉ ｜ ０） 与（０ ｜ Ｉ），它们都由一个 Ｋ × Ｋ维的单位矩

阵 Ｉ 与一个 Ｋ × Ｋ 维的零矩阵组成；
２） 映射“音频 特征” 矩阵．将Ｍ首音乐的Ｍ × Ｋ

维“音频 特征” 矩阵Ａ与映射矩阵（Ｉ ｜ ０） 相乘，得到

一个 Ｍ × ２Ｋ 维的矩阵（Ａ ｜ ０）；
３） 映射“文档 ⁃ 主题” 矩阵．将 Ｍ 首音乐歌词的

Ｍ × Ｋ 维“文档 主题” 矩阵 Ｂ 与映射矩阵（０ ｜ Ｉ） 相

乘，得到一个 Ｍ × ２Ｋ 维的矩阵（０ ｜ Ｂ）；
４） 矩阵融合．串联 Ｍ × ２Ｋ 维的矩阵（Ａ ｜ ０） 与

Ｍ ×２Ｋ 维的矩阵（０ ｜ Ｂ），即可得到包含 ２ 种音乐特

征信息的 Ｍ × ２Ｋ 维“音乐 特征” 矩阵（Ａ ｜ Ｂ） ．
通过上述过程，可对所有音乐构建一个包含多

模态特征的音乐数据库，为后续建立用户兴趣模型

打下基础．

３　 兴趣模型的建立与用户聚类

３ １　 获取用户个性化信息

个性化信息收集方式分为 ２ 种：一种是显式收集

方式，主要通过用户与系统的交互实现，用户通过系

统提供的选项直接告诉系统其对所有项目的评分；另
一种是隐式收集方式，主要通过挖掘用户的访问和浏

览历史去推算出用户对各个项目的兴趣度［１２］ ．
３ １ １　 显式获取评分矩阵

在用户第一次登录时，请求用户对歌曲进行评

分（不必对所有歌曲评分，只需用户评价感兴趣的歌

曲），得到如表 １ 所示的“用户 音乐”评分矩阵．

表 １　 “用户⁃音乐”评分矩阵

Ｔａｂｌｅ １　 “Ｕｓｅｒ⁃Ｍｕｓｉｃ” ｓｃｏｒｅ ｍａｔｒｉｘ

Ｉ１ Ｉ２ … Ｉｑ … ＩＭ
Ｕ１ １０ ８ … ９ … ＼
Ｕ２ ＼ ＼ … １０ … ７

︙ ︙ ︙ ︙ ︙
Ｕ ｊ ７ ９ … ＼ … ８

︙ ︙ ︙ ︙ ︙
ＵＡ ＼ ＼ … ＼ … ＼

　 注： ＼表示用户未对歌曲评分．

３ １ ２　 隐式用户行为分析

为了隐式收集用户对歌曲的兴趣度，需建立一

１７
学报（自然科学版），２０１９，１１（１）：６８⁃７６
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个兴趣函数 Ｉｎｔｅｒｅｓｔ（ Ｉｉ），该函数反映了用户对某一

首歌曲 Ｉｉ 的兴趣度．这里认为用户对一首歌曲的行

为包括：下载、评论、分享与收听，可相应地建立下载

函数 Ｄｏｗｎｌｏａｄ（ Ｉｉ）、评论函数 Ｃｏｍｍｅｎｔ（ Ｉｉ）、分享函

数 Ｓｈａｒｅ（ Ｉｉ）、收听次数函数 Ｔｉｍｅｓ（ Ｉｉ）以及收听时长

函数 Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ），则有：
Ｉｎｔｅｒｅｓｔ（ Ｉｉ） ＝ ｆ（Ｄｏｗｎｌｏａｄ（ Ｉｉ），Ｃｏｍｍｅｎｔ（ Ｉｉ），
　 　 Ｓｈａｒｅ（ Ｉｉ），Ｔｉｍｅｓ（ Ｉｉ），Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ）） ．
获取用户对歌曲兴趣度的过程如下所示：
１） 收听次数函数 Ｔｉｍｅｓ（ Ｉｉ） ．针对一次收听，用

户对歌曲 Ｉｉ 的兴趣度为

ｐｅｒＩｎｔｅｒｅｓｔ（ Ｉｉ，ｎ） ＝ ｆ（Ｄｏｗｎｌｏａｄ（ Ｉｉ），
　 　 Ｃｏｍｍｅｎｔ（ Ｉｉ），Ｓｈａｒｅ（ Ｉｉ），Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ）），

只需将单次兴趣度 ｐｅｒＩｎｔｅｒｅｓｔ（ Ｉｉ，ｎ） 根据收听次数

ｎ 进行叠加即可得到 Ｉｎｔｅｒｅｓｔ（ Ｉｉ） ．
２） 下 载 函 数 Ｄｏｗｎｌｏａｄ（ Ｉｉ）、 评 论 函 数

Ｃｏｍｍｅｎｔ（ Ｉｉ）、分享函数 Ｓｈａｒｅ（ Ｉｉ） ．只要下载、评论、
分享这 ３ 个行为中有任何一个发生就代表用户对这

首歌有最高兴趣度（兴趣度为 １），故 ３个函数的计入

原则为：若用户首先下载了歌曲 Ｉｉ，则 ｐｅｒＩｎｔｅｒｅｓｔ（ Ｉｉ，
ｎ） ＝ Ｄｏｗｎｌｏａｄ（ Ｉｉ） ＝ １，无论评论、分享行为是否发

生，都不计入这 ２ 个行为产生的兴趣度，同时收听时

长函数 Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ） 也不计入 ｐｅｒＩｎｔｅｒｅｓｔ（ Ｉｉ，ｎ）；
同理若用户首先分享了歌曲 Ｉｉ，那么 ｐｅｒＩｎｔｅｒｅｓｔ（ Ｉｉ，
ｎ） ＝ Ｓｈａｒｅ（ Ｉｉ） ＝ １，其他行为也不再计入；以此类推．

３） 收听时长函数 Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ） ．上文介绍了当

下载、 评 论、 分 享 中 任 何 一 个 行 为 发 生 时，
Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ） 不计入兴趣度，而这 ３ 个行为均未发

生时，则有 ｐｅｒＩｎｔｅｒｅｓｔ（ Ｉｉ，ｎ）＝Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ） ．这里给

出 ２ 个临界时间参数：ｔ１ 与 ｔ２ ．若用户的收听时长 ｔ ＜
ｔ１ 时，表示用户可能不喜欢这首歌就快速进行切歌

状态，ｐｅｒＩｎｔｅｒｅｓｔ（ Ｉｉ，ｎ） ＝ Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ） ＝ ０；若收听

时长 ｔ ＞ ｔ２ 时，表示用户可能已离开播放器或者忘记

关闭音乐，ｐｅｒＩｎｔｅｒｅｓｔ（ Ｉｉ，ｎ） ＝ Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ） ＝ ０；若
收听时长 ｔ ∈ （ ｔ１，ｔ２），则 Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ） 符合线性函

数，有 Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ） ＝ ｋｔ ＋ ｂ（ｋ ＞ ０，ｂ ＜ ０），且仍满

足最高兴趣度ｍａｘ［ｐｅｒＩｎｔｅｒｅｓｔ（ Ｉｉ，ｎ）］ ＝ １的条件．此
时，可以将单次兴趣度函数归纳为

ｐｅｒＩｎｔｅｒｅｓｔ（ Ｉｉ，ｎ） ＝ ｆ（Ｄｏｗｎｌｏａｄ（ Ｉｉ），Ｃｏｍｍｅｎｔ（ Ｉｉ），
Ｓｈａｒｅ（ Ｉｉ），Ｄｕｒａｔｉｏｎ（ Ｉｉ，ｔ）） ＝
［１ － Ａｃｔｉｏｎ（Ｉｉ）］ × Ｄｕｒａｔｉｏｎ（Ｉｉ，ｔ） ＋ Ａｃｔｉｏｎ（Ｉｉ），

其中，当下载、评论、分享中任何一个行为发生时，
Ａｃｔｉｏｎ（Ｉｉ） ＝ １，若 ３个行为均未发生时，Ａｃｔｉｏｎ（Ｉｉ） ＝ ０．

综上，通过用户行为分析得到用户对某一首歌

曲的兴趣度：

Ｉｎｔｅｒｅｓｔ（ Ｉｉ） ＝ ∑
Ｔｉｍｅｓ（ Ｉｉ）

ｎ ＝ １
ｐｅｒＩｎｔｅｒｅｓｔ（ Ｉｉ，ｎ） ．

３ ２　 建立用户兴趣模型

３ ２ １　 即时兴趣模型

通过第 ２ 章的特征提取，得到了多模态特征信

息的 Ｍ × ２Ｋ 维“音乐 特征” 矩阵（Ａ ｜ Ｂ），对于第 ｉ
首歌而言，１ × ２Ｋ 维“音乐 特征” 向量可以表示为

Ｉｉ ＝ ｛（ ｆ１，ｗ ｉ，１），（ ｆ２，ｗ ｉ，２），…，（ ｆ４０，ｗ ｉ，４０）｝，
其中，ｆ ｊ 表示第 ｊ个特征，ｗ ｉ，ｊ 表示第 ｉ首歌中第 ｊ个特

征的权值．此时结合 ３ １ 节中给出的用户对某一首歌

曲的兴趣度 Ｉｎｔｅｒｅｓｔ（ Ｉｉ），可计算出用户对歌曲 Ｉｉ 的
即时兴趣：

ｆ１，
Ｉｎｔｅｒｅｓｔ（ Ｉｉ）

ｍａｘ［Ｉｎｔｅｒｅｓｔ（ Ｉｘ）］
× ｗ ｉ，１

æ

è
ç

ö

ø
÷ ，{

　 　 ｆ２，
Ｉｎｔｅｒｅｓｔ（ Ｉｉ）

ｍａｘ［Ｉｎｔｅｒｅｓｔ（ Ｉｘ）］
× ｗ ｉ，２

æ

è
ç

ö

ø
÷ ，…} ，

ｍａｘ［Ｉｎｔｅｒｅｓｔ（ Ｉｘ）］ 表示在音乐数据库全部的Ｍ首歌

中，用户对歌曲 Ｉｘ 的兴趣度最大，故用作分母以进行

归一化．
通过上述分析，可得出用户对 Ｍ 首歌的即时兴

趣模型为

｛（ ｆ１，Ｗｓ
１），（ ｆ２，Ｗｓ

２），…，（ ｆ４０，Ｗｓ
４０）｝，

其中，

Ｗｓ
ｉ ＝

１
Ｍ∑

Ｍ

ｍ ＝ １

Ｉｎｔｅｒｅｓｔ（ Ｉｍ）
ｍａｘ［Ｉｎｔｅｒｅｓｔ（ Ｉｘ）］

× ｗｍ，ｉ
é

ë
ê
ê

ù

û
ú
ú ．

３ ２ ２　 稳定兴趣模型与 ＬＳＴＭ 神经网络

当用户的即时兴趣模型建立后，可以充分代表

用户在一段时间内对不同音乐特征的兴趣度，但随

着用户不断地收听新的音乐或是很长一段时间不听

某种音乐，其喜好程度也会随之改变，故即时兴趣模

型无法反映出用户兴趣度的变化趋势．
长短时记忆模型 （ ＬＳＴＭ） 于 １９９７ 年由 Ｓｅｐｐ

等［１３］提出，它可以模拟出人类的记忆曲线，实现新

信息的输入、旧信息的遗忘以及最终信息的输出等

功能．本文采用 ＬＳＴＭ 神经网络，将用户的即时兴趣

模型作为输入，通过神经网络内部各节点的计算，输
出用户的稳定兴趣模型．

图 ３ 是一个基本的 ＬＳＴＭ 神经网络模型，并结

合本文要求进行了相应的修改．ＬＳＴＭ 有 ３ 种特殊的

门结构，分别是输入门、输出门与遗忘门，是 ＬＳＴＭ
实现记忆与遗忘的关键．

２７
龚志，等．基于多模态的音乐推荐系统．

ＧＯＮＧ Ｚｈｉ，ｅｔ ａｌ．Ａ ｍｕｓｉｃ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｓｙｓｔｅｍ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ｍｏｄａｌ ｆｕｓｉｏｎ．



图 ３　 ＬＳＴＭ 神经网络的结构

Ｆｉｇ ３　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ ｎｅｔｗｏｒｋ

ＬＳＴＭ 训练稳定兴趣模型的步骤如下：
１）ＬＳＴＭ 第 １ 次训练时，以用户的即时兴趣模型

作为输入，在神经网络内部进行相应计算后通过输

出门将当前状态进行输出．
２）第 ２ 次训练时，以第 １ 次训练的输出状态作

为输入，在输入门中进行处理，同时将用户对各个特

征的权值（兴趣度）Ｗ 送入遗忘门，由遗忘门根据该

特征当前的权值判断其是否应该被遗忘．若被遗忘

则将该特征的权值置零；若未被遗忘则通过输出门

将当前状态进行保存输出．
３）接下来的训练同理，通过输出门保存上一次

训练的状态并作为当前训练的输入．若用户收听了

新的歌曲，则需要通过输入门更新对应特征的权值，
再重新进行训练．

４）选用梯度最速下降法来限定 ＬＳＴＭ 训练的迭

代次数．在迭代过程中，一旦损失值（ ｌｏｓｓ）收敛到 １
以下就可终止训练过程．此时输出门的结果就是用

户的稳定兴趣模型：
｛（ ｆ１，Ｗｌ

１），（ ｆ２，Ｗｌ
２），…，（ ｆ４０，Ｗｌ

４０）｝ ．
３ ２ ３　 实时兴趣模型

在 ３ ２ １ 节与 ３ ２ ２ 节中已分别得到了用户的

即时兴趣模型与稳定兴趣模型，这里还需结合这 ２
种兴趣模型来构建用户的实时兴趣模型．一般采用

加权平均的方法来计算某个特征在实时兴趣模型中

的权重，对于特征 ｆｉ，其权重 Ｗｉ 可以表示为

Ｗｉ ＝ α × Ｗｓ
ｉ ＋ β × Ｗｌ

ｉ，
其中，Ｗｓ

ｉ 为即时兴趣模型中特征 ｆｉ 所对应的权值，Ｗｌ
ｉ

为稳定兴趣模型中该特征所对应的权值，α ＋ β ＝ １，
Ｗｉ ∈ （０，１］ ．由于即时兴趣更能体现用户当下的兴

趣爱好，再经过多次实验后选定 α ＝ ０ ６，β ＝ ０ ４．
用户实时兴趣模型如表 ２ 所示．其中，Ｗ ｊ，ｐ 表示

第 ｊ 个用户对第 ｐ 个特征的实时兴趣度．

表 ２　 “用户⁃特征”实时兴趣模型

Ｔａｂｌｅ ２　 ＂ Ｕｓｅｒ⁃Ｆｅａｔｕｒｅ＂ ｒｅａｌ⁃ｔｉｍｅ ｉｎｔｅｒｅｓｔ ｍｏｄｅｌ
ｆ１ ｆ２ … ｆｐ … ｆＫ

Ｕ１ Ｗ１，１ Ｗ１，２ … Ｗ１，ｐ … Ｗ１，Ｋ

Ｕ２ Ｗ２，１ Ｗ２，２ … Ｗ２，ｐ … Ｗ２，Ｋ

︙ ︙ ︙ ︙ ︙
Ｕ ｊ Ｗ ｊ，１ Ｗ ｊ，２ … Ｗ ｊ，ｐ … Ｗ ｊ，Ｋ

︙ ︙ ︙ ︙ ︙
ＵＡ ＷＡ，１ ＷＡ，２ … ＷＡ，ｐ … ＷＡ，Ｋ

通过上述过程，可对所有用户构建一个实时兴

趣模型，为后续用户聚类和个性化推荐打下基础．

３ ３　 用户聚类

３ １ １ 节中通过显式方式获取了“用户 评分”矩
阵．由于用户并非对所有歌曲都进行评分，使得该矩

阵的稀疏性很大，此时可通过用户聚类将目标用户

与其邻居放入同个用户组内，令“用户 评分”矩阵转

变为“邻居 评分”矩阵，在某种程度上降低矩阵的稀

疏性．
常用的聚类方法有 ｋ⁃ｍｅａｎｓ 算法，它采用距离

作为判断相似性的标准，即认为 ２ 个对象的距离越

近，其相似度就越大．该算法存在一些缺点：若选取

的初始聚类中心点不当，就会对聚类结果产生较大

的影响．这里使用一种改进算法———基于二分的聚

类算法（ｂｉ⁃ｓｅｃｔｉｏｎ）来进行用户聚类．
二分聚类算法的过程如下：
１）初始情况下，将所有用户作为一个簇，然后随

机选取 ２ 个初始聚类中心点（ｓｅｅｄ），使用余弦相似

度依照用户实时兴趣模型计算用户之间的相似度

ｃｏｓ（Ｕｉ， Ｕ ｊ），并以此将该类分为 ２ 个簇；
２）从 ２ 个簇中选择用户数量较多的簇，再从该

簇中随机选出 ２ 个 ｓｅｅｄ，同样将该簇中的用户分配

到 ２ 个子簇中；
３）此时产生了 ３ 个簇，但这 ３ 个簇并非最优，需

要进行调整，即将任意一个簇中的任意一个用户移

动到其他簇中，若结果变优，则执行本次操作，否则

不执行．
判断结果是否变优包括：
１）簇内优化：所有簇的内部平均相似度 ｌ 达到

最大；
２） 簇间优化：该簇与所有簇之间的相似度期望

值 Ｅ 最小．
故可建立一个优化函数 ｆｕｎ（），使得：

ｆｕｎ（） ＝ ｍｉｎ ｍｉｎＥ
ｍａｘｌ

æ

è
ç

ö

ø
÷ ．

３７
学报（自然科学版），２０１９，１１（１）：６８⁃７６

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０１９，１１（１）：６８⁃７６



以用户 ｊ 为例，通过用户聚类后得到了用户 ｊ 的
邻居用户 Ｕ１、Ｕ２ 和 Ｕ５， 通过邻居用户的评分即可进

行个性化推荐．聚类后的“邻居 特征”实时兴趣模型

如表 ３ 所示，“邻居 评分”矩阵如表 ４ 所示．

表 ３　 聚类后的“邻居⁃特征”实时兴趣模型

Ｔａｂｌｅ ３　 Ｃｌｕｓｔｅｒｅｄ ＂Ｎｅｉｇｈｂｏｒ⁃Ｃｈａｒａｃｔｅｒ＂ ｒｅａｌ⁃ｔｉｍｅ ｉｎｔｅｒｅｓｔ ｍｏｄｅｌ

ｆ１ ｆ２ … ｆｐ … ｆＫ

Ｕ１ Ｗ１，１ Ｗ１，２ … Ｗ１，ｐ … Ｗ１，Ｋ

Ｕ２ Ｗ２，１ Ｗ２，２ … Ｗ２，ｐ … Ｗ２，Ｋ

Ｕ５ Ｗ５，１ Ｗ５，２ … Ｗ５，ｐ … Ｗ５，Ｋ

Ｕ ｊ Ｗ ｊ，１ Ｗ ｊ，２ … Ｗ ｊ，ｐ … Ｗ ｊ，Ｋ

表 ４　 聚类后的“邻居⁃评分”矩阵

Ｔａｂｌｅ ４　 Ｃｌｕｓｔｅｒｅｄ ＂Ｎｅｉｇｈｂｏｒ⁃Ｓｃｏｒｅ＂ ｍａｔｒｉｘ

Ｉ１ Ｉ２ … Ｉｑ … ＩＭ

Ｕ１ １０ ８ … ９ … ＼

Ｕ２ ＼ ＼ … １０ … ７

Ｕ５ ８ １０ … ７ … ＼

Ｕ ｊ ７ ９ … ？ … ８

　 注： ＼表示用户未对歌曲评分．

４　 实验及结果

４ １　 实验数据集

用于实验的数据集中，音频文件为 ＡＡＣ 格式，
截取时长为 ２０ ｓ 且已转化成单声道信号的 ５００ 首英

文歌曲，这些音频文件为 ｉＴｕｎｅｓ 美区商店售卖的正

版音源，基本涵盖了 Ｐｏｐ、ＥＤＭ、Ｃｌａｓｓｉｃａｌ、 Ｃｏｕｎｔｒｙ、
Ｒｏｃｋ、Ｒ＆Ｂ 以及 Ｈｉｐ⁃Ｈｏｐ 等各种流派的音乐．为了保

证截取的音乐片段具有代表性，经多人讨论后选择

出一首歌最具代表性的第 ５０ ～ ７０ ｓ．歌词文件为 ｔｘｔ
格式，且与音频文件一一对应，用户总数为 ４０ 人，其
中 １ 人为目标用户．通过问卷调查的方式收集这 ４０
人对 ５００ 首歌中任意 １００ 首歌曲的评分．

４ ２　 结果分析

４ ２ １　 个性化推荐结果

上文已完成了基于多模态的音乐推荐系统的前

期工作，包括由音乐的多模态特征建立了用户的兴

趣模型，又由兴趣模型找到了目标用户的邻居．这里

同样指定 Ｕ ｊ 为目标用户．首先选定音频特征与歌词

文档主题的维数 Ｋ ＝ ２０，接下来根据其邻居用户 Ｕ１、
Ｕ２ 和Ｕ５ 来预测Ｕ ｊ 对未评分资源的得分，从而进行个

性化推荐．
个性化推荐的步骤如下：

１）３ ３ 节的二分聚类过程中，已得到 Ｕ ｊ 与其邻

居用户的余弦相似度：ｃｏｓ（Ｕ ｊ，Ｕ１）、ｃｏｓ（Ｕ ｊ，Ｕ２） 与

ｃｏｓ（Ｕ ｊ，Ｕ５），分别简记为 ｃ１、ｃ２ 与 ｃ５ ．
２） 计算 Ｕ ｊ 所有已评分歌曲的平均分 ｒ ｊ ．
３） 针对某一首 Ｕ ｊ 未评分的歌曲 ｑ，由邻居用户

分别对歌曲 ｑ的评分９、１０、７来预测Ｕ ｊ 对该歌曲的评

分 ｒ ｊ，ｑ：

ｒｊ，ｑ ＝ ｒｊ ＋
ｃ１ × （９ －ｒｊ） ＋ ｃ２ × （１０ －ｒｊ） ＋ ｃ５ × （７ －ｒｊ）

ｃ１ ＋ ｃ２ ＋ ｃ５
．

同理，可计算出 Ｕ ｊ 所有未评分歌曲的得分．
４） 采用 Ｔｏｐ⁃Ｎ 推荐方法，罗列出 Ｕ ｊ 所有未评分

歌曲的得分， 并降序排列， 如： ｛（ Ｉ４，１０）， （ Ｉ５，９），
（ Ｉｑ，９），…｝，并将得分最高的前 Ｎ 首未评分歌曲推

荐给用户．
将数据集中的 ５００ 首音乐、５００ 篇歌词文档以及

４０ 位用户的评分作为输入，输出个性化推荐的 ３ 首

歌曲如图 ４ 所示．

图 ４　 个性化推荐结果

Ｆｉｇ ４　 Ｔｈｅ ｒｅｓｕｌｔ ｏｆ ｐｅｒｓｏｎａｌｉｚｅｄ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ

４ ２ ２　 验证结果的准确性

除了验证系统的有效性之外，还需进行对比实

验以验证实验结果的准确性．这里给出 ３ 种对比环

境，这 ３ 种环境也能充分代表目前常见的几种音乐

推荐系统：
１）环境 １：本系统，即基于音频特征与歌词信息

的多模态音乐推荐系统；
２）环境 ２：只基于音频特征的单模态音乐推荐

系统；
３）环境 ３：不采用任何音乐内容特征，传统的协

同过滤推荐系统．
选用误差平方和（ＳＳＥ）作为结果准确性的判断

标准．ＳＳＥ 计算的是拟合数据和原始数据对应点的误

差的平方和，ＳＳＥ 越接近于 ０，说明模型选择和拟合

更好，数据预测也越成功．
选取 ４０ 位用户中任意 １ 位作为目标用户，将该

用户的“用户 评分”向量中部分真实评分删除，并分

别在 ３ 种不同对比环境下预测该用户的得分，计算

被删除的真实评分与预测得分之间的 ＳＳＥ，结果如

图 ５ 所示．

４７
龚志，等．基于多模态的音乐推荐系统．

ＧＯＮＧ Ｚｈｉ，ｅｔ ａｌ．Ａ ｍｕｓｉｃ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｓｙｓｔｅｍ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ⁃ｍｏｄａｌ ｆｕｓｉｏｎ．



图 ５　 预测得分与真实评分的差异 ＳＳＥ
Ｆｉｇ ５　 ＳＳＥ ｂｅｔｗｅｅｎ ｐｒｅｄｉｃｔｅｄ ｓｃｏｒｅ ａｎｄ ｒｅａｌ ｓｃｏｒｅ

通过图 ５ 可以证实多模态音乐推荐系统与真实

数据的拟合度最高，其次是单模态系统，而传统的协

同过滤拟合度最低，这一结论也充分验证了多模态

音乐推荐系统准确性较高．
图 ６ 为不同环境下用户的真实评分与预测得分

曲线．为使折线图更加直观易读，这里随机挑选 ５００
首歌中的 １５ 首来作图．

图 ６　 不同环境下用户的真实评分与预测得分

Ｆｉｇ ６　 Ｒｅａｌ ｓｃｏｒｅ ａｎｄ ｐｒｅｄｉｃｔｅｄ ｓｃｏｒｅ
ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｅｎｖｉｒｏｎｍｅｎｔｓ

图 ７ 则分别计算了 ３ 种环境下，真实评分与预

测得分的偏差．

图 ７　 不同环境下预测得分与真实评分的偏差

Ｆｉｇ ７　 Ｄｉｆｆｅｒｅｎｃｅｓ ｂｅｔｗｅｅｎ ｐｒｅｄｉｃｔｅｄ ｓｃｏｒｅ ａｎｄ
ｒｅａｌ ｓｃｏｒｅ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｅｎｖｉｒｏｎｍｅｎｔｓ

从图 ６ 中可以看出虚线代表的多模态推荐系统

下的预测得分与真实评分最为拟合，单模态系统次

之，传统协同过滤效果最差；从图 ７ 可以看出多模态

推荐系统下的预测得分偏差最小，也最接近 ０．
综上所述，基于音频特征与歌词信息的多模态

音乐推荐系统无论从有效性方面还是从准确性方面

来说，都要比目前常见的几种音乐推荐系统效果

更好．

５　 结论与未来工作展望

文中描述了一个将音乐的音频特征和歌词信息

经过多模态融合的音乐推荐系统，应用 ＬＤＡ 模型来

处理歌词信息．对于多模态融合方法的问题，使用了

ＥＦＦＣ 融合方法，并建立了多模态音乐数据库．将用

户兴趣模型通过 ＬＳＴＭ 神经网络进一步得到用户的

实时兴趣模型，以此作为用户聚类的基础．在与传统

协同过滤推荐方法相对比后发现，该方法的准确率

确有一定程度的提高，并在最后充分验证了该方法

的有效性和准确性．今后，将把研究重点放在如何把

用户的情感信息作为推荐系统的另一极，根据用户

的情感进一步筛选个性化推荐的结果．
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