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融合无人机 ＬｉＤＡＲ 和高分辨率光学
影像的点云分类方法

摘要
点云分类是激光点云数据处理的重要环节，探索

自动、高效、高精度的点云分类方法具有重要意义．通
过分析同机获取的 ＬｉＤＡＲ 点云与高分辨率光学影像
的特点，提出了融合无人机 ＬｉＤＡＲ 与高分辨率光学影
像的点云分类方法．首先将 ＬｉＤＡＲ 点云投影到二维平
面并构建不规则三角网模型，然后寻找同名点对完成
与光学影像的配准与融合，进而将光学影像的光谱信
息赋予无人机 ＬｉＤＡＲ 点云，接着从光学影像上提取光
谱特征、从 ＬｉＤＡＲ 点云上提取多尺度几何特征构建分
类特征集，进一步通过 ＣＦＳ 特征选择算法实现特征集
的降维，最后运用随机森林分类算法实现点云分类．实
验结果表明，本文分类方法的总体精度可达 ８９ ５％，
Ｋａｐｐａ 系数为 ０ ８４４，与未经特征选择的分类结果相比
精度提高了 １ １ 个百分点，与单纯依靠 ＬｉＤＡＲ 或者光
学影像的分类相比，精度分别提高了 ５ ４ 和 １４ ９ 个百
分点．本文方法不仅有效避免了基于点云属性内插构
建新的图像融合方式带来的计算误差，同时解决了单
尺度下构建几何特征时难以确定最优空间分析尺度
的问题，并且对特征集进行优化选择从而有效提高了
数据处理的效率．
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０　 引言

　 　 机载 ＬｉＤＡＲ 是一种主动式对地观测系统，能快速获取大范围高

密度、高精度的地表三维空间信息，可提供地物的激光反射强度信

息，已在城市三维建模、数字高程模型构建、林业调查、电力选线巡线

等方面得到了广泛应用［１⁃２］，而点云分类则是这些应用的首要任务．点
云分类方法可归纳为三种：一是针对特定的目标定义一套规则，然后

基于规则进行目标点云的提取，如道路［３⁃４］、建筑物［５］、电力线［６⁃７］ 等；
二是通过机器学习方法进行监督分类，如土地覆盖［８］、城市场景分

类［９］等；第三就是对前两种方法进行组合．首先基于目标识别与提取

的方法减少分类目标数量，然后再进行监督分类，例如先对点云进行

地形滤波再进行地物分类［１０⁃１１］ ．ＬｉＤＡＲ 数据虽然在描述地物的空间几

何形态方面有着明显的优势，但由于点集离散，导致特征不明显，地
物边界识别困难．因此，仅仅利用 ＬｉＤＡＲ 数据实现自动精确的地物分

类具有难度［１２］；另一方面，光学影像数据虽然缺少高程信息，但可提

供丰富的地物纹理和光谱信息．因此针对这两种数据源的优缺点，将
两种数据源融合以弥补各自的缺陷从而实现高精度分类是点云分类

的重要研究方向之一［１３］ ．
在融合影像与激光雷达点云进行点云分类中，不少学者采取先

将点云数据内插生成 ＤＳＭ，然后提取点或线特征与影像数据进行配

准融合，再采用基于像元的图像处理方法进行分类［１４⁃１７］ ．该方法无法

克服点云内插所带来的误差影响，而且将点云的三维空间信息转为

二维平面图像后提取的几何特征参数会有信息损失．此外，对于从遥

感图像上提取的分类特征如果不进行优化，会造成特征的冗余甚至

减弱特征集的分类能力．有学者在特征融合过程中，考虑了在三维空

间上下文环境中构建几何特征参数，但仅限于单个空间分析尺度，而
且对于空间分析尺度的选择主要依靠多次尝试的经验方法来确

定［１８⁃１９］，缺乏通用性且自适应性较弱．有学者采用面向对象的分类思

想将 ＬｉＤＡＲ 点云和影像数据配准融合后进行多尺度分割，然后根据

对象提取分类特征变量，这样可减少对空间分析尺度的依赖，但图像

分割的参数设置具有主观性， 从而影响分类算法的性能和效

果［１０，２０⁃２３］ ．　 　 　 　



　 　 针对上述现有研究的不足，本文提出一种融合

机载 ＬｉＤＡＲ 点云与高分辨率光学影像数据的点云

分类方法．该方法通过将影像的光谱信息融合到点

云属性内，然后基于三维空间上下文提取多尺度的

几何特征，基于影像光谱提取光谱特征，共同构建分

类特 征 集， 然 后 使 用 机 器 学 习 领 域 的 ＣＦＳ
（Ｃｏｒｒｅｌａｔｉｏｎ ｂａｓｅｄ Ｆｅａｔｕｒｅ Ｓｅｌｅｃｔｏｒ）特征选择算法对

特征集进行优化，最后采用随机森林分类算法进行

点云分类．本文方法可有效避免基于点云内插进行

融合所带来的误差影响，并通过构建多尺度几何特

征减少了对最佳空间分析尺度的依赖，最后通过特

征选择进一步提高分类特征集的预测能力，实现提

高计算效率的同时有效提高点云分类精度．

１　 数据与方法

研究区域位于新疆石河子市与沙湾县的交界处

大榆树村附近（８５°５３′４７″Ｅ，４４°２４′４７″ Ｎ），如图 １ 所

示．实验区内地势总体上南高北低，地形坡度小于

２０°，主要以农作物为主．数据获取时间为 ２０１６ 年 ６
月 ２３ 日．由于实验时间正好处于农作物生长茂盛时

期，因此农作物的叶面积指数较高，在影像上非常容

易识别．

１ １　 数据获取与处理

１ １ １　 ＬｉＤＡＲ 数据

ＬｉＤＡＲ 数据是利用瑞士生产的 Ｓｃｏｕｔ⁃Ｂ１００ 无人

直升机搭载的激光扫描系统 Ｒｉｇｅｌ ＶＵＸ⁃１ＬＲ 获得的．
该扫描系统在获取地物三维坐标信息的同时可获得

激光反射强度、扫描角、回波次数等信息．为使激光

点云数据具有较高的密度满足制图需要，实验中设

置无人机飞行的高度为 ３０ ｍ，飞行速度为 ５ ｍ ／ ｓ，扫
描频率为 ５５０ ｋＨｚ，扫描视场角为 １１０°．由于飞行姿

态有偏差导致边缘点稀疏不齐，经扫描角过滤后得

到有效范围大约为 １０ ０００ ｍ２的 ３ ８８９ ３８４ 个激光点

数据（图 ２），点云密度为 ３００ ～ ６００ ｐｔｓ ／ ｍ２，数据获取

当天晴朗无（少）云．激光扫描仪系统经校准后的测

绘精度为 １５ ｍｍ，满足本研究的需求．

图 １　 实验区地理位置

Ｆｉｇ １　 Ｔｈｅ ｇｅｏｇｒａｐｈｉｃ ｌｏｃａｔｉｏｎ ｏｆ ｔｈｅ ｓｔｕｄｙ ａｒｅａ

图 ２　 实验区获取的 ＬｉＤＡＲ 点云数据
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１ １ ２　 光学影像数据

光学影像数据是由与激光扫描系统同机搭载的

Ｓｏｎｙ Ａ６０００ 数码相机获得，包含红、绿、蓝 ３ 个波段

的灰度信息，单张影像大小为 ４ ０００×６ ０００ 像元，空
间分辨率约为 ７ ｍｍ．运用瑞士 Ｐｉｘ４Ｄ 公司生产的

Ｐｉｘ４Ｄ Ｍａｐｐｅｒ 软件对获得的所有影像数据进行拼接

和正射校正得到实验区的正射影像数据．为提高数

据处理效率，对研究区外的影像进行了裁剪（图略）．
根据地物的空间形态差异以及影像上所能清楚辨别

的地物类型，本文将研究区内的地物类型分为道路、
汽车、土壤、电力线、低矮植被（包括路边灌木和农作

物）、高大植被 ６ 种．本文的技术路线如图 ３ 所示．

图 ３　 本文的技术路线

Ｆｉｇ ３　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ

１ ２　 数据预处理与融合分析

１ ２ １　 ＬｉＤＡＲ 点云预处理

ＬｉＤＡＲ 点云数据存在许多由于激光脉冲的折射

或者多路径效应所引起的噪声点数据，可直接交互

式删除；另外，点云中也存在少量的高程粗差点，通
过设置合适的搜索半径阈值 Ｒ ，逐个计算当前搜索

点的高程与该点所在半径 Ｒ 内的邻域点的高程平均

值的差值，然后按照差值不超过 ３σ 原则将粗差点进

行识别并予以删除．
１ ２ ２　 影像与点云数据的配准融合

由于 ＬｉＤＡＲ 和光学影像数据是同机获取的，因
此两数据源的外方位元素相同，并且两者的地理坐

标系也一致，配准的实现相对容易．先将点云数据和

影像投影到同一平面坐标系下，接着对点云数据插

值生成不规则三角网（ＴＩＮ），并依据同名点在点云

数据和影像数据之间建立仿射变换关系，从而实现

点云与影像数据的配准．点云和影像上提取的同名

点对配准过程中涉及到的仿射变换模型［２３］为
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式中， （Ｘ ｉ
Ｃ，Ｙｉ

Ｃ） 和（Ｘ ｉ
Ｉ，Ｙｉ

Ｉ） 分别代表点云和影像上

的第 ｉ 对同名点的 ｘ，ｙ 坐标， ａ１，ｂ１，ｃ１，ａ２，ｂ２，ｃ２ 分别

是仿射变换系数，可通过选取 ６ 对以上的同名点对

进行最小二乘求解得到．
经配准后，点云与影像的仿射变换关系就确定

了，进而可将影像与点云进行融合．假设点云中的某

一点 ｐ 在投影平面上的坐标为 （ｘ，ｙ） ，则 ｐ 点在影

像上的像素坐标为

ｐｒｏｗ ＝ ｉｎｔ （ｘ － Ｉｘ，ｍｉｎ） ／ ｘｓｉｚｅ[ ] ，
ｐｃｏｌ ＝ ｉｎｔ （ｙ － Ｉｙ，ｍｉｎ） ／ ｙｓｉｚｅ[ ] ，{ （２）

式中 ｐｒｏｗ 和 ｐｃｏｌ 分别代表点 ｐ对应于影像像素坐标系

下的行列号， Ｉｘ，ｍｉｎ 和 Ｉｙ，ｍｉｎ 分别表示影像的左下角所

对应的投影坐标值， ｘｓｉｚｅ 和 ｙｓｉｚｅ 分别代表影像在横向

和纵向的分辨率．得到该点在影像上的位置后，将影

像上对应位置处的像素的 ＲＧＢ 值赋给点 ｐ ，由于点

云的密度小于像素密度，因而不会出现多个像素的

值赋给同一个点的现象．经过融合后，点云数据的属

性由四维 （ｘ，ｙ，ｚ，ｉ） 增加到七维 （ｘ，ｙ，ｚ，ｉ，Ｒ，Ｇ，
Ｂ） ，其中 ｉ 是点云的激光反射强度信息．

１ ３　 分类特征集的构建

１ ３ １　 光谱特征提取

光学影像具有丰富的地物光谱信息，不同地物

的特征光谱会有较大差异，因此原始的波段光谱反

射信息可作为光谱特征．激光扫描仪发射的激光脉

冲具有特定的波长信息，因此 ＬｉＤＡＲ 数据中的激光

反射强度也是一种光谱特征．除了光谱特征外，波段

之间的组合与运算产生的新的特征变量也可作为反

映地物差异的特征参数．
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从可见光波段之间的标准差运算得到的图像可

以看出（图 ４），道路的可见光光谱标准差值很小，土
壤次之，而植被则较大．因此，本文将红绿蓝波段的

标准差作为光谱类特征．ＮＤＶＩ（Ｎｏｒｍａｌｉｚｅｄ Ｄｉｆｆｅｒｅｎｃｅ
Ｖｅｇｅｔａｔｉｏｎ Ｉｎｄｅｘ）是一种识别植被与非植被类型的

光谱特征参数［２５］ ．对于可见光波段，也有类似的波段

指数，如红绿植被指数 ＧＲＶＩ（Ｇｒｅｅｎ⁃Ｒｅｄ Ｖｅｇｅｔａｔｉｏｎ
Ｉｎｄｅｘ，ＩＧＲＶ） ［１４］、归一化绿蓝植被指数 ＮＧＢＤＩ（Ｎｏｒ⁃
ｍａｌｉｚｅｄ Ｇｒｅｅｎ⁃Ｂｌｕｅ Ｄｉｆｆｅｒｅｎｃｅ Ｉｎｄｅｘ， ＩＮＧＢＤ） ［２６］，本文

选取以下 ３ 种归一化差值类的光谱特征参数：

ＩＧＲＶ ＝ Ｇ － Ｒ
Ｇ ＋ Ｒ

，　 ＩＮＧＢＤ ＝ Ｇ － Ｂ
Ｇ ＋ Ｂ

，　 ＩＮＲＢＤ ＝ Ｒ － Ｂ
Ｒ ＋ Ｂ

， （３）

式中 Ｒ，Ｇ，Ｂ 分别表示可见光影像的红绿蓝波段的

灰度值．

图 ４　 多光谱影像上提取的光谱特征图像

Ｆｉｇ ４　 Ｓｐｅｃｔｒａｌ ｆｅａｔｕｒｅｓ ｅｘｔｒａｃｔｅｄ ｆｒｏｍ ｍｕｌｔｉｓｐｅｃｔｒａｌ ｉｍａｇｅｓ

１ ３ ２　 几何特征提取

激光雷达点云数据包含了地物的三维几何信

息，而地理空间中的点与邻域（或上下文）之间的空

间相对位置关系能反映地物的几何特征差异．本文

对搜索点的邻域定义如下：除搜索点外落在以搜索

点为中心、半径为 Ｒ 的球体内部及边界的点．具体的

几何特征参数包括三类：表面相关特征、高程相关特

征、空间分布相关特征．

１）表面相关特征

该类特征包括粗糙度（ Ｎ ），指搜索点到由邻域

点所拟合的平面的距离，不同地物类型（如道路和土

壤）的表面粗糙度存在较大差异．
２）高程相关特征

该类特征包括高程差（ Δｈ ） 以及高程标准差

（ δ ）．为了避免地形坡度带来的影响，在计算高程差

的时候，本文采用的高程是用邻域内的点所拟合出

的平面作为基准，然后取邻域内的点到该平面的最

大距离与最小距离之差作为高程差．
３）空间分布特征

主要包括各向异性指数（ Ａλ ）、线性指数（Ｌλ）、
平面性指数（ Ｐλ ）、球度性指数（ Ｓλ ） ［１９］ ．对包括搜

索点在内的邻域点集的三维坐标进行主成分变换，
得到对应的 ３ 个主成分系数 μ１，μ２，μ３（μ１ ≥ μ２ ≥
μ３） ，再对这 ３ 个主成分系数进行归一化：

λ ｉ ＝ μｉ ／∑
３

ｉ ＝ １
μｉ ， （４）

式中， λ１，λ２，λ３ 描述了搜索点所在的邻域点集服从

一维、二维、三维空间分布的度量［２７］ ．如果 λ１ →１，则
说明搜索点所在的邻域点在空间上呈现出线状分布

特征（图 ５ａ）；如果 λ１ 与 λ２ 的值可比拟且 λ１ ＋ λ２ →
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图 ５　 三维空间中邻域点的空间分布特征

Ｆｉｇ ５　 Ｓｐａｔｉａｌ ｄｉｓｔｒｉｂｕｔｉｏｎ ｆｅａｔｕｒｅｓ ｅｘｔｒａｃｔｅｄ ｆｒｏｍ ｔｈｅ ｎｅｉｇｈｂｏｒｈｏｏｄ ｐｏｉｎｔｓ ｉｎ ３Ｄ ｓｐａｃｅ，
（ａ） ｌｉｎｅ ｄｉｓｔｒｉｂｕｔｉｏｎ，（ｂ） ｓｕｒｆａｃｅ ｄｉｓｔｒｉｂｕｔｉｏｎ，ａｎｄ （ｃ） ｖｏｌｕｍｅ ｄｉｓｔｒｉｂｕｔｉｏｎ

１ ，则说明搜索点所在的邻域点在空间上呈现出面

状分布特征（图 ５ｂ）；如果 λ１ 与 λ２，λ３ 的值均可比

拟，则说明搜索点所在的邻域点在空间上呈现体状

分布特征（图 ５ｃ）．由此得到：
Ａλ ＝ （λ１ － λ３） ／ λ１，
Ｐλ ＝ （λ２ － λ３） ／ λ１，
Ｓλ ＝ λ３ ／ λ１，
Ｌλ ＝ （λ１ － λ２） ／ λ１ ．

ì

î

í

ï
ïï

ï
ïï

（５）

１ ３ ３　 多尺度特征的表达

搜索半径 Ｒ 对应一个邻域空间，该邻域空间决

定了几何特征的分析范围，因此搜索半径 Ｒ 也称为

空间分析尺度．通过不断调整空间分析尺度的大小，
分别计算对应分析尺度下的几何特征参数值，可得

到一个特征向量，该向量就是描述当前搜索点与邻

域点空间几何关系的一个多尺度几何特征向量．本
文根据地物对象的几何特征，设定 ９ 个空间分析尺

度，搜索范围为 ０．２～１．０ ｍ，步长为 ０．１ ｍ．
通过将提取的光谱特征与几何特征进行配准融

合，最终本研究使用的分类特征集包含 １７ 个特征，
表示 为： ｆｖ ＝ ［Ｒ，Ｇ，Ｂ，Ｉ，ｄＲＧＢ，ＩＧＲＶ，ＩＮＧＢＤ，ＩＮＲＢＤ；Ｎ，
Δｈ，δ，λ １，λ ２，Ａλ，Ｌλ，Ｐλ，Ｓλ］ Ｔ ．

１ ４　 特征选择

特征选择的目的是从特征集中选择一个能够有

效识别目标的最小特征子集［２８］，以降低特征空间的

维数，包括特征子集搜索和特征子集评价 ２ 个过程．
本文采用贪心搜索策略，即初始的候选特征子集均

为空，然后逐步添加能使得当前候选特征子集的类

预测能力达到最大的特征变量，逐步扩充候选特征

子集，最后再从中选择类预测能力最大的候选特征

集作为最优特征子集． 特征子集评价则是采用

Ｈａｌｌ［２９］的 ＣＦＳ 特征子集评价准则，该特征评价准则

的定义为

Ｍｅｒｉｔ ＝
ｋ ｒｃｆ

ｋ ＋ ｋ（ｋ － １） ｒｆｆ
， （６）

式中 Ｍｅｒｉｔ度量了包含 ｋ 个特征变量的特征子集的类

别预测能力， ｒｃｆ 表示特征子集与类别属性之间的相

关系数均值， ｒｆｆ 则表示特征子集之间的相关系数均

值．该式的分子代表了特征子集的类预测能力，而分

母则代表了特征子集的冗余程度．Ｍｅｒｉｔ的值越大，则
当前特征子集对分类的贡献程度也越大．特征变量

之间的相关性则是由 Ｐｅａｒｓｏｎ 相关系数来确定：

ｃｏｒｒ（Ｘ，Ｙ） ＝
∑

ｎ

ｉ ＝ １
（Ｘｉ － Ｘ）（Ｙｉ － Ｙ）

∑
ｍ

ｉ ＝ １
（Ｘｉ － Ｘ）２ ∑

ｍ

ｉ ＝ １
（Ｙｉ － Ｙ）２

， （７）

式中 Ｘ 和 Ｙ 是待分析变量，可以同为特征变量，也可

为特征变量和类别变量， Ｘ 和 Ｙ 表示所有样本在 Ｘ
和 Ｙ 变量上的均值， ｎ 是样本数．

１ ５　 随机森林分类

１ ５ １　 分类原理

随机森林是一种组合分类算法，具有很好的抗

噪声、泛化能力［３０⁃３１］，其基本组成是分类回归树

（Ｃｌａｓｓｉｆｉｃａｔｉｏｎ Ａｎｄ Ｒｅｇｒｅｓｓｉｏｎ Ｔｒｅｅ，ＣＡＲＴ）．具体的分

类步骤为：首先基于 Ｂａｇｇｉｎｇ 抽样技术从训练样本中

有放回的随机选择 Ｎ 个样本数据、有放回的随机选

择 Ｍ 个特征变量构建 ｂａｇ，并为每个 ｂａｇ 构建一棵

ＣＡＲＴ，由此产生 Ｔ 棵 ＣＡＲＴ 组成的森林．一棵完整的

６０１
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ＣＡＲＴ 树包括节点、分支和叶子结点三部分，节点包

括根节点和内节点．分类回归树仅有一个根节点，根
节点存储的是抽样得到的训练样本数据，从根节点

开始按照最小不纯度原则选择特征变量进行分裂，
生成内节点．本文使用的不纯度指标为基尼系数 Ｇ．
如果当前节点 ｐ的样本数据包含 ｍ个类别，第 ｉ个类

别的样本数比例为 ｐｉ ，则该节点 ｐ 的基尼系数值为

Ｇ（ｐ） ＝ １ － ∑
ｍ

ｉ ＝ １
ｐ２
ｉ ． （８）

选择能使分裂前后节点的基尼系数下降量达到

最大的特征变量进行分裂．假设当前选择的特征变

量为 ｆ ，分裂点为 ｋ ，则该节点分裂前后的基尼系数

下降量为

ΔＧ（ｋ） ＝ Ｇ（ｐ） － （１ － ｑ） ×
　 　 Ｇ（ ｆ ＜ ｋ） － ｑ × Ｇ（ ｆ ＞ ｋ） ， （９）

式中， Ｇ（ ｆ ＜ ｋ） 表示节点 ｐ的特征变量 ｆ小于 ｋ的样

本数据的基尼系数， ｑ 表示节点 ｐ 的特征变量 ｆ 小于

ｋ 的样本个数所占比例，而 Ｇ（ ｆ ＞ ｋ） 则表示节点 ｐ
的特征变量 ｆ 大于 ｋ 的样本数据的基尼系数．选择使

得 ΔＧ 取最大且大于 ０ 的 ｋ 值作为分裂点，从而实现

子节点的生成，如此递归的执行特征变量的选择和

节点的分裂，最终达到树的最大分解深度，从而得到

一系列具有相同类别属性的叶子结点．在分类阶段，
每棵 ＣＡＲＴ 都对待分类样本进行一次投票，最后将

得票数最多的类别属性赋给待分样本，从而实现随

机森林分类．随机森林的分类效果取决于两个因素：
ＣＡＲＴ 之间的相关性和每棵 ＣＡＲＴ 自身的分类能力．
ＣＡＲＴ 之间的相关性越高，分类误差率就越大；ＣＡＲＴ
自身的分类能力越强，分类误差就越小［３０］ ．
１ ５ ２　 特征变量的贡献度

随机森林算法除了可用来分类外，也可对特征

变量的重要性进行评价．基于 Ｂａｇｇｉｎｇ 抽样技术选择

一部分作为训练样本的同时，剩下的样本就作为测

试数据用于计算当前训练样本下的随机森林模型分

类精度，通过比较某个特征变量剔除前后随机森林

分类精度的下降量，就可以对特征的分类贡献度进

行评价．如果失去某个特征变量后，分类精度的下降

量越大，则说明该特征变量越重要．

１ ６　 计算优化策略

ＬｉＤＡＲ 数据的点数量一般达到百万量级，这种

数据量对于计算机的计算性能提出了较高要求．为
提高计算机的处理效率，本文对训练样本和待分类

样本均进行了抽稀处理，但为确保在较小分析尺度

下不因采样导致空间点间距过大使得邻域点数量过

低，在确定样本点（包括训练样本点和待分类样本

点）的邻域点时是以整个去噪后的点云为背景进行

搜索得到的．抽稀点云分类完成后，基于空间最近邻

插值的原理对去噪后点云中的每个未知类别点搜寻

与之距离最近的抽稀点云样本点，并将类别属性赋

予该未知点，从而完成点云分类．

１ ７　 精度评价方法

结合高分辨率光学影像信息对待分类点云样本

进行人工分类并作为参考数据，然后运用本文的 ４
种分类策略逐一进行自动分类．采用类似于遥感影

像的分类评价方法评价点云的分类效果，即评用总

体精度（Ｏｖｅｒａｌｌ Ａｃｃｕｒａｃｙ，ＯＡ）和 Ｋａｐｐａ 系数 ２ 个指

标对不同分类策略的分类结果进行比较：

ＡＯ ＝
∑

ｎ

ｉ ＝ １
ｎｉｉ

Ｎ
× １００％ ， （１０）

Ｋａｐｐａ ＝
Ｎ∑

ｎ

ｉ ＝ １
ｎｉｉ － ∑

ｎ

ｉ ＝ １
ｎｉ． ｎ ．ｉ

Ｎ × Ｎ － ∑
ｎ

ｉ ＝ １
ｎｉ． ｎ ．ｉ

， （１１）

式（１０）、式（１１）中 Ｎ 是样本总数， ｎｉｉ 代表模型的预

测结果与参考分类结果均为第 ｉ 类的样本数量， ｎｉ．

表示参考分类结果为第 ｉ 类的样本总数， ｎ ．ｉ 则代表

模型预测结果为第 ｉ 类的样本总数．ＯＡ 的值越高，表
明正确分类的样本数所占的比例越大，整体分类效

果也就越好；Ｋａｐｐａ 系数则是表征实际分类结果与

预测分类结果的一致性大小，其值越高，分类的一致

性越好．

２　 实验结果与分析

２ １　 ＣＦＳ 特征选择结果

图 ６ 表达的是特征子集大小与 ＣＦＳ 评价指标

Ｍｅｒｉｔ之间的变化关系．结果表明，随着特征子集大小

的增加，Ｍｅｒｉｔ值会呈现出先增加后减小的趋势．这是

因为，最初的特征子集添加的是具有较强类别预测

能力的特征，从而使得特征子集的预测能力逐渐增

加，当最具分类预测能力的特征添加完全后，特征子

集的预测能力也就达到最大化，此时再继续增加特

征变量则会由于特征子集内部的冗余度增大而导致

特征子集的预测能力降低．
表 １ 是经过特征选择以后所保留的特征变量，

包含 ７ 个光谱特征和 ３３ 个几何特征．在优化的特征
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图 ６　 特征子集大小与分类预测能力关系

Ｆｉｇ ６　 Ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｐｒｅｄｉｃｔｉｖｅ ａｂｉｌｉｔｙ ａｎｄ ｆｅａｔｕｒｅ ｓｅｔ ｓｉｚｅ

集中，红绿蓝波段的标准差被剔除；几何特征中的

λ ２ 被剔除，可能是该特征与其他特征之间的相关性

较高，因为 λ ２ 表征当前点与邻域内的点服从空间二

维分布的程度，而 Ｐλ 本身也具有该含义．经过特征

变量选择后，分类特征减小了近一半，有效减少了后

续分类所需要处理的数据量．

表 １　 分类特征集的构成

Ｔａｂｌｅ １　 Ｃｏｍｐｏｎｅｎｔ ｏｆ ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｆｅａｔｕｒｅ ｓｅｔ

特征类型 特征参数 分析尺度 ／ ｍ

光谱特征

Ｉｎｔｅｎｓｉｔｙ

Ｒｅｄ

Ｇｒｅｅｎ

Ｂｌｕｅ

ＧＲＶＩ

ＮＧＢＤＩ

ＮＲＢＤＩ

几何特征

Ｎ ０．４，１．０
λ１ ０．９

Δｈ ０．３，０．７，０．８，０．９，１．０

δ ０．２，０．３，０．９，１．０
Ａλ ０．２，０．４，０．９，１．０
Ｓλ ０．２，０．４，０．５，０．７，０．８，０．９，１．０
Ｐλ ０．８，１．０
Ｌλ ０．３，０．４，０．５，０．６，０．７，０．８，０．９，１．０

２ ２　 点云分类结果

经过特征选择处理后，采用 Ｈａｌｌ 等［３２］ 提出的随

机森林算法软件对训练样本构建随机森林分类器．
实验中设置 Ｎ 值为训练样本总数的 ８０％，Ｍ 值为特

征总数的平方根，分类回归树的棵数为 ２００．图 ７ 是

结合不同的分类策略对待分样本分类的结果，其中

图 ７ａ 是本文方法的分类结果，图 ７ｅ 是参考分类结

果．总体上看本文的分类效果较为满意．与其他分类

策略相比，本文的分类方法产生的噪声点非常少（图
７ａ、图 ７ｄ），路上的汽车错分现象相对较轻（图 ７ａ、图
７ｃ），对道路、电力线、土壤和低矮植被的辨识力也很

高，不足之处在于地物类型混合区域（尤其是低矮植

被和高大植被之间）容易产生混淆，一方面激光点打

在高大植被的冠层表面时，有部分点会穿过空隙或

者从叶子边缘打到地面或土壤上，增加分类的不确

定性，二是低矮植被和高大植被之间的几何形态存

在相似性，比如叶子的平面性，会给分类带来挑战．
另外地物类型的混合会导致几何特征的差异降低，
影响分类结果．

２ ３　 精度评价与对比

表 ２ 是上述 ４ 种不同策略的分类结果所对应的

分类混淆矩阵．从表 ２ 中可以得知，融合 ＬｉＤＡＲ 和光

学影像数据并经过特征选择后的分类精度比未经过

特征选择直接得到的分类精度提高 １ １ 个百分点，
比单独使用 ＬｉＤＡＲ 数据的分类精度提高 ５ ４ 个百分

点，比单独使用光学影像数据的分类精度提高 １４ ９
个百分点，而对应的 Ｋａｐｐａ 系数则分别提高 ０．０１、
０ ０７８ 和 ０ ２１４．相比于未经过特征选择而言，特征选

择后能有效提高汽车、电力线、土壤、低矮植被三类

的用户精度，以及电力线、土壤和高大植被三类的产

品精度；相比于只使用 ＬｉＤＡＲ 数据而言，除电力线

的产品精度和高大植被的用户精度稍不如外，其他

方面都得到了极大的提高；相比于只使用光学影像

而言，除道路的产品精度和汽车的用户精度稍不如

外，其他方面都有大幅度的提高．

３　 问题与讨论

３ １　 空间分析尺度对分类结果的影响

为了定量比较空间分析尺度对分类结果的影响

程度，考虑到特征选择后分析尺度的不连续性问题，
本研究以融合光学影像和 ＬｉＤＡＲ 数据并将所有特

征变量均参与分类的分类策略为基础，分别在单尺

度和多尺度下构建几何特征参数．实验过程中保持

特征变量除了尺度其他条件均不变，并分别对训练

样本和待分样本进行实验，对训练样本的精度评价

则是通过将训练样本按照 ７０％的分割比例将其的

７０％作为训练集，余下的部分作为检验样本以此评

估训练样本的分类精度，最后的实验结果如表 ３
所示．

８０１
高仁强，等．融合无人机 ＬｉＤＡＲ 和高分辨率光学影像的点云分类方法．
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图 ７　 不同分类策略下的分类结果对比

Ｆｉｇ ７　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍａｐｓ ｄｅｒｉｖｅｄ ｆｒｏｍ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｓｔｒａｔｅｇｉｅｓ，（ａ） ｆｕｓｉｎｇ ＬｉＤＡＲ ａｎｄ ｏｐｔｉｃａｌ ｉｍａｇｅ
ｗｉｔｈ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ；（ｂ） ｆｕｓｉｎｇ ＬｉＤＡＲ ａｎｄ ｏｐｔｉｃａｌ ｉｍａｇｅ ｗｉｔｈｏｕｔ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ；（ｃ） ｏｎｌｙ ＬｉＤＡＲ ｕｓｅｄ ｗｉｔｈ

ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ；（ｄ） ｏｎｌｙ ｏｐｔｉｃａｌ ｉｍａｇｅ ｕｓｅｄ ｗｉｔｈ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ；（ｅ） ｒｅｆｅｒｅｎｃｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

表 ２　 不同组合策略下的分类精度评价对比

Ｔａｂｌｅ ２　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｓｔｒａｔｅｇｉｅｓ ％

ＬｉＤＡＲ＋ｉｍａｇｅ＋ｆｓ ＬｉＤＡＲ＋ｉｍａｇｅ＋ａｌｌ ＬｉＤＡＲ＋ｆｓ ｉｍａｇｅ＋ｆｓ

生产者精度 用户精度 生产者精度 用户精度 生产者精度 用户精度 生产者精度 用户精度

道路 ８４．４ ９７．６ ８６．２ ９７．８ ８２．４ ９８．１ ８５．４ ８８．８
汽车 ９７．８ ７３．６ ９８．２ ４６．０ ９５．７ ２５．５ ９６．１ ８６．９

电力线 ９８．２ ７３．９ ９７．８ ７１．８ ９８．７ ７１．９ ６０．８ ２９．８
土壤 ９１．３ ８８．７ ８７．０ ８８．６ ８０．９ ８８．２ ６３．６ ７８．１

低矮植被 ９３．４ ９１．９ ９４．２ ９０．８ ９３．４ ９０．５ ８２．６ ８０．９
高大植被 ６３．２ ７３．３ ５０．９ ８０．４ ３８．３ ７９．１ ４８．４ ３１．２
ＯＡ ／ ％ ８９．５ ８８．４ ８４．１ ７４．６
Ｋａｐｐａ ０．８４４ ０．８３４ ０．７６６ ０．６３０

注：ＬｉＤＡＲ＋ｉｍａｇｅ＋ｆｓ：融合 ＬｉＤＡＲ 和光学影像并经过特征选择后的分类策略；ＬｉＤＡＲ＋ｉｍａｇｅ＋ａｌｌ：融合 ＬｉＤＡＲ 和光学影像并使用全部特征的分类
策略；ＬｉＤＡＲ＋ｆｓ：仅使用 ＬｉＤＡＲ 数据并经过特征选择后的分类策略；ｉｍａｇｅ＋ｆｓ：仅使用光学影像数据并经过特征选择后的分类策略．

　 　 表 ３ 的结果表明，随着空间分析尺度的增大，训
练样本和测试样本的分类总体精度都在提高，但如

果将多个尺度进行组合，点云分类的总体精度就可

得到进一步提高，其中训练样本的总体精度提高了

０ ８～ ４ ８ 个百分点，待分样本的总体精度提高了

０ ４～５ ４ 个百分点．这就说明多尺度特征相比于单

尺度而言，具有更好地表达地物空间形态差异的能

力，这不仅是因为特征数量的增加而使得分类特征

集的代表性提高，更重要的是多尺度特征能克服地

物的空间异质性在单尺度下表现不明显的缺陷［２６］，
比如低矮植被和高大植被．

９０１
学报（自然科学版），２０１８，１０（１）：１０２⁃１１２
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表 ３　 单尺度与多尺度特征下的分类精度比较

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ
ｂｅｔｗｅｅｎ ｏｎｅ⁃ｓｃａｌｅ ａｎｄ ｍｕｌｔｉ⁃ｓｃａｌｅ ｆｅａｔｕｒｅｓ

尺度 ／ ｍ
训练样本 测试样本

ＯＡ ／ ％ Ｋａｐｐａ ＯＡ ／ ％ Ｋａｐｐａ

０．２ ９４．８ ０．９３８ ８３．０ ０．７６０

０．３ ９４．５ ０．９３５ ８３．１ ０．７５７

０．４ ９５．０ ０．９４１ ８３．５ ０．７６４

０．５ ９６．１ ０．９５３ ８３．９ ０．７６８

０．６ ９７．１ ０．９６５ ８４．７ ０．７７９

０．７ ９７．４ ０．９６９ ８６．３ ０．８０３

０．８ ９７．８ ０．９７４ ８７．５ ０．８１９

０．９ ９８．０ ０．９７５ ８７．７ ０．８２４

１．０ ９８．５ ０．９８２ ８８．０ ０．８１６

０．２～１．０ ９９．３ ０．９８７ ８８．４ ０．８３４

３ ２　 特征变量的贡献度比较

为定量分析在本文的分类方法下各个特征变量

对点云分类结果的贡献程度，实验中只考虑经过特

征选择后所留下的那部分特征变量，因此波段标准

差和 λ１ 将被排除在外，并且为了减少不同类别之间

因样本数的差异（如汽车和土壤）而带来的精度评

价不合理问题，本研究采取了类别均衡处理措施，即
对训练样本中的各类样本赋予不同的权重，使得各

个类别的样本计数相当（每个类别的权重 ＝实际样

本数 ／总样本数）．然后在构建随机森林模型时，选择

其中 ７０％的样本作为训练集，其余的 ３０％作为测试

集用于计算分类总体精度．通过不断地调整特征变

量的组合方式并依次计算各个特征变量剔除前后总

体分类精度的下降量，最后以总体精度下降量为纵

坐标，处理的特征变量为横坐标（ＧＲ、ＧＢ、ＲＢ 分别

表示 ＧＲＶＩ、ＮＧＢＤＩ 和 ＮＲＢＤＩ），得到图 ８ 所示的贡

献度分布．
图 ８ 结果表明，高程标准差（ δ ）、平面高程差

（ Δｈ ）及绿红植被指数（ＧＲＶＩ）对于点云分类的贡

献程度最大，其他特征的贡献程度相对比较小，但这

并不意味着其他特征就完全没意义，因为这些特征

的缺少都会造成最后的分类总体精度下降．同时也

说明实验区内的地物类型的几何特征差异主要集中

在高程标准差和平面高程差上，而光谱特征差异则

主要体现在 ＧＲＶＩ 指数上．

４　 结论

本文提出了一种新的点云分类方法，通过从光

学影像提取的光谱特征与点云数据中提取的多尺度

图 ８　 不同特征变量对分类的贡献度比较

Ｆｉｇ ８　 Ｃｏｎｔｒｉｂｕｔｉｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｆｅａｔｕｒｅｓ ｔｏ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

几何特征进行配准融合，基于 ＣＦＳ 特征选择算法对

融合后的特征集进行优化选择从而构建激光点云的

分类特征集，最后采用随机森林分类算法对点云进

行分类．精度评价的结果表明，本文提出的方法的总

体精度可达 ８９ ５％，相比于其他的分类而言，提高了

１ １～ １４ ９ 个百分点，说明本研究中融合 ＬｉＤＡＲ 和

光学影像数据的点云分类精度比单纯基于激光点云

数据的分类精度有较大提高．
此外，由于地物的空间异质性的存在，依靠单个

尺度对地物的几何形态加以描述往往不全面，且也

很难将地物的几何特征差异完全突显出来，其分类

的鲁棒性也会较差，本文通过构建多尺度的几何特

征减少了分类的误判．在实际应用中，最佳的空间分

析尺度确定会因研究区域、数据源的空间分辨率以

及地物类型的不同而不同，因此凭借经验知识和反

复尝试的策略对于自动化分类而言并不可取，而构

建多尺度的几何特征则能很好地解决此问题．
ＣＦＳ 特征选择算法不仅将原始特征集由 ８９ 下

降为 ４０，减少模型的训练时间，最终使分类精度提

高，说明特征集的预测能力取决于两个因素：特征本

身的预测能力和特征之间的相关性．寻找预测能力

强的特征并且使得特征子集之间的相关性最低，则
特征集的预测能力也会得到提高．本研究表明：高程

标准差和平面高程差是区分地物类型差异比较关键

的几何特征，而 ＧＲＶＩ 指数则是区分地物类型差异

比较关键的光谱特征．
本文的分类场景不是非常复杂，涉及的地物类

型只有 ６ 类，且实验区内的道路数量较少，没有建筑

物等人工地物，为了扩大方法的实用性，后续将针对

０１１
高仁强，等．融合无人机 ＬｉＤＡＲ 和高分辨率光学影像的点云分类方法．
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更为复杂的城市场景进行分类研究．此外，在数据源

配准融合的过程中，本文主要采用交互式的方法选

择同名点对，虽然能取得很好的效果，但是不够智能

化，后续将会探索相关的自动寻找同名点对的方法，
进一步提高分类方法的智能化水平．
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