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基于 ＫＬ⁃ＩＳＯＭＡＰ 的高光谱图像彩色可视化

摘要
标志点等距映射（Ｌ⁃ＩＳＯＭＡＰ） 作为

一种降维方法，在高光谱图像可视化中
极具潜力．针对 Ｌ⁃ＩＳＯＭＡＰ 算法标志点代
表性不足以及计算代价较高的问题，提
出了基于 Ｋ⁃ｍｅｄｏｉｄｓ 聚类算法的改进型
Ｌ⁃ＩＳＯＭＡＰ 算法 （ ＫＬ⁃ＩＳＯＭＡＰ），进而形
成可视化方法．该可视化方法由以下几
部分组成：１）通过改进型 Ｋ⁃ｍｅｄｏｉｄｓ 算法
选择标志点；２）根据相似度剔除相似像
元；３）实现剩余像元的非线性降维；４）完
成降维结果的可视化． 实验结果表明，
ＫＬ⁃ＩＳＯＭＡＰ 算法一方面有效地提高了标
志点的内在结构代表性，进而取得了更
好的可视化效果；另一方面可通过对相
似阈值的设置，加快算法的运算速度．由
此形成的可视化方法有着较好的视觉效
果、距离保持特性以及像元可分性．
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０　 引言

　 　 高光谱图像（Ｈｙｐｅｒｓｐｅｃｔｒａｌ Ｉｍａｇｅｒｙ，ＨＳＩ）不仅包含丰富的空间信

息，而且包含丰富的光谱信息．面对 ＨＳＩ 数百个波段的信息，仅凭人眼

观察显然无法直接获取有用信息，因此彩色可视化技术在现实需求

下应运而生．彩色可视化超越了以往基于灰度空间的显示方法，可将

ＨＳＩ 的丰富信息以更符合人眼视觉系统感知的方法呈现出来．因此，
近年来高光谱图像彩色可视化逐步引起国内外学者的重视．现行的彩

色可视化的主流方法是将各像元对应的高光谱向量降维至某一色彩

空间的三数值向量进行显示．
Ｊａｃｏｂｓｏｎ 等［１］提出了彩色可视化方法的一系列设计目标和度量

标准，加快了 ＨＳＩ 彩色可视化领域的发展步伐．目前，最简单的彩色显

示方法当属彩色匹配函数法（Ｃｏｌｏｒ Ｍａｔｃｈｉｎｇ Ｆｕｎｃｔｉｏｎｓ，ＣＭＦ） ［２］，该方

法虽然快速、直接，但显示效果较差．因此，通过降维实现 ＨＳＩ 彩色可

视化成为了主流方法．基于降维实现 ＨＳＩ 可视化的方法主要分为特征

选择和特征提取．特征选择通过数学变换的方法提取高光谱向量中最

重要的光谱特征，而特征提取主要分为线性和非线性 ２ 种方法．基于

线性特 征 提 取 方 法 有 主 成 分 分 析 （ ＰＣＡ ） ［３］、 独 立 成 分 分 析

（Ｉｎｄｅｐｅｎｄｅｎｔ Ｃｏｍｐｏｎｅｎｔ Ａｎａｌｙｓｉｓ，ＩＣＡ） ［４］和投影寻踪（Ｐｒｏｊｅｃｔｉｏｎ Ｐｕｒ⁃
ｓｕｉｔ，ＰＰ） ［５］ ．在很多情况下，由于各数据点在 ＨＳＩ 立方体呈稀疏分布

状态，因此利用 ＰＣＡ 等方法输出的图像往往偏暗［６］ ． ＩＣＡ 的计算速度

要远低于 ＰＣＡ，并且目前仍很难对各主成分的特征排序进行判断［７］，
而真实 ＨＳＩ 也并非 ＩＣＡ 所假设的各成分之间相互独立［７⁃８］ ．线性降维

方法需要的计算时间较短，但使用的前提是数据的各方面特性皆为

线性，这并不完全适用于 ＨＳＩ 的可视化［６］ ．非线性流形学习作为非线

性特征提取方法中的一种，通过重构 ＨＳＩ 数据内潜在的流形来提取特

征，具有较高的计算复杂度［９］ ．因为非线性结构的存在使得流形学习

更适合于 ＨＳＩ 数据［１０］，因此，本文将致力于通过流形学习实现对 ＨＳＩ
数据的彩色可视化．

目前，有许多可行的流形学习方法，诸如等距映射（ＩＳＯＭＡＰ） ［９］、
局部线性嵌入（ＬＬＥ） ［１１］、局部切线空间对齐（ＬＴＳＡ） ［１２］、拉普拉斯特

征映射（ＬＥ） ［１３］和自组织映射（ＳＯＭ） ［１４］ ．流形学习假设高维数据从一

个流形中均匀采样，并且它试图通过将原始数据集映射到预定义的

低维嵌入空间来找到潜在的流形［９］ ．在上述的方法中，ＩＳＯＭＡＰ 是全



　 　 　 　局方法的代表，因为它保留了原始数据的全局几何

特征．在应用于 ＨＳＩ 数据之前，ＩＳＯＭＡＰ 已被应用于

人脸识别、手写数字图像分类和网页图像检索．
ＩＳＯＭＡＰ 已经以多种方式应用于 ＨＳＩ 数据．

Ｂａｃｈｍａｎｎ 等使用 ＩＳＯＭＡＰ 来实现 ＨＳＩ 海洋数据的

彩色可视化［１０，１５⁃１６］ ． Ｃｈｅｎ 等１７⁃１８ 和 Ｃｒａｗｆｏｒｄ 等［１９］ 使

用 ＩＳＯＭＡＰ 来提取流形特征，以获得更准确的地物

分类结果．Ｕｔｏ 等［２０］ 研究了一组叶片的光谱分布中

的非线性等距流形，并估计了 ＨＳＩ 数据在叶片数量

上的 ｌａｍｂｅｒｔ 参数．上述人员的研究大大提高了 ＩＳＯ⁃
ＭＡＰ 对 ＨＳＩ 数据的应用．然而，ＩＳＯＭＡＰ 方法的计算

代价较大，其以 Ｏ（Ｎ３）的速率增加［９］，其中 Ｎ 为像

元数．因此，即使是处理一个较小的 ＨＳＩ 数据依旧要

耗费较长的运算时间．例如，在 Ｐｅｎｔｉｕｍ ＩＶ ３ ０６ ＧＨｚ
处理器的计算机上，ＩＳＯＭＡＰ 处理一个大小为 １００ 像

素×１００ 像素，波段数为 １１４ 的 ＰＲＯＢＥ２ 数据集的

ＣＰＵ 运行时间达到 ９２０ ｓ［１０］ ．
为了降低 ＩＳＯＭＡＰ 的计算复杂性，Ｓｉｌｖａ［２１］ 提出

了标志点等距映射（Ｌ⁃ＩＳＯＭＡＰ）．该算法从整个 ＨＳＩ
数据中随机选择一些像元作为标志点，并在每个像

元和标志点之间建立最短路径图，而不是在所有像

元之间建立最短路径图．与 ＩＳＯＭＡＰ 相比，Ｌ⁃ＩＳＯＭＡＰ
在最短路径图构造和多维标度法（ＣＭＤＳ）的特征值

分解中一定程度地降低了算法的复杂度．然而，Ｌ⁃
ＩＳＯＭＡＰ 方法在标志点选择和运算速度方面仍然存

在较大的不足．
传统的 Ｌ⁃ＩＳＯＭＡＰ 在标志点选择上假设光谱空

间中的像素均匀分布，因此从 ＨＳＩ 数据中随机地选

择标志点，这与 ＨＳＩ 数据的实际情况不符．实验表

明，光谱空间中的像素是分散的且局部密度变化较

大的类簇［１５］ ．在这种情况下，随机选取的标志点主要

位于光谱空间内的高密度区域．因此，随机选取的标

志点不能代表 ＨＳＩ 数据的真实几何结构［２２］，Ｌ⁃ＩＳＯ⁃
ＭＡＰ 嵌入会丢失一部分原始数据中的重要信息，从
而导致进一步的降维结果受损．因此，根据 ＨＳＩ 在欧

氏空间中的分布情况选择合理标志点对 ＨＳＩ 的可视

化效果将是至关重要的．
针对这一问题，学者们已经提出了一些应对的

策略．Ｂａｃｈｍａｎｎ 等提出了 ＥＮＨ⁃ＩＳＯＭＡＰ （增强型等

距映射）算法，该算法基于 Ｌ⁃ＩＳＯＭＡＰ 以增强对较大

ＨＳＩ 数据的彩色可视化效果［１５］ ． ＥＮＨ⁃ＩＳＯＭＡＰ 方法

的创新主要通过骨架化方法的选择标志点，然而，骨
架化方案不能保证所选择的标志点完全覆盖嵌入空

间．此外，该方案不能准确保留高光谱数据的内在几

何结构，对流形产生扭曲，这在某种意义上违背了 Ｌ⁃
ＩＳＯＭＡＰ 的初衷．另外，ＥＮＨ⁃ＩＳＯＭＡＰ 使用的策略对

于实际应用来说过于复杂．
鉴于上述不足，本文提出了 ＫＬ⁃ＩＳＯＭＡＰ 的方

法．考虑到光谱空间中的像元分散且局部密度变化

较大［１５］，ＫＬ⁃ＩＳＯＭＡＰ 使用基于 Ｎｕｍ⁃近邻方差优化

的 Ｋ⁃ｍｅｄｏｉｄｓ 聚类（ＮＫ⁃ｍｅｄｏｉｄｓ）算法［２３］对 ＨＳＩ 进行

聚类，获取的聚类中心将作为标志点进行等距映射，
而且可根据各类簇内像元与聚类中心的相似性选取

相似像元以加快算法运行速度．ＮＫ⁃ｍｅｄｏｉｄｓ 算法根

据 ＨＳＩ 各像元在欧氏空间所处位置的局部分布情

况，求取数据的局部方差，然后将像元的局部标准差

作为邻域半径，选取局部方差最小且位于不同类簇

的像元作为初始中心，然后再利用 Ｋ⁃ｍｅｄｏｉｄｓ 完成聚

类．初始中心的选取充分利用了方差所提供的 ＨＳＩ
数据的局部分布信息，以提高聚类精度．实验结果表

明，本文提出的 ＫＬ⁃ＩＳＯＭＡＰ 算法在视觉效果、距离

保持特性及像元可分性上优于常用的 Ｌ⁃ＩＳＯＭＡＰ、
ＰＣＡ 以及 ＣＭＦ 算法的可视化结果．

１　 Ｌ⁃ＩＳＯＭＡＰ 算法

Ｓｉｌｖａ 和 Ｔｅｎｅｎｂａｕｍ 于 ２０００ 年提出 Ｌ⁃ＩＳＯＭＡＰ
算法［２１］ ．Ｌ⁃ＩＳＯＭＡＰ 的目的在于减少运算量同时保

持标志点与各像元之间的测地距离．Ｌ⁃ＩＳＯＭＡＰ 算法

从 ＨＳＩ 数据中随机选取 ｎ 个像元作为标志点，通过

Ｄｉｊｋｓｔｒａ 算法计算标志点与各像元之间的最短路径，
进而得到一个大小为 ｎ × Ｎ 的测地距离矩阵．

令向量 Ｘ ＝ ［ｘ１，ｘ２，…，ｘＮ］ Ｔ ∈ ＲＤ，Ｙ ＝ ［ｙ１，ｙ２，
…，ｙＮ］ ∈Ｒｄ，Ｘ，Ｙ分别表示ＨＳＩ数据和低维嵌入，Ｎ
为像元数目，Ｄ和 ｄ分别为ＨＳＩ数据波段数和低维空

间的维度，其中 ｄ ＝ ３．令标志点集 ＸＬ ＝ ｛ｘｔ
ｌ｝ ｎ

ｔ ＝ １ ∈ Ｘ，
ｎ ≤Ｎ，标志点和非标志点的低维空间坐标分别记为

ＹＬ 和 ＹＣ ＝ Ｙ ／ ＹＬ ． ＨＳＩ 基于 Ｌ⁃ＩＳＯＭＡＰ 算法的可视化

主要分为 ４ 个步骤．首先，计算各像元之间的欧氏距

离，保留像元与最近邻的 Ｋ 个像元之间的欧氏距离，
与其他点的距离值置为∞，构建出各像元的邻域图．
然后基于邻域图，利用 Ｄｉｊｋｓｔｒａ 算法［９］计算随机选取

的标志点集 ＸＬ 与各像元点之间的测地距离矩阵

Ｄｎ×Ｎ ．再由 ＣＭＤＳ 计算标志点距离矩阵 ＤＧ 得到标志

点的低维嵌入坐标 ＹＬ ．最后，利用式（１） 求得 ＹＣ ．其

中 Ｙ ＋
Ｌ 为 ＹＬ 的伪逆，Ｄ 是测地距离矩阵 Ｄｎ×Ｎ 的列

均值．
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ＹＣ ＝ １
２
Ｙ ＋

Ｌ （Ｄ － Ｄｎ×Ｎ） ． （１）

２　 ＫＬ⁃ＩＳＯＭＡＰ 算法的构建及在可视化中
的应用

　 　 实验表明，光谱空间中的像元分散且局部密度
变化较大［１５］ ． Ｌ⁃ＩＳＯＭＡＰ 算法随机选取的标志点主

要位于高密度区域，无疑会因为像元在光谱空间中

局部密度变化较大而使得标志点无法代表 ＨＳＩ 数据

流形的真实几何结构［２２］，Ｌ⁃ＩＳＯＭＡＰ 嵌入会丢失一

部分原始数据中的重要信息，从而导致进一步的可

视化结果精度的降低和视觉效果的损失．Ｌ⁃ＩＳＯＭＡＰ
算法相较于 ＩＳＯＭＡＰ 虽然将最短路径图构造和

ＣＭＤＳ 的计算复杂度从 Ｏ（Ｎ３）和 Ｏ（Ｎ３）分别降至
Ｏ（ｎＮ ｌｏｇ Ｎ）和 Ｏ（ｎ２Ｎ） （ｎ 为标志点数），但用于大

型 ＨＳＩ 数据时的运算量仍然居高不下．鉴于上述不足，
本文基于 ＮＫ⁃ｍｅｄｏｉｄｓ 聚类算法对 Ｌ⁃ＩＳＯＭＡＰ 进行改

进，提出了 ＫＬ⁃ＩＳＯＭＡＰ 算法．ＫＬ⁃ＩＳＯＭＡＰ 算法主要从

精度以及运算速度 ２ 个方面对 Ｌ⁃ＩＳＯＭＡＰ 进行改进．
利用 ＮＫ⁃ｍｅｄｏｉｄｓ 算法对高光谱数据聚类，以聚类中

心作为标志点，可提高标志点对数据内在结构的代表

性，进而提升可视化结果的精度．若依据光谱角距离从

各类簇中选择相似像元并予以剔除，则可加快运算速

度，而这一优势是 Ｌ⁃ＩＳＯＭＡＰ 无法达到的．

２ １　 ＮＫ⁃ｍｅｄｏｉｄｓ 算法

统计理论利用方差来反映数据点分布情况，当
数据较为分散时，方差较大，当数据较为集中时，方
差较小．文献［２４］结果表明，使用每个数据点在局部

区域的方差有助于聚类算法区分簇内和簇外的点．
因此，利用 Ｎｕｍ⁃近邻方差度量每个像元所处局部区

域的像元分布密度的这一测量方式将在数据中选取

较接近实际聚类中心的像元作为经典 Ｋ⁃ｍｅｄｏｉｄｓ 算

法的初始聚类中心．Ｋ⁃ｍｅｄｏｉｄｓ 算法的目标函数为最

小化各个划分的像元与聚类中心之间的距离，可将

无监督数据较好地划分至 Ｋ 个类簇中．由于局部方

差在聚类中具有的优势，Ｎｕｍ⁃近邻方差将有效提高

Ｋ⁃ｍｅｄｏｉｄｓ 算法的聚类效果．
２ １ １　 Ｎｕｍ⁃近邻方差的定义

对于像元 ｘｉ，其局部方差及邻域半径分别如式

（２） 和式（３） 所示，式（４） 表示 ｘｉ 的近邻点．

Ｆ（ｘｉ） ＝

∑
Ｎｕｍ

ｊ ＝ １ ｄ（ｘｉ，ｘ ｊ） －
∑
Ｎｕｍ

ｊ ＝ １
ｄ（ｘｉ，ｘ ｊ）

Ｎｕｍ

é

ë

ê
êê

ù

û

ú
úú

２

Ｎｕｍ － １
， （２）

Ｌｉ ＝ Ｆ（ｘｉ） ， （３）
ｎｅｉｇｈｂｅｒ（ｘｉ） ＝ ｛ｘｌ ｜ ｄ（ｘｉ，ｘｌ） ≤ Ｌｉ｝ ． （４）

２ １ ２　 基于 ＮＫ⁃ｍｅｄｏｉｄｓ 聚类算法的标志点选取

输入 ＨＳＩ 数据集 Ｘ、距离矩阵、近邻参数 Ｎｕｍ以

及类簇数 Ｋ，最终将输出 Ｋ 个聚类中心和 Ｋ 个类簇．
１） 从 Ｘ 数据集中选取初始聚类中心

① 计算每个像元与其他像元之间的欧氏距离，
构建距离矩阵 Ｄ，令初始聚类中心点集 Ｍ ＝ ⌀．

② 根据式（２）、式（３） 以及距离矩阵计算每一

像元的局部方差及标准差．
③ 按照局部方差的大小对数据集 Ｘ 排序，得到

矩阵 Ｘ′．
④ 选择当前局部方差最小的像元 ｘｉ 作为初始

聚类中心．令 Ｍ ＝ Ｍ ∪ ｛ｘｉ｝，Ｘ′ ＝ Ｘ′ － ｛ｘｉ｝，即在 Ｘ′
中将 ｘｉ 删除．

⑤ 根据式（２） 从 Ｘ′ 中选取与 ｘｉ 的距离小于 Ｌｉ

的像元，即获取 ｘｉ 的邻域，再令 Ｘ′ ＝ Ｘ′ － ｎｅｉｇｈｂｅｒ（ｘｉ），
删除 ｘｉ 的邻域点．

⑥ 转到 ④，直至 Ｍ 中包含 Ｋ 个初始聚类中心．
２） 类簇划分

① 逐个比较每一像元与各聚类中心的距离，各
像元将划分给相距最近的聚类中心，得到类簇划分．

② 计算类簇划分的聚类误差平方和．
３） 更新聚类中心

在每一类簇中寻找与其他同类簇点距离之和最

小的像元，并将其作为新的聚类中心．如果聚类误差

平方和不再发生变化，则算法结束，输出最终的聚类

中心，否则转至步骤 ２）更新类簇划分．

２ ２　 相似像元的选取

光谱角作为像元之间相似度的衡量指标，光谱

角越小，表明像元的相似度越高［２５］ ．光谱角与矢量的

模无关，即不受向量本身长度的影响．光谱角对乘性

干扰具有良好的抗干扰性且不受光照度条件变化的

影响．两光谱之间的夹角越小，说明光谱之间的相似

性越大．光谱角可以通过式（５）确定像元 Ｐ 和像元 Ｑ
之间的相似性，式中，ｎ 是像元的波段数．在 ＮＫ⁃ｍｅ⁃
ｄｏｉｄｓ 算法最终确定各类簇划分中选取光谱角高于

相似阈值的像元作为相似像元．相似阈值的设定将

在实验部分具体给出．

ｃｏｓ α ＝
∑

ｎ

ｉ ＝ １
Ｐ ｉＱｉ

∑
ｎ

ｉ ＝ １
Ｐ２

ｉ( )
１
２ ∑

ｎ

ｉ ＝ １
Ｑ２

ｉ( )
１
２

． （５）
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２ ３　 彩色可视化

首先，构建剔除相似像元后的像元的邻域图，然
后基于邻域图和随机选取的标志点集 ＸＬ ，利用 Ｄｉ⁃
ｊｋｓｔｒａ 算法计算标志点与各像元之间的最短路径，通
过 ＣＭＤＳ 计算得到低维嵌入坐标 Ｙ，再将 Ｙ 的 ３ 个

分量分别对应红绿蓝三基色的分量值，最后，将各类

簇内被剔除的像元赋予与标志点相同的色彩，最终

合成彩色图像，实现对 ＨＳＩ 的彩色可视化．

３　 实验

为了测试本文提出的可视化方法有效性，分别

对高光谱数据处理常用的 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ、Ｍｏｆｆｅｔ、
Ｉｎｄｉａｎａ 和 Ｓａｌｉｎａｓ 这 ４ 个数据集进行实验，并将提出

的 ＫＬ⁃ＩＳＯＭＡＰ 算法与传统的 Ｌ⁃ＩＳＯＭＡＰ 算法、ＰＣＡ
算法以及 ＣＭＦ 算法进行比较．实验环境是 ＡＭＤ ｃｏｒｅ
Ｅ４５０ １ ６５ ＧＨｚ ＣＰＵ，２ ＧＢ 内存，５００ ＧＢ 硬盘，Ｗｉｎ７
操作系统，ＭＡＴＬＡＢ２０１４ａ 应用软件．

３ １　 评价标准

３ １ １　 距离保持特性

距离保持特性指的是高光谱数据的各高光谱向

量间的距离与经过彩色可视化处理后的像元之间的

距离尽可能地相关，这一特性由处理前后各像元的

距离矩阵的相关系数 ρ 进行度量，其表达式如式（６）
所示．相关系数 ρ 的值越趋近于 １，则表示处理结果

的距离保持特性越好．当数据较大时，可对数据进行

降采样以加快运算速度［６］ ．

ρ ＝ （ＸＴＹ） ／ ｜ Ｘ ｜ － ＸＹ
ｓｔｄ（Ｘ）·ｓｔｄ（Ｙ）

， （６）

式中，Ｘ 为高光谱数据中各个光谱向量间的欧氏距

离或光谱角距离构成的距离矩阵，Ｙ 为处理结果在

ＣＩＥＬａｂ彩色空间下各像元之间的距离矩阵， ｜ Ｘ ｜ 为

像元数目，Ｘ 和 Ｙ 分别为 Ｘ 和 Ｙ 的均值．
３ １ ２　 像元可分性

可分性指的是结果图像的各像元之间具有较高

的对比度，这一特性可由像元之间色彩差异的平均

值 δ 表征．δ 的值越大，则说明处理结果的各像元之

间的差异越明显，可分性更好，如式（７） 所示：
δ ＝｜ Ｙ ｜ １ ／ ｜ Ｙ ｜ ， （７）

式中， Ｙ 为处理结果在 ＣＩＥＬａｂ 彩色空间下各像元之

间的距离矩阵， ｜ Ｙ ｜ １ 和 ｜ Ｙ ｜ 分别为Ｙ的 １范数和像

元数目．

３ ２　 实验数据描述

Ｍｏｆｆｅｔｔ 和 Ｉｎｄｉａｎａ Ｐｉｎｅｓ 数据由美国航天局喷气

推进实验室（ＮＡＳＡ 和 ＪＰＬ）使用 ＡＶＩＲＩＳ 传感器分别

于 １９８７ 年 １９９２ 年采集，空间分辨率为 ２０ ｍ，光谱分

辨率为 １０ ｎｍ，覆盖从 ２００～２ ４００ ｎｍ 的光谱范围．本
文根据这 ２ 个数据的噪声从原始的 ２２０ 个波段中剔

除了 ２０ 个噪声较大的波段进行实验，使用的数据大

小分别为 １５０×１５０ 和 １４４×１４４ 个像元，Ｍｏｆｆｅｔｔ 第 ９０
波段的灰度图像如图 １ａ 所示，Ｉｎｄｉａｎａ Ｐｉｎｅｓ 数据的

第 ３０ 波段的灰度图像如图 １ｂ 所示．
Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据拍摄的是帕维亚大学的高

光谱图像，光谱覆盖范围从 ４３０ ～ ８６０ ｎｍ，拥有 １１５
个波段和 １ ３ ｍ 的空间分辨率．本文在使用之前除

去了 １２ 个噪声最大的波段，使用剩余的 １０３ 波段进

行实验，使用的数据集大小为 １５０×１５０ 个像元，其第

９０ 波段的灰度图像如图 １ｃ 所示．
Ｓａｌｉｎａｓ 数据光谱覆盖范围为 ４００ ～ ２ ５００ ｎｍ，空

间分辨率为 ３ ７ ｍ，包含 ２０４ 个有效波段，使用的数

据集大小为 ８６×８６ 个像元，其第 ８０ 波段的灰度图像

如图 １ｄ 所示．

３ ３　 聚类方法验证

为了更为直观地呈现 ＮＫ⁃ｍｅｄｏｉｄｓ 算法在选取

标志点上的优势，本文使用一个人工合成的高斯分

布二维数据进行了实验．实验结果如图 ２ 所示，图
２ａ、２ｂ 分别表示使用随机选取和 ＮＫ⁃ｍｅｄｏｉｄｓ 算法选

择 ３０％的数据点作为标志点的分布情况，可以看出，
随机选取的标志点主要位于中部高密度区域，较少

位于低密度区域，丢失了数据的部分信息（如蓝色椭

圆内的数据点）；ＮＫ⁃ｍｅｄｏｉｄｓ 算法选取的标志点更

加全面，更能代表数据的内在结构，显然比随机选取

更加合理．
图 ３ 和图 ４ 分别为 Ｉｎｄｉａｎａ Ｐｉｎｅｓ 数据集和

Ｓａｌｉｎａｓ 数据集地物实际分布的灰度图以及使用 ＮＫ⁃
ｍｅｄｏｉｄｓ 和 Ｋ⁃ｍｅｄｏｉｄｓ 聚类后的结果，表 １ 和表 ２ 分

别为聚类结果对应聚类度量指标的数值．从聚类效

果以及度量指标的对比上可以看出，ＮＫ⁃ｍｅｄｏｉｄｓ 明

显优于 Ｋ⁃ｍｅｄｏｉｄｓ，应用于 ＨＳＩ 中的 ＮＫ⁃ｍｅｄｏｉｄｓ 与

Ｋ⁃ｍｅｄｏｉｄｓ 相比能更好地识别同类地物，因此其聚类

中心可以更为有效地表示数据集的整体分布和代表

ＨＳＩ 数据流形结构．

３ ４　 ＨＳＩ 彩色可视化结果对比

对 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 和 Ｍｏｆｆｅｔｔ 数据分别采用

ＣＭＦ、ＰＣＡ、Ｌ⁃ＩＳＯＭＡＰ 以及 ＫＬ⁃ＩＳＯＭＡＰ 这 ４ 种方法

进行彩色可视化处理，其中 ＫＬ⁃ＩＳＯＭＡＰ 使用时的相

似阈值设定为 １（即未剔除相似像元）．其结果如图 ５

６６
王立国，等．基于 ＫＬ⁃ＩＳＯＭＡＰ 的高光谱图像彩色可视化．
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图 １　 高光谱数据灰度显示

Ｆｉｇ １　 Ｇｒａｙ ｓｃａｌｅ ｄｉｓｐｌａｙ ｏｆ ｈｙｐｅｒｓｐｅｃｔｒａｌ ｓｃｅｎｅｓ

图 ２　 不同方法选取的标志点的分布情况

Ｆｉｇ ２　 Ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｔｈｅ ｌａｎｄｍａｒｋｓ ｓｅｌｅｃｔｅｄ ｂｙ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ，
（ａ） ｒａｎｄｏｍ ｓｅｌｅｃｔｉｏｎ，ａｎｄ （ｂ） ｓｅｌｅｃｔｉｏｎ ｂａｓｅｄ ｏｎ ＮＫ⁃ｍｅｄｏｉｄｓ ａｌｇｏｒｉｔｈｍ

和图 ６ 所示，对应处理结果的距离保持特性和像元

可分性分别如表 ３ 和表 ４ 所示．在 Ｌ⁃ＩＳＯＭＡＰ 和 ＫＬ⁃
ＩＳＯＭＡＰ 应用于 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 和 Ｍｏｆｆｅｔｔ 数据时邻

域参数 Ｋ 分别设置为 ２５ 和 ３０，标志点数设定为 ６００．
ＮＫ⁃ｍｅｄｏｉｄｓ 算法的 Ｎｕｍ 值设定为 ２００．

使用 ＣＭＦ 生成的图 ５ａ、图 ６ａ 可以观察到图像

中的光谱相近的类别之间的可分性较差，光谱空间

中各类别间的距离未能得到较好的保持． 由 Ｌ⁃

ＩＳＯＭＡＰ 得到的图 ５ｃ，从左下方地物的对称分布可

知，红色矩形框内原属同类的地物被分配成 ２ 种颜

色，未能满足距离保持特性；图 ６ｃ 中的道路与右下

方的水域被分配为同一颜色，草地的颜色也与原有

的颜色相差较大．由 ＫＬ⁃ＩＳＯＭＡＰ 得到的图 ５ｄ 相比

于由其他方法处理的结果，图像更为清晰明亮，植被

之间的差异以及植被内的细节描绘得更加细致，建
筑物及由于阳光照射产生的阴影可以直接观察到，

７６
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图 ３　 Ｉｎｄｉａｎａ Ｐｉｎｅｓ 数据的聚类效果

Ｆｉｇ ３　 Ｃｌｕｓｔｅｒｉｎｇ ｍａｐ ｏｆ Ｉｎｄｉａｎａ Ｐｉｎｅｓ，（ａ） ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｔｈｅ ａｃｔｕａｌ ｓｕｒｆａｃｅ ｆｅａｔｕｒｅｓ，（ｂ） Ｋ⁃ｍｅｄｏｉｄｓ，ａｎｄ （ｃ） ＮＫ⁃ｍｅｄｏｉｄｓ

图 ４　 Ｓａｌｉｎａｓ 数据的聚类效果

Ｆｉｇ ４　 Ｃｌｕｓｔｅｒｉｎｇ ｍａｐ ｏｆ Ｓａｌｉｎａｓ，（ａ） ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｔｈｅ ａｃｔｕａｌ ｓｕｒｆａｃｅ ｆｅａｔｕｒｅｓ，（ｂ） Ｋ⁃ｍｅｄｏｉｄｓ，ａｎｄ （ｃ） ＮＫ⁃ｍｅｄｏｉｄｓ

表 １　 Ｉｎｄｉａｎａ Ｐｉｎｅｓ 数据的聚类度量指标对比

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌｕｓｔｅｒｉｎｇ ｍｅｔｒｉｃｓ ｏｆ Ｉｎｄｉａｎａ Ｐｉｎｅｓ

算法 聚类误差平方和 Ｊａｃａｒｄ Ｃｏｅｆｆｉｃｉｅｎｔ Ｒａｎｄ Ｉｎｄｅｘ

Ｋ⁃ｍｅｄｏｉｄｓ １ ９６８ ０×１０６ ０ ５８４ ３ ０ ８９０ ４

ＮＫ⁃ｍｅｄｏｉｄｓ １ ５３６ ５×１０６ ０ ６１３ ５ ０ ８９６ １

表 ２　 Ｓａｌｉｎａｓ 数据的聚类度量指标对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌｕｓｔｅｒｉｎｇ ｍｅｔｒｉｃｓ ｏｆ Ｓａｌｉｎａｓ

算法 聚类误差平方和 Ｊａｃａｒｄ Ｃｏｅｆｆｉｃｉｅｎｔ Ｒａｎｄ Ｉｎｄｅｘ

Ｋ⁃ｍｅｄｏｉｄｓ １ １２７ ７×１０６ ０ ７６３ ８ ０ ８７５ ３

ＮＫ⁃ｍｅｄｏｉｄｓ １ ０１７ ７×１０６ ０ ８５４ ７ ０ ９３７ １

表 ３　 各数据距离保持特性结果对比

Ｔａｂｌｅ ３　 Ｒｅｓｕｌｔｓ ｃｏｎｔｒａｓｔ ｉｎ ｄｉｓｔａｎｃｅ ｐｒｅｓｅｒｖａｔｉｏｎ ｏｆ ｅａｃｈ ｄａｔａ

数据 ＣＭＦ ＰＣＡ Ｌ⁃ＩＳＯＭＡＰ ＫＬ⁃ＩＳＯＭＡＰ

Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ ０ ６９７ ３ ０ ８０５ １ ０ ８１０ ２ ０ ８７４ ９

Ｍｏｆｆｅｔｔ ０ ７１９ ６ ０ ６３３ ４ ０ ７９８ ５ ０ ８２５ ４

表 ４　 各数据像元可分性结果对比

Ｔａｂｌｅ ４　 Ｒｅｓｕｌｔｓ ｃｏｎｔｒａｓｔ ｉｎ ｆｅａｔｕｒｅ ｓｅｐａｒａｂｉｌｉｔｙ ｏｆ ｅａｃｈ ｄａｔａ

数据 ＣＭＦ ＰＣＡ Ｌ⁃ＩＳＯＭＡＰ ＫＬ⁃ＩＳＯＭＡＰ

Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ １３ ９３０ ７ １８ ７６１ １ ２１ １７５ ３ １８ ８６４ ７

Ｍｏｆｆｅｔｔ １４ １６５ ０ １８ ８７０ ４ １９ ９２５ ２ ２０ ５９４ １

各类地物之间可分性较好，无疑显示效果更优；图
６ｄ 相比于其他方法处理得到的结果，成功地将对道

路与水域之间的差异显示出来，而其他 ３ 种方法都

将道路与水域混为一体，同时，图 ６ｄ 对建筑和植被

的刻画效果也较好．
总而言之，ＫＬ⁃ＩＳＯＭＡＰ 的视觉效果优于 ＣＭＦ、

ＰＣＡ 以及 Ｌ⁃ＩＳＯＭＡＰ．在距离保持特性度量上， Ｌ⁃
ＩＳＯＭＡＰ 明显优于 ＣＭＦ 和 ＰＣＡ，但差于本文提出的

ＫＬ⁃ＩＳＯＭＡＰ 方法．在像元可分性方面，ＫＬ⁃ＩＳＯＭＡＰ
略逊于 Ｌ⁃ＩＳＯＭＡＰ，但优于 ＰＣＡ 和 ＣＭＦ．

Ｌ⁃ＩＳＯＭＡＰ 对 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 和 Ｍｏｆｆｅｔｔ 数据的

运算时间分别为 １ ７６４ ｓ 和 １ ９７５ ｓ．本文通过对相似

阈值 α 的不同设定来降低 ＫＬ⁃ＩＳＯＭＡＰ 实现可视化

的运算量．本文对 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 和 Ｍｏｆｆｅｔｔ 数据做

了 １１ 组实验，相似阈值的步进设置为 ０ ０１，所得结

果如图 ７ 所示．从图 ７ 的中可以看出，当 α 的取值为

０ ９６ 时，对 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据运算时间从 １ ８３７ ｓ
下降至 １ ５８１ ｓ，此时的处理结果的距离保持特性和

像元可分性 ２ 个指标分别为 ０ ８５９ ４ 和 １７ ０５４ ５，距
离保持特性仍优于 Ｌ⁃ＩＳＯＭＡＰ，且在运算时间上比 Ｌ⁃
ＩＳＯＭＡＰ 降低了 １８３ ｓ；当 α 的取值小于 ０ ９６ 时，运

８６
王立国，等．基于 ＫＬ⁃ＩＳＯＭＡＰ 的高光谱图像彩色可视化．

ＷＡＮＧ Ｌｉｇｕｏ，ｅｔ ａｌ．ＫＬ⁃ＩＳＯＭＡＰ⁃ｂａｓｅｄ ｃｏｌｏｒ ｖｉｓｕａｌｉｚａｔｉｏｎ ｆｏｒ ｈｙｐｅｒｓｐｅｃｔｒａｌ ｉｍａｇｅｒｙ．



图 ５　 不同可视化方法对 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据处理的结果

Ｆｉｇ ５　 Ｒｅｓｕｌｔｓ ｏｆ Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ ｂｙ ｄｉｆｆｅｒｅｎｔ ｖｉｓｕａｌｉｚａｔｉｏｎ ｍｅｔｈｏｄｓ

图 ６　 不同可视化方法对 Ｍｏｆｆｅｔｔ 数据处理的结果

Ｆｉｇ ６　 Ｒｅｓｕｌｔｓ ｏｆ Ｍｏｆｆｅｔｔ ｂｙ ｄｉｆｆｅｒｅｎｔ ｖｉｓｕａｌｉｚａｔｉｏｎ ｍｅｔｈｏｄｓ

算时间虽有减少，但距离保持特性和像元可分性 ２ 个指标的值下降严重；当 α 的取值为 ０ ９７ 时，对

９６
学报（自然科学版），２０１８，１０（１）：６３⁃７１

Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ（Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ Ｅｄｉｔｉｏｎ），２０１８，１０（１）：６３⁃７１



图 ７　 运算时间及精度随相似阈值的变化

Ｆｉｇ ７　 Ｃｈａｎｇｅ ｏｆ ｏｐｅｒａｔｉｎｇ ｔｉｍｅ （ａ），ａｃｃｕｒａｃｙ （ｂ），ａｎｄ ｆｅａｔｕｒｅ ｓｅｐａｒａｂｉｌｉｔｙ （ｃ） ｗｉｔｈ ｓｉｍｉｌａｒｉｔｙ ｔｈｒｅｓｈｏｌｄｓ

Ｍｏｆｆｅｔｔ 数据运算时间从 ２ ０３２ ｓ 下降至 １ ８１７ ｓ，距离

保持特性和像元可分性 ２ 个指标的值分别为 ０ ７９３ １
和 １９ ４６２ ７，与 Ｌ⁃ＩＳＯＭＡＰ 结果的指标值相近且运

算时间减少了 １５８ ｓ；当 α 小于 ０ ９７ 时，运算时间急

剧下降，运算结果的精度有一定程度的降低．因此，
相比于 Ｌ⁃ＩＳＯＭＡＰ，ＫＬ⁃ＩＳＯＭＡＰ 在衡量指标数值与

之相近时，可有效减少运算时间；当相似阈值为 １ 时

（即无像元被剔除），ＫＬ⁃ＩＳＯＭＡＰ 整体效果优于 Ｌ⁃
ＩＳＯＭＡＰ．

４　 结论

ＣＭＦ 方法可以快速显示高光谱数据，但在处理

过程中信息损失较多，处理结果所能提供的信息较

为有限．如今在可视化领域中，ＰＣＡ 使用广泛但存在

较多问题，例如像元可分性较低及图像亮度较暗等，
虽然在基于欧氏距离时效果较好，但在使用其他距

离标准时效果不佳［６，２６］ ．
本文提出的 ＫＬ⁃ＩＳＯＭＡＰ 方法弥补了 Ｌ⁃ＩＳＯＭＡＰ

在标志点选择上的不足，同时提出了提高运算速度

的方法，相比于其他 ３ 种方法在像元可分性和距离

保持特性上表现出了较好的特性，其结果图像清晰，
对细节的显示也更为合理．相比于 ＣＭＦ 和 ＰＣＡ 这 ２
种线性降维可视化方法，基于 Ｌ⁃ＩＳＯＭＡＰ 的非线性

降维可视化方法的运算时间较长，仍需进一步改进．
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