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基于小波长短期记忆网络的风电功率超短期概率预测

摘要
随着大规模的风电并网，风电所具

有的间歇性与随机性对电力系统的稳定
性产生了很大的影响，风电功率预测成
为当前解决该问题重要的方式之一．本
文利用长短期记忆（ＬＳＴＭ）网络良好的
时序记忆特性，将小波分解技术与 ＬＳＴＭ
深度网络结合，提出基于小波长短期记
忆网络的风电功率超短期概率预测模
型．首先通过小波分解技术将原始时间
序列进行平稳化处理，再建立各子序列
样本的 ＬＳＴＭ 网络预测模型，借助最大
似然估计法估计预测误差的高斯分布函
数，最终实现对未来 ４ ｈ时刻的风电功率
概率区间预测．最后，采用中国东北某风
电场数据对所提方法进行算例分析，结
果表明，将小波分解与深度学习方法结
合可以较好地提高预测的精度，提高概
率预测的区间可靠性．
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０　 引言

　 　 风资源具有强随机性、波动性与间歇性，大规模风电并网给电力

系统的稳定性带来了严重的影响，对风电功率进行预测已经成为解

决该问题的重要方法［１］ ．因为风资源本身的随机性与预测模型的固有

缺陷，风电功率点预测技术无法对风电功率做出准确的预测［２］ ．风电

功率概率预测方法考虑到风电功率所具有的不确定性，结合概率统

计理论预测出风电功率的概率区间，能够为电网调度部门提供更为

可靠的信息，因此，风电功率概率预测成为了风电产业发展的一个关

键技术之一［３⁃４］ ．
依据建模过程中是否使用点预测的结果，风电功率概率预测方

法分为两种：一是基于点预测结果，预先假设点预测误差分布的参数

化建模；二是以风电功率自身及风电功率点预测的误差作为建模对

象的非参数化建模［５］ ．前者对点预测模型的误差进行某种特定的概率

分布假设，结合点预测值得到概率预测的结果；后者直接根据实际风

电功率历史数据进行建模，计算出风电功率的区间分布［６⁃７］ ．本文研究

的超短期风电功率概率预测时长为 ４ ｈ，采用基于点预测结果的参数

化建模对风电功率进行概率区间预测．
目前，风电功率概率预测已有许多学者在研究，文献［８］通过一

种非参数回归模型建立风电功率预测误差的概率分布函数，得到风

电功率短期预测值的概率区间；文献［９］通过建立一种联合条件的离

散预报误差概率统计模型，修正预报误差的概率分布，与确定性预测

值结合得到风速与风电功率概率预测结果；文献［１０］对风电功率预

测误差数值特性进行分层分析，采用改进后的广义误差分布模型对

预测误差概率密度分布进行拟合；文献［１１］提出一种基于离散时间

Ｍａｒｋｏｖ链的功率预测模型，将风电功率数据划分为 ４ 种状态空间，直
接对风电功率数据进行数值分析得到单点预测值和概率分布；文献

［１２］基于分位点回归分析理论，通过支持向量机选取回归函数，并使

用内点法对所建立的风电功率分位点回归模型进行求解，实现对未

来时段风电功率的区间预测；文献［１３］通过稀疏贝叶斯分类器将

ＳＶＭ预测误差落入预定区间进行概率估计，然后使用 Ｄ⁃Ｓ 证据理论

对所有区间的概率估计结果进行整合，得到 ＳＶＭ 预测误差的整体概

率分布，得到风电功率的概率分布结果．以上文献构建了不同概率预

测模型，借助概率统计理论，来研究风电功率的预测误差范围，但由



　 　 　 　于传统预测模型的固有缺陷，使得模型对预测误差

的影响程度偏大，降低了概率预测结果的可靠度．
长短期记忆网络是一种带有记忆与遗忘模式的

特殊递归神经网络，解决了传统的递归神经网络在

ＢＰＴＴ训练过程中出现的梯度消失与梯度爆炸的问

题［１４］ ．该模型可以记忆长时间的信息，对历史数据进

行深度学习，构建出的风电功率超短期概率预测模

型更能够提高历史数据的利用率，使得所构建的风

电功率概率预测模型更加逼近数据模型，减小模型

的误差对预测精度的影响．使用长短时记忆（ Ｌｏｎｇ
Ｓｈｏｒｔ⁃Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）网络建立的预测模型具

有良好的预测性能，提高了概率预测的精度．
基于上述讨论，本文提出基于小波长短期记忆

网络的风电功率超短期概率预测模型，能够实现对

风电功率未来 ４ ｈ 的概率区间预测．单独的 ＬＳＴＭ网

络对于非平稳信号概率预测的区间可靠性低，综合

质量差．通过 ＬＳＴＭ深度网络对分频信号单独的确定

性预测，能提高确定性预测结果的精度，使得风电功

率概率预测的区间质量更高．某风电场真实风电功

率的算例分析表明：本文所提出的基于小波分解技

术与 ＬＳＴＭ网络相结合的风电功率超短期概率预测

方法，具有较好的预测精度和泛化能力．

１　 长短期记忆网络原理

传统 的 递 归 神 经 网 络 （ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋｓ，ＲＮＮｓ）利用隐含层能够跨越时间点保留历

史状态，推导出未来的状态信息，但是当面临长时间

段的信息时，传统的 ＲＮＮｓ在 ＢＰＴＴ训练过程中会出

现梯度消失与梯度爆炸的问题．长短期记忆（ＬＳＴＭ）
网络用存储单元代替了常规的神经元，并且每个存

储单元由输入门、输出门、自由状态组成，实现了对

于数据长时间度的学习，该方法已经在很多领域得

到了广泛的应用［１５⁃２０］ ．
ＬＳＴＭ存储单元中设有遗忘门、输入门、输出门，

管理着存储单元的移除或添加，３ 种门限由 ｓｉｇｍｏｉｄ
激活函数和逐点乘法运算组成．前一个时间步骤的

隐藏状态，一个送到遗忘门（输入节点），一个送到

输入门，一个送到输出门．各门限负责学习何时将隐

藏状态流入流出存储单元．
图 １为从 ｔ－１状态到 ｔ 状态的 ＬＳＴＭ 工作原理．

首先，在正向传递过程中，遗忘门层抛弃通过遗忘门

的一些历史状态信息，得到需要的历史状态信息 ｆｔ
输入单元内：

图 １　 ＬＳＴＭ存储单位工作流程

Ｆｉｇ １　 ＬＳＴＭ ｓｔｏｒｅｓ ｕｎｉｔ ｗｏｒｋｆｌｏｗ

ｆｔ ＝ σ（Ｗｆ［ｈｔ －１，Ｘ ｔ］ ＋ ｂｆ） ． （１）
接着，根据当前时刻的信息生成临时新的状态

Ｃ ｔ，更新旧状态 Ｃ ｔ －１，将临时的新状态值与遗忘之后

的旧状态值相加，得到新的状态值：
ｉｔ ＝ σ（Ｗｉ［ｈｔ －１，Ｘ ｔ］ ＋ ｂｉ）， （２）
Ｃ ｔ ＝ ｔａｎｈ（ＷＣ［ｈｔ －１，Ｘ ｔ］ ＋ ｂＣ）， （３）

Ｃ ｔ ＝ ｆｔＣ ｔ －１ ＋ ｉｔＣ ｔ ． （４）
最后，将通过 ｓｉｇｍｏｉｄ 函数的输出信息与经过

ｔａｎｈ函数转化的单元状态值相乘，得到最终的输出：
ｏｔ ＝ σ（Ｗｏ［ｈｔ －１，Ｘ ｔ］ ＋ ｂｏ）， （５）
ｈｔ ＝ ｏｔ ｔａｎｈ（Ｃ ｔ） ． （６）

式中， ｆｔ 为经遗忘门处理之后的历史状态信息，σ 为

ｓｉｇｍｏｉｄ函数，Ｗｆ为遗忘门连接的权重矩阵，ｈｔ －１是隐

含层上一个时间节点的输出，Ｘ ｔ 是 ｔ时刻输入层的输

出，ｂｆ 是遗忘门的偏移值，ｉｔ 为 ｔ 时刻输入门的输出，
Ｗｉ 为输入门连接的权重矩阵，ｂｉ 为输入门的偏移值，
Ｃ ｔ 为临时新状态值，ＷＣ 为 ｔ 时刻计算单元新状态的

连接权重矩阵，ｂＣ 为 ｔ 时刻计算单元新状态的偏移

值，Ｃ ｔ －１为旧状态，Ｃ ｔ 为 ｔ时刻新的状态，Ｗｏ为输出门

的连接权重，ｂｏ为输出门的偏移值，ｈｔ 为输出门的值．

２　 基于小波变换的风电功率概率预测方法

小波变换是一种针对信号的时间⁃频率上的局

部分析方法，是经传统的傅里叶变换改进而来的．将
傅里叶变换的基函数换成了有限长会衰减的小波

基，因此小波变换可以对细微的信号进行分析研究，
提供了一种非平稳信号的时间尺度分析手段［７］ ．小
波变换含有的变量为尺度 ａ （ ｓｃａｌｅ） 和平移量 ｔ
（ｔｒａｎｓｌａｔｉｏｎ），尺度 ａ 控制小波函数的伸缩，平移量 ｔ
控制小波函数的平移．两个变量对应于频率与时间．
小波变换如下：

１６４
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在连续小波变换中，设 ϕ（ ｔ） ∈ Ｌ２（Ｒ），ϕ∗（ｗ）
为 ϕ（ ｔ） 的傅里叶变换结果，ϕ∗（ｗ） 满足：

∫＋∞
－∞

｜ ϕ∗（ｗ） ｜ ２

｜ ｗ ｜
ｄｗ ＜ ∞， （７）

则 ϕ（ ｔ） 为一个母小波函数．
同时，ϕ（ ｔ） 经伸缩和平移后可得：

ϕａ，τ（ ｔ） ＝
１

｜ ａ ｜
ϕ ｔ － τ

ａ
æ

è
ç

ö

ø
÷ ，ａ，τ ∈ Ｒ；ａ≠ ０， （８）

其中， ａ 为伸缩变量，τ 为平移变量．
对于平方积函数 ｆ（ ｔ） ∈ Ｌ２（Ｒ） 的连续小波变

换为

ＷＴ（ａ，τ） ＝ １
ａ
∫＋∞

－∞
ｆ（ ｔ）Ψ ｔ － τ

ａ
æ

è
ç

ö

ø
÷ ｄｔ， （９）

将 ａ与 τ 进行离散化，分别取 ａ ＝ ａ ｊ
０，τ ＝ ｋａ ｊ

０ τ ０（ ｊ，ｋ∈
Ｚ），其中步长 ａ１０ 是固定值，离散化小波变换公式为

ϕ ｊ，ｋ（ ｔ） ＝ ａ － ｊ
２
０ ϕ

ｔ － ｋａ ｊ
０ τ ０

ａ ｊ
０

æ

è
ç

ö

ø
÷ ＝ ａ － ｊ

２
０ ϕ（ａ －ｊ

０ ｔ － ｋτ ０），

（１０）
离散化系数为

ｃｊ，ｋ ＝ ∫＋∞
－∞

ｆ（ ｔ）ϕ∗ｊ，ｋ（ ｔ）ｄｔ． （１１）

为了提高小波变换之后重构的信号精度，对于

尺度与平移量的选择应该尽量小一点．风电功率的

时间序列是一种非平稳信号，本文采用小波变换的

方法，首先将采集到的样本进行分析处理，得到输入

输出模型，通过小波变换将每一列的数据进行分解．
考虑到小波变换之后信号重组的精度，依据信号的

平稳性对样本进行小波分解．本文选用的东北某风

电场的功率序列平稳性较差．针对平稳性较差的东

北风电场样本采用三级小波分解，再将已经得到的

小波信号进行预测研究，对信号的平稳性进行判断．
在已经得到各分解信号的基础上，再对小波样

本进行 ＬＳＴＭ 网络训练，得到风电功率小波样本的

预测模型，进而对预测模型误差进行分析，进行风功

率小波样本的概率预测．小波变换下的风功率概率

预测模型的结构如图 ２所示．

３　 考虑误差分布的风功率超短期概率预测

由中心极限定理可知，大量统计独立的随机变

量的和的分布近似服从一个数学期望为 μ，方差为

σ ２ 的高斯分布，记为 Ｎ（μ，σ ２），其中 μ，σ ２ 分别决定

着该分布的位置与幅度［２１］ ．通常进行概率统计分布

参数估计的方法为贝叶斯估计方法［２２］、最大似然估

图 ２　 小波变换下的风功率概率预测模型结构

Ｆｉｇ ２　 Ｗｉｎｄ ｐｏｗｅｒ ｐｒｏｂａｂｉｌｉｔｙ ｐｒｅｄｉｃｔｉｏｎ
ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｕｎｄｅｒ ｗａｖｅｌｅｔ ｔｒａｎｓｆｏｒｍ

计方法［２３］、无偏估计方法等．
风电功率时间序列在建立预测模型的过程中会

不可避免地产生模型误差［２４］ ．通常情况下，若以所建

的模型进行风功率预测，预测的结果与实际值之间

都会存在此模型误差．根据高斯分布的定义，在大量

的误差统计下，风功率的预测误差近似服从高斯分

布［２５］ ．本文采用最大似然估计的方法对预测模型的

误差进行高斯分布参数估计．
假设 ｄ１，ｄ２，ｄ３，…，ｄｎ 是已知风功率模型训练的

误差向量，则在高斯分布下均值与方差的最大似然

估计分别为

μ^ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｄｉ， （１２）

σ^２ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｄ２ｉ － １

ｎ∑
ｎ

ｉ ＝ １
ｄｉ

æ

è
ç

ö

ø
÷

２

． （１３）

长短期记忆网络对于时间叙述模型的求解具有

天然的优势，ＬＳＴＭ 是一种带有“注意力”的神经网

络［２２］ ．ＬＳＴＭ不仅可以将过去时刻的信息带进现在

时刻来计算，而且还带有遗忘的模式，将过去无关的

状态舍弃，从而充分挖掘数据的有用信息［２６］，提高

预测的准确度．
ＬＳＴＭ网络对状态信息有记忆功能，因此为了尽

量降低预测模型的复杂度与保证预测精度，本文的
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数据输入为 １００维，输出为 １ 维，输入向量为当前时

刻之前的 １００ 个历史风功率值，输出点为当前时刻

未来的第 １６个点，其中功率值点间隔为 ５ ｍｉｎ，因此

本文实现的为对未来 ４ ｈ 的超短期风电功率概率预

测．建立的预测模型为

ｙ ＝ ｆ（ｘ１，ｘ２，…，ｘ１００）， （１４）
式中： ｙ为未来４ ｈ时刻的风功率值，ｘ１，ｘ２，…，ｘ１００为
当前时刻之前的 １００个风功率值．

首先采用小波分解的方法对样本时间序列进行

列向三级小波分解，得到 ４ 个小波样本分别为高频

样本 Ａ３，低频样本 Ｄ３、Ｄ２、Ｄ１．
基于小波 ＬＳＴＭ 网络的风功率超短期概率预测

算法步骤如下：
１）采集分析风电场历史数据，将当前时刻之前

的 １００个风功率值 ｘ１，ｘ２，…，ｘ１００ 作为输入向量，未
来 ４ ｈ时刻的风功率值 ｙ 作为输出向量，构建训练样

本集．
２）对训练样本采用 Ｍａｌｌａｔ算法进行三级小波分

解得到 ４个小波训练样本集．
３）对小波训练样本进行归一化处理．归一化的

处理方式为将每一维的特征标准化为 ０ 均值单位标

准差，并且选取模型训练集与验证集．
４）建立 ＬＳＴＭ网络模型对每一个小波样本进行

训练得到每一个小波样本的预测值与模型的预测

误差．
５）假设模型的预测误差在服从高斯分布的情况

下，利用最大似然估计方法求出小波样本的误差分

布函数的参数，对小波样本的预测结果以及误差结

果重新整合，得到整体样本的预测值与高斯分布下

的模型预测误差均值和标准差：

预测值： ｙ ＝∑
ｊ

ｉ ＝ １
ｙｉ，

模型预测误差均值：μ ＝∑
ｊ

ｉ ＝ １
μ^ｉ，

模型预测误差标准差： σ^２ ＝ ∑
ｊ

ｉ ＝ １
σ^２ｉ ，

式中，ｙｉ 为第 ｉ个小波分量的预测值，μ^ｉ 为第 ｉ个小波

分量的预测误差均值，σ^２ｉ 为第 ｉ个小波分量的预测误

差方差，ｊ 为小波样本数．
６） 求出在不同置信度 α 下，风电功率整体样本

的超短期概率预测区间．

４　 仿真结果与性能比较

为了验证本文所提超短期概率预测方法的正确

性与可行性，选择中国东北某风电场进仿真测试，实
现对该风电场功率未来 ４ ｈ的超短期概率预测．

４ １　 概率预测评估指标

本文采用平均绝对百分比误差作为对点预测结

果的评价指标，灵敏度、可信度以及二者综合指标对

概率预测区间进行评估．
１） 平均绝对百分比误差 ｅ：

ｅ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １

ｔｔｅｓｔ（ ｉ） － ｙｔｅｓｔ（ ｉ）
ｙｍａｘ

× １００％， （１５）

式中，Ｎ 为验证样本个数，ｔｔｅｓｔ（ ｉ）和 ｙｔｅｓｔ（ ｉ） 分别为

第 ｉ 个验证样本的点预测值与实际值，ｙｍａｘ 为验证样

本中最大的功率值．
２） 灵敏度 Ｌ：

Ｌ ＝ １
Ｎ∑

Ｎ

ｉ ＝ １

ｕｐ（ ｉ） － ｌｏｗ（ ｉ）
ｙｉ

× １００％， （１６）

式中，ｕｐ（ ｉ）和 ｌｏｗ（ ｉ） 分别为第 ｉ个验证样本概率预

测的上限与下限，ｙｉ 为第 ｉ 个验证样本的功率值．
３） 可信度 Ｒ：
Ｒ１－α ＝ ［λ － （１ － α）］ × １００％， （１７）

式中， Ｒ１－α 为在置信度 １ － α 下的可靠度值，λ 为在

置信度 １ － α 下实际值落入预测置信区间的个数与

总验证样本个数的比值．
４） 综合得分（ｓｃｏｒｅ）：

δ α
ｔ （ ｉ） ＝ ｕｐ（ ｉ） － ｌｏｗ（ ｉ）， （１８）

ｓｃ（ｉ）＝

－ ２αδαｔ （ｉ） － ４［ｌｏｗ（ｉ） － ｙｔ（ｉ）］，ｙｔ（ｉ） ＜ ｌｏｗ（ｉ），
－ ２αδαｔ （ｉ），ｙｔ（ｉ） ∈［ｌｏｗ（ｉ），ｕｐ（ｉ）］，
－ ２αδαｔ （ｉ） － ４［ｙｔ（ｉ） － ｕｐ（ｉ）］，ｙｔ（ｉ） ＞ ｕｐ（ｉ），

ì

î

í

ï
ï

ïï

（１９）

综合得分 ＝ １
Ｎ∑

Ｎ

ｉ ＝ １
ｓｃ（ ｉ）， （２０）

式中， δ α
ｔ （ ｉ）为在置信度１ － α下第 ｉ个点处的区间宽

度，ｕｐ（ ｉ） 和 ｌｏｗ（ ｉ） 分别为第 ｉ个验证样本概率预测

的上限与下限，ｙｔ（ ｉ） 为验证样本中第 ｉ 个功率值，Ｎ
为验证样本个数，ｓｃ（ ｉ） 为第 ｉ 个点处的区间得分．

实际进行风电功率预测时，灵敏度 Ｌ 评价概率

预测结果区间的平均宽度对随机变化范围的灵敏区

域，其绝对值越小表示灵敏度越高；可信度 Ｒ 评价概

率预测置信区间的可信程度，其绝对值越小表示可

信度越高；综合得分 ｓｃｏｒｅ评价概率预测区间的综合

质量，并且综合指标绝对值越小区间质量越高；平均

绝对百分比误差 ｅ 评价点预测结果的误差大小，其
值越小结果越准确．

３６４
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４ ２　 算例测试

该东北风电场每 ５ ｍｉｎ 采集一个风功率值，选
取风电场某段时间内 ５ ０００ 个功率值作为样本，对
风电功率原始样本进行三级小波分解，得到 ４ 个小

波样本信号．取当前时刻前 １１０ 个风功率值作为预

测模型的输入向量，取未来 ４ ｈ 时刻的值作为预测

模型的输出向量，构建 ３ ０００ 个训练样本集，并划分

模型训练集与验证集比值为 ４ ∶１，风电场的装机容量

为 １４８ ４ ＭＷ．以此建立风电功率超短期预测模型，
实现对该风电场功率未来 ４ ｈ时刻的超短期预测．

本文在建立 ＬＳＴＭ网络时，隐含 ＬＳＴＭ网络层数

为 １０层时，所取得的预测效果最佳，网络所采用的

误差训练函数为均方误差函数，目标优化器为 ａｄａｍ
函数，Ｄｒｏｐｏｕｔ 层设为 ０ ５，输出层激活函数选 ｌｉｎｅａｒ
函数，网络训练迭代次数设为 ２ ０００．采用本文的预

测模型在不同置信度的条件下，对该东北风电场风

电功率进行超短期概率预测整体仿真的结果分别如

图 ３、４所示．

图 ３　 ４ ｈ时刻的风电功率预测结果

Ｆｉｇ ３　 Ｗｉｎｄ ｐｏｗｅｒ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ａｔ ４ ｈ ｔｉｍｅ

图 ４　 置信度为 ９５％的风电功率概率预测区间

Ｆｉｇ ４　 Ｔｈｅ ｗｉｎｄ ｐｏｗｅｒ ｐｒｅｄｉｃｔｉｏｎ ｉｎｔｅｒｖａｌｓ ａｔ ９５％ ｃｏｎｆｉｄｅｎｃｅ

４ ３　 预测结果评估

风电功率超前 ４ ｈ 预测结果平均绝对百分比误

差 ｅ，及与现有方法对比结果如表 １所示．

表 １　 预测结果平均绝对百分比误差

Ｔａｂｌｅ １　 Ｍｅａｎ ａｂｓｏｌｕｔｅ ｐｅｒｃｅｎｔａｇｅ ｅｒｒｏｒ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

方法 ｅ

ＬＳＴＭ方法［２７］ ０ ０１８ ６

ＤＷＴ⁃ＢＰ 方法［７］ ０ ０２９ ７

本文方法 ０ ０１６ ６

选取的东北某风电场的数据在单独 ＬＳＴＭ 方法

下预测精度较普通 ＢＰ 网络精度要高，较本文预测模

型下的精度要低，因此采用本文的预测模型，预测精

度得到了提升．
计算东北某风电场在 ９５％置信度下概率预测结

果的各项指标，并且分别与现有的方法进行对比，结
果如表 ２所示，本文方法取得较好结果．

表 ２　 ９５％置信度下风电功率概率预测指标

Ｔａｂｌｅ ２　 Ｐｒｅｄｉｃｔｉｏｎ ｉｎｄｅｘ ｏｆ ｗｉｎｄ ｐｏｗｅｒ
ｐｒｏｂａｂｉｌｉｔｙ ｕｎｄｅｒ ９５％ ｃｏｎｆｉｄｅｎｃｅ

方法 Ｒ（可信度） Ｌ（灵敏度） 综合得分（ｓｃｏｒｅ）

ＬＳＴＭ方法［２７］ －０ ３７９ ９ ０ ０４６ ４ －７ １４５ ８

ＤＷＴ⁃ＢＰ 方法［７］ －０ ０５０ ０ ０ １２７ ３ －３ ６９８ ０

本文方法 ０ ００３ ３ ０ ０８６ １ －２ ９０３ ９

５　 结束语

本文将深度学习技术与小波分解技术相结合用

于风电功率超短期概率预测，并且使用最大似然估

计的方法来处理预测模型的误差，将模型的误差分

布近似为高斯分布，提出了风电功率超短期 ４ ｈ 概

率预测方法．通过对东北某风电场风功率进行超短

期概率区间预测仿真并与其他方法比较，得出以下

结论：
１）将 ＬＳＴＭ网络与小波分解方法结合对非平稳

数据进行概率预测具有很好的效果，能改进区间预

测的效果，增强模型的泛化能力．
２）本文方法没有考虑更多资源之间的关联特

性．影响预测误差的因素是多方面的，需要对资源之

间潜在的关系进行深度挖掘．高斯分布只能近似代

表预测误差的分布情况，对于误差关联特性有待进

一步挖掘．
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